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RESUMEN 

En este documento se realizan mediciones de parámetros de radiofrecuencia en el sector 

San Juan de Quito. Los datos recolectados a través de las herramientas de medición 

compatibles con Android: CellMapper, G-NetTrack y Net Monitor Lite, son analizados y 

procesados con el fin de proponer un algoritmo básico para predecir con algún nivel de 

probabilidad la celda hacia la que se dirige el terminal de usuario. El algoritmo básico 

deducido se evalúa con los mismos datos recopilados y se determina su efectividad en 

función de los resultados. Debe tenerse en cuenta que la capacidad del algoritmo para 

garantizar que se ejecuten los traspasos está condicionada a la cantidad de datos que se 

puedan recopilar y de las capacidades de las aplicaciones de medición. 

Para la selección del algoritmo de traspaso, se deben tener en cuenta muchas métricas, 

como las condiciones de la red, las condiciones del terminal móvil y las condiciones 

climáticas, ya que al utiliza un canal inalámbrico el proceso de handover está sujeto a 

fenómenos como el ping-pong y fallos como traspasos de celdas fallidos, que degradan la 

calidad de la comunicación. 

Se utiliza la técnica de aprendizaje supervisado Machine Learning ya que este tipo de 

técnica se aplica para obtener un modelo predictivo. Este enfoque se convierte en una 

solución efectiva para mejorar el rendimiento del traspaso de celdas celulares y aumentar 

la utilización de la red. 

 

 

PALABRAS CLAVE: Machine Learning, handover, modelo. 
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ABSTRACT 

In this document, radiofrequency parameters measurements are made in the San Juan 

sector from Quito. The data collected through the measurement tools compatible with 

Android: CellMapper, G-NetTrack, and Net Monitor Lite, are analyzed and processed in 

order to propose a basic algorithm to predict with some level of probability towards the cell 

to which it is directed the user terminal. The deduced basic algorithm is evaluated with the 

same data collected, and its effectiveness is determined based on the results. It must be 

taken into account that the ability of the algorithm to guarantee that handovers are executed 

depends on the amount of data that can be collected and the capabilities of the 

measurement applications. 

For the selection of the handover algorithm, many metrics must be taken into account, such 

as network conditions, mobile terminal conditions, and weather conditions, since the 

handover process when using a wireless channel is subject to phenomena, such as ping-

pong. And glitches, such as failed handovers, which degrade communication quality. 

The Machine Learning supervised learning technique is used since this type of technique 

is applied to obtain a predictive model. This approach becomes an effective solution to 

improve cellular cell handover performance and increase network utilization. 

 

KEYWORDS: Machine Learning, handover, model. 
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1 INTRODUCCIÓN 

Las redes móviles se han vuelto esenciales para el funcionamiento de la sociedad actual, 

ya que permiten la comunicación instantánea y la transmisión de datos desde cualquier 

lugar y en cualquier momento. Estas redes móviles se han vuelto cada vez más importantes 

en la actualidad, ya que la mayoría de las personas poseen dispositivos móviles y 

dependen de ellos para mantenerse conectados a la red y así poder realizar sus tareas 

diarias [1]. 

Para mantener constante la transmisión de datos y voz entre estaciones móviles y 

estaciones base, se debe asegurar la continuidad del servicio sin interrupciones o caídas 

a través del proceso handover. Este proceso es una operación crítica en las redes de 

comunicaciones móviles, donde se espera que los usuarios puedan moverse sin problemas 

de una estación base a otra, sin pérdida de calidad en la señal y en la comunicación. 

Las tecnologías en las que se involucra el handover son: GSM (Global System for Mobile 

Communications), CDMA (Code Division Multiple Access), LTE (Long-Term Evolution) y 

5G (quinta generación de redes móviles). Cada tecnología tiene sus propias características 

y beneficios, y es utilizada por diferentes proveedores de servicios móviles en todo el 

mundo [2]. 

Debido a que el handover es un proceso crítico, es posible que lleve una mala gestión del 

mismo y por ende provocar la interrupción del servicio, la pérdida de calidad de la señal y 

la insatisfacción del usuario. Por tanto, es necesario contar con sistemas eficientes de 

handover para asegurar una transición fluida y sin problemas. En este sentido, se han 

desarrollado diferentes técnicas para optimizar el handover, incluyendo la monitorización 

constante de la calidad de la señal, la selección de la estación base adecuada y la 

predicción del handover basado en el movimiento del usuario y la calidad de la señal [3]. 

Existen diferentes tipos de handover, que se utilizan en diferentes situaciones. El handover 

suave es el más común, y se utiliza para cambiar de un punto de acceso a otro sin 

interrupciones en el servicio. El handover duro, por otro lado, puede interrumpir 

temporalmente el servicio mientras se produce el cambio de punto de acceso. Otras 

variantes incluyen el handover horizontal, aquel que se produce entre diferentes puntos de 

acceso en la misma red, y el handover vertical, que se produce entre diferentes redes [4]. 

Para la optimización del handover utilizamos Machine Learning, ya que es una herramienta 

que actualmente tiene gran impacto, gracias a esta herramienta podemos determinar 

modelos predictivos en este caso regresión lineal, a partir de las posibles relaciones 
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encontradas entre variables de entrada y variables de salida en el proceso de aprendizaje 

[5]. 

1.1 OBJETIVO GENERAL  

Diseñar un algoritmo básico para predecir con algún nivel de probabilidad la celda hacia la 

que se dirige el terminal de usuario. 

1.2 OBJETIVOS ESPECÍFICOS 

1. Conocer el funcionamiento de las herramientas de recolección de datos para 

obtener con finura los parámetros de radio frecuencia a medir. 

2. Plantear distintas rutas de medición de datos dentro del sector San Juan de Quito 

para la etapa de recolección de datos. 

3. Depurar los datos brutos de las rutas para su posterior análisis. 

4. Conocer el funcionamiento de las herramientas utilizadas para el análisis del 

conjunto de datos como R y R Studio, para implementar un algoritmo básico de 

predicción aplicando la técnica de Machine Learning de aprendizaje supervisado. 

 

1.3 ALCANCE 

En este proyecto se propone implementar en base a los datos de radio frecuencia 

recolectados en varios puntos geográficos de la ciudad de Quito, un algoritmo básico para 

predecir con algún nivel de probabilidad la celda hacia la que el terminal móvil se está 

trasladando y no necesariamente a la celda vecina con señal más fuerte como se ejecuta 

el proceso actualmente. El algoritmo básico se evaluará con los mismos datos recolectados 

y su capacidad será proporcional a la cantidad de datos que se pueda recolectar con las 

aplicaciones compatibles para Android.  

Para realizar la recolección de datos, se utilizó las aplicaciones: CellMapper, G-NetTrack y 

Net Monitor Lite, las cuales otorgan diferentes datos de la señal móvil cada segundo, ya 

que ese es el valor de tiempo predeterminado para cada una de ellas. Además, es 

importante mencionar que las aplicaciones indicadas no mostraban información detallada 

de las estaciones base, pero si parámetros de radio frecuencia de la estación móvil como: 

rssi_strongest, rssi y rsrq [8] [10] [11]. 

En la primera fase, también conocida como recolección de datos, se han establecido dos 

rutas dentro del sector de San Juan para llevar a cabo la recolección de datos. Estos datos 

serán recolectados caminando a una velocidad promedio de aproximadamente 4.125 km/h. 

Se debe tener en cuenta los diferentes factores que afectan la recolección de datos, como 
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la capacidad de procesamiento del dispositivo móvil, ya que, si se tiene varias aplicaciones 

ejecutándose al mismo tiempo (en segundo plano), estas no recolectaran datos 

efectivamente y presentaran mayores errores en las mediciones [6]. 

Para la etapa de análisis y procesamiento de los datos recolectados, primero se ordenaron 

y depuraron los datos brutos medidos de las dos rutas. Posteriormente, para el modelo de 

predicción se empleará la herramienta de programación con enfoque estadístico Rstudio, 

en el cual se realizará la programación del modelo de regresión lineal, ya que es una 

técnica estadística importante en el campo del Machine Learning, pues se utiliza 

comúnmente en modelos de aprendizaje supervisado. En esta técnica se entrena un 

modelo de aprendizaje automático utilizando un conjunto de datos de entrenamiento que 

contiene valores de variables de entrada y salida con el fin de obtener un modelo para 

predecir la salida correspondiente a una entrada no vista [7]. 

En este trabajo, específicamente, se modelará la relación entre las variables 

independientes rssi_strongest, rssi y rsrq y variable dependiente hand_over, para predecir 

valores futuros de un handover Exitoso o Fallido. Mediante este modelo se obtendrá los 

coeficientes de una ecuación lineal que satisfacerá la relación entre las variables 

mencionadas. Seguidamente se evaluará la ecuación lineal obtenida con la herramienta 

Matlab para estimar el valor de datos predichos correctamente y datos predichos 

incorrectamente. 

Finalmente, se incluye la codificación que determina la celda candidata más cercana a la 

que se puede conectar el terminal móvil en función de las distancias entre el terminal móvil 

y las estaciones base. 

 

1.4 MARCO TEÓRICO  

1.4.1 HERRAMIENTAS UTILIZADAS PARA LA RECOLECCIÓN DE DATOS 

Para la recolección de datos de radio frecuencia utilizamos 3 aplicaciones: 

• CellMapper 

• G-NetTrack Lite 

• Net Monitor Lite 
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Figura 1.1: Aplicaciones que se van a utilizar 

 

 

1.4.1.1 CELLMAPPER 

Es una aplicación que permite al usuario recolectar parámetros de radio frecuencia en tiempo 

real, se caracteriza por localizar estaciones base de diferentes tecnologías, tales como: 2G, 

3G, 4G, 4G+. Se puede descargar desde las aplicaciones de Android o de la página web de 

CellMapper [8]. Se debe tener en cuenta que para la recolección de datos la versión de 

Android del dispositivo debe ser mayor a 7 [8]. 

La aplicación comienza a recopilar datos una vez que, al ejecutarse, todos sus iconos estén 

de color verde y finalmente los datos se almacenan en un archivo csv. Los íconos de la 

aplicación son: 

• GPS: Indica al usuario si el sistema de navegación está en correcto funcionamiento. 

• Subir datos: Indica al usuario si está o no habilitada la subida de datos. 

• Cuenta: Indica al usuario si el inicio de sesión fue correcto o no. 

• Grabar: Indica al usuario si la grabación de los datos esta activa o no. 

• En las siguientes gráficas se describen los principales menús y los datos que se 

reportan. 

 

Parámetros de radio frecuencia: 
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Figura 1.2: Pantalla principal de CellMapper y descripción de los principales parámetros 

de Radio Frecuencia [8] 

Descripción del Menú: 

 

 

 

Figura 1.3: Menú de CellMapper [8] 

Celda: Identificador de celda, se utiliza para 

diferenciar las celdas entre sí. 

MCC: Código numérico de identificación de país. 

MNC: Código numérico usado para identificar al 

operador de telefonía móvil. 

RSRQ: Calidad de la señal recibida. 

SINR: Relación señal interferencia más ruido. 

RSRP: Potencia de señal recibida de referencia. 

RSSI: Intensidad de la señal recibida. 

TAC: Sección del código IMEI es empleada con 

el objetivo de identificar dispositivos 

inalámbricos. 

LAC: Código de área de localización, identifica la 

zona de ubicación. 

 

 

 

 

 

 

 

 

Mapa: Permite ver la ubicación visual de todas 

las estaciones base en el mapa. 

Subida de datos y estadísticas: Carga los datos 

de la estación base ya medida. 

Cuenta: Permite rastrear cuántas torres ha 

registrado y ubica esas torres en el mapa web. 

Ayuda: Despliega la guía con recomendaciones 

para la aplicación. 

Privacidad: La aplicación recopila datos 

personales de los usuarios. 

Ajustes: Permite realizar modificaciones en los 

ajustes principales. 

Modo automóvil: Permite visualizar parámetros 

de movimiento. 

Calculadora de Frecuencias: Permite calcular la 

frecuencia exacta a partir de los números de 

canal para las distintas redes. 
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Las bandas de frecuencia disponibles en el Ecuador son las siguientes [9]: 

• Ecuador: B4 - 1700 MHz en Uplink y 2100 en Downlink. 

• Movistar: B2 - 1900 MHz. 

 

1.4.1.2 G-NETTRACK LITE 

Es una aplicación del sistema Android diseñada para dispositivos móviles, que permite 

monitorear la información de radio frecuencia de las celdas vecinas y el servicio de la red 

móvil para redes 2G, 3G, 4G, 5G. Esta aplicación a diferencia de otras permite hacer una 

representación visual de la ruta recorrida. 

Para el funcionamiento de la aplicación la versión de Android puede ser desde 2.2 en 

adelante, pero se debe tener en cuenta que, para versiones anteriores de Android, la carga 

del archivo es de hasta al menos 128KB [10]. 

En esta aplicación la recolección de datos no es automática, ya que hay que iniciar el registro 

y posteriormente finalizarlo. Los datos se guardan en archivo txt y kml. 

 

Descripción de las pestañas: 

   

Figura 1.4: Pantalla principal, vecinas y mapa de G-NetTrack Lite [10] 

Célula: Muestra la información geográfica y las 

características de la red. 

Vecinas: Indica la información sobre las 

mediciones de las celdas vecinas. 

Mapa: Muestra una vista geográfica de las 

estaciones base de la red. 

Info: Muestra información visual de los 

parámetros de radio frecuencia. 

Coche: Muestra la información de las celdas 

con letras de fuente de mayor tamaño. 
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1.4.1.3 NET MONITOR LITE 

Esta aplicación se utiliza para monitorear parámetros técnicos de las redes celulares 2G, 3G, 

4G en tiempo real. Dentro de sus funcionalidades permite recolectar la intensidad de la señal 

con su respectiva marca de tiempo y también parámetros para el análisis de redes celulares 

tales como RSSI, RSRQ y RSSNR. 

Se considera una de las aplicaciones más completas ya que recolecta varios parámetros de 

radio frecuencia en comparación con las otras aplicaciones.  

Para su funcionamiento debe manejar una versión mínima de Android de 4.3. 

La recolección de los datos se realiza de manera automática al ejecutarse la aplicación y el 

archivo que se genera es de tipo csv [11]. 

Descripción de las pestañas: 

   

Figura 1.5: Pantalla principal de Net Monitor Lite [11] 

1.4.2 CARACTERÍSTICAS DEL TERMINAL MÓVIL 

El dispositivo empleado para la recolección de datos es: Redmi Note 9s con las 

siguientes características: 

Main: En la ventana principal podemos 

observar datos como: RSRP, ARFCN, RSRQ, 

RSSNR, tipo de red, MCC, eNodeB, CID entre 

otros. 

Graph: Permite apreciar gráficamente la 

información de la celda. 

Stats: Presenta gráficamente las estadísticas 

del nivel de las señales. 

Sessions: Muestra las sesiones registradas en 

la aplicación con características como: Tiempo 

de inicio, duración, salto y área. 

Info: Muestra la información general de la 

aplicación. 
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Tabla 1.1: Características del terminal móvil [12] [13] 
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1.4.3 HERRAMIENTAS DE ANÁLISIS DE DATOS 

Las herramientas instaladas en el computador para el análisis del conjunto de datos 

en este trabajo se presentan en la Figura 1.7. 

 

Figura 1.6: Herramientas de análisis de datos 

1.4.3.1 Software R versión 4.2.2 

Es una herramienta de programación gratuita y de código abierto utilizada principalmente 

para el estudio y análisis de conjunto de datos, así como para la generación de gráficos. 

Maneja un entorno sencillo y completo por lo que se considera una herramienta amigable 

para el usuario. Es compatible con sistemas operativos: Windows, UNIX y MacOS. 

Además, permite integrarse con distintas bases de datos como Excel. 

R utiliza una interfaz de línea de comandos (CLI), que se presenta en la siguiente figura, 

en lugar de una interfaz gráfica [14] [15] [16].  
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Figura 1.7: Interfaz de línea de comandos de R 

1.4.3.2 Software RStudio 

Es un entorno de desarrollo integrado (IDE) de código abierto destinado para el manejo del 

lenguaje de programación R con una interacción más fluida a través una interfaz gráfica. 

En este software, ofrece la posibilidad de utilizar una amplia variedad de modelos de 

aprendizaje automático, que abarcan desde la regresión lineal hasta las redes neuronales, 

al igual que en R [17]. 

Está conformado por: editor de sintaxis, entorno de trabajo, utilidades y consola como 

podemos ver en la Figura 10. 

 

Figura 1.8: Partes del software Rstudio 
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Editor de sintaxis: Es el panel donde se crean y modifican los scripts para posteriormente 

ejecutarlos. 

Entorno de trabajo: Consiste en el panel donde se visualiza el conjunto de datos y los 

objetos que se almacenan al ejecutar los análisis. 

Utilidades: está conformada de varias subpestañas como: 

• Files: permite la visualización del registro de archivos previamente accedidos en 

el directorio actual. 

• Plots: muestra los gráficos generados. 

• Packages: permite visualizar, descargar e instalar bibliotecas de software. 

• Help: permite acceder a la ayuda sobre R. 

• Viewer: Sirve para gráficas interactivas o animaciones. 

• Presentation: Crea una nueva presentación R. 

Consola: en ella se ejecuta los comandos realizados desde el editor de sintaxis [18] [19]. 

A continuación, se presentan algunas de las principales tareas que se pueden realizar en 

RStudio: 

• Los usuarios pueden crear scripts, funciones y paquetes de R para realizar análisis 

estadísticos y manipulación de datos. 

• RStudio permite importar datos en archivos CSV, Excel, SPSS, SAS y bases de 

datos como MySQL y SQLite. También se pueden conectar a fuentes de datos en 

línea como APIs o servicios web. 

• A través de una amplia variedad de paquetes de R, es posible realizar análisis 

estadísticos y gráficos, desde análisis descriptivos hasta modelos predictivos más 

complejos. 

• RStudio incluye una gran variedad de herramientas para visualizar datos, como 

gráficos de barras, histogramas, diagramas de dispersión, mapas y gráficos de 

líneas [20]. 
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2 METODOLOGÍA 

2.1 DEFINICIÓN DE LOS DATOS A RECOLECTAR Y PROCESAR 

La recopilación de datos es una herramienta fundamental para verificar las hipótesis y 

suposiciones planteadas con el objetivo de validarlas o refutarlas. En el presente trabajo la 

etapa de recolección de datos de radio frecuencia por los distintos sectores de Quito ya 

mencionados, tiene la finalidad recopilar información para posteriormente diseñar un 

algoritmo básico para predecir con algún nivel de probabilidad la celda hacia la que se 

dirige el terminal de usuario. 

2.1.1 OBJETIVOS DE LA RECOLECCIÓN DE DATOS.  

• Interactuar con las distintas herramientas de recolección de datos, con la finalidad 

de familiarizarnos con su funcionamiento y entender su entorno de almacenamiento 

de variables. 

• Planear distintas rutas por las cuales se realizará la recopilación de los datos de 

radio frecuencia. 

• Realizar un cronograma para la planificación, organización y seguimiento de las 

rutas por las cuales se recopilará información.  

• Realizar el análisis de los datos para el estudio del proceso de handover. 

2.1.2 IDENTIFICACIÓN Y DEFINICIÓN DE LOS PARÁMETROS QUE SE VAN A 

RECOLECTAR. 

Los parámetros que las aplicaciones permiten recolectar son:  

 

Figura 2.1: Parámetros de recolección de la aplicación  
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Fecha y Hora: Indica la fecha en la que se lleva a cabo la medición utilizando el formato 

día/mes/año, así como también la hora exacta en la que se realiza, utilizando el formato 

hora/minutos/segundos. 

net_op_name: el nombre del operador de la red. 

rssi_strongest: potencia más alta del vecino. 

tech: modo de tecnología de red. 

mcc (Mobile Country Code): es un código numérico de tres dígitos utilizado en la telefonía 

móvil para identificar el país de origen de un dispositivo móvil [21]. 

lac_tac (Location Area Code): es un código numérico utilizado en las redes móviles para 

identificar una Área de Localización. Se utiliza como referencia única para la ubicación de 

un suscriptor móvil [22]. 

node_id: especifica el identificador del nodo. 

cid: es un identificador numérico único que se utiliza para identificar una celda específica 

en la red [23]. 

rssi (Received Signal Strength Indication): En español significa Indicador Potencia de la 

Señal Recibida, es una medida de la potencia de la señal recibida por un receptor. Se 

expresa en decibelios (dBm) y se utiliza comúnmente en redes wireless, como Wi-Fi, 

Bluetooth y redes celulares. 

Este parámetro nos permite determinar la calidad de la señal y puede utilizarse para 

conocer es estado de la red. Se debe tener en cuenta que el RSSI no siempre es una 

medida precisa de la calidad de la señal, ya que puede verse afectado por factores como 

la interferencia, el ruido y la distancia. Si el valor medido está más cercano a 0 dBm, hay 

mejor señal, pero si el valor es -110 dBm o más negativo, hay señal débil o sin señal [24]. 

rsrq (Reference Signal Received Quality): En español significa Calidad de la Señal de 

Referencia Recibida, se refiere a una medida utilizada en redes celulares para evaluar la 

calidad de la señal de referencia recibida por un dispositivo móvil en relación con el ruido 

y la interferencia. Se expresa en decibelios (dB) y se utiliza para evaluar la calidad de la 

señal recibida en la banda de frecuencia de la red celular [24]. 

rssnr (Reference Signal Signal-to-Noise Ratio): En español significa Relación Señal-

Ruido de la Señal de Referencia, se refiere a una medida de fiabilidad de la señal de 

referencia en una red móvil LTE. Un valor alto indica una señal de referencia fuerte y una 
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buena relación señal-ruido, lo que infiere una mejor calidad de la conexión de datos, 

mientras que un valor bajo indica una señal de referencia débil y una mala relación señal-

ruido, lo que puede resultar en una conexión de datos de baja calidad o incluso una 

desconexión [25]. 

accuracy: se refiere a cuánto se acerca una medida o cálculo al valor verdadero o 

esperado. 

latitud: coordenada de latitud de la ubicación actual en formato decimal. 

longitud: coordenada de longitud de la ubicación actual en formato decimal. 

 

2.2 DEFINICIÓN DE LA ZONA Y RUTAS A CONSIDERAR  

Se escogió el sector San Juan Figura: 2.2, como zona de estudio, ya que abarca una gran 

cantidad determinada de celdas mediante las cuales se podrá garantizar que se ejecutarán 

handovers. Por tanto, se recopilará datos mediante un cronograma planteado conformado 

de dos rutas con un tiempo de duración de un mes.  

  

Figura 2.2: Sector San Juan - MapCarta 

En la Figura: 2.3, gracias al mapa web de CellMapper podemos apreciar significativamente 

la localización visual de todas estaciones base mapeadas en el sector San Juan. Cabe 

recalcar que tanto CellMapper como ninguna de las otras aplicaciones que intervienen en 

el desarrollo de este trabajo ofrecen la información de ubicación en coordenadas 
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geográficas de las estaciones base. Por lo que para obtener este tipo de información se 

recurrirá a un método utilizando Google Maps, que se describirá más adelante.  

 

Figura 2.3: Sector San Juan con mapeo de estaciones base - CellMapper 

Seguidamente, en la Figura: 2.4, se exhibe la ubicación visual de las ocho estaciones base 

seleccionadas para la recolección de parámetros de radio frecuencia para su posterior 

análisis. 

 

Figura 2.4: Ubicación de las 8 estaciones base de interés – Google Maps 

En la Tabla:2, se presentan las imágenes reales de las estaciones base con sus respectivos 

identificadores que intervienen en el análisis: 
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Tabla 2: Ubicación y eNB de las estaciones base 

Estaciones base 

Estación base 1: 28322 

Dirección:  Av. Universitaria OE5- 

302, Quito 170402 

 

Estación base 5: 28427 

Dirección: Manuel Larrea N16-56, 

Quito 170103 

 

Estación base 2: 28834 

Dirección: 18 de Septiembre y De 

Soto 

 

 

Estación base 6: 28010 

Dirección: Manuel Larrea N13-65, 

Quito 170103 

 

Estación base 3: 28059 

Dirección: 18 de Septiembre y 

Pérez Guerrero 

Estación base 7: 28235 

Dirección: Sta. Prisca, Quito 

170130 



 

17 

  

Estación base 4: 28875 

Dirección: Asunción 272-308, 

Quito 170103 

 

Estación base 8: 28200 

Dirección: Cdla. Mz. 1025 Sl.25 y, 

26 

 

 

2.2.1 DETERMINACIÓN DE LA UBICACIÓN GEOGRÁFICA DE LAS 

ESTACIONES BASE SELECCIONADAS 

Para esta parte del trabajo hemos decidido utilizar Google Maps, ya que es una aplicación 

de mapas utilizada para obtener información detallada sobre una ubicación y su entorno. 

En este caso la información de interés es la ubicación presentada en términos de latitud y 

longitud. 

Para determinar la latitud y longitud de cada estación base, primero nos dirigimos a la 

página de CellMapper, y en el Menú seleccionamos la opción “Search”, una vez adentro, 

en la parte de búsqueda de torre tipeamos el identificador del nodo de la estación a ubicar 

como se muestra en la Figura: 2. 5.a. Posteriormente en el cuadro de dialogo presentado 

seleccionamos el resultado Figura: 2.5.b, finalmente el mapa automáticamente se 

direccionará a la ubicación de la estación base con identificador nodo tipeado Figura: 2.5.c. 
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Figura 2.5: Mapa de la página de CellMapper con el proceso de determinar la ubicación 

visual de las estaciones base 

Una vez obtenida la posición visual de la estación base, contrastamos la misma posición 

en la página web de Google Maps como se exhibe en la Figura: 2.6, posteriormente dando 

click izquierdo asignamos un punto coherente a la ubicación y automáticamente se nos 

desplegara en la parte inferior las coordenadas geográficas del punto seleccionado, que 

en este caso vendría a ser el punto donde se encuentra la estación base con el identificador 

de nodo tipeado. 

 

Figura 2.6: Obtención de las coordenadas geográficas para la estación base eNB 28322 
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Realizamos el mismo procedimiento para todas las estaciones base seleccionadas y como 

resultado obtendríamos la siguiente tabla: 

Tabla 2.1: Coordenadas geográficas de la posición de las estaciones base [26] [27] 

Identificador 

de nodo eNB 

Ubicación 

Latitud Longitud 

28834 -0.204217 -78.503457 

28235 -0.214681 -78.504884 

28542 -0.197953 -78.502984 

28875 -0.206613 -78.501537 

28059 -0.203657 -78.501355 

28387 -0.203188 -78.503494 

28322 -0.204045 -78.505826 

28542 -0.197953 -78.502984 

28334 -0.209241 -78.500387 

28010 -0.212471 -78.503310 

28200 -0.213228 -78.507345 

28030 -0.210785 -78.494286 

 

Las rutas resaltadas con color rojo también son estaciones base a las que el terminal móvil 

se conecta y por ende también intervienen en el proceso de handover. 

 

2.3 RUTAS CONSIDERADAS  

En el presente trabajo se ha considerado recopilar información en horario rotativo 

caminando a una velocidad de 4.125 km/h aproximadamente por dos rutas ubicadas en el 

sector San Juan, este sector es uno de los más arcaicos de Quito. Posee calles 

empedradas y algunas adoquinadas. En este sector se encuentra la Basílica del Voto 

Nacional, el antiguo Hospital Militar y el Estadio de San Juan. 

2.3.1 PRIMERA RUTA – SECTOR SAN JUAN 

La primera ruta planteada tiene una distancia de recorrido de 1.8 km y se representa en la 

Figura: 2.7, en esta ruta se consideró como punto de partida y llegada las calles Av. 

América y Rio de Janeiro.  
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Figura 2.7: Ruta 1 para la recolección de datos  

2.3.2 SEGUNDA RUTA – SECTOR SAN JUAN 

La segunda ruta planteada tiene una distancia de recorrido de 2.2 km y se representa en 

la Figura: 2.8, en la cual se consideró de igual manera como punto de partida y llegada las 

calles Av. América y Rio de Janeiro.  

 

Figura 2.8: Ruta 2 para la recolección de datos  

2.4 CRONOGRAMA DE LA RECOLECCIÓN DE DATOS 

Una vez planteadas las rutas se ha programado un cronograma, el cual se tiene como 

objetivo llevar la bitácora de las rutas preestablecidas para la recolección de datos. En la 
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Tabla: 4, se muestra la fecha inicial de adquisición de información: Lunes 21 de Noviembre 

2022, Ruta 1 y fecha de finalización: Jueves 22 de Diciembre del 2022, Ruta 2. 

Tabla 2.2: Cronograma de la recolección de datos 

 

El cronograma de las actividades realizadas se muestra en el anexo 1. 

2.5 PROCESAMIENTO DE DATOS 

Una vez terminada la etapa de recolección de datos en las dos rutas establecidas y 

definidas con anterioridad, es de carácter importante analizar el conjunto de datos de radio 

frecuencia recopilados ya que son elementos clave en el proceso de handover. Los datos 
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obtenidos serán empleados en el algoritmo de Machine Learning con técnica de 

aprendizaje supervisado y modelo de regresión lineal. 

Los datos fueron organizados en carpetas en orden jerárquico, de la siguiente manera:  un 

directorio para ruta, dentro de esta un directorio para fecha y finalmente dentro de esta un 

directorio para cada aplicación como se exhibe en la Figura: 2.9. 

 

Figura 2.9: Organización de los datos por directorios  

Se han empleado 32 sesiones en total para el almacenamiento de los datos en las fechas 

establecidas. El número total aproximado de muestras recolectadas en la ruta 1 por día es 

3637, y en ruta 2 por día es 4000, estos valores son coherentes a la distancia y al tiempo 

de muestreo empleado. Cabe mencionar que, en los trayectos realizados, se presentaron 

errores en las mediciones tanto de potencia como en coordenadas de la ubicación 

causados por distintos factores como: la capacidad de multitarea del celular, interferencias 

por los cambios climáticos, etc. 
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Figura 2.10: Sesiones registradas por ruta  

Para empezar con el procesamiento, ordenamos todos los datos por rutas en un mismo 

archivo como se indica en la Figura: 2.11. Estos archivos contienen todas las muestras 

organizadas por día, un día a continuación de otro en el que se haya realizado la 

recolección de datos en la misma ruta. 

 

Figura 2.11: Sesiones completas para cada ruta 

Una vez organizados los datos, procedemos a realizar el preprocesamiento, el cual 

consiste en cuatro puntos importantes: 

1. Aumentar una columna que representará una nueva variable denominada 

hand_over, la cual indicará mediante valores lógicos o texto, si en cada punto 

registrado en la medición ocurrió o no el handover. Los valores lógicos empleados 

son: 0 para Fallido y 1 para Exitoso. 

2. Aumentar una columna que representará una nueva variable denominada 

Distancia_BS, la cual indicará la distancia entre las estaciones base servidoras y la 

estación móvil. 

3. Aumentar una columna que representará una nueva variable denominada azimut, 

la cual establecerá la dirección de movimiento del dispositivo móvil.  



 

24 

4. De todas las estaciones base consideradas en el campo de investigación, indicar a 

cuál estación base se acerca el equipo de usuario y de cuáles se aleja 

 

2.5.1 GENERACIÓN DEL ATRIBUTO HAND_OVER 

Como sabemos, es un hecho que en las rutas establecidas se va a ejecutar el proceso de 

handover. Ya que al ir avanzando por la ruta nos vamos a alejar de la estación base a la 

que estamos conectados, esto quiere decir que el recorrido entre la estación base y la 

estación móvil va a aumentar y por ende la potencia va a disminuir. Para que el dispositivo 

mantenga la conexión a la red, debe conectarse a otra estación base con mejores 

características de mayor potencia y menor distancia. 

 

Figura 2.12: Proceso del handover [28] 

Las condiciones adicionales para esta parte son:  

Para el desarrollo de esta parte, debemos tener en cuenta la variable node_id de nuestra 

base de datos, ya que para adicionar el nuevo un atributo (hand_over), inferiremos que un 

cambio de identificador de nodo en los datos se interpretará como un cambio de celda 

celular, es decir como handover.  

Para tipificar esta variable en Excel, lo haríamos a través de la sentencia condicional “SI”, 

siguiente manera: 

Si el valor de la variable node_id es igual al de la siguiente celda, entonces se asignará un 

valor lógico “0”, el cual indica que no se realizó un cambio de celda celular y por ende no 

ocurrió handover. Y si no se cumple la condición, se asignará el valor lógico “1”, el cual 



 

25 

representará la existencia de un cambio de celda celular, y por ende la existencia de 

handover, como se exhibe en la Figura: 2.13. 

 

Figura 2.13: Atributo hand_over creado en Excel 

Una vez definida la variable hand_over con sus respectivos resultados, procedemos a 

establecer una zona general de handover, la cual representaremos a partir del cambio de 

celda celular, con cinco valores “1” hacia arriba y cinco valores “1” hacia abajo. Para su 

automatización en Excel empleamos recursividad en cada columna. Y finalmente para 

proporcionarle color a las celdas, creamos una regla que indique colorear todos los “1s”, 

como se exhibe en la Figura 2.14. 

 

Figura 2.14: Zona de handover 

Debido a que necesitamos automatizar las coordenadas de latitud y longitud de las 

estaciones base en toda nuestra base de datos procedemos a realizar lo siguiente: 

Ubicamos las coordenadas de las estaciones base de la Tabla: 2.1, en la base de datos, 

como se exhibe en la Figura: 2.15. 
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Figura 2.15: Coordenadas de las estaciones base  

Luego, creamos las respectivas condicionales que dependen del identificador de nodo, 

para asignar la latitud y longitud a las respectivas estaciones base, como se indica en la 

Figura: 2.16. 

 

Figura 2.16: Asignación de las coordenadas de latitud y longitud a las estaciones base 

Posteriormente para determinar si el handover fue exitoso o existieron fallas en dicho 

proceso, consideramos las siguientes condicionales: 

Si el valor de potencia de las variables rssi_strongest, rssi y rsrq son diferentes a 

“2147483647”, las coordenadas geográficas son diferentes de “-1” y además esté dentro 

de la zona de handover, entonces se podrá concluir que el handover es Exitoso, caso 

contrario existen fallas en el handover. 
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Figura 2.17: Condiciones para la determinación de handover en Excel 

2.5.2 GENERACIÓN DEL ATRIBUTO DISTANCIA_BS 

Para el cálculo de la distancia emplearemos la ecuación Haversine, ya que nos permite 

calcular la distancia existente entre dos puntos geográficos, conociendo los parámetros de 

longitud y su latitud de dichos puntos. 

 

Figura 2.18: Puntos geográficos P (𝜆1, ∅1) y Q (𝜆2, ∅2) 

Ecuación 

𝑑𝑖𝑠𝑡𝑎𝑛𝑐𝑖𝑎 = 2 ∗ 𝑟 ∗ sin−1(√sin (
∅2 − ∅1

2
)

2

+ cos(∅1) ∗ cos(∅2) ∗ sin (
𝜆2 − 𝜆1

2
)
2

) 

 

 

(2.1) 

Donde:  

r: radio de la tierra 

∅1: Latitud inicial. 

𝜆1: Longitud inicial. 

∅2: Latitud final. 
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Longitud2 (𝜆2): Longitud final. 

Para su implementación, esta ecuación requiere las siguientes consideraciones [29]. 

• Es necesario expresar las Latitudes y Longitudes en grados decimales, y no en 

grados, minutos o segundos 

• El radio terrestre en kilómetros varía dependiendo de la ubicación: 

o En los polos: 6,356.8 km 

o En la zona ecuatorial: 6,378.10 km 

o El radio promedio es de 6,371.0 km 

• La distancia como resultado se expresa en metros [29]. 

Para su implementación en Excel, condicionamos ciertos parámetros como: si la latitud 

presenta un valor de “-1”, asignamos un “0” caso contrario se calcula la distancia geográfica 

considerando como punto inicial la ubicación de la estación móvil y como punto final la 

ubicación de la estación base a la que se conecta. En este caso al hablar de distancia, no 

importa la precedencia de punto inicial y final. 

 

Figura 2.19: Cálculo de la distancia entre dos puntos geográficos en Excel 

2.5.3 GENERACIÓN DEL ATRIBUTO AZIMUT 

El azimut se define como el ángulo horizontal que se mide en sentido horario desde el norte 

o desde otro meridiano de referencia. Aunque generalmente se mide desde el norte, en 

algunas situaciones se puede medir desde el sur. Para calcular el azimut, es necesario 

conocer las coordenadas geográficas tanto de las estaciones base como de las estaciones 

móviles [30]. 
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Figura 2.20: Acimuts y rumbos 

 

𝑎𝑧𝑖𝑚𝑢𝑡ℎ = 𝑡𝑎𝑛−1 (
𝜆2 − 𝜆1
∅2 − ∅1

) 
 

 

(2.2) 

Donde: 

∅1: Latitud inicial. 

𝜆1: Longitud inicial. 

∅2: Latitud final. 

𝜆2: Longitud final. 

Una vez calculado el azimut se procede a ubicarlo en el cuadrante que corresponde, para 

ello definimos ciertas condicionales que nos ayudaran en el cálculo Figura: 2.21.  

Tabla 2.3: Condicionales para el ángulo azimut [30] 

Si (𝜆2 – 𝜆1) > 0 y (∅2 – ∅1) > 0 Primer cuadrante – ángulo directo 

Si (𝜆2 – 𝜆1) > 0 y (∅2 – ∅1) < 0 Segundo cuadrante – se suma 200º al ángulo 

adquirido 

Si (𝜆2 – 𝜆1) < 0 y (∅2 – ∅1) < 0 Tercer cuadrante – se suma 200º al ángulo 

adquirido 

Si (𝜆2 – 𝜆1) < 0 y (∅2 – ∅1) > 0 Cuarto cuadrante – se suma 400º al ángulo 

adquirido 

 

En la implementación en Excel primero filtramos las mediciones de coordenadas obtenidas 

de valor “-1” en las columnas de latitud y longitud, posteriormente procedemos a tipificar 

las condicionales por cuadrantes mencionadas. 
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Figura 2.21: Calculo del Azimut en Excel 

2.5.4 GENERACIÓN DEL ATRIBUTO SE ACERCA O SE ALEJA  

Para esta parte procedemos a utilizar los datos de la Tabla: 2.1, y utilizar la fórmula de 

distancia entre dos puntos geográficos, para calcular todas las distancias desde el terminal 

móvil a todas las estaciones base, como se exhibe en la Figura: 2.22. 

 

Figura 2.22: Distancia entre la estación móvil y todas las estaciones base 

Una vez obtenidas las distancias, procedemos analizar si el dispositivo móvil se acerca o 

se aleja de las estaciones base. Para ello discriminamos que conforme avanza el tiempo, 

al disminuir la distancia existente entre la estación móvil y la estación base, el terminal 

móvil se “Se Acerca”, y si aumenta la distancia entre estas estaciones, el terminal móvil se 

“Se Aleja”, Figura: 2.23. 
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Figura 2.23: Estaciones base que se acercan y alejan del equipo de usuario 

 

2.6 MACHINE LEARNING  

El aprendizaje automático se define como una rama de la inteligencia artificial que otorga 

a los dispositivos con capacidad computacional la habilidad de aprender a identificar 

patrones y relaciones en el conjunto de datos de manera autónoma, es decir, sin la 

necesidad de la intervención humana para su programación. Esos patrones se pueden usar 

luego para tomar decisiones futuras y predecir comportamientos [31] [32]. 

Se pueden identificar tres categorías de Machine Learning: 

• Aprendizaje supervisado  

• Aprendizaje no supervisado  

• Aprendizaje de refuerzo 

2.6.1 APRENDIZAJE SUPERVISADO  

Es una parte del Machine Learning en el que se enseñan o entrenan algoritmos a partir de 

datos que ya vienen asociados o etiquetados a una respuesta correcta. Cuando el conjunto 

de datos es considerablemente extenso el algoritmo adquiere de mejor manera las 

características para aprender. Luego de completar la fase de entrenamiento, se suministran 

al algoritmo nuevos datos con el fin de que pueda realizar predicciones basadas en la 

experiencia adquirida durante la fase previa de entrenamiento [31].  

Existen dos tipos de aprendizaje supervisado: 

• Clasificación: Se trata de un tipo de aprendizaje automático que se emplea para 

pronosticar una variable de clasificación o categórica a partir de un conjunto de 
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datos de entrada. El algoritmo es entrenado con un conjunto de datos 

categorizados, es decir, datos en los que se sabe cuál es la categoría correcta para 

cada entrada. Con esta información, el algoritmo puede aprender a clasificar nuevas 

entradas dentro de las categorías ya definidas previamente. 

• Regresión: Este tipo de aprendizaje automático se utiliza para predecir una 

variable continua a partir de un conjunto de datos de entrada como referencia. El 

algoritmo es entrenado con un conjunto de datos etiquetados, es decir, datos en los 

que se sabe el valor correspondiente para cada entrada. De esta manera, el 

algoritmo puede aprender a predecir el valor de una nueva entrada [33]. 

2.6.1.1 Algoritmos de aprendizaje supervisado 

• Regresión logística: Se trata de un modelo estadístico utilizado para evaluar la 

probabilidad de que suceda un evento determinado. Emplea cálculos matemáticos 

para identificar la relación entre distintas características y, posteriormente, evalúa 

la probabilidad de un resultado específico. [34] [35]. 

• Support vector machine (SVM): Se trata de un conjunto de algoritmos utilizados 

con el fin de encontrar un hiperplano en un espacio con n-dimensiones que 

clasifique claramente los puntos de datos. SVM es muy eficaz para trabajar con 

datos que tienen muchas características, incluso en espacios de alta dimensión 

[36]. 

• Redes neuronales: Es un modelo de aprendizaje automático similar a la estructura 

y funcionamiento del cerebro humano, con una serie de capas de neuronas 

artificiales interconectadas, que procesan información de entrada y producen una 

salida. Estas redes pueden aprender de los datos; es decir, se pueden entrenar a 

partir de los datos, de tal manera que reconozca patrones, clasifique datos y prediga 

eventos futuros [37] [38].  

• Clasificador Naive Bayes: Se trata de un algoritmo de aprendizaje automático de 

clasificación supervisada, que es altamente rápido y eficiente. Este algoritmo hace 

uso del teorema de Bayes para realizar predicciones probabilísticas. Emplea una 

función de distribución para estimar la posibilidad de que un objeto de entrada 

pertenezca a una determinada clase y posteriormente clasifica el objeto de entrada 

en la clase con la probabilidad más alta. [39]. 

• Árbol de decisión: Se trata de una estructura con forma de árbol con gran similitud 

a un diagrama de flujo que sirve para clasificar o predecir una variable de salida a 
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partir de varias variables de entrada. Cada nodo del árbol representa un atributo o 

variable de entrada, la rama simboliza una salida o una regla de decisión y 

finalmente las hojas representan la clase a la que se debe asignar el objeto de 

entrada [40] [41]. 

• Análisis de discriminante: Es una técnica predictiva donde se conocen 

previamente las clases antes de realizar la clasificación. El propósito de esta técnica 

es identificar una combinación de coeficientes lineales de las respectivas variables 

predictoras y maximizar la separación entre las diferentes clases de objetos. [42] 

[43].  

• K vecinos más cercanos: Se trata de un algoritmo aprendizaje supervisado 

empleado para la clasificación y regresión de objetos de entrada. En este algoritmo 

se realiza el cálculo de la distancia entre el objeto de entrada y todos los objetos 

del conjunto de entrenamiento, y luego seleccionando los k objetos más cercanos 

[44] [45]. 

• Clasificación de ensembles: Se trata de una técnica donde se usa la combinación 

de múltiples modelos de clasificación para mejorar la precisión y el rendimiento del 

modelo. Los ensembles se pueden construir a partir de diferentes modelos de 

clasificación, como árboles de decisión, SVM, redes neuronales y k vecinos más 

cercanos [46].  

2.6.2 APRENDIZAJE NO SUPERVISADO  

Se trata de una técnica de aprendizaje automático, en la que el algoritmo se entrena 

mediante un conjunto de datos que no contienen categorías o etiqueta previamente 

definidas, es decir el algoritmo no tiene información sobre que representan los datos. El 

algoritmo debe ser capaz de identificar patrones y relaciones en el conjunto de datos sin 

que se le proporcione información previa. [31] [47]. 

2.6.2.1 Algoritmos de aprendizaje no supervisado 

• Algoritmo de clustering: Se trata de un método de aprendizaje no supervisado 

que se basa en la agrupación del conjunto de datos o "clusters" basados en la 

similitud entre ellos. El objetivo es encontrar patrones y estructuras en los datos sin 

tener una etiqueta de clase o categoría [48]. 

• Análisis de componentes principales: Se trata de una técnica estadística de 

aprendizaje no supervisado que transforma un conjunto de variables originales en 

un conjunto reducido de variables no correlacionadas, denominadas componentes 
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principales. El objetivo de este algoritmo es reducir la complejidad de un conjunto 

de datos mediante la transformación de las variables originales en componentes 

principales no correlacionados [49] [51].  

• Descomposición de valores singulares: Esta técnica estadística multivariante se 

utiliza para reducir los conjuntos de datos. También plantea soluciones significativas 

para este menor número de valores. [50]. 

2.5.3 Aprendizaje Por Refuerzo 

En esta técnica el algoritmo aprende observando todo a su alrededor e interactuando con 

su entorno. En este enfoque, la retroalimentación del mundo exterior es su entrada como 

respuesta a sus acciones. Es así como el sistema adquiere conocimiento a base de prueba 

y error [31]. 

 

2.7 TÉCNICA DE CLASIFICACIÓN DE MACHINE LEARNING 

SELECCIONADA 

En este trabajo se utilizará la técnica de aprendizaje supervisado, ya que este tipo de 

técnica se aplicará para la obtención de un modelo predictivo en base a las medidas de los 

parámetros de radiofrecuencia en las redes celulares y el planteamiento posterior de un 

algoritmo básico para la ejecución del proceso de handover. 

Se utiliza el modelo “Regresión Lineal” debido a que permite predecir una variable continua, 

definida como salida, partiendo de un conjunto de variables o atributos de entrada. El 

modelo escogido resulto ideal ya que la variable definida como salida del modelo es de tipo 

numérico. 

 

2.8 DESCRIPCIÓN DE LA ETAPA PARA EL ANÁLISIS DE DATOS  

Con el propósito del desarrollo de esta etapa, primero importamos los datos obtenidos de 

las herramientas de recolección, luego los depuramos eliminando las columnas de 

parámetros que no son de interés y los errores en las mediciones, posteriormente 

desarrollamos y aplicamos el modelo predictivo de aprendizaje supervisado “Regresión 

Lineal” a los datos seleccionando variables de entrada y salida, y finalmente visualizamos 

los resultados obtenidos para posteriormente establecer conclusiones. 
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Para el desarrollo de esta etapa, primero importamos los datos obtenidos de las 

herramientas de recolección, luego los depuramos eliminando las columnas de parámetros 

que no son de interés y los errores en las mediciones, posteriormente desarrollamos y 

aplicamos el modelo predictivo de aprendizaje supervisado “Regresión Lineal” a los datos 

seleccionando variables de entrada y salida, y finalmente visualizamos los resultados 

obtenidos para posteriormente establecer conclusiones. 

2.8.1 PARÁMETROS ESCOGIDOS COMO VARIABLES DE ENTRADA 

Una vez organizados los datos del procesamiento, primero definimos variables de entrada 

en el modelo. En este caso para el desarrollo de este trabajo las variables de entrada son 

las potencias medidas, tales como: rssi_strongest, rssi y rsrq. 

 

Figura 2.24: Variables de entrada del modelo 

2.8.2 PARÁMETRO ESCOGIDO COMO VARIABLE DE SALIDA 

El parámetro definido como salida es “HO_vl”, que prácticamente es una nueva variable 

numérica con valores lógicos de “0” y ”1”, esta variable es determinada a partir de la 

condicional para establecer la presencia de handover en los datos recolectados. 
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Figura 2.25: Variable de salida del modelo 

2.8.3 DESCRIPCIÓN DE LA CODIFICACIÓN EN RSTUDIO  

Para implementar el modelo “Regresión Lineal” en Rstudio, inicialmente debemos importar 

la base de datos, para ello es importante instalar previamente las librerías “openxlsx” y 

“readxl”, las cuales nos van a permitir abrir y manipular archivos Excel. Una vez instaladas, 

las cargamos a la sesión con su respectiva sintaxis. 

##Codificación Modelo Regresión Lineal 
#Jhon Cando 
 
#Librerías para manipular archivos Excel 
library("openxlsx")#Librería utilizada para leer y escribir archivos de Excel (.xlsx) 
library("readxl")#Libreria utilizada para utilizada para leer datos de archivos de Excel 
 

Código 2.1: Importación de la base de datos en Rstudio 

 

Para seleccionar el archivo, utilizamos la función “read_xlsx”, la cual tiene como único 

parámetro de entrada la ubicación del archivo .xlsx. Para encontrar la ubicación del archivo 

ejecutamos la función “file.choose()” en la consola. La cual nos permite seleccionar un 

archivo local usando una interfaz gráfica. Luego de abrir el archivo, se presentará por 

consola Figura: 36, la ruta de ubicación necesaria para llevarla al script [52]. 
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Figura 2.26: Ruta absoluta de ubicación de la base de datos  

#Seleccionamos el registro 
#file.choose()#Permite seleccionar un archivo usando una interfaz gráfica 
#Para leer el conjunto de datos de una hoja específica. 
ruta1_data1<-read_xlsx("C:\\Users\\JHON\\Desktop\\Rstudio 
Tesis\\CodificacionRStudio\\Sesion_1_Completa_Depurada_Valores.xlsx") 
 

Código 2.2: Selección del archivo mediante la ruta absoluta en Rstudio 

Posteriormente, procedemos a codificar el proceso de Machine Learning con técnica de 

aprendizaje supervisado y modelo de regresión lineal. Para ello, llamamos a la librería 

recipes, la cual los permite crear recetas de preprocesamiento a un conjunto de datos para 

transformarlo y prepararlo para su análisis. Luego mediante la función selec procedemos 

a escoger las columnas: rssi_strongest,rssi,rsrq y hand_over del conjunto de datos.  

Con la función sample_frac, muestreamos una fracción aleatoria de filas del conjunto de 

datos. En esta ocasión la función seleccionó aleatoriamente 0.1% de las filas, lo que resultó 

en un conjunto de datos de 16 filas. Y se indica también, que el muestreo no se permite 

con reemplazo. 

#seleccionamos columnas específicas de un conjunto de datos 
data_train1<-select(ruta1_data1,c(rssi_strongest,rssi,rsrq,hand_over)) 
head(data_train1)#Visualizamos las primeras filas del conjunto de datos 
#muestreamos una fracción aleatoria de filas de un conjunto de datos. 
data_muestra1<-sample_frac(data_train1,size=.001,replace=F) 
 

Código 2.3: Preprocesamiento del conjunto de datos en Rstudio 

En la creación de la receta de procesamiento de datos utilizamos la función recipe, esta 

función nos permite transformar y preparar el conjunto de datos para el análisis del modelo. 

La función recipe() se utiliza para crear la receta inicial, y los operadores %>% se utilizan 

para aplicar las transformaciones y ajustes a la receta. 

La receta comienza seleccionando todas las variables predictoras (hand_over~.) del 

conjunto de datos data_muestra1. A continuación, con la función step_zv(all_numeric(),-
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all_outcomes()), se eliminan las variables numéricas con varianza cercana a cero o 

varianza cero que no son variables de resultado. Luego, se agrega una nueva columna 

distcic al conjunto de datos utilizando la función step_mutate() que genera valores 

aleatorios entre 0 y 1. A continuación, se agrega una nueva columna cic al conjunto de 

datos utilizando la función step_mutate(), que asigna valores a esta columna en función de 

una condición sobre los valores en la columna distcic. Luego, utilizando la función 

step_select(-distcic), se elimina la columna distcic del conjunto de datos. Finalmente, se 

prepara la receta utilizando la función prep().  

# herramienta útil en Rstudio para preparar y transformar datos antes de aplicar 
modelos estadísticos. 
#creamos la receta de preprocesamiento de datos                            
mk_rec1<-recipe(hand_over~.,data= data_muestra1)%>% 
  step_zv(all_numeric(),-all_outcomes())%>% 
  step_mutate(distcic=runif(nrow(data_muestra1),0,1))%>% 
  step_mutate(cic=as.factor(if_else(distcic>0.8,"Norm","Rec")))%>% 
  step_select(-distcic)%>% 
  prep() 
mk_rec1 

Código 2.4: Creación de la receta en Rstudio 

Para la última sección del código, se utiliza la función juice(), para extraer los resultados de 

las operaciones encadenadas de la receta mk_rec1 y se almacena el resultado en el objeto 

data_coef. Luego se carga la librería caret que se utiliza para entrenar modelos de 

aprendizaje automático supervisado. 

A continuación, se establece una semilla inicial para la generación de números aleatorios 

utilizando la función set.seed(123). Se utiliza la función createDataPartition(), para dividir 

el conjunto de datos data_coef en un conjunto de prueba y un conjunto de entrenamiento 

de manera aleatoria, con una proporción del 80% para entrenamiento y el 20% restante 

para prueba. La división se almacena en el objeto training_sample1. 

A continuación, se establece la definición del grupo de entrenamiento llamado 

training_base1 y el grupo de prueba denominado test_base1. Después, se procede a 

ajustar el un modelo de regresión lineal con la variable hand_over como salida, utilizando 

la función lm(). El modelo ajustado se almacena en el objeto modH_O. 

#proporciona un estilo de programación de "tuberías" para encadenar operaciones de 
una manera más clara y legible 
library("magrittr") 
data_coef<-juice(mk_rec1)#Extraemos los resultados de las operaciones encadenadas 
data_coef 
#La librería a continuación facilita el proceso de entrenamiento de modelos de 
#machine learning supervisado 
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library(caret) 
set.seed(123)#establecemos una semilla inicial para la generación de números 
aleatorios 
training_sample1<-data_coef$hand_over%>% 
  #se divide un conjunto entrenamiento y un conjunto de prueba de manera aleatoria 
  createDataPartition(p=0.8,list=F) 
#dividimos el conjunto de datos data_coef 
training_base1<-data_coef[training_sample1,] 
test_base1<-data_coef[-training_sample1,] 
 
#ajustamos un modelo de regresión lineal con variable de salida hand_over 
modH_O<-lm(hand_over~.,data=training_base1) 
modH_O 

Código 2.5: Fase de entrenamiento del modelo en Rstudio 

Hay diversas maneras de valorar un modelo de Machine Learning, y la selección de la 

técnica de evaluación más acorde al análisis dependerá de la naturaleza del problema a 

resolver y del tipo de datos empleados.  

Algunas de las técnicas más comunes son: 

• Validación cruzada: Es una técnica utilizada para evaluar la capacidad de 

generalización de un modelo de Machine Learning, para ello se divide el conjunto 

de datos en k subconjuntos o "pliegues" y se realiza k experimentos, en cada uno 

de los cuales se entrena el modelo con k-1 pliegues y se evalúa con el pliegue 

restante, luego se promedian las métricas de evaluación obtenidas en cada 

experimento [53]. 

• División en entrenamiento y prueba: En esta técnica se dividen los datos en dos 

subconjuntos de entrenamiento y otro de prueba. El modelo se entrena utilizando 

el subconjunto de entrenamiento y se evalúa utilizando el subconjunto de prueba. 

La división de los subconjuntos dependerá del tamaño de la base de datos y de la 

complejidad del modelo [54]. 

• Matriz de confusión: Consiste en una tabla que exhibe el número de predicciones 

correctas e incorrectas que hace el modelo. Es especialmente útil cuando se trabaja 

con problemas de clasificación [55]. 

• Curva ROC y AUC: La curva ROC (Característica operativa del receptor) es el 

gráfico de una curva que refleja la relación entre la tasa de verdaderos positivos y 

la tasa de falsos positivos a distintos niveles de umbral de decisión. La métrica del 

área bajo la curva (AUC) evalúa la capacidad del modelo para discriminar entre las 

clases positivas y negativas [56]. 
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• Métricas de evaluación específicas: Dependiendo de la naturaleza del problema 

que se esté tratando, se pueden aplicar diversas métricas de evaluación útiles, 

como el error cuadrático medio (RMSE) para problemas de regresión, la precisión 

y el recall para problemas de clasificación, o la función de pérdida para problemas 

de aprendizaje profundo [57]. 

En nuestro modelo, utilizamos el error cuadrático medio como métrica de evaluación. Para 

la implementación en Rstudio, primero se calcula las predicciones del modelo ajustado con 

los datos de prueba, luego las almacena en un data frame y finalmente calcula el RMSE 

entre las predicciones y los valores observados de la variable "hand_over" en los datos de 

prueba. 

##Cálculo de predicciones 
library(Metrics)#libreria con funciones para evaluar y comparar modelos de aprendizaje 
automático. 
 
#se aplica la función predic al modelo utilizando los datos de prueba almacenados en 
test_base1  
predic_1<-modH_O%>% 
  predict(test_base1) 
#El vector de predicciones almacenado en "predic_1" se convierte en un data frame de 
una sola columna 
predic1_df<-data.frame(predic_1) 
#Se imprimen las predicciones por consola 
predic_1 
predic1_df 
#se establece la semilla inicial para la generación de números aleatorio 
help(set.seed) 
 

Código 2.5: Cálculo de las predicciones en Rstudio 

La métrica utilizada para evaluar el modelo es el error cuadrático medio, el cual lo 

calculamos por medio de la siguiente sección de Código. 

La función rmse() calcularía el RMSE y lo devolvería como resultado, pero para ello, se 

necesita un vector de valores de predicción en este caso predic_1 y un vector de valores 

reales test_base1$HO_vl.  

#cálculo del RMSE entre los valores observados de la variable de respuesta y las 
predicciones del modelo. 
rmse(predic_1,test_base1$HO_vl) 
 

Código 2.6: Métricas de evaluación del modelo en Rstudio 
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3 RESULTADOS, CONCLUSIONES Y 

RECOMENDACIONES 

3.1 RESULTADOS 

En este capítulo se exhiben los resultados obtenidos en este trabajo del análisis del 

conjunto de datos de las distintas rutas recorridas en el sector San Juan (ruta 1 y ruta 2). 

Como parte de este análisis se procesan los datos con el modelo de regresión para obtener 

el algoritmo básico de handover, para ello, se utilizan las métricas correspondientes para 

la evaluación del modelo. 

3.1.1 SECTOR SAN JUAN – RUTA 1 

El modelo de aprendizaje supervisado mediante la técnica de regresión se obtiene para 

predecir si el handover es exitoso o fallido; para esto, se utilizan valores numéricos a partir 

de los datos recopilados en la ruta 1.  

En la Figura: 3.1 se puede apreciar el resumen de la receta implementada en la 

codificación, en donde se puede observar que se tienen tres variables de entrada (rssi, 

rssi_strongest y rsrq) y una de salida que corresponde a la predicción del handover exitoso 

o fallido.  

 

Figura 3.1: Visualización de la receta implementada 

Seguidamente en la Figura: 3.2, se muestra el modelo de regresion lineal obtenido como 

resultado de la relación entre las variables de entrada para predecir el handover  en base 

a los datos recolectados. 
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Figura 3.2: Resultado del modelo regresión para la ruta 1 

Luego, se evalúa el algoritmo obtenido en MatLab, ya que con esta herramienta se puede 

automatizar de mejor manera el proceso.  

Primero se carga el data set en el espacio de trabajo. 

%Codificación para automatizar el proceso de prueba para la ecuación obtenida 

clear all, close all, clc 

%Cargamos la base de datos  

Base_datos=xlsread( "Sesion_R1_Completa_Depurada_Valores.xlsx"); 

Código 3.1: Cargamos la base de datos en Matlab 

Se extraen las variables de salida y de entrada que están involucradas en el modelo. 

%Extraemos las variables de salida con las que esta implementado el modelo 

rssi_stronges=Base_datos(:,9);%Extraemos la columna 9 perteneciente a rssi_stronges  

rssi=Base_datos(:,13);%Extraemos la columna 13 perteneciente a rssi  

rsrq=Base_datos(:,14);%Extraemos la columna 14 perteneciente a rsrq  

 

%Extraemos la variable de salida 

HO_vl=Base_datos(:,26);%Extraemos la columna 26 perteneciente a hand_over 

Código 3.2: Extracción de variables de entrada y salida del modelo en Matlab 

Se desarrolla un bucle para recorrer cada fila del conjunto de datos extraídos. 

Posteriormente, se tipifica la ecuación dentro del bucle acoplando cada iteración a cada fila 

del conjunto de variables y se redondea el resultado de la ecuación al entero más próximo. 

%A continuación se establece un lazo para recorrer los datos 

for i=1: length(HO_vl) 

%Ecuación de Regresión Lineal 

Ec_LinealRegresion(i,:)= 0.15017 + 0.03438*rssi_stronges(i,:) - 0.03899*rssi(i,:) + 

0.02894*rsrq(i,:); 
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end 

%Redondeamos los valores obtenidos 

salida=round(Ec_LinealRegresion); 

Código 3.3: Implementación de la ecuación lineal obtenida en Matlab 

Para comparar los dos vectores se establece un operador lógico entre la salida del modelo 

y el resultado obtenido al aplicar la ecuación del modelo al conjunto de datos. Luego, se 

determina la cantidad de predicciones correctas y predicciones incorrectas. Finalmente, se 

expresan los resultados en porcentaje. 

%% Comparación de resultados 

comparacion= HO_vl==salida;%Condicion que arroja un estado lógico de verdad o falso 

valor_erroneos=sum(comparacion==0);%Operador que indica los valores errados 

valor_buenos=sum(comparacion==1);%Operador que indica los valores buenos 

 

tamanio=length(Base_datos);% tamaño del conjunto de datos 

Porcentajes_valor_prediccion_buena=valor_buenos/tamanio*100%Calculo del 

porcentaje de valores bien predichos 

Porcentajes_valor_prediccion_mala=valor_erroneos/tamanio*100%Calculo del 

porcentaje de valores mal predichos 

Código 3.4: Cálculo del porcentaje de los valores predictivos en Matlab 

Se debe tener en cuenta que para este tipo de vectores no es posible emplear la función 

corr2 de MatLab, ya que los vectores están conformados por 0s y al realizar el proceso de 

correlación se obtendrían valores indefinidos. 

En la Figura: 3.3 se puede apreciar la comparación entre la variable de salida del modelo 

en el data set y la obtenida a través de la ecuación en Matlab.  
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Figura 3.3: Representación visual de la salida del modelo para la ruta 1 

En la Figura 3.4, se puede apreciar en términos de porcentaje la exactitud de la predicción 

planteada por la ecuación obtenida por el modelo regresión. 

 

Figura 3.4: Representación porcentual de predicciones correctas y erróneas para la ruta 1 

 

3.1.1.1 CÁLCULO DEL ERROR RMSE PARA EL MODELO DE LA RUTA 1 

Para calcular el RMSE o error cuadrático medio en Rstudio, se usa la función rmse como 

se indica en la Figura 3.5. Al presentar un valor bajo, se puede inferir que el modelo es más 

preciso, ya que un valor alto indica que el modelo tiene un mayor error en las predicciones. 

 

Figura 3.5: Cálculo del RMSE en Rstudio para la ruta 1 

3.1.2 SECTOR SAN JUAN – RUTA 2 

De la misma manera, el modelo de aprendizaje supervisado de regresión obtenido para 

predecir valores numéricos a partir de los datos recopilados en la ruta 2 es el siguiente.  
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Debido a los resultados obtenidos, se encontró que la variable de entrada rsrq presentaba 

una considerable cantidad de errores en las mediciones, por lo que no se tomó en cuenta 

en el análisis. A continuación, se detallan los resultados del proceso. 

 

Figura 3.6: Resultado del modelo de regresión para la ruta 2 

Como se puede ver el modelo ahora entrega una ecuación más simple y al estar 

conformada por menos variables de entrada, se obtienen mejores resultados. 

 

Figura 3.7: Representación visual de la salida del modelo para la ruta 2 

En la Figura 3.8 se puede apreciar en términos de porcentaje la exactitud de la predicción 

planteada por la ecuación obtenida con el modelo de regresión. 

 

Figura 3.8: Representación porcentual de predicciones correctas y erróneas para la ruta 2 
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3.1.2.1 CÁLCULO DEL ERROR RMSE PARA EL MODELO DE LA RUTA 2 

Como se puede estimar en la Figura 3.9, el error cuadrático medio obtenido es 

insignificante, lo que indica que el modelo de predicción es muy eficiente y no presenta 

errores en las predicciones. 

 

Figura 3.9: Cálculo del RMSE en Rstudio para la ruta 1 

3.1.3 ALGORITMO BÁSICO DEL HANDOVER  

El algoritmo consiste en: recolectar los datos, limpiar los datos, preprocesarlos con el fin 

de incluir el atributo de interés que no se encuentra en el data set inicial y que corresponde 

al “hand_over”, luego se implementa el modelo de regresión. El proceso de obtención del 

modelo consiste en: leer los datos, obtener y definir las variables de salida y entrada, 

obtener los objetos mk_rec1 y data_coef para crear el conjunto de prueba y entrenamiento 

y así obtener el modelo. Finalmente, para la evaluación del modelo se procede a: leer el 

data set, extraer las variables que involucra el modelo, tipear el algoritmo y ejecutarlo para 

obtener la salida.  Por último, en base a los resultados obtenidos en la evaluación del 

modelo, el algoritmo básico del handover recomienda o no realizar el handover a la celda 

objetivo (candidata), ya que existe la probabilidad de que el traspaso de una celda a otra 

sea exitoso o fallido. En caso de que exista una probabilidad alta de que el handover sea 

exitoso, el algoritmo sugerirá conectarse a la celda más cercana. 

Se muestra a continuación el diagrama de flujo correspondiente al algoritmo que se 

propone. 
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Figura 3.10: Diagrama de flujo correspondiente al algoritmo propuesto 

• Determinación de la celda candidata más cercana 

A continuación, se incluye el código de determinación de la celda candidata más cercana 

para realizar el traspaso. 

Para cargar la base de datos, procedemos a utilizar la función xlsread de Matlab con el 

nombre del archivo y su respectiva extensión. 

%Analisis de la celda objetivo 
clear all, close all, clc 
%Cargamos la base de datos 
Base_datos=xlsread("Sesion_R1_Completa_Depurada_Valores.xlsx"); 

Código 3.5: Importación de la base de datos en Matlab 

 

Figura 3.11: Carga del dataset en el entorno de Matlab 

Posteriormente, creamos un vector de string, con el nombre de las respectivas estaciones 

bases, respetando el orden que se estableció en la base de datos y exportamos todas las 
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columnas pertinentes a los atributos creados acorde a la distancia. En este caso, se 

extraemos todas las columnas de 33 a 44. Luego definimos el tamaño del conjunto de datos 

para análisis posteriores. 

%Definimos los identificadores de nodo en un vector de strings 
Identificadores_celda=["eNB28834" "eNB28235" "eNB28542" "eNB28875" "eNB28059" 
"eNB28387" "eNB28322" "eNB28542" "eNB28334" "eNB28010" "eNB28200"
 "eNB28030"]; 
 
%Extraemos las distancias de la estacion movil a las estaciones base 
distancias=Base_datos(:,33:44); 
tamanio_bd=length(distancias); 

Código 3.6: Determinación de los identificadores de nodo en Matlab 

 

Figura 3.12: Distancias extraídas del dataset 

A continuación, se determina la distancia más pequeña por cada fila del conjunto de datos 

y almacenamos dicha distancia en la variable dismin. 

Luego creamos un bucle iterativo, donde se obtendrá una matriz conformada por valores 

lógicos, cuya condición indica, si el valor es verdadero marcará la posición del nodo con 

“1”, caso contrario marcará con “0” como se muestra en la Figura: 3.9. 

%Selecciona la distancia menor por fila 
for i=1:tamanio_bd 
    dismin(i,:)=min(distancias(i,:)); 
end 
%Asignamos un valor lógico de 1 en las columnas que se tengan la menor distancia a 
la estación base 
for i=1:tamanio_bd 
    for j=1:12 
        matriz_eNb_logicos(i,j)= dismin(i)==distancias(i,j); 
    end 
end 

Código 3.7: Determinación de la menor distancia y creación de la matriz lógica en Matlab 
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Figura 3.13: Matriz lógica con valores de 1 en la distancia mínima  

Finalmente, para obtener la posición donde se cumple la condición lógica mencionada 

antes, utilizamos el comando fin por cada fila y la almacenamos en la variable posicion. 

Para la selección de la celda candidata más cercana, accedemos al nodo resultante a 

través de la indexación de variable posicion en la variable Identificadores_celda. Los 

resultados se almacenarán en la variable celda_seleccioanda. El resultado se muestra en 

la Figura:  

%Encuentra la posición en la matriz de logica matriz_eNb_logicos 
for i=1:tamanio_bd 
    posicion(i)= find(matriz_eNb_logicos(i,:)==1); 
end 
 
%Se asigna la celda candidata más cercana 
for i=1:tamanio_bd 
    celda_seleccioanda(i)= Identificadores_celda(posicion(i)); 
end 
celda_seleccioanda=celda_seleccioanda'; 

Código 3.8: Determinación de la celda candidata más cercana en Matlab 

 

Figura 3.14: Representación visual de determinación de la celda candidata más cercana 



 

50 

3.2 CONCLUSIONES  

El modelo de predicción de handover exitoso o fallido obtenido mediante la técnica de 

regresión para la ruta 1, se apega bastante a los datos recolectados, ya que al evaluarlo 

en Matlab se observa que casi el 80% de las predicciones fueron correctas con un valor de 

RMSE de 0.402. 

El modelo de predicción de handover para la ruta 2, es sumamente similar a los datos 

recolectados, ya que al evaluarlo en Matlab se observa que el 90% de las predicciones 

fueron correctas con un valor de RMSE de 0.077. 

Se pudo comprobar que el modelo de regresión lineal implementado mediante Rstudio con 

variables de entrada, rssi_strongest, rssi, rsrq y la variable de salida hand_over, estima los 

coeficientes de la ecuación lineal que mejor se ajustan a los datos recolectados.  

 

3.3 RECOMENDACIONES 

Se recomienda en la etapa de recolección de las mediciones de radio frecuencia se utilice 

un dispositivo con capacidad de procesamiento mayor a 6GB, ya que de esta manera se 

puede asegurar que las aplicaciones que estén en segundo plano también estén 

recopilando información coherente y no errónea.  

Se recomienda, en un trabajo futuro, comprobar la eficiencia del algoritmo básico propuesto 

en este estudio con el uso de datos recolectados en otras zonas. 

Sería conveniente aplicar otra técnica de Machine Learning para la obtención de un modelo 

de predicción y evaluar mediante las métricas respectivas su efectividad. 
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5 ANEXOS 

ANEXO I. Cronograma de actividades. 

ANEXO II. Código Modelo regresión Lineal desarrollado en Rstudio para la ruta 1. 

ANEXO III. Código Modelo regresión Lineal desarrollado en Rstudio para la ruta 2. 

ANEXO IV. Código Comprobación modelo desarrollado en MatLab para la ruta 1. 

ANEXO V. Código Comprobación modelo desarrollado en MatLab para la ruta 2. 

ANEXO VI. Código Determinación de la celda candidata más cercana. 
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ANEXO I 

  

Semana 

referencial / 

Etapas 

Tareas específicas 
Resultado esperado (si 

aplica) 

1 Introducción y descripción de los 

parámetros de RF. 

 

2 Investigación de las diferentes 

herramientas para manejo de datos 

 

3 Inducción a las herramientas de análisis de 

datos 

 

4 Descargar y familiarizarse con el entorno de 

las aplicaciones. 

Herramientas de análisis  

5 Identificar los parámetros más importantes 

que recopilamos de las aplicaciones 

 

6 Proponer un algoritmo básico para la 

predicción de la celda destino 

Algoritmo 

7 Selección del algoritmo  

8 Análisis de los resultados obtenidos por el 

primer algoritmo 

 

9 Posibles ideas para mejorar el algoritmo. Algoritmo  

10 Evaluación del algoritmo propuesto  

11 Optimización del algoritmo  

12 Análisis de los resultados  

13 Revisión del Trabajo de Integración 

Curricular por parte de los profesores 

asignados (revisores). 

 

14 Revisión del Trabajo de Integración 

Curricular por parte de los profesores 

asignados (revisores).  

 

15 Revisión del Trabajo de Integración 

Curricular por parte de los profesores 

asignados (revisores).  

 

16 Ajustes finales y presentación del Trabajo 

de Integración Curricular. 

Trabajo de Integración 

Curricular 
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Anexo II 

##Codificación Modelo Regresión Lineal 
#Jhon Cando 
 
#Librerías para manipular archivos Excel 
library("openxlsx")#Librería utilizada para leer y escribir archivos de Excel (.xlsx) 
library("readxl")#Libreria utilizada para utilizada para leer datos de archivos de Excel 
 
#Seleccionamos el archivo 
#file.choose()#Permite seleccionar un archivo usando una interfaz de usuario gráfica 
#Para leer los datos de una hoja específica de un archivo de Excel. 
ruta1_data1<-read_xlsx("C:\\Users\\JHON\\Desktop\\Rstudio 
Tesis\\CodificacionRStudio\\Sesion_R1_Completa_Depurada_Valores.xlsx") 
 
#Algoritmo de Machine Learning con técnica de aprendizaje supervisado y modelo de 
regresión lineal. 
library(recipes)#se utiliza para la preparación de datos 
 
#seleccionamos columnas específicas de un conjunto de datos 
data_train1<-select(ruta1_data1,c(rssi_strongest,rssi,rsrq,HO_vl)) 
head(data_train1)#Visualizamos las primeras filas del conjunto de datos 
#muestreamos una fracción aleatoria de filas de un conjunto de datos. 
data_muestra1<-sample_frac(data_train1,size=.001,replace=F) 
 
# herramienta útil en RStudio para preparar y transformar datos antes de aplicar 
modelos estadísticos. 
#creamos la receta de preprocesamiento de datos                            
mk_rec1<-recipe(HO_vl~.,data= data_muestra1)%>% 
  step_zv(all_numeric(),-all_outcomes())%>% 
  step_mutate(distcic=runif(nrow(data_muestra1),0,1))%>% 
  step_mutate(cic=as.factor(if_else(distcic>0.8,"Norm","Rec")))%>% 
  step_select(-distcic)%>% 
  prep() 
mk_rec1 
 
#proporciona un estilo de programación de "tuberías" para encadenar operaciones de 
una manera más clara y legible 
library("magrittr") 
data_coef<-juice(mk_rec1)#Extraemos los resultados de las operacioens encadenadas 
data_coef 
#La libreria a continucacion facilita el proceso de entrenamiento de modelos de 
aprendizaje automático supervisado 
library(caret) 
set.seed(123)#establecemos una semilla inicial para la generación de números 
aleatorios 
training_sample1<-data_coef$HO_vl%>% 
  #se utiliza para dividir un conjunto de datos en un conjunto de entrenamiento y un 
conjunto de prueba de manera estratificada y aleatoria 
  createDataPartition(p=0.8,list=F) 
#dividimos el conjunto de datos data_coef 
training_base1<-data_coef[training_sample1,] 
test_base1<-data_coef[-training_sample1,] 
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#ajustamos un modelo de regresión lineal con variable de salida hand_over 
modH_O<-lm(HO_vl~.,data=training_base1) 
modH_O 
 
 
summary(modH_O) 
 
##Metricas de evaluxacion del modelo 
library(Metrics)#libreria con funciones para evaluar y comparar modelos de aprendizaje 
automático. 
 
#se aplica la funcion predic al modelo utilizando los datos de prueba almacenados en 
test_base1  
predic_1<-modH_O%>% 
  predict(test_base1) 
#El vector de predicciones almacenado en  "predic_1" se convierte en un data frame de 
una sola columna 
predic1_df<-data.frame(predic_1) 
#Se imprimen las predicciones por consola 
predic_1 
predic1_df 
#se establece la semilla inicial para la generación de números aleatorio 
help(set.seed) 
 
#cálculo del error cuadrático medio (RMSE) entre las predicciones del modelo y los 
valores observados de la variable de respuesta 

rmse(predic_1,test_base1$HO_vl) 

 
#calculo el coeficiente de determinación (R2) entre las predicciones del modelo y los 
valores observados de la variable de respuesta 

R2(predic_1,test_base1$HO_vl) 
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Anexo III 

##Codificación Modelo Regresión Lineal 
#Jhon Cando 
 
#Librerías para manipular archivos Excel 
library("openxlsx")#Librería utilizada para leer y escribir archivos de Excel (.xlsx) 
library("readxl")#Libreria utilizada para utilizada para leer datos de archivos de Excel 
 
#Seleccionamos el archivo 
#file.choose()#Permite seleccionar un archivo usando una interfaz de usuario gráfica 
#Para leer los datos de una hoja específica de un archivo de Excel. 
ruta1_data1<-read_xlsx("C:\\Users\\JHON\\Desktop\\Rstudio 
Tesis\\CodificacionRStudio\\Sesion_R2_Completa_Depurada_Valores.xlsx") 
 
#Algoritmo de Machine Learning con técnica de aprendizaje supervisado y modelo de 
regresión lineal. 
library(recipes)#se utiliza para la preparación de datos 
 
#seleccionamos columnas específicas de un conjunto de datos 
data_train1<-select(ruta1_data1,c(rssi_strongest,rssi,HO_vl)) 
head(data_train1)#Visualizamos las primeras filas del conjunto de datos 
#muestreamos una fracción aleatoria de filas de un conjunto de datos. 
data_muestra1<-sample_frac(data_train1,size=.001,replace=F) 
 
# herramienta útil en RStudio para preparar y transformar datos antes de aplicar 
modelos estadísticos. 
#creamos la receta de preprocesamiento de datos                            
mk_rec1<-recipe(HO_vl~.,data= data_muestra1)%>% 
  step_zv(all_numeric(),-all_outcomes())%>% 
  step_mutate(distcic=runif(nrow(data_muestra1),0,1))%>% 
  step_mutate(cic=as.factor(if_else(distcic>0.8,"Norm","Rec")))%>% 
  step_select(-distcic)%>% 
  prep() 
mk_rec1 
 
#proporciona un estilo de programación de "tuberías" para encadenar operaciones de 
una manera más clara y legible 
library("magrittr") 
data_coef<-juice(mk_rec1)#Extraemos los resultados de las operacioens encadenadas 
data_coef 
#La libreria a continucacion facilita el proceso de entrenamiento de modelos de 
aprendizaje automático supervisado 
library(caret) 
set.seed(123)#establecemos una semilla inicial para la generación de números 
aleatorios 

training_sample1<-data_coef$HO_vl%>% 

  #se utiliza para dividir un conjunto de datos en un conjunto de entrenamiento y un 
conjunto de prueba de manera estratificada y aleatoria 
  createDataPartition(p=0.8,list=F) 
#dividimos el conjunto de datos data_coef 
training_base1<-data_coef[training_sample1,] 
test_base1<-data_coef[-training_sample1,] 
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#ajustamos un modelo de regresión lineal con variable de salida hand_over 
modH_O<-lm(HO_vl~.,data=training_base1) 
modH_O 
 
 
summary(modH_O) 
 
##Metricas de evaluxacion del modelo 
library(Metrics)#libreria con funciones para evaluar y comparar modelos de aprendizaje 
automático. 
 
#se aplica la funcion predic al modelo utilizando los datos de prueba almacenados en 
test_base1  
predic_1<-modH_O%>% 
  predict(test_base1) 
#El vector de predicciones almacenado en  "predic_1" se convierte en un data frame de 
una sola columna 
predic1_df<-data.frame(predic_1) 
#Se imprimen las predicciones por consola 
predic_1 
predic1_df 
#se establece la semilla inicial para la generación de números aleatorio 
help(set.seed) 
 
#cálculo del error cuadrático medio (RMSE) entre las predicciones del modelo y los 
valores observados de la variable de respuesta 

rmse(predic_1,test_base1$HO_vl) 

 
#calculo el coeficiente de determinación (R2) entre las predicciones del modelo y los 
valores observados de la variable de respuesta 

R2(predic_1,test_base1$HO_vl) 
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Anexo IV 

%Codificación para automatizar el proceso de prueba la ecuación obtenida 

clear all, close all, clc 

%Cargamos la base de datos  

Base_datos=xlsread(“Sesion_R1_Completa_Depurada_Valores.xlsx"); 

%% 

%Extraemos las variables de salida con las que esta implementado el modelo 

rssi_stronges=Base_datos(:,9);%Extraemos la columna 9 perteneciente a rssi_stronges 

de la base de datos  

rssi=Base_datos(:,13);%Extraemos la columna 13 perteneciente a rssi de la base de 

datos 

rsrq=Base_datos(:,14);%Extraemos la columna 14 perteneciente a rsrq de la base de 

datos 

 

%Extraemos la varaible de salida 

HO_vl=Base_datos(:,26);%Extraemos la columna 26 perteneciente a hand_over de la 

base de datos 

 

%A continuacion se establece un lazo para recorrer los datos 

for i=1: length(HO_vl) 

%Ecuacion de Regresion Lineal 

Ec_LinealRegresion(i,:)= 0.15017 + 0.03438*rssi_stronges(i,:) - 0.03899*rssi(i,:) + 

0.02894*rsrq(i,:); 

end 

%Redondeamos los valores obtenidos 

salida=round(Ec_LinealRegresion); 

 

%% Comparacion de resultados 

comparacion= HO_vl==salida;%Condicion que arroja un estado logico de verdad o flaso 

valor_erroneos=sum(comparacion==0);%Operador que indica los valores errados 

valor_buenos=sum(comparacion==1);%Operador que indica los valores buenos 

 

tamanio=length(Base_datos);%Determinacion del tamaño de la base de datos 

Porcentajes_valor_prediccion_buena=valor_buenos/tamanio*100 %Calculo del 

porcentaje de valores bien predichos 
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Porcentajes_valor_prediccion_mala=valor_erroneos/tamanio*100 %Calculo del 

porcentaje de valores mal predichos 

 

Anexo V 

%Codificacion para automatizar el proceso de prueba la ecuacion obtenida 
clear all, close all, clc 
%Cargamos la base de datos  
Base_datos=xlsread( "Sesion_R2_Completa_Depurada_Valores.xlsx"); 
%% 
%Extraemos las variables de salida con las que esta implementado el modelo 
rssi_stronges=Base_datos(:,8);%Extraemos la columna 9 perteneciente a rssi_stronges 
de la base de datos  
rssi=Base_datos(:,12);%Extraemos la columna 13 perteneciente a rssi de la base de 
datos 
% rsrq=Base_datos(:,14);%Extraemos la columna 14 perteneciente a rsrq de la base 
de datos 
 
%Extraemos la varaible de salida 
HO_vl=Base_datos(:,25);%Extraemos la columna 26 perteneciente a hand_over de la 
base de datos 
 
%A continuacion se establece un lazo para recorrer los datos 
for i=1: length(HO_vl) 
%Ecuacion de Regresion Lineal 
Ec_LinealRegresion(i,:)= -0.2560609  + 0.0002748*rssi_stronges(i,:) + 
0.0024771*rssi(i,:); 
end 
%Redondeamos los valores obtenidos 
salida=ceil(Ec_LinealRegresion); 
 
%% Comparacion de resultados 
comparacion= HO_vl==salida;%Condicion que arroja un estado logico de verdad o 
flaso 
valor_erroneos=sum(comparacion==0);%Operador que indica los valores errados 
valor_buenos=sum(comparacion==1);%Operador que indica los valores buenos 
 
tamanio=length(Base_datos);%Determinacion del tamaño de la base de datos 
Porcentajes_valor_prediccion_buena=valor_buenos/tamanio*100 %Calculo del 
porcentaje de valores bien predichos 
Porcentajes_valor_prediccion_mala=valor_erroneos/tamanio*100 %Calculo del 
porcentaje de valores mal predichos 
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ANEXO VI 

%Analisis de la celda objetivo 
clear all, close all, clc 
%Cargamos la base de datos 
Base_datos=xlsread( "Sesion_R1_Completa_Depurada_Valores.xlsx"); 
 
%Definimos los identificadores de nodo en un vector de Strings 
Identificadores_celda=["eNB28834" "eNB28235" "eNB28542" "eNB28875" "eNB28059" 
"eNB28387" "eNB28322" "eNB28542" "eNB28334" "eNB28010" "eNB28200"
 "eNB28030"]; 
 
%Extraemos las distancias de la estacion movil a las estaciones base 
distancias=Base_datos(:,33:44); 
tamanio_bd=length(distancias); 
 
%Selecciona la distancia menor por fila 
for i=1:tamanio_bd 
    dismin(i,:)=min(distancias(i,:)); 
end 
%Aignamos un valor logico de 1 en las columnas que se tengan la menor distancia a la 
estacion base 
for i=1:tamanio_bd 
    for j=1:12 
        matriz_eNb_logicos(i,j)= dismin(i)==distancias(i,j); 
    end 
end 
 
%Encuentra la posición en la matriz de logica matriz_eNb_logicos 
for i=1:tamanio_bd 
    posicion(i)= find(matriz_eNb_logicos(i,:)==1); 
end 
 
%Se asigna la celda candidata más cercana 
for i=1:tamanio_bd 
    celda_seleccioanda(i)= Identificadores_celda(posicion(i)); 
end 
celda_seleccioanda=celda_seleccioanda'; 
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