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RESUMEN 

Se presenta un algoritmo de detección de somnolencia humana en tiempo real usando 

visión artificial. La somnolencia es un estado cuyas consecuencias pueden ser muy 

peligrosas para conductores de vehículos, controladores aéreos, controladores de plantas 

nucleares, etc. En Ecuador en el año 2018 se reportaron 353 accidentes de tránsito por 

conducir en estado de somnolencia. Por este motivo es importante que los conductores se 

mantengan despiertos. 

El algoritmo que se presenta obtiene imágenes frontales de una persona usando una 

cámara infrarroja, detecta automáticamente el rostro usando el algoritmo de Viola-Jones y 

extrae la porción del ojo. Posteriormente clasifica los ojos como abiertos o cerrados por 

medio de dos métodos: usando una red neuronal de tipo perceptrón multicapa (Multi Layer 

Perceptron o MLP) y extrayendo los máximos y mínimos horizontales y verticales de los 

bordes del ojo. Finalmente realiza la detección de somnolencia según el tiempo en que los 

ojos estuvieron cerrados dentro de un intervalo de tiempo. 

Para la clasificación de ojos abiertos/cerrados usando MLP se obtuvo un 97% de precisión 

cuando las imágenes de entrenamiento y de prueba son de la misma persona y del 71% 

cuando las imágenes son de distintas personas. Para el segundo método se obtuvo el 84% 

de precisión.  

Finalmente, este trabajo de titulación permitió realizar un paper que será publicado en IEEE 

Xplore previa a su presentación en IEEE ETCM 2019. Este paper se lo presenta en el 

ANEXO A, su copyright es: 978-1-7281-3764-3/19/$31.00 ©2019 IEEE. 

Palabras clave: detección automática de somnolencia, detección de parpadeo, visión 

artificial. 
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ABSTRACT 

This project presents a human drowsiness detection algorithm in real time using computer 

vision. Drowsiness is a state whose consequences can be very dangerous for vehicle 

drivers, air traffic controllers, nuclear plant controllers, etc. In 2018 in Ecuador, 353 traffic 

accidents were reported for driving while drowsy. For this is important that drivers keep alert 

while driving. 

The algorithm that is presented in this project obtains frontal images of the driver using an 

infrared camera, then performs automatic face detection using the Viola-Jones algorithm 

and extracts the eye portion. Then, the classification between open and closed eye is done 

with two methods: a) using a multilayer perceptron (MLP) neural network and b) extracting 

the maximums and minimums of horizontal and vertical edges of the eye. Finally, it makes 

the detection of drowsiness considering the time the eyes were closed within a time interval. 

For the open and close eye classification using the first method the algorithm obtains 97% 

of accuracy when the training and test images are from the same person and 71% when 

the training and test images are from different people. For the second method obtains 84% 

of accuracy. 

Finally, this project allowed to write a paper that will be published in IEEE Xplore prior to its 

presentation in IEEE ETCM 2019. This paper is presented in ANEXO A, its copyright is: 

978-1-7281-3764-3/19/$31.00 ©2019 IEEE. 

Keywords: automatic drowsiness detection, blink detection, computer vision.  
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1. INTRODUCCIÓN 

Los accidentes de tránsito debido la somnolencia y fatiga del conductor son un problema 

de interés mundial. En Ecuador, en el año 2018 se registraron 25.530 accidentes de 

tránsito, la causa principal fue por conducir desatento a las condiciones de tránsito con un 

24,13% del total de accidentes, mientras que el 1,38% fue por conducir en estado de 

somnolencia o malas condiciones físicas [1]. Se ha determinado que una de las 

alteraciones más importantes producidas por la somnolencia es  una  menor  concentración 

[2], disminuyendo el tiempo de reacción ante eventos que pueden conducir a un accidente 

inminente. Montoro, Soler y Tortosa exponen que el sueño altera negativamente las 

actividades psicofísicas que son requeridas para conducir [3], produciendo situaciones de 

peligro. Por este motivo para mejorar la seguridad vial, investigadores y empresas 

automotrices han implementado algoritmos y dispositivos que pretenden detectar dicha 

somnolencia humana. A estos algoritmos y dispositivos se los puede clasificar en tres 

grandes grupos: los que están basados en variables fisiológicas, los basados en el 

comportamiento ocular determinado mediante visión artificial y los basados en parámetros 

del vehículo. Los segundos son los más apreciados debido su exactitud y a que son 

mínimamente invasivos ya que no requieren la colocación de ningún dispositivo como es 

el caso de los del primer grupo.  

El algoritmo pretende cumplir con tres objetivos: ser capaz de trabajar con distintos tipos 

de rostro, ser capaz de trabajar bajo diferentes condiciones de luminosidad y ser 

mínimamente invasivo, empleando dispositivos no sofisticados y de bajo costo. 

Adicionalmente, en el caso de un conductor de vehículo, dicho estado de somnolencia debe 

ser detectado incluso en condiciones de luminosidad pobre, por esta razón, en el presente 

trabajo se usa una cámara infrarroja que obtiene continuamente imágenes del rostro de 

una persona y si el algoritmo detecta somnolencia se enciende una alarma de alerta. Ya 

que en estado de somnolencia los parpadeos suelen ser más lentos y de mayor duración, 

el algoritmo determina este comportamiento.  

El presente proyecto basado en visión artificial consta de dos métodos para la clasificación 

de ojos abiertos y cerrados: 

 Método 1: mediante redes neuronales. 

 Método 2: mediante la morfología del ojo. 
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Finalmente, el algoritmo puede ser adaptado a otros escenarios distintos al ambiente de 

conducción vehicular en donde se requiera detectar somnolencia humana; estos ambientes 

pueden ser para controladores aéreos, controladores de plantas nucleares, entre otros. 

1.1. OBJETIVOS 

El objetivo general de este Proyecto Técnico es: desarrollar un algoritmo para detectar la 

somnolencia humana, en tiempo real basado en inteligencia artificial. 

Los objetivos específicos del Proyecto Técnico son: 

i) Determinar el estado del arte en cuanto a algoritmos y tecnologías de detección de 

somnolencia humana. 

ii) Adquirir  varias  imágenes, con  una  cámara  infrarroja, de distintos sujetos  de  

experimentación  bajo diferentes  niveles  de  iluminación  que  servirán  de  base  

para  aplicar  los  distintos  algoritmos  de clasificación de ojos abiertos y cerrados. 

iii) Estudiar algunas técnicas  de  detección  de  objetos,  por  ejemplo: Ada-boost,  

clasificadores  en  cascada,  algoritmo Haar, entre otras. 

iv) Implementar un algoritmo que permita binarizar imágenes donde se reconozca el 

ojo. 

v) Realizar la detección automática de somnolencia, en tiempo real, empleando los 

siguientes métodos: 

Método 1: 

Por medio de una red neuronal de perceptrones multicapa (MLP) cuyas entradas 

serán entrenadas por las imágenes de ojos abiertos y cerrados que se obtuvieron 

en uno de los objetivos anteriores. 

Método 2: 

Mediante la morfología del ojo, extrayendo puntos de referencia extremos tanto 

horizontales como verticales. 

vi) Analizar los resultados obtenidos con los dos métodos de clasificación anteriores y 

determinar el mejor de ellos para ser empleado en tiempo real. 

1.2. ALCANCE 

Para la adquisición, procesamiento de imágenes y la implementación de la interfaz gráfica 

de usuario se utilizará el software Matlab. De este software se hará uso de las siguientes 
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herramientas: Image Processing Toolbox, Computer Vision System Toolbox y Deep 

Learning Toolbox.  

El algoritmo realizará la detección de rostro y la clasificación de ojo abierto/cerrado con lo 

que, basados en un umbral correspondiente a un comportamiento normal, se determinará 

si existe o no somnolencia en el usuario del sistema; en el caso de sobrepasar dicho 

umbral, se emitirá una alerta de modo que el conductor pueda tomar la decisión de seguir 

conduciendo, pero con mucho cuidado o tomar un descanso en un sitio apropiado de la 

carretera. 

Para que el sistema funcione en condiciones de poca luz se usará una cámara infrarroja. 

El algoritmo detectará el estado de somnolencia de una sola persona, la cual debe estar 

justo frente a la cámara, el algoritmo no identificará somnolencia con personas que se 

encuentren de perfil a la cámara. De existir varias personas frente a la cámara el detector 

seleccionará el rostro de la persona que esté más cerca de la cámara. 

La detección se hará solamente en una persona, si existen varias personas frente a la 

cámara se hará la detección de quien esté en primer plano. 

El algoritmo no será capaz de detectar somnolencia en una persona que esté usando gafas 

oscuras. Sin embargo, se realizaron pruebas en una persona usando diferentes tipos de 

gafas transparentes donde se encontró que los resultados son variables dependiendo del 

grosor del marco de los lentes y la existencia de reflejos en las lunas de los lentes, por este 

motivo este algoritmo no está adaptado para ser usado en personas que usan algún tipo 

de gafas. 

El presente algoritmo funciona en un computador con la ayuda de una interfaz gráfica para 

mostrar los resultados, pero no se realiza el diseño ni implementación en algún dispositivo 

de hardware. 

Los algoritmos serán probados en tiempo diferido por medio de imágenes previamente 

adquiridas y el mejor de ellos será implementado para la detección de somnolencia en 

tiempo real. 
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1.3. MARCO TEÓRICO 

1.3.1. ESTADO DEL ARTE DE ALGORITMOS Y TECNOLOGÍAS DE 

SOMNOLENCIA HUMANA 

Por varios años investigadores y empresas automotrices han trabajado en sistemas de 

detección de somnolencia humana. A estos sistemas se los puede clasificar en tres 

grandes grupos: sistemas invasivos, sistemas no invasivos y sistemas basados en 

parámetros del vehículo.  

1.4.1.1. Detección de somnolencia invasiva 

Estos sistemas se llaman invasivos ya que se usa dispositivos que estarán colocados 

directamente en el cuerpo de una persona para poder recibir señales y determinar si existe 

o no somnolencia en el individuo. 

Existen varios indicadores biológicos para determinar si un individuo presenta síntomas 

somnolencia o no, entre los más conocidos está el monitoreo del cerebro por medio de 

electroencefalograma (EEG), el cual requiere electrodos ubicados en la cabeza para la 

detección de somnolencia. Otro sistema está basado en el monitoreo de los ojos con 

electrooculograma (EOG), el cual requiere de al menos dos electrodos ubicados en los 

bordes superior e inferior del ojo de la persona [4]. En la Figura 1.1 se muestra la ubicación 

de los electrodos tanto para EEG como para  EOG. 

 

Figura 1.1 Ubicación de electrodos para métodos de somnolencia invasiva. a) Electrodos 
EEG [5], b) Electrodos EOG [6]  

Otros bioseñales que podrían dar algún indicio sobre el estado de somnolencia son el 

electrocardiograma (ECG), electromiograma de superficie (SEMG) y la respuesta galvánica 

de la piel (GSR) [4]. 
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A pesar de que estos sistemas de detección de somnolencia, especialmente el EEG y EOG, 

podrían dar  resultados confiables, debido a su carácter invasivo no han logrado  

constituirse como sistemas de uso práctico y solo están limitados para ser usadas a nivel 

de laboratorio. 

1.4.1.2. Detección de somnolencia no invasiva 

A diferencia de los anteriores, estos no necesitan de sensores colocados de forma invasiva 

sobre el usuario, más bien aprovechan la existencia de indicadores físicos que pueden 

estar relacionados con su grado de somnolencia, estos indicadores son: posición de la 

cabeza, bostezos y actividad de los ojos. Estos comportamientos pueden ser monitoreados 

de forma no invasiva a través de visión artificial empleando una cámara de video. 

Varias investigaciones incorporan algoritmos híbridos que involucran el seguimiento con 

cámaras de más de un aspecto físico, como la investigación de Qiang Ji y Xiaojie Yang [7] 

donde se hace el seguimiento de la posición de rostro, ojos y mirada.  

La  Tabla 1.1 realizada por A. Sahayadhas, K. Sundaraj y M. Murugappan en su 

investigación Detecting Drive Droesiness Based on Sensors: A Review  presenta un 

resumen de trabajos anteriores para la detección de somnolencia [8]. 

Tabla 1.1 Resumen de trabajos sobre somnolencia. Adaptado de [8] 

Sensor Usado 
Medida de 

somnolencia 

Técnicas de 

detección 
Clasificación 

Tasa de 

detección 

positiva 

CCD micro cámara con 

iluminación infrarroja 
Pupila Ada-boost 

Relación de alto 
y ancho de ojo 

92% 

Cámara e iluminación 

infrarroja 

PERCLOS, duración de 
ojo cerrado, frecuencia 
de parpadeo y otros 3 

Dos filtros Kalman 
para detección de 

pupila 

Clasificador 
Fuzzy 

Cerca del 
100% 

Cámara CCD Bostezo 
 

Modelo centro de 
gravedad y 

proyección gris 

LDA (Linear 
Discriminant 

Analysis) 
91,97% 

Cámara de Video 

Digital 
Acciones faciales Filtro Gabor 

SVM (Support 
Vector Machine) 

96% 

Cámara FireWire y 

cámara web 
Duración y frecuencia 

de ojo cerrado 
Transformada 

Hough 
Clasificador 

neuronal 
95% 

Cámara Características 
dinámicas multi escala 

Filtro Gabor Ada boost 98,33% 

Cámara IR Estado del ojo Filtro Gabor 
SVM (Support 

Vector Machine) 
93% 

Cámara simple Parpadeo 
Clasificadores en 

cascada para 
detección de rostro 

Algoritmo de 
marca regional 

98% 

Cámara con 

iluminación IR 
PERCLOS 

Algoritmo Haar 
para detectar rostro 

SVM (Support 
Vector Machine) 

99% 
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Entre todos los indicadores listados, el más efectivo es el índice de porcentaje de ojo 

cerrado sobre la pupila en el tiempo (denominado PERCLOS del inglés PERcentage of 

Eyelid CLOSure), el cual fue propuesto en abril de 1999 [9]. 

1.4.1.2.1 Índice PERCLOS  

Este índice está definido como el porcentaje de tiempo en el cual los párpados se 

encuentran cerrados de un 80% a 100% sobre un periodo de tiempo. Para calcular el índice 

PERCLOS hay que tomar en cuenta que se usa el cierre del párpado más no el parpadeo 

[10]. El cierre de párpado es mucho más lento que un parpadeo, ya que este considera la 

posición de los párpados antes que se cierren o abran por completo. Por ejemplo, en un 

intervalo de un minuto si los párpados cubren el ojo entre el 80% al 100% por 12 segundos, 

el índice PERCLOS sería 12/60 o 20%. 

La Figura 1.2 muestra el porcentaje de ojo cerrado durante un cierre de párpados. 

 

Figura 1.2 Porcentaje de ojo cerrado durante el cierre de párpados. Basado en [11] 

PERCLOS presenta varios niveles de somnolencia dependiendo de su valor [10]: 

 menor a 7,5% despierto 

 del 7,5% al 15% cuestionable 

sobre 15% somnoliento

El índice PERCLOS es el más usado en la detección de somnolencia no invasiva, ya que 

posee los mejores resultados hasta el momento [12]; sin embargo, necesita de una tasa de 

adquisición alta para poder adquirir cada uno de los estados del ojo durante el cierre de 

párpados. Generalmente los algoritmos que usan el índice PERCLOS realizan la detección 

de pupila (Figura 1.3) para determinar el porcentaje de ojo cerrado [8], de esta manera este 

índice no dependerá de la forma de los ojos. La  Figura 1.4 muestra que la pupila no se 

encuentra cubierta en unos ojos con rasgos asiáticos.  

 
Figura 1.3 Partes externas del ojo [13]  
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Figura 1.4 Ojos de niña asiática [14]. La pupila no se cubre por los párpados. 

1.4.1.2.2 Parámetros de somnolencia según la actividad de los ojos 

La frecuencia de parpadeo y su duración pueden determinar la somnolencia en una 

persona. Individuos que presentan fatiga suelen tener un parpadeo más lento y por lo tanto 

su ojo estará cerrado por más tiempo. 

Por lo general el parpadeo es involuntario y su frecuencia dependerá de varios factores 

como viento, deslumbramiento, cansancio, emociones, entre otros [15]. La tasa de 

parpadeo normal es de 15 a 20 veces por minuto, con una duración de parpadeo de 0,25 

a 0,3 segundos [16], aunque estos valores pueden cambiar entre individuos. Se considera 

un estado de alerta cuando el ojo se encuentra cerrado entre el 0% al 30% del tiempo y un 

estado de somnolencia cuando el ojo se encuentra cerrado entre el 30% al 40% del tiempo 

[17]. 

1.4.1.3. Detección de somnolencia en base a parámetros vehiculares 

Estos sistemas de detección usan indicadores del comportamiento del vehículo tales como 

la velocidad, aceleración, comportamiento del movimiento del volante y la posición del 

vehículo respecto a las señales viales. A pesar de obtener buenos indicios sobre el estado 

de alerta del conductor, son menos precisos y requieren cumplir ciertas condiciones como 

por ejemplo, que existan señales viales pintadas en la carretera. Adicionalmente, el costo 

de los vehículos se incrementa por añadir alguno de estos sistemas. A continuación, se 

mencionan algunas de las empresas que han trabajados en estos sistemas:   

1.4.1.3.1.  Volvo 

Volvo en su modelo XC60 ha incorporado un sistema, llamado Driver Control Alert, el cual 

usa una cámara que visualiza el exterior, varios sensores y procesadores  para determinar 

la distancia del auto con las líneas de la vía. En base a esto, se determina si la persona 

está cansada al evaluar los movimientos de auto [18]. 

1.4.1.3.2. Mercedes Benz 

Mercedes Benz ha desarrollado un sistema llamado Attention Assist, que está disponible 

en varios de sus modelos, este sistema crea una base de datos de las características de 

manejo del conductor cuando se encuentra alerta, luego los compara con los datos que va 

adquiriendo; estas características pueden ser velocidad y movimientos del auto. Además, 

considera factores como el clima y tiempo continuo de conducción [19]. 
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1.4.1.3.3. Ford 

Su sistema Drive Alert usa una cámara para determinar la posición del auto respecto a las 

líneas viales, si el auto se aproxima a una de las líneas aplicará un torque y vibraciones 

para que el conductor se dé cuenta, el sistema no se activa si se usa direccionales [20]. 

1.4.1.3.4. Panasonic 

Su sistema usa una cámara y varios sensores, los cuales analizan las expresiones del 

rostro del conductor, sensación térmica y temperatura del auto para determinar fatiga en la 

persona [21]. 

1.4.1.3.5. Bosch 

Determina la fatiga del conductor por medio del ángulo de dirección, rapidez de giro y la 

posición del auto respeto a las líneas viales [22].  



 

9 

2. METODOLOGÍA 

En este capítulo se presenta el diseño del algoritmo de detección de somnolencia. Este 

algoritmo está basado en la actividad de los ojos: las personas que se encuentran en un 

estado de somnolencia parpadean con menos frecuencia y el tiempo que los ojos 

permanecen cerrados durante el parpadeo es mayor [23]. La frecuencia normal de 

parpadeo es de 15 a 20 parpadeos por minuto, con una duración de parpadeo de 0.25 a 

0.3 segundos. Al considerar el parpadeo más corto (0.25 segundos), una imagen debe ser 

adquirida máximo cada 0.25 segundos [16]. 

El algoritmo realizado en este proyecto es un sistema no invasivo que recopila y procesa 

imágenes usando visión artificial. La visión artificial es una disciplina que estudia e intenta 

construir modelos de las funcionalidades humanas con métodos computacionales. Esto 

quiere decir que el procesador luego de recibir una imagen puede reconocer el contenido 

de ésta automáticamente.  

2.1. DISEÑO DEL ALGORITMO DE DETECCIÓN DE 

SOMNOLENCIA 

El diseño del algoritmo se realizará en cinco etapas, como muestra la Figura 2.1:  

1. Adquisición de imágenes 

2. Extracción de la sección del ojo: 

a. Detección de rostro 

b. Recorte proporcional de ojo 

3. Procesamiento de imagen (Método 1 y Método 2) 

4. Clasificación de ojo abierto/cerrado (Método 1 y Método 2) 

5. Detección de somnolencia 

Cada una de estas etapas está formada por varias fases, en esta sección se detalla cada 

una de estas fases para su implementación en Matlab. 

Para ambos métodos todas las etapas son iguales excepto las etapas de procesamiento y 

clasificación. 

Para diseñar el algoritmo se dispone de los siguientes recursos: 

 Matlab 2018b con Image Acquisition Toolbox, Image Processing Toolbox, 
Computer Vision System Toolbox, Deep Learning Toolbox y Matlab support 
Package for USB Webcams.

 Cámara infrarroja HD de parqueo para auto que se alimenta con 12 VDC.
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 Capturador de video USB EasyCap. 

La Figura 2.2 muestra el esquema de conexión de los recursos. 

Figura 2.1 Esquema para la detección de somnolencia  
El algoritmo propuesto está constituido por 5 etapas: Adquisición de imágenes, detección de ojos, 

procesamiento de la imagen del ojo, clasificación de ojo abierto/cerrado y detección de ojos.  

 

Figura 2.2  Esquema de conexión de los recursos  
La cámara se conecta al capturador de video por medio de los conectores RCA y el capturador de 

video se conecta al ordenador por el puerto USB.  

Se ha decidido usar Matlab debido a que posee varias herramientas para el procesamiento 

digital de imágenes y también porque posee una amplia documentación que explica estas 
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herramientas [24]. Sin embargo, hay que tomar en cuenta que Matlab requiere de 

licenciamiento, por lo que esto podría ser una desventaja si no se cuenta con una licencia. 

2.2. CONDICIONES DE FUNCIONAMIENTO 

Para realizar la detección de rostro se deben cumplir los siguientes requisitos: 

 Estar de frente a la cámara. 

 El usuario debe procurar mantener la cabeza recta. En las pruebas realizadas, para 

un correcto funcionamiento del sistema, dicha  inclinación debió ser menor a 22° 

como se muestra en la Figura 2.3.  

 Para realizar las pruebas, la cámara estuvo ubicada dos posiciones (Figura 2.4): 

 A 45° bajo la línea de vista de la persona y a 38cm de distancia horizontal 

de la persona.  

 A 10° bajo la línea de vista de la persona y a 45cm de distancia horizontal 

de la persona. 

 La cámara no puede estar sobre la línea de vista de la persona ya que no existirá 

detección. 

 El rostro completo debe estar dentro de cuadro de visión de la cámara. 

 El usuario no debe estar usando gafas oscuras ni transparentes. 

 No es necesario que el usuario dirija su mirada hacia la cámara. 

La distancia de la cámara y su ubicación puede variar en valores cercanos a los mostrados 

en la Figura 30, las métricas son valores recomendados debido al ángulo de visión que 

posee la cámara por lo que si se usa otra cámara estas métricas pueden no dar buenos 

resultados al momento de la detección. Para saber la distancia correcta de una manera 

simple, la cabeza debe estar entre las líneas verdes del indicador de la cámara como se 

muestra en la Figura 2.5. 

 

Figura 2.3 Límite de inclinación de cabeza para detección de rostro  
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Figura 2.4 Posibles posiciones de la cámara a) cámara a 45° bajo la línea de vista, b) 
cámara a 10° bajo la línea de vista 

 

 

Figura 2.5 Ubicación del rostro entre la terminación de las líneas verdes de referencia de 
la cámara 

2.3. ETAPA 1: ADQUISICIÓN DE IMÁGENES 

La adquisición de imágenes consiste en capturar y digitalizar las imágenes por medio de 

una cámara. Para la adquisición de la imagen hay que tomar en cuenta la iluminación del 

lugar donde se realizará las capturas y también la posición de la fuente de luz respecto al 

objeto del que se obtendrá imágenes. 

Los requisitos de iluminación también dependerán de la tecnología de la cámara a ser 

usada y sus características propias de adquisición de imágenes. 

En el algoritmo presentado se realiza la adquisición de imágenes del rostro de una persona 

usando una cámara infrarroja para que el algoritmo pueda ser usado en escenarios con 

poca iluminación. La resolución usada es de 320x240, esta resolución tiene suficiente 

información para la detección de parpadeos que a su vez servirá para estimar el estado de 

somnolencia de la persona. La imagen adquirida usa el modelo RGB donde los colores son 
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representados en términos de sus componentes rojas (Red), verdes (Green) y azules 

(Blue),  por este motivo se obtiene una matriz de tres dimensiones (240x320x3).  

Las funciones en Matlab usadas para adquirir y presentar imágenes en este algoritmo son 

las siguientes:  

 webcam crea un objeto de cámara web y se conecta con ella. 

Sintaxis: cam=webcam( ). 

 snapshot captura una imagen desde la cámara.  

Sintaxis: frame=snapshot(cam) 

 imshow muestra una imagen y optimiza los ejes y propiedades de los objetos de 

imagen. 

Sintaxis: imshow(frame) 

El diagrama de flujo de la Figura 2.6 muestra el proceso para realizar en Matlab la 

adquisición de imágenes. Primero se realiza la conexión con la cámara usando la función 

webcam, posteriormente se realiza la captura de la imagen con la función snapshot, a 

continuación, se presenta la imagen usando la función imshow. La adquisición y 

presentación se lo realiza en un bucle hasta que ya no se desee capturar más imágenes. 

Figura 2.6 Diagrama de flujo de adquisición de imágenes  
Se realiza la adquisición de imágenes hasta que ya no se desee capturar más imágenes.  
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2.3.1. CREACIÓN DE OBJETO Y ASIGNACIÓN DE RESOLUCIÓN 

Se crea el objeto de video usando la función webcam, no se ingresa el nombre de la cámara 

como argumento de la función, ya que solamente existe conectada la cámara a ser usada, 

así que es la tomada por defecto. Para conocer los nombres de las cámaras disponibles 

se usa la función webcamlist. 

Para el dispositivo usado existen las siguientes resoluciones disponibles: 

 720x576 
 720x480 
 640x480 
 320x240 

Ya que el objetivo del algoritmo es trabajar en tiempo real, se ha seleccionado la menor 

resolución (320x240).  Esta resolución representa una matriz de 76.800 elementos que 

serán procesados en las siguientes etapas. La resolución de 320x240 posee información 

suficiente para distinguir los ojos del rostro, primero se realizaron pruebas de adquisición 

con todas las resoluciones disponibles para elegir la resolución adecuada; estas pruebas 

y resultados se encuentran en el ANEXO B. 

 

2.3.2. INICIALIZACIÓN DE CÁMARA Y CAPTURADOR 

Al momento de conectar la cámara con el capturador de video EasyCap existe un periodo 

pequeño de tiempo en el que las imágenes aparecen en negro, para evitar capturar estas 

imágenes en negro, se capturan 25 imágenes que no son procesadas, son tan solo para 

darle arranque al hardware. Este tiempo que requiere el dispositivo se debe a la conversión 

de video de analógico a digital que empieza a realizar. 

 

2.3.3. CONTADOR DE TIEMPO 

Se usan las funciones tic y toc para contar el tiempo que se demora en adquirir las 

imágenes y obtener los cuadros por segundo (frames per second o FPS) reales ya que la 
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tasa de adquisición teórica del dispositivo es de 30 FPS. En la sección 3.1.1 se muestra 

los resultados de las tasas de adquisición de imágenes para varias funciones de Matlab.   

2.3.4. BUCLE DE ADQUISICIÓN 

Se realiza la adquisición de imágenes hasta que el usuario cierre la ventana donde se 

presentan las imágenes adquiridas. 

 

El código completo para la adquisición de imágenes en Matlab queda de la siguiente 

manera: 

 

La Figura 2.7 muestra una imagen RGB obtenida usando el código de Matlab presentado 

anteriormente.  

 

Figura 2.7 Imagen RGB con resolución de 320x240 adquirida con Matlab usando la 
cámara infrarroja. 
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2.4. ETAPA 2: EXTRACCIÓN DE LA SECCIÓN DEL OJO 

La extracción de la sección de ojo se lo realiza en dos fases. Primero se hace la detección 

del rostro y posteriormente se hace un recorte proporcional de la sección del ojo (Figura 

2.8). 

 

Figura 2.8 Esquema de Etapa 2: Detección de Ojos 
En la Fase 1 se detecta el rostro y en la Fase 2 se recorta la sección del ojo.  

 

2.4.1. FASE 1: DETECCIÓN DE ROSTRO 

Para detectar el rostro de manera automática se usa la función de Matlab 

vision.CascadeObjectDetector, el cual usa el algoritmo de Viola Jones. Este detector de 

rostro usado en el algoritmo propuesto acepta una inclinación de cabeza máxima de 21°, 

si se supera este ángulo no se hará la detección, esto es esperado ya que el algoritmo de 

Viola Jones es sensible a la rotación [25]. Se usa el detector de Viola Jones ya que para la 

detección de rostros que miran hacia al frente posee mejores resultados comparado con 

otros métodos [26].  

La sintaxis de la función es la siguiente: detector = vision.CascadeObjectDetector(model) 

Esta función permite realizar la detección de rostro, ojos, nariz y boca de personas: el 

parámetro model determina cuál de ellos se desea detectar, etc., según la Tabla 2.1. 

Cada una de las opciones de model tiene distinto tiempo de procesamiento y de precisión, 

obteniendo resultados desde el 73% al 100% de presión según el modelo usado. En el 

algoritmo propuesto FrontalFaceLBP

rostro; este modelo posee el porcentaje de precisión más alta. 

Además de la función vision.CascadeObjectDetector, existen otras funciones de Matlab 

como vision.PeopleDetector y peopleDetectorACF que permiten detectar personas, estos 

detectores se los detalla en el ANEXO C.  
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Tabla 2.1 Modelos de clasificación de vision.CascadeObjectDetector 

Modelo de clasificación 
(parámetro model) 

Descripción 

'FrontalFaceCART'(Default) Detecta rostros ubicados verticalmente y de  frente. 
Método para codificar las características: 
características de Haar. 

'FrontalFaceLBP' Detecta rostros ubicados verticalmente y de  frente. 
Método para codificar las características: patrones 
binarios locales LBP. 

'UpperBody' Detecta la región superior del cuerpo, esto incluye el área 
de la cabeza y de los hombros. 
Método para codificar las características: 
características de Haar. 

'EyePairBig' 
'EyePairSmall' 

Detecta un par de ojos 

'LeftEye' 
'RightEye' 

Detecta el ojo izquierdo y derecho de manera separada. 
Método para codificar las características: 
características de Haar. 

'LeftEyeCART' 
'RightEyeCART' 

Detecta el ojo izquierdo y derecho de manera separada.  

'ProfileFace' Detecta rostros ubicados verticalmente. 
Método para codificar las características: 
características de Haar. 

'Mouth' Detecta bocas. 
Método para codificar las características: 
características de Haar. 

'Nose' Detecta narices. 
Método para codificar las características: 
características de Haar. 

 

Las características de Haar que usan algunos de los modelos de la Tabla 2.1, se presentan 

en el ANEXO D. 

2.4.1.1. Algoritmo de Viola Jones 

El algoritmo de Viola Jones usado con la función vision.CascadeObjectDetector se realiza 

en 3 pasos: 

Paso 1: Extracción de Características  

Para la extracción de características el detector de usa el Patrón Binario Local (Local Binary 

Pattern o LBP). 
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LBP etiqueta cada pixel según el valor de pixeles vecinos. Como se muestra en la Figura 

2.9, en un grupo de pixeles de 3x3, el valor central es el umbral, todos los números mayores 

o iguales al umbral tomarán el valor de 1 y los demás el cero. Seguidamente, desde el pixel 

ubicado a la izquierda del centro o umbral, se conforma el valor binario en sentido horario 

desde el valor menos significativo y luego se lo transforma a decimal. Si el pixel se 

encuentra en un borde, se puede completar los pixeles vecinos con un valor igual al del 

pixel o también se puede descartar los pixeles de los bordes.  Posteriormente, a la imagen 

se la divide en bloques y se obtiene el histograma por cada bloque. Finalmente, los 

histogramas por cada bloque son concatenados [27], donde esta concatenación es el 

vector final de características (Figura 2.10).  

 

Figura 2.9 Ejemplo de patrón binario local con vecindario de 3x3 [27] 
Los valores mayores o iguales a 175 son cambiados por 1 y los menores a 175 son 

cambiados a cero.   
 

 

Figura 2.10 Ejemplo de histogramas de LBP en imagen dividida en 6x7 bloques [27]  
Los histogramas por cada bloque son concatenados en un solo histograma.  

Paso 2: Selección de características  

Se usa Adaboost (Adaptative Boosting) para seleccionar un conjunto pequeño de las 

características y entrenar el clasificador. Su nombre, Adaboost, es debido a que este 

algoritmo de aprendizaje es usado para aumentar (boosting) el desempeño de 

clasificación de un algoritmo simple de aprendizaje, esto lo hace por medio de la 

combinación de clasificadores débiles para obtener un clasificador más fuerte. El 
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clasificador débil está diseñado para seleccionar una parte del histograma LBP que separe 

mejor los ejemplos positivos y negativos [27].

Para cada característica, el clasificador débil determina un umbral para la clasificación. Sea 

un clasificador débil hj(x) con una característica fj, un umbral j y una pariedad pj que indica 

la dirección de la desigualdad, así se tiene la Ecuación 2.1 [27]: 

 (2.1) 

 

Proceso de aumento (boosting) [27]: 

 Dadas imágenes de muestra (x1,y1), (x2,y2) . . . , (xn-1,yn-1), (xn,yn) donde yi= 0/1 para 

ejemplos negativos y positivos respectivamente (Figura 2.11). Las imágenes 

correspondientes a rostros son imágenes de muestras positivas y por lo tanto yi es 

1. Las imágenes no correspondientes a rostros son imágenes de muestra negativas 

por lo tanto yi es 0. 

 

Figura 2.11 Ejemplos de imágenes de muestras correspondientes a rostros y no rostros 
[28]. Los rostros al ser muestras positivas su valor yi es 1 y las imágenes no correspondientes a 

rostros son muestras negativas y su valor yi es 0. 

 Se inicializan los pesos  para  respectivamente, donde m es el 

número total de muestras negativas y l el número total de muestras positivas. 

 Para , donde T es el número de veces que se calcula los pesos: 

1. Se normaliza los pesos con la Ecuación 2.2, 

 (2.2) 

Donde  es una probabilidad de distribución. 

2. Para cada característica , se entrena el clasificador , el cual está 

restringido para usar una sola característica. El error es evaluado con 

respecto a ,   . 
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3. Se elige el clasificador , con menor error . 

4. Se actualizan los pesos con la Ecuación 2.3 

 (2.3) 

donde  si el ejemplo  es clasificado correctamente,  en otro 

caso y  . 

 Al final el clasificador fuerte es el mostrado en la Ecuación 2.4: 

 (2.2) 

 donde  .   

Paso 3: Clasificación en cascada 

Se usa clasificadores en cascada para aumentar el desempeño de detección y reducir el 

tiempo computacional. Su disposición es en cascada porque realizan el procesamiento 

continuo de una imagen en una cadena de clasificadores. Los clasificadores más simples 

son usados para rechazar la mayoría de subventanas antes de llamar a clasificadores más 

complejos para reducir las tasas de falsos positivos: si un clasificador simple aplicado no 

es aprobado, es decir, no cumple con el umbral, ya no pasa al siguiente clasificador [29] 

tal como muestra la Figura 2.12. Los falsos positivos son la detección de rostro en donde 

no existe la presencia de uno.

 

Figura 2.12  El resultado positivo de un clasificador simple pasa al siguiente clasificador y 
así sucesivamente. Si no, simplemente es rechazado [29]  

2.4.1.2. Creación de detector 

Para realizar la detección de rostro se crea el detector usando FrontalFaceLBP.  

MergeThreshold define el umbral con los criterios necesarios para declarar una detección 
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final en un área done hay múltiples detecciones. Los grupos que cumplen el umbral se 

combinan para producir un cuadro delimitador. El aumento de este umbral puede ayudar a 

suprimir detecciones falsas, pero si se elige un número excesivamente alto puede ya no 

existir detección. Se realizaron pruebas en escenarios variando la iluminación de una 

habitación y ocultando partes del rostro, para lo cual usando un umbral igual a 7 siempre 

existió detección del rostro; estas pruebas se encuentran en el ANEXO E. La Figura 2.13 

muestra la detección de rostro con valores de MergeThreshold del 0 al 35, se evidencia 

que en valores muy pequeños la detección es errada y que con valores muy altos la 

detección no se realiza. 

 

 

Figura 2.13 Resultados de probar un umbral del 0 al 35 para la detección de rostro 
Para un umbral de 0 y 1 la detección es errada y para un umbral mayor a 33 la detección no se 

realiza. Se eligió el umbral de 7 
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2.4.1.3. Detección de rostro en imagen 
Se usa el detector dcara creado anteriormente para obtener el rectángulo de ubicación 

(xCara) del rostro dentro de la imagen (I) obtenida en la Etapa 1. Este rectángulo posee 

cuatro puntos, el primero indica la coordenada en x, el segundo la coordenada en y, el 

tercero el ancho y el cuarto el alto. Pueden existir varios rostros detectados, por lo cual 

xCara tendrá varios rectángulos de ubicación y para elegir el más prominente se toma la 

primera fila de xCara. 

 
El código completo para la detección de rostro en Matlab queda de la siguiente manera: 

 

2.4.2. FASE 2: RECORTE PROPORCIONAL DE OJO  

Luego de detectar el rostro se realiza el recorte de la sección del ojo según proporciones 

anatómicas comunes [30], en la Figura 2.14 se pueden apreciar estas proporciones. Al 

dividir el ancho del rostro en 5 partes iguales (1/5), los ojos se encuentran en la segunda  

y cuarta división. Al dividir la longitud del rostro en tres partes iguales (1/3), los ojos se 

encuentran en la segunda división. Se realiza solamente el recorte de un ojo, ya que tiene 

el mismo comportamiento que el otro ojo y entonces es suficiente para investigar el estado 

de somnolencia del individuo. El usar un solo ojo se obtiene una matriz de menor valor y 

consecuentemente se reduce la carga computacional.  

 

2.4.2.1. Obtención de rectángulo de recorte del ojo 

Para obtener el rectángulo de recorte del ojo se usa el rectángulo de ubicación del rostro 

(xCara) y las proporciones de la Figura 2.14. xCara obtenido anteriormente corresponde al 

vector: . Se obtendrá el vector  que corresponde 

al rectángulo de ubicación del ojo. Tomando en cuenta las proporciones anatómicas (Figura 

2.14) se halla los puntos de la siguiente manera: 
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  es el un quinto del ancho del rostro más la coordenada en x donde inicia el rostro. 

La ecuación es la siguiente:   

  es el un tercio del alto del rostro más la coordenada en y donde inicia el rostro. 

La ecuación es la siguiente:  

  es el un quinto del ancho del rostro. La ecuación es la siguiente:  

  es el un tercio del alto del rostro. La ecuación es la siguiente:  

 

 
Figura 2.14 Proporciones anatómicas comunes de un rostro 

Los ojos se encuentran a un tercio desde la parte superior del rostro y a un quinto desde alguno de 
los extremos del rostro. 

2.4.2.2. Recorte del ojo 

Para recortar la sección del ojo se usó la función imcrop, cuya sintaxis es 

Ojo=imcrop(I,xOjo). Donde xOjo es rectángulo de recorte del ojo obtenido anteriormente. 

Adicional al recorte del ojo se usa imresize para que al final todas las imágenes de ojos 

tengan un tamaño de 19x30. Se usa un tamaño de imagen de 19x30 debido a que el 

tamaño original de las imágenes de ojos está cerca de estos valores. 
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El código completo para el recorte del ojo queda de la siguiente manera: 

 

El diagrama de flujo de la Figura 2.15 muestra el proceso completo para codificar en Matlab 

la detección de ojo. Primero se realiza la detección de rostro usando 

vision.CascadeObjectDetector, posteriormente si existe un rostro en la imagen se realiza 

el recorte proporcional del ojo usando imcrop.  

 
Figura 2.15 Diagrama de flujo para la extracción de la sección de ojo 

Primero se realiza la detección de rostro y posteriormente se realiza el recorte de la sección del 
ojo en el rostro detectado.  

El código completo de la función (deteccion) para la extracción de la sección del ojo en 

Matlab queda de la siguiente manera: 
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2.5. Etapa 3: Procesamiento de imagen del ojo 

Para ambos métodos de clasificación se procesa de manera distinta las imágenes 

adquiridas (Figura 2.16). Para el Método 1 se realiza la ecualización del histograma de la 

imagen del ojo y para el Método 2 se normaliza y binariza la imagen del ojo. 

 

Figura 2.16 Procesamiento de imágenes para cada método de clasificación.  
En el Método 1 se ecualiza la imagen del ojo. En el Método 2 se normaliza y binariza la imagen del 

ojo.  
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2.5.1. MÉTODO 1 

A la imagen RGB obtenida se ecualiza su histograma. Se ecualiza la imagen del ojo ya que 

se realizaron varias pruebas de procesamiento para la entrada de la red neuronal y se 

encontró que el mejor resultado se presenta en imágenes ecualizadas, estos resultados se 

los presenta en la Tabla 3.2 de la Sección 3.1.3. Posteriormente se extrae el primer canal 

de la matriz y finalmente se convierte la matriz a un vector para que funcione como entrada 

a la red MLP (Figura 2.17).  

 

 Figura 2.17 Esquema de procesamiento de imagen del ojo para el Método 1.  
En la Fase 1 se ecualiza el histograma de la imagen del ojo. En la Fase 2 se extrae el primer canal 

de la imagen ecualizada. En la Fase 3 se vectoriza la matriz de la imagen. 

2.5.1.1. Fase 1: Ecualización de histograma 

La ecualización de histograma permite mejorar el brillo y contraste de una imagen. El brillo 

representa la cantidad de luz y sombra en una imagen, cada pixel posee su propio valor, 

valores altos representan mayor brillo donde su máximo (255) sería el blanco y su mínimo 

el negro (0); por otro lado, el contraste representa la relación entre sombras y luces. Si el 

brillo de las luces es bajo y las sombras no son muy oscuras el contraste es débil, y si hay 

bastante diferencia en el rango de tonos claros y oscuros entre las luces y sombras el 

contraste es alto [31], la Figura 2.18 muestra ejemplos al combinar distintas cantidades de 

brillo y contraste. 

Para que el histograma de la imagen tengo una distribución uniforme se procede a ecualizar 

el histograma de la imagen del ojo usando la función histeq, cuya sintaxis es J = histeq(I). 
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 Alto contraste Bajo contraste 

Alto 
brillo 

 

 

Bajo 
brillo 

 

 

Figura 2.18 Ejemplo de una imagen cambiado sus valores de brillo y contraste. 

En la Figura 2.19 se puede observar el resultado de ecualizar la imagen de un ojo cerrado 

y uno abierto. La imagen ecualizada resalta la sección del ojo, por lo que a la red neuronal 

se le facilita la clasificación. 

 

 
a) 

 
b) 

 
c) 

 
d) 

Figura 2.19 Resultado de ecualizar una imagen 
a) Imagen original de ojo abierto. b) Imagen ecualizada de ojo abierto. c) Imagen original de ojo 

cerrado. d) Imagen ecualizada de ojo cerrado. 

 
2.5.1.2. Fase 2: Extracción de primer canal de imagen RGB del ojo 

Ya que una imagen RGB está compuesta de tres matrices (una denominada R, otra G y 

otra B), para poder pasar de matriz a vector, se necesita trabajar solamente con una de 

ellas. En nuestro caso, se extrae la primera matriz R de la imagen RGB del ojo. 
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2.5.1.3. Fase 3: Vectorización de matriz 

Ya que la siguiente etapa de clasificación requiere como entrada un vector, se debe 

transformar la matriz R del ojo de 19x30 a vector en una sola columna de 570x1. Para la 

vectorización se usa la función reshape, cuya sintaxis es B = reshape(A, size). 

 

El código completo para el procesamiento de la imagen del ojo para el Método 1 queda de 

la siguiente manera: 

 

Otros métodos de procesamiento de imágenes como transformada FFT y DCT que se 

probó para entrenar la red neuronal se describen en el ANEXO F.  

2.5.2. MÉTODO 2 

La imagen RGB obtenida se la convierte a escala de grises para trabajar con una matriz 

de dos dimensiones y poder binarizar la imagen. Posteriormente para compensar el efecto 

de diferentes condiciones de iluminación, se normaliza la imagen en promedio y varianza 

[25], es decir que las imágenes tendrán una media igual a cero y una varianza igual a 1. 

Finalmente, se binariza la imagen usando un umbral B. Se realiza esta binarización para 

en la Etapa 4 poder obtener los puntos de referencia del ojo. La Figura 2.20  muestra el 

esquema para el procesamiento de la imagen del ojo para el método 2.  

 

 

Figura 2.20 Esquema de procesamiento de imagen del ojo para el Método 2 
En la Fase 1 se transforma a grises la imagen RGB. En la Fase 2 se normaliza la imagen. En la 

Fase 3 se binariza la imagen del ojo.  
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2.5.2.1. Fase 1: RGB a escala de grises 

La imagen RGB del ojo se la transforma a escala de grises usando la función rgb2gray. El 

resultado es una matriz de 19x30. 

 

2.5.2.2. Fase 2: Normalización de imagen 

La imagen en escala de grises del ojo es normalizada. La Figura 2.21 muestra la imagen 

normalizada de un ojo abierto bajo distintas condiciones de iluminación: a) imagen en 

buenas condiciones de luz en una habitación iluminada con la fuente de luz ubicada frente 

a la persona, b) imagen en contra luz en una habitación iluminada con la fuente de luz 

ubicada detrás de la persona y  c) imagen en muy malas condiciones de luz en una 

habitación sin iluminación. 

 

 
a) 

 
b) 

 
c) 

Figura 2.21 Imágenes de ojos abiertos con su imagen normalizada. 
Al lado izquierdo se presentan las imágenes originales en escala de grises y a la derecha se 
presentan las mismas imágenes normalizadas. a) Imagen en buenas condiciones de luz, b) 

Imagen en contra luz, c) Imagen en muy malas condiciones de luz 

Para normalizar la imagen se usa la siguiente ecuación:  , donde J es la matriz 

normalizada e I es la matriz original. La función mean2 obtiene el valor medio de los 

elementos de una matriz y la función std2 obtiene la desviación estándar de los elementos 

de una matriz. 

 



 

30 

 

2.5.2.3. Fase 3: Binarización de imagen 

El umbral B, usado para binarizar la imagen, se ha obtenido realizando pruebas con 

distintos valores y comparando las imágenes binarizadas de un ojo abierto y cerrado para 

determinar un valor que funcione en ambos casos. Se han tomado 80 imágenes aleatorias 

de ojos abiertos y cerrados correspondientes a 8 personas distintas para obtener este valor 

para probar distintos valores B y elegir un valor en el que el ojo se pueda diferenciar entre 

abierto y cerrado; las pruebas se detallan en el ANEXO G.  La Figura 2.22 muestra la 

binarización de un ojo abierto y uno cerrado para diferentes valores umbral. El valor elegido 

es B=-1.2. Si el valor del píxel evaluado es mayor que B se cambia el valor a 0, caso 

contrario se cambia el valor a 1. 

 
a)        b) 

Figura 2.22 Binarización del ojo con valores umbrales de -1.1, -1.2 y -1.3 
a) Ojo abierto, b) ojo cerrado. 

 
 

Finalmente, se realiza el cambio de formato a imagen binaria usando la función im2bw.  

 

El código completo para el procesamiento de la imagen del ojo para el Método 2 queda de 

la siguiente manera: 
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2.6. ETAPA 4: CLASIFICACIÓN DE OJO ABIERTO/CERRADO 

Para la clasificación de ojo abierto/cerrado se presentan los métodos (Figura 2.23): 

 Método 1: usando una red neuronal MLP 

 Método 2: usando marcadores sobre el ojo 

 

Figura 2.23 Métodos de clasificación de ojo abierto/cerrado 

2.6.1. MÉTODO 1 DE CLASIFICACIÓN DE OJO ABIERTO/CERRADO 

Para el método 1 se usa una red neuronal perceptrón multicapa (Multilayer Perceptron o 

MLP). Una MLP es una red que consiste de N entradas, j capas ocultas con k neuronas y 

M salidas (Figura 2.24a). Cada neurona posee una función de activación (Figura 2.24b). 

La función de activación más usada para cada neurona en redes MLP es la sigmoidal, sin 

embargo, puede usarse otra función [32]. En la Figura 2.25 se muestran varias funciones 

de activación usadas en redes MLP. 

A continuación, se presentan las ecuaciones de la función de activación sigmoidal unipolar, 

o también conocida como función logística: 

 Función sigmoidal unipolar:  
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a) 

 
b) 

Figura 2.24 a) MLP con N entradas y M salidas, las neuronas en la capa oculta son los 
círculos grises [33]. b)  Constitución de neurona artificial [34]. 

 

Figura 2.25  Ejemplos de funciones de activación usadas para neuronas artificiales [31]. 
(a) Función paso, (b) Gaussiana; (c) linear a trozos y (d) sigmoidal. 

Una red MLP se deriva del procesamiento no lineal en las neuronas ocultas. Por este 

motivo se usa para obtener la forma de patrones que sean muy complejos y para realizar 

clasificación entre clases.  
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Entre las aplicaciones de las redes MLP está la clasificación de patrones, estimación de 

funciones y predicciones. Por este motivo en el algoritmo propuesto se usa una red MLP 

para clasificar entre ojos abiertos y cerrados. 

En el algoritmo propuesto se usa una red MLP cuyas entradas son los pixeles de la imagen 

en escala de grises cuyo histograma ha sido ecualizado, en este caso son 570 pixeles ya 

que la dimensión de la imagen del ojo es de 19x30 pixeles y la salida de la red neuronal 

con 10 neuronas artificiales, función de transferencia sigmoidal en la capa oculta y una 

función de transferencia softmax en la capa de salida (Figura 2.26). 

Cada entrada tiene un peso asociado w, este se va modificando al momento de entrenar 

la red neuronal [35]. Cada nodo (neurona artificial) de la capa oculta y de la capa de salida 

poseen una entrada extra llamada bias b, este es un valor constante que permite controlar 

el valor al que se activará la función de activación; por ejemplo si no se tiene el valor bias 

y debido a que la neurona artificial multiplica la entrada por el peso w, al tener una entrada 

igual a 0 no se podrá obtener una salida diferente de cero al no existir este valor constante 

[36]. 

Se usa la configuración con una sola capa oculta y función de activación sigmoidal ya que 

este tipo de red neuronal es capaz de aproximar cualquier función continua, por este motivo 

es l [37]. La elección de 10 neuronas se realizó luego de 

entrenar varias redes neuronales con distinto número de neuronas, los resultados de estos 

entrenamientos se detallan en la sección 3.1.3.1. 

 

Figura 2.26 Red neuronal usada para la clasificación de ojo abierto/cerrado 

La Figura 2.27 presenta el diagrama de red neuronal en función de las 570 entradas, 10 

neuronas artificiales y 2 salidas.  
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Figura 2.27 Diagrama de red neuronal usado para la clasificación de ojo abierto/cerrado 
 

A los nodos de la capa oculta entran los valores de los pixeles de la imagen del ojo, en total 

570 datos, estos valores son multiplicados por sus pesos y sumados, posteriormente pasan 

por la función de activación sigmoidal y entran a un nodo de la capa de salida (Figura 

2.28a). En los nodos de la capa de salida también se cada entrada con su peso, en este 

caso la entrada es la salida de la capa oculta, estos valores son sumado y pasan por la 

función softmax (Figura 2.28b). La función softmax es la normalización de la función 

logística y es usada para comprimir un vector de datos:  . 

  

Figura 2.28 Estructura de un nodo de la capa oculta y de la capa de salida 
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Para el entrenamiento y prueba de la red neuronal se usó una base de datos formada de 

la siguiente manera: 

 Imágenes de ojos abiertos y cerrados correspondientes a 8 personas diferentes. 

 Tiene 300 imágenes por persona, en total 2400 imágenes. 

 Las imágenes fueron adquiridas en ambientes interiores bajo condiciones de luz 

uniformes con una media de 300.8 luxes y desviación estándar de 17.29 luxes. Los 

valores de los luxes fueron medidos con el sensor de luz de un celular móvil. 

La Figura 2.29 muestra algunas imágenes de muestra de ojos abiertos de la base de datos 

correspondientes a una sola persona. 

 

Figura 2.29 Muestras de la base de datos correspondientes a una sola persona. 

La clasificación de ojo abierto/cerrado usando la red MLP se realiza en 5 fases. Primero a 

todas las imágenes de la base de datos que han sido vectorizadas se las concatena una 

junto la otra para formar la matriz de entrada de la red neuronal. Posteriormente se crea y 

configura la red neuronal. Usando la matriz de entrada y la red configurada se procede a 

entrenar la red neuronal. A continuación, cada imagen nueva que sea adquirida es 

evaluada con la red neuronal ya entrenada. Finalmente se clasifica el ojo como abierto o 

cerrado (Figura 2.30). 

El diagrama de flujo de la Figura 2.31 muestra el proceso para clasificar la imagen de un 

ojo como abierto o cerrado usando una red MLP en Matlab. Primero se entrena la red 

neuronal, posteriormente se evalúa la imagen con la red y se realiza la clasificación de ojo 

abierto o cerrado. 
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Figura 2.30 Esquema de clasificación de ojo abierto/cerrado para el Método 1  
En la Fase 1 se concatenan las imágenes vectorizadas. En la Fase 2 se crea y configura la red 

neuronal. En la Fase 3 se entrena la red neuronal. En la Fase 4 se evalúa la imagen del ojo con la 
red neuronal entrenada. En la Fase 5 se realiza la clasificación de ojo como abierto (1) o cerrado 

(0). 

 
Figura 2.31 Diagrama de flujo de clasificación de ojo abierto y cerrado Método 1 

Con la red entrenada se evalúa cada imagen nueva y le asigna una clase: Abierto(1) o Cerrado(0). 
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2.6.1.1. Fase 1: Concatenación de imágenes vectorizadas 

Para entrenar la red neuronal se necesita una matriz P formada por las imágenes de ojos 

abiertos y cerrados de la base de datos, cada columna representa una imagen distinta. 

Para que la red pueda identificar si la imagen de entrenamiento corresponde a un ojo 

abierto o cerrado se crea la matriz T,  la columna Ti especifica la clase correspondiente de 

la imagen Pi. 

Debido a que las imágenes de ojos abierto y cerrados se encuentran almacenadas en 

formato RGB y en directorios diferentes (rabierto y rcerrado). Primero se debe realizar la 

lectura de cada una de las imágenes de ambos directorios y procesar las imágenes como 

lo indica la Etapa 3 para el Método 1, es decir hay que ecualizar la imagen, extraer el primer 

canal y vectorizar la matriz.  

 

Mientras se realiza la lectura y procesamiento de las imágenes, a los vectores resultantes 

(y para ojos abiertos y y2 para ojos cerrados) se los va concatenando en una sola matriz 

(A para ojos abiertos y A2 para ojos cerrados). 

 

Al finalizar la lectura de cada una de las imágenes, se concatena la matriz de ojos abiertos 

( ) con la matriz de ojos cerrados ( ), formando la matriz  anteriormente mencionada. 

Debido a que la clasificación será en dos clases, cada una de las clases se identificará por 

un vector de 2x1. El identificador de clase para el ojo abierto será  y el identificador 

de clase para el ojo cerrado será . La matriz  se formará de las columnas  o  
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dependiendo de si la columna de la misma posición de la matriz  corresponde a un ojo 

abierto o cerrado. La matriz  por resultar de la concatenación de imágenes se encuentra 

en formato uint8, para que sirva de entrada a la red neuronal se transforma los datos de  

a double. 

 

 
El código completo de la función (datos) para crear las matrices P y T es el siguiente: 
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2.6.1.2. Fase 2: Creación y configuración de red neuronal 

Para crear y configurar la red neuronal en Matlab se usa el Deep Learning Toolbox, este 

Toolbox proporciona un conjunto de herramientas para diseñar e implementar redes 

neuronales superficiales y profundas. 

Para ingresar al asistente se lo puede hacer por medio de nnstar y elegir la opción de 

reconocimiento de patrones y clasificación. También se puede ingresar directamente con 

nprtool. En la Figura 2.32 se observa el asistente de Matlab para crear redes neuronales. 

 

Figura 2.32 a) asistente para crear redes neuronales en Matlab, b) red neuronal para 
reconocimiento de patrones. 

La red está formada por las entradas, una capa oculta con función de activación sigmoidal, 

una capa de salida con función de activación softmax y las salidas. La red se entrena con 

el método de gradiente conjugado escalado, el cual es el encargado actualizar los pesos. 
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Los parámetros por defecto de la red MLP se muestran en la Tabla 2.2.  

Tabla 2.2 Parámetros por defecto de redes neuronales de clasificación en Matlab. 

Parámetro Valor Descripción 

net.trainParam.epochs 1000 Número máximo de épocas para entrenar.  

net.trainParam.goal 0 Objetivo de desempeño. Es el error esperado. 

net.trainParam.time inf Tiempo máximo para entrenar en segundos 

net.trainParam.min_grad 1e-6 Gradiente de rendimiento mínimo 

net.trainParam.max_fail 5 Máximo de fallos de validación 

Un valor importante que determina el desempeño de la red neuronal es el tamaño de la 

capa oculta, por medio de pruebas se ha determinado que al usar un tamaño de 10 

neuronas se tiene el mayor porcentaje de clasificación correcta en comparación al usar otra 

cantidad de neuronas, estos resultados están detallados en la sección 3.1.3.1. 

 

La red de reconocimiento de patrones se crea usando la función patternnet.  

 

También se debe configurar la división de los datos. Se usa el 70% de los datos para 

entrenar la red, el 15% de los datos para determinar cuando el entrenamiento ya no se 

puede mejorar y el 15% de los datos restantes se lo usa para probar el funcionamiento de 

la red neuronal. Esta división se la hace de manera aleatoria. Se asigna el 70% de 

imágenes para entrenar la red con el objetivo que al momento de realizar una prueba sea 

menos probable que tenga como entrada una imagen no conocida. El ANEXO H presenta 

resultados obtenidos al variar las proporciones de esta división de datos. 

 



 

41 

El código completo de la función (redneu) en donde se configura la red neuronal es el 

siguiente: 

 

 
2.6.1.3. Fase 3: Entrenamiento de la red neuronal 

Para entrenar la red neuronal se usa las matrices P y T obtenidas en la Fase 1, la función 

redneu de la Fase 2. La red resultante se la guarda en el directorio con la función save. El 

código para entrenar la red neuronal es el siguiente: 

 

2.6.1.4. Fase 4: Evaluación de la imagen del ojo 

Para evaluar una nueva imagen fuera de la base de datos que sirvió para el entrenamiento, 

es necesario que esta imagen se encuentre ecualizada, vectorizada y en formato double. 

 

Al cumplir con los requisitos anteriores se puede evaluar la imagen con la red obtenida en 

la Fase 3. El resultado de evaluar la imagen es un vector output de 2x1. Para encontrar la 

posición del valor máximo se usa la función max. Este valor permitirá realizar la clasificación 

en la Fase siguiente. 
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El código completo de la función (evaluación) para evaluar la imagen del ojo es el siguiente: 

 

2.6.1.5. Fase 5: Clasificación de ojo abierto/cerrado 

Para realizar la clasificación de ojo abierto/cerrado se hace uso del valor I que se obtiene 

en la Fase 4. I indica la posición del valor máximo del vector resultante al evaluar la imagen.  

Si I es igual a 1, el ojo será clasificado como abierto, caso contrario se lo clasificará como 

cerrado. En la clasificación de ojo abierto/cerrado, el estado abierto está representado por 

el valor 1 y el estado de cerrado por el valor de 0. El código que realiza esta clasificación 

es el siguiente. 

 

2.6.2. MÉTODO 2 DE CLASIFICACIÓN DE OJO ABIERTO/CERRADO 

La clasificación de ojo abierto/cerrado usando puntos de referencia sobre el ojo se realiza 

en 3 fases (Figura 2.33). Primero se obtienen los 4 puntos de referencia sobre la imagen 

binarizada del ojo. Posteriormente se calcula un valor usando los 4 puntos de referencia. 

Finalmente se usa este valor para clasificar el ojo como abierto o cerrado. 

 

Figura 2.33 Esquema de clasificación de ojo abierto/cerrado para el Método 2  
En la Fase 1 se obtienen los 4 puntos de referencia sobre la imagen binarizada del ojo. En la Fase 

2 se calcula el valor de ojo abierto/cerrado (VAC). En la Fase 3 se realiza la clasificación de ojo 
como abierto (1) o cerrado (0). 
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2.6.2.1. Fase 1: Obtención de 4 puntos de referencia 

En este método se han usado 4 puntos de referencia en la imagen binaria del ojo como se 

muestra en la Figura 2.34: uno del extremo superior , uno del extremo inferior 

, uno del extremo derecho  y otro del extremo izquierdo . Estos 

puntos están representados en coordenadas rectangulares , los cuales se obtienen 

de la siguiente manera:  

 Marcador Izquierdo :  es la primera columna cuya suma es mayor a cero;  

es el punto medio entre el primer y último valor de la columna  diferente de cero. 

El código para obtener el punto  es el siguiente: 

 

 Marcador Derecho :  es la última columna cuya suma es mayor a cero;  es 

el mismo valor de . El código para obtener el punto  es el siguiente: 

 

 Marcador Inferior :  es el punto medio entre los puntos  y ;  es la última 

fila cuya suma es mayor a cero. El código para obtener el punto  es el siguiente: 

 

 Marcador Superior :  es el mismo valor de ;  es el primer punto mayor que 

cero en la columna . El código para obtener el punto  es el siguiente: 

 

El diagrama de flujo de la Figura 2.35 muestra el proceso para clasificar la imagen de un 

ojo como abierto o cerrado usando puntos de referencia en una imagen binaria del ojo. 

Primero se binariza la imagen, posteriormente se encuentra los cuatro puntos de referencia 

sobre la imagen binaria del ojo. Luego se calcula y evalúa el valor VAC para finalmente 

realizar la clasificación de ojo abierto o cerrado. 
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a) 

 
b) 

Figura 2.34 Cuatro puntos de referencia en imagen del ojo original e imagen binaria del 
ojo. a) Puntos de referencia en ojo abierto, b) puntos de referencia en ojo cerrado 

 

 

Figura 2.35 Diagrama de flujo de clasificación de ojo abierto y cerrado Método 2 
En la imagen binarizada se encuentran los cuatro puntos de referencia, con estos puntos se 

calcula VAC. VAC permite clasificar si el ojo está abierto o cerrado. 
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El código completo de la función marcadores que sirve para encontrar la ubicación de los 

4 puntos de referencia del ojo es el siguiente: 

 

2.6.2.2. Fase 2: Cálculo de valor de ojo abierto/cerrado (VAC) 

Para determinar un límite entre un ojo abierto y uno cerrado se usa la ecuación:     

VAC=difv-(difh/(difv))3, donde VAC representa el valor de ojo abierto o cerrado, difv es la 

diferencia absoluta entre los puntos verticales, difh es la diferencia absoluta entre los 

puntos horizontales. Se usa un umbral OC para clasificar entre un ojo abierto o cerrado. 

Si VAC es menor que  OC entonces el ojo está cerrado, caso contrario está abierto. VAC 

está elevado a la tercera potencia para enfatizar la diferencia entre los estados del ojo 

abierto o cerrado. 

La relación VAC fue obtenida probando diferentes relaciones entre los puntos, obteniendo 

con esta relación un 99% de precisión en 120 imágenes, las relaciones probadas se 

encuentran en la sección de Resultados y Discusión. 

El valor umbral para la clasificación de ojo ( OC) se determinó observando el 

comportamiento de la gráfica de la relación VAC con respecto al estado real del ojo, en 

esta gráfica se evidenció que cada que el ojo está cerrado el valor VAC es menor -35, por 

lo tanto OC=-35. La gráfica de la relación VAC se puede observar en la Figura 2.36.  
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Figura 2.36 Gráfica de situación de ojo abierto/cerrado  

a) Se presenta el estado real del ojo, donde 1 indica que el ojo está abierto y 0 cerrado. b) La línea 
azul es la relación VAC entre los puntos de referencia del ojo, la línea roja el valor umbral OC=-35. 

El código para encontrar el valor VAC es el siguiente: 

 

2.6.2.3. Fase 3: Clasificación de ojo abierto/cerrado 

Para realizar la clasificación de ojo abierto/cerrado se hace uso del valor VAC que se 

obtiene en la Fase 2. Si VAC es menor a -35, el ojo será clasificado como cerrado, caso 

contrario se lo clasificará como abierto. En la clasificación de ojo abierto/cerrado, el estado 

abierto está representado por el valor 1 y el estado de cerrado por el valor de 0. El código 

que realiza esta clasificación es el siguiente: 
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2.7. ETAPA 5: DETECCIÓN DE SOMNOLENCIA 

La tasa de parpadeo normal es de 15 a 20 veces por minuto, con una duración de parpadeo 

de 0.25 a 0.3 segundos cada uno. Cuando se toma la mayor cantidad de parpadeos y la 

duración de parpadeo más larga (20 parpadeos por minuto y 0,3 segundos), la máxima 

cantidad de tiempo que el ojo estaría cerrado es de 6 segundos por minuto, así que bajo 

un estado de alerta el ojo estará aproximadamente cerrado el 10% del tiempo. De acuerdo 

con este porcentaje, Gang Li y Wan-Young Chung recomiendan determinar un estado de 

alerta entre el 0% al 30% y un estado de somnolencia entre el 30% al 40% [17]. 

Para detectar el estado de somnolencia se usa la ecuación: D=tclose/T , donde D representa 

la relación de tiempo en la cual el ojo ha estado cerrado, tclose es el tiempo total durante el 

cual el ojo estuvo cerrado, T es el tiempo total. Se usa un umbral D para determinar 

somnolencia. Si D es mayor que D la persona está somnolienta, caso contrario no. 

Para encontrar el umbral D se escogió usar el valor del 40% (0.4) de acuerdo a [17], este 

valor evita la incertidumbre de usar el 30% donde bien se puede estar en estado de alerta 

como en estado de somnolencia. Cuando un ojo permanece cerrado más del 40% del 

tiempo total en una ventana de 20 cuadros, entonces existe somnolencia, por este motivo 

el valor umbral es  D =0.4 (40%). La Figura 2.37 muestra como la curva de la ecuación D 

aumenta cuando el ojo está cerrado. 

 
Figura 2.37 La línea roja representa la clasificación del ojo abierto(1)/cerrado(0).  
La línea verde es el umbral de somnolencia de 0.4(40%). La línea azul es el valor D de 

somnolencia detectado. 
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Debido a que las funciones para obtener el tiempo en Matlab están sujetas al 

procesamiento del equipo en el que se realiza la prueba, se usará como parámetro el 

número de imágenes en las cuales el ojo ha estado cerrado respecto al número total de 

imágenes en una ventana de 20 cuadros. La siguiente ecuación muestra la relación usada: 

 

El diagrama de flujo de la Figura 2.38 muestra el proceso para la detección de somnolencia. 

Primero se evalúa la situación del ojo: abierto o cerrado. Si el ojo está cerrado el contador 

ojos cerrados (OC) se incrementa en uno. Posteriormente, si el contador OC es mayor al 

40% de imágenes totales en la ventana deslizante se emite una alarma. Este proceso se 

realiza con cada imagen nueva que se adquiera. 

 

Figura 2.38  Diagrama de flujo de detección de somnolencia 
Si el ojo es detectado como cerrado el contador OC aumenta en uno. Si el contador OC es mayor 

que el umbral se emite una señal audible de alerta. 
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Para realizar la detección de somnolencia se evalúan 20 cuadros continuos de imágenes. 

Por este motivo se tiene un buffer de 20 elementos donde en cada iteración se va 

cambiando un elemento de este buffer. Al completarse el buffer se vuelve a reiniciar el valor 

del contador para volver a completarlo. 

 

El buffer es un vector de 20x1 (som) que permite contar la cantidad de ojos cerrados que 

han existido en 20 cuadros continuos de imágenes. Si el ojo está cerrado este buffer cambia 

un elemento por 1 y si se encuentra abierto cambia un valor por 0. 

 

Para detectar la somnolencia se evalúa si la suma total de los ojos cerrados (ssom) 

corresponde a un valor mayor al 40% del total de elementos (limite), en el intervalo de los 

20 cuadros consecutivos. Si se supera este valor se emite una alarma visual y auditiva. En 

la detección de somnolencia, los estados de alerta y somnolencia están representados por 

el valor 0 y 1 respectivamente en la variable vsom. 

 

El código completo para la detección de somnolencia en Matlab queda de la siguiente 

manera: 
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3. RESULTADOS Y DISCUSIÓN 

Con el fin de comprobar el funcionamiento del algoritmo propuesto en este trabajo, se han 

realizado pruebas para cada una de las etapas del algoritmo. Para las etapas de Obtención 

del ojo y clasificación de ojo abierto/cerrado se realizaron pruebas con una base de datos 

adquirida con la cámara infrarroja, para la etapa de detección de somnolencia se realizó 

pruebas en dos personas obteniendo un video cuando la persona estaba en estado de 

alerta y uno cuando estaba en estado de somnolencia.  

Como prueba adicional se realizó la detección de somnolencia en una persona usando 

gafas transparentes. 

Las características de la base de datos en las cuales se realizaron las pruebas son las 

siguientes: 

Base de datos de imágenes 

 Rostros de personas ecuatorianas 

 Posee 300 imágenes por cada una de 8 personas, en total posee 2400 imágenes.  

 5 son mujeres y 3 hombres  

 El rango de edades es entre 24 a 45 años 

 Las imágenes fueron adquiridas con una cámara infrarroja 

Base de datos de videos 

 2 videos por cada una de 2 personas, total 4 videos. 

 1 video corresponde en estado de alerta y el otro en estado de somnolencia. Se 

llegó al estado de somnolencia reduciendo las horas de sueño del día anterior y 

aplazando la hora de dormir. 

 La duración de cada video es de 100 segundos 

 Los videos fueron adquiridos con una cámara infrarroja. 

Base de datos de videos en persona con gafas transparentes 

 1 video en estado de alerta presentando reflejos en las gafas. 

 1 video en estado de alerta sin reflejos en las gafas. 

 1 video en estado de somnolencia sin reflejos en las gafas.  

1 video en estado de alerta usando gafas con un marco más grueso.

 Las gafas transparentes para los 3 primeros videos poseen un marco de alrededor 

de 1 mm, y las gafas transparentes para el cuarto video poseen un marco de 

alrededor de 3 mm (Figura 3.1). 
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 La duración de cada video es de 100 segundos. 

 Los videos fueron adquiridos con una cámara infrarroja. 

 
a) 

 
b) 

Figura 3.1  a) Lentes transparentes con marco de 1mm. b) Lentes transparentes con un 
marco de 3mm 

3.1.1. ETAPA 1: ADQUISICIÓN DE IMÁGENES 

Para seleccionar la función adecuada se han efectuado varias pruebas con cada una de 

las funciones de video, de adquisición de imagen y de presentación (Sección 1.4.2.1). En 

la Tabla 3.1 se muestran los resultados obtenidos con cada función de adquisición y 

presentación de imágenes. El único parámetro tomado en cuenta son los cuadros por 

segundo obtenidos con cada una de las funciones ya que el algoritmo debe trabajar en 

tiempo real por lo que el tiempo de adquisición de imágenes es importante. 

El propuesto usa las funciones que adquieren mayor cantidad de cuadros por segundo 

(FPS). Estas funciones son las siguientes: webcam, snapshot y actualización de ventana 

imshow con set CData. Con estas funciones se llega a obtener cerca de 29 FPS. Hay que 

tomar en cuenta que estas tasas de adquisición solamente representan la adquisición y 

visualización de las imágenes, mas no está considerado el tiempo que le toma al algoritmo 

realizar la detección de somnolencia. 
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Tabla 3.1 Cuadros por segundo para funciones de adquisición y presentación de 
imágenes. 

Función de 
Video

Función de 
Adquisición 

Función de 
Presentación 

Imágenes 
adquiridas 

Tiempo 
[s] 

FPS 

videoinput getsnapshot 

Image 500 57,83 8,76 
Imshow 500 124,44 4,03 
Imagesc 500 57,79 8,66 

Image, set Cdata 500 62,23 8,04 
Imagesc, set Cdata 500 58,12 8,62 
Imshow, set Cdata 500 58,61 8,56 

Vision player 500 58,12 8,63 

videoDevice step 

Image 500 29,87 16,98 
Imagesc 500 26,63 18,79 
Imshow 500 84,47 5,92 

Image, set Cdata 500 21,09 23,92 
Imagesc, set Cdata 500 20,91 24,07 
Imshow, set Cdata 500 20,77 24,23 

Vision player 500 19,60 25,76 

webcam snapshot 

Image 500 30,46 16,46 
Imagesc 500 30,28 16,61 

Image, set Cdata 500 19,59 25,73 
Imagesc, set Cdata 500 18,93 26,69 
Imshow, set Cdata 500 17,37 28,87 

Vision player 500 22,55 22,20 
 

3.1.2. ETAPA 2: OBTENCIÓN DE LA SECCIÓN DEL OJO 

La Figura 3.2 muestra el resultado al recortar el ojo proporcionalmente a las dimensiones 

del rostro. 

 

Figura 3.2 Resultado de la Obtención de la sección de ojo 
a) Imagen original, b) detección de rostro y c) recorte proporcional de la sección del ojo 
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3.1.3. ETAPAS 3 Y 4: PROCESAMIENTO DE IMÁGENES Y CLASIFICACIÓN 

OJO ABIERTO/CERRADO 

3.1.3.1. Método 1: Red MLP 

La Tabla 3.2 presenta los porcentajes totales de clasificación correcta de la matriz de 

confusión para redes neuronales con 10, 15, 20, 25, 30 y 50 neuronas. También presenta 

pruebas hechas con distintos métodos de procesamiento de imágenes como entrada para 

la red neuronal. 

Tabla 3.2 Porcentajes totales de clasificación de matriz de confusión 
 Entrada a Red Nuronal  Neuronas  

 Procesamiento 
de imagen 

Transformada 10 15 20 25 30 50 Máx. 

Clasificación 
correcta [%] 

- 

- 99,60 99,53 99,74 99,70 99,45 99,74 99,74 

DC 99,67 99,76 99,64 99,74 99,63 99,67 99,76 
FFT 

magnitud 
99,67 99,73 99,73 99,71 99,64 99,73 99,73 

FFT fase 97,69 96,33 96,66 96,58 97,08 96,93 97,69 

Ecualización 

- 99,78 99,77 99,77 99,76 99,77 99,77 99,78 

DC 99,63 99,60 99,60 99,63 99,71 99,64 99,71 
FFT 

magnitud 
99,74 99,70 99,73 99,74 99,77 99,70 99,77 

FFT fase 96,50 96,70 96,59 97,65 96,97 97,07 97,65 
  Máximo 99,78 99,77 99,77 99,76 99,77 99,77  

  

En todas las pruebas se obtiene mayor porcentaje de clasificación correcta usando 

imágenes ecualizadas, por este motivo se decide usar este procesamiento de imagen. 

También se realizó una prueba más extensa con la cantidad de neuronas para entrenar la 

red neuronal, los resultados se pueden observar en el ANEXO I. 

Para evaluar la clasificación de ojo abierto/cerrado usando la red MLP, se probaron dos 

diferentes condiciones etiquetadas: NET1 y NET2. NET1 se refiere al entrenamiento de 

una red por cada uno de los sujetos de prueba, es decir que se eligió el conjunto de 

entrenamiento de un sujeto y se probó la clasificación sobre el mismo sujeto. Hay que tomar 

en cuenta que para evitar contaminación de datos, las imágenes de entrenamiento y de 

prueba no son las mismas. En NET2, se usó la técnica leave-one-out, en donde se han 

usado las imágenes de 7 sujetos para el entrenamiento y se ha realizado la prueba en el 

8° sujeto. La Tabla 3.3 muestra los resultados de clasificación usando NET1 y la Tabla 3.4 

muestra los resultados usando NET2. 
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Los falsos positivos son imágenes de ojos abiertos que fueron clasificadas como cerrados 

y los falsos negativos son imágenes de ojos cerrados que fueron clasificadas como 

abiertas. 

Tabla 3.3 Resultados de clasificación usando el Método 1 con NET1 

Sujeto Falsos Positivos [%] Falsos Negativos [%] Precisión [%] Error [%] 

1 0,00% 4,70% 95,30% 4,70% 

2 2,20% 0,00% 97,80% 2,20% 

3 0,00% 0,00% 100,00% 0,00% 

4 0,00% 0,00% 100,00% 0,00% 

5 2,20% 2,20% 95,60% 4,40% 

6 2,30% 6,80% 90,90% 9,10% 

7 0,00% 2,20% 97,80% 2,20% 

8 3,40% 0,00% 96,60% 3,40% 

Promedio 97,75% 3,25% 

Desviación Estándar 2.95% 2,95% 

  

Tabla 3.4  Resultados de clasificación usando el Método 1 con NET2 
Sujeto Falsos Positivos [%] Falsos Negativos [%] Precisión [%] Error [%] 

1 2,77% 56,06% 41,18% 58,82% 

2 17,00% 30,00% 53,00% 47,00% 

3 24,08% 2,68% 73,24% 26,76% 

4 0,00% 19,93% 80,07% 19,93% 

5 24,08% 2,68% 73,24% 26,76% 

6 5,74% 23,31% 70,95% 29,05% 

7 14,43% 0,34% 85,23% 14,77% 

8 3,65% 1,30% 95,05% 4,95% 

Promedio 71,50% 28,5% 

Desviación Estándar 17,26% 17,26% 

 

Se evidencia que la mayor precisión se da con la red entrenada para cada sujeto con sus 

propias imágenes. Por este motivo para la prueba de detección de somnolencia se hará 

usando NET1. 

3.1.3.2. Método 2: Puntos de Referencia 

La Tabla 3.5 muestra las diferentes relaciones tomadas en cuenta para realizar la 

clasificación de ojo abierto/cerrado. La primera relación es la que presenta mayor precisión 

(99%) al realizar la clasificación de ojo abierto/cerrado por lo cual es la elegida para ser 

usada en el algoritmo. 



 

56 

Tabla 3.5 Resultados de clasificación por relación 

 Relación 
Total 

imágenes 

Imágenes 

erradas 

Precisión 

[%] 

Error 

[%] 

1 difv-(difh/difv)3 120 1 0,83% 99,17% 

2 difv 120 2 1,67% 98,33% 

3 difv/difh 120 2 1,67% 98,33% 

4 difv-(difh/difv) 120 2 1,67% 98,33% 

5 difh-(difv/difh) 120 2 1,67% 98,33% 

6 difh 120 3 2,50% 97,50% 

7 difh+(difv/difh) 120 3 2,50% 97,50% 

8 Área total de imagen 120 14 11,67% 88,33% 

 

La Tabla 3.6 muestra los resultados obtenidos para la clasificación de ojo para los 8 sujetos. 

El menor error es 2% y el mayor es 31%. 

Tabla 3.6 Resultados de clasificación usando el Método 2 

Sujeto Total imágenes Falsos positivos 
Falsos 

negativos 

Precisión 

[%] 

Error  

[%] 

1 100 1 1 98% 2% 

2 100 8 4 88% 12% 

3 100 1 1 98% 2% 

4 100 4 0 96% 4% 

5 100 14 9 78% 22% 

6 100 31 0 69% 31% 

7 100 15 0 85% 15% 

8 100 39 0 61% 39% 

Promedio  84% 16% 

Desviación Estándar  14% 14% 

 

3.1.4. ETAPA 5: DETECCIÓN DE SOMNOLENCIA 

Para ambos métodos se estimó la carga computacional de ambos métodos (red MLP y 

puntos de referencia). El método 1 realiza alrededor de 5732 operaciones: 5710 entre la 

capa de entrada y la capa oculta, y 22 operaciones entre las salidas y la capa oculta. 

Mientras que el método 2 realiza alrededor de 613 operaciones: 570 para binarización, 39 

para encontrar los puntos de referencia y 4 para la clasificación. 
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El método 1 al usar una red MLP es un algoritmo más complejo por el número de 

operaciones que realiza, esto repercute en la tasa de adquisición final del algoritmo ya que 

primero se debe procesar la imagen adquirida para proceder a adquirir esta imagen. Las 

tasas de adquisición incluyendo la detección de somnolencia se presentan en la Tabla 3.7. 

La tasa de adquisición también según lo que se visualice en pantalla ya que el algoritmo 

además de emitir una alarma al detectar somnolencia permite visualizar la imagen original, 

el ojo detectado y las gráficas de somnolencia. Por este motivo se ha seleccionado usar el 

Método 2 para la implementación en tiempo real. 

Tabla 3.7 Resultados de tasas de adquisición del algoritmo de detección de somnolencia 

 
Número 

de 
imágenes 

Tiempo 
[s] 

FPS Actividades 

Método 1 

265 54,89 5 

 Detección  de somnolencia 
 Visualización de imagen original y ojo 
 Visualización de gráficas de somnolencia 

y clasificación de ojo 

507 53,23 10 
 Detección  de somnolencia 
 Visualización de imagen original y ojo 

332 29,8 11  Detección  de somnolencia 

Método 2 

218 39,22 6 

 Detección  de somnolencia 
 Visualización de imagen original y ojo 
 Visualización de gráficas de somnolencia 

y clasificación de ojo 

555 43,3 13 
 Detección  de somnolencia 
 Visualización de imagen original y ojo 

468 29,46 16  Detección  de somnolencia 

 

3.1.4.1. Pruebas piloto en dos sujetos 

Para evaluar el funcionamiento del algoritmo, se realizaron dos pruebas piloto en dos 

personas usando el Método 2, la primera prueba se realizó cuando la persona estaba en 

un estado de alerta y la segunda cuando la persona estaba somnolienta. Al estado de 

somnolencia se llegó disminuyendo las horas de sueño del día anterior a la prueba y 

aplazando la hora en la que usualmente duermen los sujetos; la Figura 3.3 y Figura 3.4 

muestran el monitoreo del sueño de los sujetos de prueba obtenidos usando una Pulsera 

Inteligente (Mi Band 4) y una aplicación móvil (Mi Fit). 
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a) Horas de sueño del día anterior a 

la prueba 

 

b) Hora a la que se durmió el sujeto el día 

de la prueba 

Figura 3.3 Monitoreo del sueño del sujeto 1 del día anterior a la prueba y del día de la 
prueba 

 

a) Horas de sueño del día anterior a 

la prueba 

 

b) Hora a la que se durmió el sujeto el día 

de la prueba 

Figura 3.4 Monitoreo del sueño del Sujeto 2 del día anterior a la prueba y del día de la 
prueba  

 

El Sujeto 1 es una mujer de 25 años, mientras que el sujeto 2 es un hombre de 24 años. A 

ambos sujetos antes de realizar la prueba de somnolencia se les pidió llenar un formulario, 

la Tabla 3.8 muestra las respuestas de ambos sujetos. 
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Tabla 3.8 Respuestas a encuesta realizada antes de la prueba de somnolencia 

  Respuesta 

 Pregunta Sujeto 1 Sujeto 2 

Información 
del instante 

Auto evaluación de somnolencia actual  en 
escala del 0 al 10 (0 nada de somnolencia 
y 10 mucha somnolencia) 

10 8 

Tiempo que podría seguir despierto en 
minutos 

15 40 

Información 
cotidiana 

Hora  a la que usualmente duerme 11pm 11pm 

Total de horas que usualmente duerme por 
la noche 

8 8 

Horas de sueño que debe tener para 
mantenerse sin somnolencia en el día 

8 8 

 

Observando los datos de la Tabla 3.8, de la Figura 3.3 y Figura 3.4 se identifica que para 

ambos sujetos las horas de sueño habituales se redujeron de 8 horas a 4:16 horas para el 

Sujeto 1 y de 8 horas a 4:56 horas para el Sujeto 2. Respecto a la hora habitual en que 

duermen para el Sujeto 1 cambió de 11pm a 2:34am y para el Sujeto 2 cambió de 11pm a 

1:21am.   

Al evaluar el algoritmo cuando los sujetos estaban en estado de somnolencia, la gráfica de 

resultado de somnolencia indicó que si hay somnolencia para ambos sujetos y la alarma 

fue emitida. En la  Figura 3.5 se puede observar de color verde el estado real de la persona 

(somnolienta) y en color rosado las veces que la alarma fue emitida. A pesar de que la 

persona se encuentra en un estado de somnolencia, la alarma no es emitida todo el tiempo 

puesto que se evidenció que el comportamiento de los sujetos luego de recibir la alarma 

trata de volver a un estado de alerta.  

También se realizó pruebas sobre los mismos sujetos, pero en un día en el que no 

presentaban síntomas de somnolencia. Cuando una persona se encuentra alerta, la 

detección de somnolencia es 0 como muestra la Figura 3.6, por lo cual no se emite la 

alarma. 
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a) 

 
b) 

Figura 3.5 Detección de somnolencia en estado de somnolencia usando el Método 2 a) 
Sujeto 1 b) Sujeto 2 

 
a) 

 
b) 

Figura 3.6 Detección de somnolencia en estado de alerta usando el Método 2 a) Sujeto 1 
b) Sujeto 2 
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En la Tabla 3.9 se tabulan los tiempos durante los cuales se emitió la alarma para ambos 

sujetos en estado de alerta y de somnolencia. En estado de alerta la alarma sonó menos 

de 4 segundos, mientras que en estado de somnolencia la alarma sonó más de 40 

segundos. 

Tabla 3.9 Tiempos en el cual sonó la alarma de somnolencia durante la detección 

    
Tiempo en el 

que se emite la 
alarma 

Tiempo en el 
que no se emite 

la alarma 

Estado del 
Sujeto 

Sujeto 
Total 

Imágenes 
Tiempo 
total [s] 

[s] [%] [s] [%] 

Alerta 
1 3000 100 0,63 0,63% 99,37 99,37% 

2 3000 100 3,30 3,30% 96,70 96,70% 

Somnolencia 
1 3000 100 47,53 47,53% 52,47 52,47% 

2 3000 100 77,33 77,33% 22,67 22,67% 
 

3.1.4.2. Pruebas en un sujeto habitación sin iluminación 

Para comprobar el funcionamiento del algoritmo en ambientes de poca iluminación, se 

realizó una prueba con el Sujeto 1 en estado de somnolencia. La Figura 3.7 muestra un 

comportamiento similar a la  Figura 3.5, donde existe somnolencia, aunque la prueba se 

haya realizado en una habitación sin iluminación. La Figura 3.8 muestra una de las 

imágenes adquiridas para esta prueba. 

 

Figura 3.7 Detección de somnolencia en estado de somnolencia usando el Método 2 en 
una habitación sin iluminación.
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Figura 3.8 Imagen adquirida del Sujeto 1 en habitación sin iluminación 
 

3.1.4.3. Pruebas en un sujeto usando gafas transparentes 

Se realizó pruebas de detección de somnolencia en una persona usando lentes 

transparentes. La Figura 3.10 presenta la detección de somnolencia para un estado de 

alerta y somnolencia en el Sujeto 1 usando lentes transparentes con marco de 1mm; hay 

que tomar en cuenta que en este video no existen reflejos en la sección de los lentes como 

muestra la Figura 3.9.  

A pesar de que en estado de alerta no se emite la alarma de advertencia, al estar en estado 

de somnolencia no existe emisión de la alarma por más del 75%; esto evidencia que el 

algoritmo no está adaptado a funcionar con gafas transparentes, aunque no existan reflejos 

en los lentes. 

 

Figura 3.9 Sujeto 1 usando lentes transparentes, en los cuales no se presenta reflejos. 
La ubicación de la cámara está a 45° bajo la vista del sujeto. 
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a) 

 
b) 

Figura 3.10 Detección de somnolencia en sujeto 1 usando lentes transparentes a) en 
estado alerta y b) en estado de somnolencia 

 

En la Figura 3.12 se muestra los resultados de la detección de somnolencia en estado 

alerta usando dos gafas transparentes distintas. Para las gafas de 1mm se realiza la 

detección de rostro, pero al presentar reflejos en los lentes la detección de somnolencia no 

es la correcta, mientras que para las gafas de 3mm no se realiza la detección de rostro por 

lo cual la detección de somnolencia no es correcta. En la Figura 3.11 se muestra una 

imagen del rostro del sujeto 1 usando gafas transparentes y con reflejos en los lentes. 

 

Figura 3.11 Sujeto 1 usando lentes transparentes, en los cuales se presenta reflejos. La 
ubicación de la cámara está a 45° bajo la vista del sujeto. 
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a) 

 
b) 

Figura 3.12 Detección de somnolencia en estado de alerta 
a) Sujeto 1 usando gafas transparentes con marco de 1mm y con reflejos en el lente. b) Sujeto 2 

usando gafas transparentes con marco de 3mm 
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4. CONCLUSIONES Y RECOMENDACIONES 

4.1. CONCLUSIONES  

- Se desarrollaron dos algoritmos para la detección de somnolencia humana, en el 

método 1 se usa una red neuronal MLP y en el método 2 se usa la morfología del 

ojo.  

- Existen varias investigaciones para detectar la somnolencia humana, en la mayoría 

de estas investigaciones usan el índice PERCLOS. En el algoritmo desarrollado no 

se hace uso de este índice ya que este requiere tasas de adquisición de imágenes 

muy altas, por lo cual no se podría usar en dispositivos de bajo costo. 

- La tasa de adquisición y procesamiento de imágenes difiere para cada método. 

Para el método 1 esta tasa es de 11 FPS, mientras que para el método 2 se tiene 

una tasa de 16 FPS; por lo que el uso del método 1 o método 2 dependerá de los 

recursos para realizar la detección de somnolencia. 

- El algoritmo para la clasificación de ojo abierto/cerrado presenta una precisión del 

97% para el método 1 y el 84% para el método 2. Esta precisión de clasificación de 

ojo es un indicador indirecto para evaluar la detección de somnolencia. 

- El método 2 de clasificación puede ser usado para la detección de somnolencia, 

aunque posea un porcentaje de clasificación correcta menor respecto al otro 

método. Esto se debe a que el algoritmo propuesto no requiere de una clasificación 

perfecta por el uso de la ventana de 20 cuadros consecutivos, así que pocos errores 

cada 20 cuadros no afectará los resultados. El resultado de detección de 

somnolencia será afectado si hay ráfagas de errores. 

- El método 2 de clasificación, es computacionalmente menos intensivo comparado 

con el primer método. Lo cual lo hace útil para ser usado con dispositivos poco 

sofisticados y de bajo costo. 

- En estado de somnolencia la alarma suena más 40% del tiempo en el cual se está 

realizando la detección. Esto se debe a que la otra cantidad del tiempo el sujeto 

que se está sometiendo a la prueba intenta volver a un estado de alerta que le dura 

unos pocos segundos. 

- En estado de alerta la alarma suena menos del 3% del tiempo, esto permite que no 

sea molesto para una persona que se encuentra alerta. 

- El algoritmo funciona en ambientes con poca iluminación debido a que se usa una 

cámara infrarroja, la cual permite detectar el rostro de personas que se sometan a 

la detección. 
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- El algoritmo no funciona en personas usando gafas transparentes ya que los 

resultados varías respecto al grosor del marco de los lentes y a la existencia de 

reflejos de luz en los lentes. 

4.2. RECOMENDACIONES  

- Para un trabajo futuro, se recomienda probar el algoritmo en un grupo de personas 

más grande con una base de datos de imágenes tomadas bajo diferentes 

condiciones de luz también más grande. Además, las pruebas se las debería 

realizar en conjunto con un método invasivo para determinar si la persona está 

realmente alerta, somnolienta o si su comportamiento de parpadeo cambia al saber 

que está siendo observada. 

- Se recomienda usar el método 1 de clasificación (usando una red MLP) cuando se 

posee dispositivos con altas prestaciones y sean capaces de realizar todo el 

procesamiento sin afectar los resultados en tiempo real. También se lo recomienda 

si no se requiere hacer la detección de somnolencia en tiempo real. 

- Si se requiere un detector de somnolencia para un campo donde la persona tenga 

que rotar su rostro se debe usar un detector diferente al de Viola Jones, o modificar 

el algoritmo para que funcione con rostros que han rotado. 
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