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ABBTRACT

This paper presents the training of a neural
network with a genetical algorithm. The
effects due to the size of chromosomes and
gens are discussed for the learning of the
XCR problem.

Este articulo presenta el entrenamiento de
una red neuronal con un algoritmo genético.
Se analizan los efectos debidos al nGmero de
cromosomas Y al tamafio de los genes durante
el aprendizaje de la funcién l6gica XOR.
ILos algoritmos
alternativa para entrenar redes neuronales
con funcién de activacién tipo limitador duro
Y pesos discretos.
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INTRODUCCION

El algoritmo de propagacién inversa (BP) se
ha estudiado {1] para una red neuronal con
pesos discretos durante el aprendizaje
de la funcidn 165gica XOR. Este tipo de red
es consecuencia natural del desarrollo
digital VLSI donde las conexiones toman
valores binarios.

Los resultados experimentales {1] muestran
que para lograr 60% a 70% de convergencia, la
red requiere m&s de 1000 niveles discretos,
lo cual eguivale a 10 bits de almacenamiento
por peso de interconexién. Si el ntmerc de
niveles discretos es menor al umbral (300)

la red no aprende, debidoc a dgue la
correccién en los pesos no es lo
suficientemente grande para compensar

el efecto de la discretizacidn.

Los algoritmos genéticos son una
alternativa de entrenamiento para redes
neuronales con pesos discretos, puesto gque se
logra el aprendizaje con pocos niveles. En

el casoc de 1la funcién légica XOR son
suficientes cuatro niveles discretos por
peso, lo cual eguivale a dos bits.

NEURONA ARTIFICIAL

Un modelo simple de la dindmica
Entrada/Salida (E/S) de 1la neurona natural

se observa en la figura 1.

La salida de satisface la

ecuacién,

este modelo

y=£(3 0 @ xmp) (1)
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donde,
+ 1, 8i a > 0
f({a) =
-1, si a <0
4 & Umbral
xi : Sefiales de Entrada
wi : Pesos de cada Conexidn

En palabras, la salida de la neurona toma el
valor constante de +1 cuande la suma
ponderada de las entradas excede el umbral u.
En casco contrario, y = -1.

y= (2 We-Xep)

K=1

Fig.1i.~ Modelo E/S de la neurona natural.

La ecuaciédn (1) se puede escribir coﬁo,

y=£(3 7  @g.x) (2)

donde,
1
4 : Peso Umbral

RED NEUROMAL [2], 3]

La figura 2 muestra wuna red neurocnal
multicapa, en notacién simplificada es una
red 2-2-1.

La capa de entrada no realiza procesamiento,
simplemente recibe las entradas y las
distribuye a la capa oculta.

La capa oculta y la capa de salida realizan
procesamiento y contienen neuronas como la
sefifalada en la figura 1.

Las capas de entrada y salida se conectan al
exterior, mientras la capa del medio no. Por
ello se denomina a esta filtima, capa oculta.

Durante el entrenamiento de la red, los pesos
se modifican para satisfacer la relacién:
entradas — salida, (X1, X2) - (¥). En el
aprendizaje de la funcién 1lé6gica XOR hay
cuatro relaciones o patrones.
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Fig.2.=- Red neurcnal multicapa 2-2-1.

El pesoc,

(

w5

se interpreta como el valor de la conexién
que llega a la neurona i de la capa 1, desde
la neurona j de la capa l-1. l.os pesos con el
indice j=0 corresponden a pesos umbral, ¥y
conectan la neurona a una entrada con valor
constante de +1.

ALGORITHOS GENETICOE [4], [5]

Los algoritmos genéticos (AGs) se basan en la
mecinica de la selecciédn natural. Utilizan la
supervivencia de las cadenas mejor adaptadas
para buscar un Sptimo.

Las diferencias entre los algoritmos
genéticos y otros mé&todos de optimizacién
sOons:

- Los AGs trabajan con un cbdigo
c¢orrespondiente a les pardmetros, no con los
parametrog. Esto es, los parmetros se
codifican como una cadena de longitud finita
sobre un alfabetc finito.

- Los AGs realizan la bfisqueda desde varios
puntos del espacioc y no desde una condicién
inicial.

- Los AGs explotan sé&lamente la informacién
de la funci®n objetivo.

- Los AGs utilizan reglas de transicién
probabilisticas.

Para entrenar la red neuronal, el conjunto de
pesos se codifica como una cadena binaria
llamada cromosoma. Cada cromosaoma produce un
error sobre todos los patrones de
entrenamiento, el objetivo es minimizar este
error o maximizar su reciproco.

La funcién de bondad a maximizar es,

g= (3}

S SR
Y (yi-dp?

donde,
NOGmero de patrones

np :

y; : Salida ge la red para cada
patrén

4. : Salida deseada de la red

i
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El proceso inicia con una poblacién alea?oria
de cadenas y se construyen generaciones
sucesivas usandc los operadores genétigos de
reproduccién y cruce. Las cadenas mejores,
segGn (3), tienen mayor probabilidad de
sobrevivir y participar en cruces. El cruce
combina parte de una cadena con otra ¥y puede
reunir buenos segmentos hallados al azar en
la poblacién.

cada cromosoma es una cadena de bits
correspondiente a los pesos, segtn (4) - cada
pesoc se representa en binari¢ complementoc a
dos y tiene su equivalente decimal.

1) (1) (1), (1) (2) (1) €2) (2D (2)
Wi0" 011’ W13 Wi Wy W33 Wip Wiy Wi3 (4)

El entrenamiento se realiza en funcién del
tamafic de la poblacidn (nimerc de cadenas:
nc) vy del tamafio de los genes (nGmero de bits
por peso: nb).

ENTRENAMIENTO
La Tabla 1 es la funcién légica XOR que debe
aprender la red neuronal de la figura 2. Note

el uso de valores bipolares {-1,+1} en lugar
de {0,+1}.

Tabla 1.- Funcién L&ogica XOR.

X1 X2 Y
- 1 - 1 -1
- 1 + 1 + 1
+ 1 -1 + 1
+ 1 + 1 - 1

Se considera gue no hay convergencia durante
el entrenamiento cuando el nGmero de
iteraciones es mayor que diez. Cada iteracién
corresponde a un recorrido peor la Tabla 1.

La figura 3 muestra el porcentaje de
convergencias como funciSn del nGmero de
cromosgomas (nc) y del ntmero de bits por peso
(nb). Note gue el nGmero de aprendizajes
aumenta con el tamafio de la pcblacidén, estc
es, a mayor diversidad hay mas oportunidad de
hallar el &ptimo.

La figura 4 presenta el promedio de
iteraciones por convergencia como funcién del
tamafic de la poblacifn y de los genes. E1l
comportamiento es bastante irreqular, =se
observa para acho cromosomas gue las
iteraciones promedio disminuyen con el tamafio
de los genes. Es decir, un gene de mayor
tamafio egquivale a mayor nlimero de niveles
discretos para cada peso y por lo tanto hay
mis posibilidad de aprendizaje.

El puntec correspondiente a diez cromosomas y
seis bits por gene produce el menor nGmerc
promedio de iteraciones, elle indica un
rapido aprendizaje.

En la figura 5 se cbserva el tiempo promedio
por convergencia como funcién del tamafio de
la poblacién y de los genes. Es claro, el
ineremento en tiempo de CPU con el aumento de
la poblacién y de los niveles discretos por
pesc {tamafic genes).
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Fig.3.- Porcentaje de Convergencias como
funcién del tamafio de la poblaciédn y de los
genes.

Iteraciones promedio

4 3 a4 5 6 7 8  Bits.
por pese

Fig.4.- Iteraciones promedio por convergencia
como funcidn del tamafic de la poblacidn y de
los genes.
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Fig.5.- Tiempo promedio por iteracién como

funcidén del tamafic de la poblacién y de los
genes.
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I.a figura 6 corresponde a selis redes
neuronales multicapa 2-2~1 entrenadas con un
algoritmo genético, la poblaciédn es de diez
cadenas y el tamafio de los genes es de dos
bits.

CONCLUSIONES

Se ha mostrado la posibilidad de entrenar una
red neuronal con un algoritmo genético. La
ventaja es la minimizacién de 1la funcién
cbjetivo a pesar del ruido de la superficie
de los pesos.

Con el algoritme genético es posible entrenar
la red con 4 niveles discretos en contraste
con 300 niveles como minimo para el algoritmo
de propagacién inversa (BP).

Un inconveniente del algoritmo genético es el
crecimiento del tiempo de aprendirzaje con el
aumento de la diversidad y del tamafic de los
genes, lo cual podria ser una limitacién para
redes mas grandes.
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Fig.6.- Redes neuronales multicapa 2-2-1,

algoritmo genético para el problema del XOR.
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