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Resumen

La circulacién de noticias falsas, en especial las de satira politica, por medios de
comunicacion digitales ha afectado a la mayoria de la poblacién ecuatoriana por su
masiva propagacion y la falta de regulacion, por lo que en este trabajo se presenta
una metodologia fundamentada en aprendizaje estadistico que detecta de manera
precisa y automadtica noticias falsas basandose en la forma en que estan escritas. Para
esto se utiliz6 lenguaje de procesamiento natural, algoritmos cldsicos de clasificacién
supervisada y el lenguaje de programacién Python. El documento inicia por definir
todos los conceptos necesarios para comprender tanto las noticias falsas como los
algoritmos de aprendizaje estadistico, posteriormente se explica como fueron reco-
lectadas las noticias y procesadas, para luego detallar el proceso de entrenamiento

de los modelos y finalmente la presentacion y andlisis de los respectivos resultados.

Palabras clave: Noticias falsas, procesamiento del lenguaje natural, aprendizaje es-

tadistico, espafiol, mineria de datos.
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Abstract

The circulation of false news, especially political satire type, via digital media
has affected the majority of the Ecuadorian population due to its massive spread
and lack of regulation, which is why in this paper presents a methodology groun-
ded in statistical learning that accurately and automatically detects fake news based
on the way it is written. For this, natural processing language, classical supervised
classification algorithms and the Python programming language were used. The do-
cument begins by defining all the necessary concepts to understand both false news
and statistical learning algorithms, later it is explained how the news was collected
and processed, to then detail the process of training the models and finally the pre-

sentation and analysis of the respective results.

Keywords: Fake news, natural language processing, statistical learning, spanish, da-

ta mining.
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Capitulo 1

Introduccion

El tiempo que invertimos actualmente navegando por internet y consumiendo
contenido en redes sociales, ocupa una gran parte de nuestro dia, sin duda alguna
se han convertido en una de las herramientas de comunicacién mds poderosas uti-
lizadas en la actualidad dado que permite el acceso al consumo y divulgaciéon de
informacién de manera instantdnea al alcance de cualquier persona, esto ha provo-
cado la preferencia de los medios digitales sobre los medios tradicionales como la
radio, television y prensa. Consecuencia de este libre acceso y la facil generacion de
contenido permite que la informacién que circula en linea no siempre sea confiable
(Lopez-Borrull, Vives y Badell, 2018). El desarrollo de las redes sociales aumenta la
difusién de noticias falsas en internet, la informacién distribuida por estos medios
es masiva, rdpida y heterogénea, por lo que puede causar graves impacto en toda la
sociedad (Zhang y Ghorbani, 2019).

Las noticias falsas han tenido un impacto negativo en varios sectores, entre estos,
la comunicacién, economia, salud y politica los mds importantes; mencionando al-
gunos casos tenemos: las elecciones presidenciales de Estados Unidos del afio 2016,
en donde se origind una inmensa cantidad de informacién falsa en redes sociales
acerca del ex presidente Donald Trump para desprestigiar su campafia politica (All-
cott y Gentzkow, 2017), el posicionamiento digital de un restaurante inexistente co-
mo el mejor de Londres en el afio 2017, en una pagina web turistica con comentarios
que burlaron el algoritmo de seguridad de la plataforma (Rodriguez-Fernandez,
2019), la amenaza a la salud publica mundial provocada por la infodemia masiva
que se origind entorno a la pandemia ocasionada por el virus covid-19 ya que pue-
de redujo la eficacia de programas, campafias e iniciativas dirigidas a la salud, la

concienciacion y el bienestar de las personas (Pulido, Ruiz-Eugenio, Redondo-Sama



y Villarejo-Carballido, 2020), un caso curioso es el de una publicacién cientifica en
el American Journal of Biomedical Science & Research, la cual afirmaba que comer
carne de cierto Pokémon (criaturas ficticias de una popular franquicia de videojue-
gos) parecido a un murciélago provocoé la propagacion del covid-19 en una ciudad
ficticia (Shelomi, 2020), haciendo notar que incluso la comunidad cientifica no esta

exenta a la filtracion de investigaciones con informacién supuestamente verificada.

El crecimiento exponencial en el volumen de noticias falsas que circulan en la red
y su gran viralidad, han despertado el interés en la comunidad cientifica en desa-
rrollar métodos automatizados para su deteccién temprana, tanto asi, que empresas
como Facebook y Google han gastado grandes cantidades de dinero en el desarro-
llo de soluciones (Zhang y Ghorbani, 2019). Hoy en dia el estado del arte respecto
a la deteccion de noticias falasas se encuentra en el entrenamiento tanto de algorit-
mos cldsicos de clasificacion supervisada como también de redes neuronales a partir
conjuntos de noticias manualmente etiquetadas, estos conjuntos pasan previamen-
te por un proceso extracciéon de caracteristicas (Bondielli y Marcelloni, 2019); cabe
mencionar que la mayor parte de los progresos que se ha tenido relacionado a la

identificaciéon de noticias falsas ha sido en el idioma inglés.

La extraccion de informacion en textos no es una tarea facil, de hecho, es uno de
los principales retos que se han presentado dentro de la inteligencia artificial, y para
abordar esta temética se ha optado por el uso de varios enfoques incluyendo las
técnicas de procesamiento del lenguaje natural (NLP). No se puede seguir una regla
general para enfrentarnos a un problema de este tipo ya que varias de estas técnicas
dependen mucho del idioma en el que se esta trabajando y esto determinara si la
tarea a resolver es mas simple o compleja (Baeza-Yates, 2004). Algunos de los aportes
que se ha tenido del uso de técnicas de NLP tenemos: andlisis de sentimientos (Deng
y Wiebe, 2016), clasificaciéon de texto (Howard y Ruder, 2018), correccién gramatical
(Clément, Gerdes y Marlet, 2011), sistemas de recomendacién (Kapoor, Vishal y K.
S., 2020), entre otros.

Dado la diversidad de formas de hablar el espafiol, que dependen en gran medi-
da de la zona geografica de donde proviene el hablante, incluso dentro de nuestro
pais, el presente trabajo se enfocara en la creaciéon de un modelo capaz de identificar
noticias falsas en espafiol provenientes de fuentes ecuatorianas. El modelo serd en-
trenado a partir de un conjunto de publicaciones identificadas como noticias reales
y falsas, extraidas manualmente de los principales periédicos nacionales y paginas
de sétira politica, ademads se comparan distintos tipos de algoritmos de clasificacién

utilizados en la deteccién de noticias falsas (Bondielli y Marcelloni, 2019).
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1.1. Justificacién

Durante los tltimos afios y sobre todo en esta dltima década, una de las ramas
de estudio dentro de la inteligencia artificial que ha jugado un papel protagénico en
la transformacién digital es el aprendizaje estadistico, esta disciplina se basa en pre-
decir una medicién de resultados ya sea cuantitativa o cualitativa basdndose en un
conjunto de caracteristicas, estimando una funcién que los relacione, y asi, resolver
tareas que para los humanos serian imposibles realizarlas ya sea por el tiempo que

tomaria resolverlas o su complejidad (James, et. al, 2013).

Varios son los algoritmos que se usan para resolver problemas de clasificaciéon
supervisada, los que mds se usa en la actualidad son: Regresion logistica, Maquinas
de soporte vectorial, Bosques aleatorios, Clasificador de naive Bayes, Boosting y
Redes neuronales artificiales; el desempefio de cada uno de los algoritmos depende
mucho del conjunto de datos y la problematica, esto determinara la prevalencia de

unos algoritmos sobre otros (Mohri, Rostamizadeh y Talwalkar, 2018).

El desarrollo de modelos capaces de identificar noticias falsas desde el enfoque
de problemas de clasificacién supervisada ha ganado popularidad los tltimos afios,
mds atin con los problemas suscitados en las elecciones presidenciales del afio 2016
en Estados Unidos (Alcott y Gentzkow, 2017). La mayoria de los modelos creados
hasta la actualidad estdn entrenados sobre bases de datos de noticias en idioma in-
gles disponibles en diferentes repositorios digitales, estas constan de noticias verda-
deras obtenidas de péginas oficiales de medios de comunicacién escritos y noticias
falsas de paginas maliciosas y de servicios de Fact-Checking segtin Zhang y Ghor-
bani (2019) y Bondielli y Marcelloni (2019).

El problema de las noticias falsas que circulan en internet y también en redes so-
ciales nos afecta a todos directa o indirectamente, es por esta razén que esta investi-
gacién proporciona las bases tedricas para la creacion de aplicaciones que sirvan de
ayuda para lucha contra la desinformacién medidtica; como se mencioné anterior-
mente son muchos los sectores que se ven afectados. Adicionalmente, el desarrollo
que se logre potencialmente servird para futuras investigaciones sobre esta temdtica
y serd un avance respecto a modelos de clasificacién supervisada que involucren

técnicas de procesamiento de lenguaje natural en el idioma espariol.



1.2. Objetivos

Crear un modelo que permita identificar de manera precisa y automaética noticias

falsas en esparfiol de paginas de noticias y sétiras ecuatorianas

e Crear un corpus de texto extrayendo los datos manualmente o utilizando téc-

nicas de webscraping

e Procesar el texto con técnicas de NLP para crear la base de datos que servird

para entrenar los algoritmos

e Elaborar un modelo para cada uno de los algoritmos de clasificacion seleccio-

nados y comparar sus resultados



Capitulo 2

Identificacion de noticias falsas

A mediados de los afios noventa, con el desarrollo explosivo de la World Wide
Web o comtinmente llamado internet, se revolucioné la forma en que las personas se
comunican. Hoy en dia las redes sociales, como Twitter y Facebook, pueden facilitar
la distribucién de informacién en tiempo real entre los usuarios de cualquier parte
del mundo, siendo testigos del gran crecimiento en el niimero de noticias falsas que
circulan en linea, que sin darnos cuenta, ahora forman parte de nuestras vidas y es-
tamos expuestos a este tipo de informacién maliciosa dia tras dia. Sin duda alguna
hemos podido experimentar por cuenta propia cuan incomodas pueden llegar a ser
las noticias falsas, ya que estas tienen un impacto profundo tanto en las personas co-
mo en la sociedad (Zhang y Ghorbani, 2020). Por tanto, la importancia de la creacién
de sistemas de deteccion eficaces para la identificacién de noticias falsas es decisivo

en la lucha contra la desinformacion.

2.1. Noticias falsas

Las noticias falsas o fake news son recientes y han ganado popularidad los tlti-
mos afios, pero la informacion falsa ha sido parte de la humanidad durante mucho
tiempo, son tan antiguas como las noticias impresas que circulaban desde la inven-
cién de la imprenta, o incluso més (Soll, 2016). No existe una definicién universal
para noticias falsas y no es facil formular una generalmente aceptada para el tér-
mino, ya que estas, tienden a ser diversas en cuestion de temas, estilos e incluso
plataformas, por lo que varios autores han propuesto sus propias definiciones. Se
define las noticias falsas como informacién fabricada que imita el contenido de los

medios de comunicacién en forma pero no en el proceso organizacional o intencién,



carecen de las normas y procesos editoriales de los medios de comunicacién para
asegurar la exactitud y credibilidad de informacién (Lazer et al., 2018). Se refieren a
todo tipo de historias falsas que se publican y distribuyen principalmente en inter-
net, con el fin de engafiar, burlar o atraer deliberadamente a los lectores para obte-
ner ganancias financieras, politicas o de otro tipo (Zhang y Ghorbani, 2020). Como
ultima definicién se tiene que las noticias falsas son articulos de noticias que son in-
tencionalmente creados y verificablemente falsos que podrian engafiar a los lectores
(Allcott y Gentzkow, 2017). En base a como fueron creados los conceptos presenta-
dos, estos comparten tres caracteristicas en comun, la primera es relacionado a la
autenticidad de la informacién de las noticias (conteniendo alguna declaracion ba-
sada en hechos o no), la segunda se refiere a la intencién con la que son creadas
(con el objetivo de engafiar o entretener al ptblico), y por tltimo, si realmente son

noticias (Zhou y Zafarani, 2020).

2.1.1. Caracterizacion

Para tener una visién mds general sobre la gran variedad de los tipos de informa-
cién falsa que circulan en internet, se debe entender los cuatro elementos principales
que la componen. La caracterizacion de las noticias falsas esta basada en (Zhang y
Ghorbani, 2020)

Creador/Difusor

Los creadores y difusores de informacién falsa dentro de internet pueden ser per-
sonas reales o no humanos. Las noticias falsas creadas por personas reales se incluye
tanto autores y usuarios que publican informacién falsa o errénea de manera no
intencionada, y usuarios malintencionados que su objetivo es crearla, lo que hace
realmente dificil distinguir entre informacién falsa e informacién veraz y debido a
su naturaleza anénima, los usuarios de internet no necesitan asumir responsabili-
dades por lo que publican, comparten y comentan. Por otro lado, los cradores de
noticias falsas no humanos mds comunes son los social bots, los cuales consisten en
algoritmos informaticos que estdn disefiados para exhibir comportamientos simila-
res a los humanos y producir automaticamente contenido e interactuar con usuarios
de las redes sociales, y los cyborgs que se refieren a personas asistidas por bots o vi-
ceversa, de manera similar a los social bots los cyborgs engafian a los usuarios de
las redes sociales al difundir informacién y mensajes falsos, lo que puede dafiar la

creencia y la confianza social.
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Figura 2.1: Esquema grafico de los cuatro componentes principales: Creador/Difu-
sor, victimas objetivo, contenido de noticias y contexto social (Zhang y Ghorbani,
2020, p. 4)

Victimas objetivo

Los usuarios objetivo o victimas de las noticias falsas pueden variar dependien-
do del propésito utilizado para la creaciéon de esta informacién maliciosa. Mencio-
nando algunos ejemplos tenemos: los candidatos en época de elecciones pueden ser
los usuarios objetivo de reclamos politicos falsos, los clientes en linea pueden ser los
usuarios objetivo de resefias y anuncios falsos en linea, los padres pueden ser los
usuarios objetivo de noticias educativas falsas y las personas mayores pueden ser el

usuario objetivo de noticias de salud falsas.

Contenido de noticias

El contenido fisico consta del titulo de la noticia, el cuerpo principal de la noticia
y los demds elementos como imagenes o videos. Los datos de redes sociales como
los tweets de Twitter o las publicaciones de Facebook se convierten en un medio po-
deroso para compartir informacién, este contenido proporcionado por los datos en
redes sociales son fuentes valiosas y significativas de noticias. En cambio el conteni-

do no fisico se refiere a las opiniones, emociones, actitudes y sentimientos implicitas



que los creadores de noticias quieren plasmar en el texto, este es el nticleo principal
de las noticias falsas, ya que contiene todas las ideas, sentimientos y puntos de vista

importantes que los autores quieren transmitir a los lectores.

Contexto social

El contexto social se refiere a toda la actividad que tiene el usuario dentro del
sistema y el entorno social en el que opera la difusién de la noticia, incluye cémo se
distribuyen los datos sociales y cémo los usuarios interacttian entre si. Actualmente,
la forma de compartir y difundir la informacién estd cada vez mds dominada por la

interactividad de la tecnologia en redes sociales.

eluninverso.com eluninverso eluninversoEC
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Figura 2.2: Ejemplo de una noticia falsa de estilo satira haciendo referencia a sucesos
de la politica ecuatoriana

2.1.2. Deteccion basada en el conocimiento

Acorde con Zhou, Zafarani (2020) y Zhang, Ghorbani (2019) en la deteccién de
noticias falsas desde un enfoque del conocimiento, usualmente se utiliza un proceso
conocido como fact-checking, este fue desarrollado inicialmente por periodistas, y ac-
tualmente es usado por gran parte de los medios de comunicacién. El fact-ckecking
tiene como objetivo verificar la autenticidad de la informacién, comparando el co-

nocimiento extraido del contenido de las noticias por verificar (por ejemplo, sus



afirmaciones o declaraciones) con hechos conocidos. Tanto criterios de evaluacién y
métricas visuales, se utilizan para determinar el nivel de veracidad de las noticias

en el proceso de fact-checking

Fact-checking manual

El proceso de fact checking usualmente es realizado por un selecto grupo de
profesionales denominados fact checkers, de gran credibilidad ya que esto conduce
a resultados altamente precisos, sin embargo este proceso puede requerir bastante
tiempo de ejecucién con un costo alto de manutencién, ademads presenta dificultades
cuando el contenido de informacién a verificar es masivo. Algunos de los servicios
més populares en inglés de fact checking basado en expertos tenemos: PolitiFact!,
FactCheck?, Snopes®, entre otros. En el caso ecuatoriano hay una organizacion que
es el primer medio dedicado a la verificaciéon del discurso ptblico y los contenidos
engafiosos que circulan en internet establecido en el afio de 2016 por iniciativa de la

organizacién Fundamedios: Ecuador Chequea®.

Otra forma de realizar fact checking es la verificacion de datos a través de fuentes
colectivas, la cual se basa en una gran poblacién de individuos regulares actuando
como verificadores de hechos. Comparado con el fact checking basado en expertos,
esta es relativamente dificil de administrar, menos creible y precisa debido al sesgo
politico de sus verificadores, pero teniendo una mejor escalabilidad, que en ocasio-
nes también es insuficiente para cubrir el inmenso volumen de noticias falsas que

circulan a diario.

Fact-checking automatico

La verificacion manual de hechos no se adapta al volumen de informacién que
se crea cada dia en linea, especialmente en redes sociales. Para abordar la escala-
bilidad, se han desarrollado técnicas de verificacion automatica de hechos, que se
basan en gran medida en la extraccién de informacién mediante el procesamiento
del lenguaje natural (NLP) y técnicas de aprendizaje automético o machine lear-
ning. Los trabajos desarrollados respecto al fact-checking automatico se analizard

posteriormente en la Seccién 2.2.

1ht’cp:/ /www.politifact.com/

https:/ /www.factcheck.org/
Shttps:/ /www.snopes.com/

“https:/ /www.ecuadorchequea.com/



2.1.3. Extracciéon de informacion

Siguiendo con lo analizado por Zhang y Ghorbani (2019), se presentan las carac-
teristicas utilizadas para la deteccién automatica de noticias falsas en la préctica. En
base a lo mencionado en la Seccién 2.1.1 existen tres tipos principales de conjuntos

de caracteristicas, y en cada conjunto hay diferentes categorias.

Caracteristicas basadas en el usuario

Este tipo de caracteristicas son ampliamente usadas para la deteccién de cuentas
de usuario sospechosas ya que capturan las caracteristicas tinicas de cuentas sospe-

chosas o cuentas no humanas, se clasifican de la siguiente manera:

e Perfil de usuario: Aqui se incluye la informacién bdsica del usuario, como el
nombre de la cuenta, la informacién de geolocalizacién, los datos de registro

del usuario, verificados o no, tienen descripcién o no, datos demogréficos, etc.

o Credibilidad del usuario: Este tipo de caracteristicas registran el impacto y la cre-
dibilidad de la cuenta, por lo que incluye el nimero de contactos del usuario,
el radio entre a los contactos que sigue y los contactos que siguen a esa cuenta,
puntuacion de credibilidad del usuario, tipo de contenido que comparte, entre

otros.

o Comportamiento del usuario: El comportamiento es parte de las caracteristicas
basadas en el contexto social, y tienen como objetivo obtener un patrén de
comportamiento del usuario tanto para usuarios engafiosos como para usua-
rios legitimos. Por ejemplo, la cantidad de publicaciones que realiza una cuen-

ta en una ventana de tiempo.

Caracteristicas basadas en el contenido de noticias

Las caracteristicas basadas en el contenido de las noticias son atributos clave pa-
ra la identificacion de noticias falsas, ya que son las principales fuentes de extraccién
de informacién y son ampliamente usados en la practica para el andlisis de repre-

sentacion y deteccién desde un enfoque de mineria de datos.

e Lingiiisticas y sintdcticas: Se refieren al componente fundamental, estructura
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gramatical y sintactica del lenguaje natural °. Técnicas como bag-of-words, n-
gram, Frecuencia de término (TF), Frecuencia de término inversa (TF-IDF) son las
caracteristicas mayormente empleadas para el procesamiento del lenguaje a
un nivel de andlisis palabra por palabra. También se puede usar la presencia
de caracteres especiales, palabras estilisticas, palabras de sentimiento y legibi-

lidad de las palabras.

Para un nivel de andlisis por oraciones se incluye el etiquetado de partes del
discurso (POS), el promedio de de la longitud de las publicaciones, la frecuen-
cia de las puntuaciones y frases que se repiten en una oracién, la polaridad
promedio de la oracién (positiva, negativa o neutra) y complejidad de la ora-
cion.

Ahora mas general, las caracteristicas a un nivel de contenido se refieren a los
atributos de la informacién sin procesar de las noticias, en estas se incluyen:
la puntuacion de sentimiento de una noticia en general (la identificacién de
la intensidad positiva o negativa en un texto), la postura de una publicacién
(acuerdo o desacuerdo), temaética de la noticia, numero de simbolos y caracte-

res especiales y links externos dentro de la noticia.

e Buasadas en el estilo

Como el titulo lo sugiere, estas caracteristicas tienen como objetivo representar
el estilo de escritura de los autores de noticias falsas, debido a que los creadores
de estas noticias tratan en general replicar el estilo de escritura de una nota
real para que la tarea de distinguir entre noticias falsas y noticias reales resulte
mads dificil para el lector. Por ejemplo, los patrones de ediciéon del creador de
la noticia (ndmero de correcciones, pulsaciones de las teclas, clicks hechos con
el mouse), tiempo que tarda en escribir el texto, el tiempo medio de escritura

de cada palabra y el tiempo medio de escritura entre palabras.

o Visuales

Las imédgenes o videos que se incluyen en el contenido de las noticias contie-
nen informacién de vital importancia acerca de articulos sospechosos de ser
noticias falsas, se considera no solo aspectos como el nimero de imagenes y
videos dentro de la noticia, también se considera la claridad, coherencia, pro-
porcién de las imagenes, histogramas de similitud, relacion entre imégenes, y

z

mas.

SLenguaje que se ha desarrollado y ha evolucionado de forma natural como medio de comunica-
cién entre las personas (Collins English Dictionary, s.f., definicién 1)
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Caracteristicas basadas en el contexto social

Las caracteristicas basadas en el contexto social estdn disefiadas para represen-
tar los patrones en como se esparcen las noticias en internet y la interacciéon que
existe entre usuarios. Se puede ver a estas caracteristicas desde un enfoque de red,

distribucién y temporal.

e Buasadas en la red

Se enfoca en el andlisis dentro de una red, intenta centrarse en grupos de usua-
rio similares, desde diferentes perspectivas como ubicacién, antecedentes edu-
cativos y hébitos. Estas caracteristicas se extraen de redes de usuarios en espe-
cifico, mencionando algunos ejemplos se tiene: redes de postura, concurrencia,
amistades y difusion. La informacion extraida de las redes puede ser utilizada
para encontrar caracteristicas tinicas de cierto tipo de red y analizar la simili-

tud o diferencia entre los usuarios.

e Distribucion

Las caracteristicas basadas en la distribucién pueden ayudar a la distincion de
los patrones en como se difunden las noticias falsas en linea, por lo general,
se construyen drboles de propagacién para facilitar la caracterizaciéon de la
naturaleza en como se esparcen, pero también se usan caracteristicas como el
numero de réplicas del articulo original, la fraccion de reposts que hace una
cuenta en especial, el nivel de popularidad y cuan sospechosa es de ser una

noticia falsa.

o Temporales

Las caracteristicas temporales se utilizan para describir el comportamiento de
publicacion del creador de una noticia falsa en forma de una serie de tiempo,
son excelentes atributos para detectar actividades de publicaciones sospecho-
sas en una ventana de tiempo, se pueden utilizar de igual forma para indicar
el nivel de falsedad de la informacién. Las caracteristicas basadas en el tiempo
mas comunes se incluye el intervalo entre dos publicaciones, la frecuencia de
publicacién, respuesta y comentario de una cuenta determinada, la hora del
dia en que se publica, comparte y comenta la informacion original, y el dia de

la semana en que la informacién es publicada.
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2.2. Trabajos relacionados

Como hemos visto en la Seccién 2.1.2, el proceso de verificaciéon de hechos o fact-
checking se lo ha ido realizando de manera manual, pero dado la masiva cantidad
de noticias falsas en internet, especialmente en redes sociales, se han desarrollado
técnicas capaces de abordar el volumen de informacién a través de una detecciéon
automatica utilizando caracteristicas extraidas de las noticias, como se describi6é en
la Seccién 2.1.3 y algoritmos de machine learning, que serdn analizados a detalle en
la Seccién 3.2. Para esta seccion se presentan algunos trabajos de interés relaciona-
dos con la deteccién de noticias falsas correspondiente al proceso de fact-checking

automatico.

3HAN: A Deep Neural Network for Fake News Detection

Singharia, Fernandez y Rao (2017) presentan un detector automatizado basado
en deep learning a través de una red neuronal de atencion jerarquica de tres niveles
(BHAN): palabras, oraciones y encabezados, para la deteccion precisa de noticias fal-
sas. Sumodelo se basa en la representacién de un articulo de noticia como un vector
de noticia, el que es utilizado para la clasificar un articulo asignando una probabi-
lidad de ser falso, 3HAN proporciona una puntuacién de importancia para cada
palabra y oracién de un articulo en funcién de su relevancia para retornar dicha

probabilidad. La arquitectura de 3HAN se muestra en la Figura 2.3
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Figura 2.3: Arquitectura de la red neuronal utilizada para el modelo 3HAN (Singha-
ria, Fernandez y Rao, 2017, p. 574)

Los datos utilizado para el entrenamiento de este modelo son de carécter lin-
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giifstico a un nivel de palabras y oraciones, extraidos de la plataforma PolitiFact®
para el conjunto de noticias falsas y del listado de sitios verificados populares de
EE.UU proporcionado por Forbes 7 para el conjunto de noticias reales. Los conjuntos
de noticias pertenecen al periodo de elecciones presidenciales en EE. UU del afio
2016. 3HAN en base a sus experimentos se logra una excelente precisién del 96,77 %

superando otros modelos basados en redes neuronales.

Computational Fact Checking from Knowledge Networks

Ciampaglia et al. (2015) presentan un modelo basado en redes o grafos, en el que
la verificacion de hechos realizadas en el proceso de fact-checking manual puede
aproximarse bastante bien al encontrar el camino més corto entre nodos de concep-
tos bajo métricas de proximidad semdantica adecuadamente definidas sobre grafos
de conocimiento, este enfoque es viable con técnicas computacionales eficientes.
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Figura 2.4: Inferencia de la afiliacion partidista de los congresistas estadounidenses.
Los nodos rojos y azules corresponden a miembros del Congreso, los nodos grises a
ideologias y nodos blancos a vértices de cualquier otro tipo (Posadas et al.,2019, p.5)

En este modelo un grafo de conocimiento se produce de la unién de los nodos

que denotan afirmaciones (sujetos u objetos de declaraciones) y las aristas que deno-

6ht’fp:/ /www.politifact.com/
7Es una compafifa de medios global, que se enfoca en negocios, inversiones, tecnologia, empren-
dimiento, liderazgo y estilo de vida.
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tan conectores lingiiisticos. Para verificar si una afirmacion es cierta, se espera que
exista una arista del grafo de conocimiento que conecte con la entidad, o si existe
el camino mds corto entre entidades del grafo de conocimiento. Por otro lado, si la
atirmacion es falsa, no debe haber aristas ni caminos cortos que conecten a dicha

afirmacién.

En la creaciéon del modelo los datos utilizados fueron extraidos de Wikipedia 8,
en los que constan todas las declaraciones facticas extraidas de las cajas de infor-
macion de Wikipedia, creandose asi un grafo de conocimiento con 3 millones de
entidades unidas por 23 millones de aristas aproximadamente. En base a los experi-
mentos realizados los mejores resultados obtenidos es para una representaciéon con
grafos no dirigidos evaluando las clasificaciones mediante dos algoritmos de clasi-
ficacion: vecinos més cercanos y drboles aleatorios, llegando a niveles de precisiéon

que sobrepasan el 95 % aproximadamente

Detection of fake news in a new corpus for the Spanish language

Posadas-Duran et al. (2019) presentan un modelo para analizar y detectar infor-
macién engafiosa, presentes en gran cantidad de sitios web en idioma espariol. Para
la creacién del modelo se usé un conjunto de datos de noticias recopiladas manual-
mente de distintos sitios web para crear un nuevo corpus de noticias etiquetadas
como noticias falsas y reales con el objetivo de su deteccién automética, también
se proporciona relacionado a la tematica de la noticia: ciencia, deportes, economia,

educacion, entretenimiento, politica, salud, seguridad y sociedad.

El entrenamiento se lo realiz6 siguiendo el proceso para un modelo de aprendi-
zaje supervisado, particionando el conjunto de datos en entrenamiento y test, 70 %
y 30 % respectivamente, y utilizando los siguientes algoritmos de clasificacion: mi-
quinas de soporte vectorial, regresion logistica, bosques aleatorios y Boosting, evaluando
el desempefio para dos escenarios: removiendo palabras repetitivas y considerando
palabras repetitivas. La extraccién de informacion y su representacion se la realizé a
través de caracteristicas lingiiisticas obtenidas de tres técnicas: bag-of-words, n-grams
y POS tags n-grams. En base a los experimentos realizados los algoritmos llegan a

niveles de precision cercanos al 75 %.

8Enciclopedia en linea gratuita, creada y editada por voluntarios de todo el mundo y alojada por
la Fundaciéon Wikimedia
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Capitulo 3

Marco Teorico

En la primera seccién de este capitulo se presenta las definiciones y conceptos
necesarios para entender el proceso de aprendizaje estadistico, desde su definiciéon
hasta la explicacién del caso particular de los problemas de clasificaciéon. La segun-
da y tercera seccion se basan en la explicacién de la estructura y el funcionamiento
de cada uno de los modelos de clasificacién utilizados durante este trabajo y el mé-
todo de evaluacidon que se sigue para elegir el mejor modelo. Finalmente se hace
una revision de las métricas usuales que miden la calidad de las predicciones para

modelos de clasificacion.

3.1. Aprendizaje estadistico

El aprendizaje estadistico remonta sus origenes al trabajo desarrollado por Le-
gendre con influencias teéricas de Gauss cerca del afio de 1800, en el se habla sobre
el método de minimos cuadrados que es la base de lo que conocemos hoy en dia como
andlisis de regresion. Para el afio de 1936 Fisher propone un método para seperar un
conjunto de datos con dos clases diferentes mediante un hiperplano, este método es

denominado como andlisis de discriminante.

Perceptron (Rosenblatt, 1962) es el primer modelo que se conoce en la historia
que hable de aprendizaje de mdquina. Rosenblatt lo describié como un programa pa-
ra computadoras el cual pudo demostrar mediante experimentos simples que su

modelo podia ser generalizado.

Dado un vector de entrada x € R" y una variable respuesta y € {—1,1}, la

relacién de dependencia que siguen estd dada por la siguiente expresion:

16



y = sign{w - x — b}

Este modelo estd basado en el andlisis de discriminante de Fisher, ya que busca
mediante un hiperplano determinado por el vector de pesos w € R" yel valor b € R
separar datos de dos distintas categorias. El objetivo es encontrar estimaciones para

w y b, tales que resuelvan el problema.

El modelo perceptron es considerado como el punto de partida del desarrollo de
los procesos de aprendizaje estadistico dentro de la inteligencia artificial que junto al
poder computacional proporcionado por los lenguajes de programacion, se tiene el
despunte tecnoldgico de los tltimos afios respecto a la analitica de datos. Entender
el concepto de aprendizaje estadistico es la pieza fundamental para el desarrollo de
este trabajo, motivo por el cual las siguientes secciones se dedican a su descripcién

y andlisis en detalle.

3.1.1. Definicion

Acorde con James, Witten, Hastie y Tibshirani (2013), a partir de un conjunto
de predictores X y una variable respuesta Y, se asume que existe una relacién en-
tre el conjunto de predictores y esta variable respuesta. En general, esta relacion es
desconocida y busca ser estimada a través de los datos observados, por tanto, el
aprendizaje estadistico se refiere a la coleccion de métodos que se usan para estimar

dicha relacion.

La aplicacién del aprendizaje estadistico es clave para resolver situaciones que
se presentan en distintas areas de la salud, comunicacién, economia, etc. Casos de

estudio que se pueden ver problemas de aprendizaje estadistico:

e Prediccion del nivel de ventas de una empresa usando la informacién que se

tiene sobre el gasto en publicidad de sus productos o servicios.

e Identificacién de los factores de riesgo a padecer una enfermedad basados en

la informacién demografica de las personas

e (lasificacion de archivos de texto basdandose en la informacién que estos pro-

veen.

Gran parte de los problemas dentro del aprendizaje estadistico son los de apren-

dizaje supervisado, en estos, el conjunto de predictores y la variable respuesta estan
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involucrados en el proceso de entrenamiento, es decir, para cada vector observado
x estd asociada una observacién de la variable y, y asi, ajustar un modelo que repre-
sente esta relacion para realizar predicciones sobre y o conocer mejor la forma en

que afectan los cambios de los predictores en la variable respuesta.

3.1.2. Etapas del aprendizaje

Basandose en lo descrito por Mohri, Rostamizadeh y Talwalkar (2018), a conti-
nuacion se describe las diferentes etapas del aprendizaje estadistico que se siguen

para resolver un problema en la préctica.

Se inicia por particionar de manera aleatoria los datos en entrenamiento, valida-
cién y test. El conjunto de entrenamiento estd destinado a que el modelo realice el
proceso de aprendizaje por medio de los ejemplos que se le proporciona. Posterior-
mente para elegir los mejores hiperpardmetros ! del modelo entrenado, se evaltia el
desempefio que este tiene al resolver el problema en el conjunto de validacién va-
riando los hiperparametros, y asi, se elige los que ofrezcan los mejores resultados.
Una vez que el modelo es entrenado y se escogieron los hiperparametros 6ptimos,
se usa el conjunto de test con el fin de evaluar el desempefio del modelo al resol-
ver el problema desde un punto de vista general con datos que no intervienen en el
proceso de aprendizaje. El tamafio de cada uno de estos conjuntos de datos depen-
de del modelo, pero por regla general el conjunto de entrenamiento debe ser mas
grande que los de validacion y test. Seleccionar los predictores que seran utilizados
para entrenar el modelo es critico ya que una buena eleccién de los predictores que
se usardn para el aprendizaje potenciardn los resultados que se obtengan, por otra
parte, una mala elecciéon de los predictores puede guiarnos a resultados engafiosos,

este proceso depende de la experiencia del investigador sobre el problema.

Una vez descrito las etapas del aprendizaje, hace falta describir el tipo de pro-
blemas que es interés de este trabajo, ya que el objetivo de este trabajo es identificar

noticias falsas, y esto se lo realizara clasificando noticias como verdaderas o falsas .

IPardmetros que sirven para controlar la implementacién del modelo y el proceso de aprendiza-
je, mas no son los pardmetros que definen algoritmo de aprendizaje utilizado para la creaciéon del
modelo
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3.2. Algoritmos de clasificacién

Dentro del aprendizaje supervisado cuando la variable de respuesta y es cuanti-
tativa se cataloga como un problema de regresién mientras que, en el caso en que y
sea cualitativa se denomina problema de clasificacién. Varias situaciones se pueden

ver como problemas de clasificacion.

e (lasificar imagenes de mascotas (perro, gato, loro) utilizando la informacién

que proveen los pixeles.

e Predecir la condiciéon médica (sobredosis de narcéticos, accidente cerebro vas-

cular, ataque epiléptico) de un paciente de emergencias por sus sintomas

e Predecir el comportamiento de pago de un cliente (buen pagador, mal paga-

dor) analizando sus informacién demogréfica y actividad bancaria

Identificar noticias falsas encaja dentro del grupo de problemas de clasificacion,
ya que se va a predecir el tipo de noticia (real o falsa) en base a la estructura del texto
desde el enfoque del procesamiento del lenguaje natural. A continuacién se describe
los modelos de clasificacién supervisada usados para la creacion de los modelos de
este trabajo, las nociones y conceptos presentados fueron tomados de James, Witten,
Hastie y Tibshirani (2013) y Hastie, Tibshirani y Friedman (2009)

Modelos aditivos generalizados

Los modelos aditivos generalizados proveen una extension del modelo lineal estan-
dar permitiendo funciones no lineales para cada una de los predictores pero mante-
niendo la idea de aditividad ya que varias situaciones en la vida real no se las puede
modelizar linealmente. Los modelos aditivos generalizados pueden ser empleados
igualmente para resolver tanto problemas de regresién como de clasificacién. El mo-

delo aditivo generalizado tiene la siguiente forma

su(X)) =a+ fi(Xy) + ... + fr(Xp) (3.1)

donde u(X) = E(Y|Xj,..., Xp) es la media de la variable de respuesta Y condi-
cionada a X que estd relacionada con una funcién aditiva de los predictores a través

de un una funcién de enlace ¢ y cada f; son funciones suaves no paramétricas.
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e ¢(u) = putilizado para modelos lineales y aditivos para con datos de respues-

ta gaussiana.

e g(u) = logit(p) utilizado para modelizar probabilidades de una distribucion

Binomial

e g(u) = log(u) utilizado para modelos de reucneto de datos usando la distri-

bucién de Poisson

3.2.1. Madaquinas de soporte vectorial

Se presenta la idea bésica de un clasificador usando un hiperplano basado en el
modelo perceptron de Rosenblatt, esto nos ayudard a tener una mejor comprension
acerca de que son las maquinas de soporte vectorial, que tipo de problema resuelve

y las limitaciones que se presentan.

Hiperplano
En un espacio S de dimensién n 4 1 un hiperplano H es un subespacio afin de
dimensién 7, que puede ser expresado por la siguiente ecuacion
Bo+ P1X1+ . + BnXn =0 (3.2)

para Bo,...,Bn € R. Se dice que (3,2) define al hiperplano ya que cualquier
(X1, ..., Xun) que cumpla la expresion estard dentro del mismo y los que no la cum-
plan estardn en una de las dos regiones (3,3) y (3,3) de S divididas por el hiperplano
H.

51 = {(Xl,..., Xn) cR": Bo+ B1X1 + ... + BuXn < 0} (3.3)

So = {(X1, s Xn) € R : By + B1 X1 + oo + B Xy > 0} (3.4)

Clasificador de margen maximo

A partir de un conjunto de n vectores de entrenamiento xi,...,.x, € RP clasi-
ficados en dos clases, es decir, vy, ...,y € {—1,1} de modo que forman los pares

(x1,Y1), -, (xn, yn), €l objetivo es ajustar un hiperplano que separe perfectamente
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Figura 3.1: Hiperplano 1 + 2X; + 3X, = 0. La regién azul es el conjunto de puntos
para los cuales 1 + 2X; + 3X,>0, y la regién lila es el conjunto de puntos para los
cuales 1 + 2X; + 3X, <0 (James, Witten, Hastie y Tibshirani, 2013, p. 339)

el espacio de estos vectores de entrenamiento acorde a sus clases. Suponiendo que
existe un hiperplano que separe los vectores de entrenamiento, este tendra las si-

guiente propiedad parai =1,...,n

yi(Bo+pB-x;) >0 (3.5)

con B = (B1,..,Bp) € RP. La dificultad radica en que no solo existe un hiper-
plano que separe los vectores de entrenamiento, existen infinitos que los separan,

por tanto, la estrategia es elegir el que ofrezca el margen maximo.

La minima distancia perpendicular que existe entre los vectores de entrenamien-
to y el hiperplano la denotaremos M y es por esto que el vector o los vectores que
estén a una distancia M se los denomina vectores de soporte, el espacio a una distancia
M del hiperplano es el margen. El problema de encontrar el hiperplano de margen

maximo puede ser visto como un problema de optimizacién.

max M
Bo.B

sa ||B]|=1 (3.6)
yi(Bo+pB-xi)) > M, Vie{l, ., n}

Para el caso en que el espacio de vectores de entrenamiento no pueda ser sepa-
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Figura 3.2: El hiperplano de margen maximo se muestra como una linea continua.
Los dos puntos azules y el punto lila que se encuentra en las lineas entrecortadas
son los vectores de soporte (James, Witten, Hastie y Tibshirani, 2013, p. 342)

rado perfectamente el problema de optimizacién (3.6) no tiene solucién, por lo que
se plantea ajustar un hiperplano que no separe perfectamente el espacio, es decir,
el hiperplano separard la mayoria de las observaciones correctamente, esto se logra
permitiendo que cierto niimero de observaciones que estan dentro de los limites de

los mérgenes o incluso fuera, estén en lados erréneos del hiperplano.

max M
,BO/ﬁrélr-"/én

sa Bl =1
vi(Bo+B-xi) > M(1—¢;), Vie{l..n} (3.7)

n
Y &<cC
i=1
&>0 Vvie{l,.,n}, C>0

G1,...,Gn son variables de holgura que permiten que el problema sea més flexible
y permita que un nimero determinado de observaciones estén en lados erréneos del
hiperplano, estos indica donde se encuentra la observacién en relacion al margen,
si {; = 0 la observacion i estd dentro de la region correcta del del margen, si 0 <
¢; < 1la observacion estd en la region errénea del margen y si ¢; > 1 la observacion
estd en la region errénea del hiperplano. El pardametro de ajuste C juega un papel

importante, ya que controla cuantas observaciones estardn mal clasificadas.
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Figura 3.3: Clasificador de vectores de soporte utilizando cuatro valores diferentes
de C. El mayor valor de C se utiliz6 en la parte superior del panel izquierdo, se usa-
ron valores mds pequefios en la parte superior derecha, inferior izquierda e inferior
derecha. Cuando C es grande, hay mads alta tolerancia para que las observaciones
sean en el lado equivocado del margen, por lo que este serd grande. A medida que
C disminuye, la tolerancia para que las observaciones estén en el lado incorrecto
del margen disminuye, y el margen se estrecha (James, Witten, Hastie y Tibshirani,
2013, p. 348)

Kernels

Hasta el momento se ha analizado el caso en que el problema puede ser resuelto
de forma lineal mediante la separacién del espacio de vectores de entrenamiento por
un hiperplano. Las maquinas de soporte vectorial son una generalizacién del pro-
blema (3.7) en el que se busca una transformacién ¢ que extiende la dimensién del

espacio de observaciones de tal manera que este nuevo espacio puede ser separado

23



por un hiperplano.

max M
:BOI,Bfgll"'rgl’l

sa |[|B]l=1
vi(Bo+ B P(xi)) = M(1—¢;), Vie{l,..,n} (3.8)

n
Y &<C
i=1
&>0 Vie{l,.,n}, C>0

con ¢(x) : RP — R7 g > p. Reescribiendo (3.8) equivalentemente como un

problema de optimizacién convexa

Lo .
— C ;
max S lIBII" + i_Zlé 59
sa >0, C>0, yi(Bo+p-¢(x)>1—¢;,Vie{l, .., n}

Resolviendo para  por multiplicadores de Lagrange se tiene que f = Y/ ; a;v;¢(x;)
para0 < a; < C, i =1,..,n. Utilizando esta expresién se puede escribir la regla

de clasificacién como

G(x) = sign{f(x)} (3.10)

donde,

f(x) = Bo+B-¢(x)
= Bo +;06i]/i47(xi) - ¢(x) (3.11)
= Bo+ i a;yiK (x, x)
i=1

No es necesario especificar la transformacion ¢, ya que basta en especificar la
forma del producto interno de los vectores transformados en los nuevos espacios, a

este producto interno se lo denomina kernel.

K(x,x") = ¢(x) - p(x) (3.12)

Puede verse a los kernels como funciones que cuantifican la similitud entre dos

observaciones. En la practica los kernels mayormente usados son los siguientes
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Kernel lineal: K(x/,x) = x" - x

Kernel Polinémico: K(x/,x) = (1 + x" - x)*

Kernel Gaussiano: K(x/,x) = exp(—||x’ — x||?)

Kernel Sigmoide: K(x/, x) = tanh(a(x" - x) + B)

B
-2

-4
-4

Figura 3.4: Izquierda: Clasificador con kernel polinomial de grado 3. Derecha: Cla-
sificador con kernel gaussiano (James, Witten, Hastie y Tibshirani, 2013, p. 353)

Una de las ventajas de la utilizacién de kernels es que son mucho menos costo-
sos computacionalmente, ya que para el calculo del clasificador solo se requiere el
calculo de los productos internos de las observaciones del espacio de entrenamiento
y no transformar las observaciones al nuevo espacio. En las maquinas de soporte
vectorial, la extensiéon del espacio de entrenamiento puede llegar a ser tan grande
que los cdlculos se convierten intratables, por lo que la implementacién de funciones

kernels para representar estas transformaciones es muy importante en la practica.

3.2.2. Bosques aleatorios

Los modelos que involucran la segmentacion en regiones simples del espacio
de predictores y sus reglas de clasificacién se las puede modelizar mediante una
serie de decisiones relacionadas que se conocen como modelos basados en drboles de

decision.
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Arboles de clasificacion

Los arboles de decisién son modelos simples que ofrecen resultados potentes,
por lo que suelen ser usados para resolver problemas de regresioén y clasificacion.
Estos modelos se basan en crear una particién 2 del espacio de entrenamiento, la cla-
sificaciéon de una observacion serd la clase mas comin presente en las observaciones

correspondientes a la region al que esta pertenece.

R R R3

B Bs

Figura 3.5: Ejemplo de arbol de decisién para dos variables X; y X5 y con cuatro
nodos terminales Ry, Ry, R3, R4 y Rs. (James, Witten, Hastie y Tibshirani, 2013, p.
308)

Los puntos a lo largo del 4rbol donde el espacio de predictores esta dividido
se conocen como nodos internos y las lineas que conectan cada uno de los nodos se
las denomina ramas. Las n regiones Ry, ..., R;; de la particiéon comtinmente llamados
nodos terminales u hojas son rectdngulos n-dimensionales creados por division binaria
recursiva con el fin de obtener la mejor divisién del espacio de predictores en cada

nodo.

La forma més comtn de medir la potencia de la division es la tasa de error de
clasificacion, esta mide la proporciéon de observaciones que no pertenecen a las clase
mas comun, en la practica se usan medidas mds sensitivas como el coeficiente el

inidce de Gini o cross-entropy ya que estas son una forma de medir la impureza de los

2Una particién de un conjunto es una familia de subconjuntos no vacios, disjuntos dos a dos, cuya
unién es todo el espacio.
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nodos (3.13) denotados por Qy,

Tasa de error de clasificacion: 1 — m}?x{ﬁmk}

K
Indice de Gini: Y~ pu(1 — Pruk) (3.13)
i=1
K
Cross-entropy:  — Y Pruklog (D)
i=1
A 1
Pk = 37~ Y. Iyi=k) (3.14)
m xiERm

donde p,, es la proporciéon de las observaciones de entrenamiento que se en-

cuentran en la regién m que pertenecen a la clase k.

n
<]

04

0.3

02

0.1

0.0
|

p

Figura 3.6: Medidas de impurezas de los nodos para la clasificaciéon de dos clases
en funcién de la proporcion p. Cross-entropy ha sido escalada para que pase por
(0.5,0.5) (Hastie, Tibshirani y Friedman, 2009, p.309)

Divisién binaria recursiva

La divisién binaria recursiva se empieza tomando un predictor x; y un punto
de corte c; de tal manera que el espacio de predictores garantice la mejor divisién
del espacio de entrenamiento en dos regiones respecto a las métricas de (3.13), este

primer arbol constara solo de dos terminales Ry y R;

Ry ={(x1,... xn) e R": x; < ¢;} Rop={(x1,....,xn) € R": x; > ¢;} (3.15)
Posteriormente se divide una de las regiones resultantes en vez de particionar
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nuevamente todo el espacio de predictores, asegurandose de que sea la mejor di-
visiéon obteniendo asi tres nodos terminales. Recursivamente dividiendo cada una
de las regiones resultantes, se puede seguir haciendo crecer a nuestro arbol de deci-
sién conforme a nuestros requerimientos hasta alcanzar un criterio de paro. Como
se mencioné anteriormente, una vez creadas todas las regiones Ry, ..., R, la clasifica-

cién de una observacion serd la clase mds comun a la que esta pertenezca.

Xo

R3
to R4

JX' 2 [

Figura 3.7: Ejemplo de particién del espacio de entrenamiento de dos variables X; y
Xp en Ry, Ry, R3, Ry y Rs nodos terminales (James, Witten, Hastie y Tibshirani, 2013,
p- 308)

Tree Pruning o poda de arboles

Un arbol con una profundidad muy extensa nos puede llevar a problemas de
sobre ajuste del modelo, mientras que un arbol poco extenso no podria capturar la
estructura y los patrones dentro de los datos, por lo que la estrategia que se se sigue
es crear un arbol Ty lo més grande posible para luego podarlo, con podar se refiere a
contraer uno o mas de sus nodos internos y obtener un subarbol T. La mejor forma
de podar un arbol es utilizar el criterio costo-complejidad, el cual se basa en considerar
una familia de subarboles indexados por un pardmetro de ajuste « > 0, de modo

que para cada valor de a se tiene un subarbol T C Ty que minimiza

IT|
Ca(T) = 2 NinQm + a|T]| (3.16)

m=1
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donde |T| es el nimero de nodos terminales en T. El pardmetro « controla la
compensacion que hay entre la complejidad del arbol de decisién y como este se
ajusta a los datos, es claro que si &« = 0 el subarbol T sera Tp y a medida que « se
incrementa el costo por tener un subédrbol con bastantes nodos terminales también
lo hace, por esto resulta en un subarbol menos profundo. La estimacién del mejor

valor para « usualmente se lo realiza mediante validacién cruzada.

Bosques aleatorios

La idea bésica de los bosques aleatorios esta en el proceso de bagging, este proce-
so consiste en ajustar drboles de decisién a partir de B muestras bootstrap®, la dife-
rencia radica en que cada vez que un arbol realiza una divisién en vez de considerar
todo el conjunto de predictores, solo se considera un subconjunto aleatorio de este

con el objetivo de reducir la correlacion existente entre los arboles.

La cantidad de predictores considerados para la divisién de drboles aleatorios di-
fiere si se trata de un problema de regresion o clasificacion, los autores recomiendan

de un conjunto de p predictores

e Para clasificacion, el valor de m es | /7] y como criterio de parada el tamario

minimo de un nodo es 1

e Para regresion, el valor de m es | £] y como criterio de parada el tamafio mini-

mo de un nodo es 5

Suponiendo que se tiene K clases en el conjunto de entrenamiento, el clasificador

para una observacion se define como

Gp(x) = argmax fp(x) (3.17)

k
donde fp(x) es un K-vector (py, ..., px) en que py es la proporcién de los B drboles
que clasifican a la observacién x en la clase K, en pocas palabras el G elige la clase

maés recurrente de los B arboles entrenados.

En promedio para el entrenamiento de cada arbol del bosque aleatorio se usan
unas dos terceras partes de los datos de entrenamiento, las observaciones restantes

que no participan en este proceso se las denomina observaciones out-of-bag (OOB).

3Muestras extraidas aleatoriamente con reemplazo de los datos de entrenamiento, cada muestra
del mismo tamafio que el conjunto de entrenamiento original
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Para predecir la variable respuesta de estas muestras, simplemente se promedian las
predicciones (en caso de problemas de regresién) o se elige la clase més recurrente
(en caso de clasificacién) de los drboles de decisién ajustados de la muestra bootstrap
a la que estas observaciones no pertencen, de esta forma se obtienen predicciones
para cada una de estas observaciones OOB para las cuales se puede calcular el error
cuadratico medio en caso de regresion o el error de clasificacion para problemas de

clasificacién, y una vez que se estabilice el entrenamiento puede concluirse.

Algoritmo 1: Random Forest para clasificacion

Parab =1 hasta B:

(a) Tomar una muestra bootstrap Z de tamafio N del espacio de
entrenamiento

(b) Ajustar un arbol T, de la muestra Z en el que cada divisiéon del arbol
se lleva a cabo con lo siguientes pasos

1. Seleccionar m variables de las p variables
2. Tomar la mejor variable de las m seleccionadas para dividir el 4rbol

3. Dividir el nodo

Salida: Coleccién de arboles {T; }?

La clasificacién para una observacion x serd la clase que mas se repite en las
predicciones de los arobles { T }?

3.2.3. Boosting

Similar a los bosques aleatorios, los modelos boosting se basan en la utilizacién
de una serie de modelos débiles* que en conjunto proveen un gran poder predictivo
y son ampliamente usados para problemas de regresion y clasificacion. A diferencia
de los bosques aleatorios, los drboles de decisién entrenados no son sobre muestras
boostrap, en su lugar, se los entrena sobre modificaciones secuenciales del espacio

de entrenamiento, cada drbol que se ajusta usa la informacién de sus predecesores.

AdaBoost

Dentro de los modelos boosting el modelo propuesto por Freund and Schapire
en 1997 denominado AdaBoost.M1 es uno de los mds populares. Para este modelo se

tiene un problema de clasificacién en que la variable respuesta Y € {—1,1}, el espa-

4Un clasificador débil es aquel cuya tasa de error es solo ligeramente mejor que adivinar al azar
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cio de vectores de entrenamiento X y un clasificador G. El error de entrenamiento

esta dado por

1y
T = & Y Iy # G(x)) (3.18)

i=1
El objetivo de los modelos boosting es aplicar repetidamente un clasificador dé-
bil a modificaciones del conjunto de entrenamiento con lo que se generardn M cla-
sificadores débiles nuevos G, y serdn estos los que se usen para la prediccion final.
La clasificacién de una observacion x serd la combinacién ponderada de las predic-

ciones de estos clasificadores débiles.

FINAL CLASSIFIER

G(z) = sign Z‘:f:l UG (JL’)]

+

—+ Gp(x)

I
L]

Ga(x)

e Gol2)
e e S

Figura 3.8: Esquema del algoritmo AdaBoost. Los clasificadores se entrenan en mo-
dificaciones del conjunto de entrenamiento, y luego se combinan para producir una
prediccion final (Hastie, Tibshirani y Friedman, 2009, p.338)

M
G(x) =sign< Y auGn (3.19)
m=1

donde &, controla la contribucién que aporta el predictor G, al modelo final,
dando maés relevancia a los que sean mas precisos. Las modificaciones que se rea-
lizan en el conjunto de entrenamiento consisten en aplicar pesos wy, ..., wy a las N
observaciones xi, ..., xy, los pesos se lo inicializa con w; = % Vi=1,.., Ny confor-
me pasan las iteraciones, los pesos se van modificando uno por uno haciendo que el

algoritmo de clasificacién use los nuevos datos ponderados.

En cada iteracion las observaciones que fueron erréneamente clasificadas incre-
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Algoritmo 2: AdaBoost M1

Inicializar w; = %, Vi=1,.,N

Para m = 1 hasta M :

(a) Ajustamos el clasificador Gy, al conjunto de entrenamiento con los
pesos w;

(b) Calculamos

wi Zilil I(y; # Gm(xi))
Zili1 wi

1—erry
Ky = lOg W

(d) Hacer w; < w; - exp(amI(y; # Gm(x;))), i=1,..,N
Salida: G(x) = sign{YM | Gy (x)}

erry =

(c) Calculamos

mentan sus pesos, mientras que las que fueron correctamente clasificadas su peso se
reduce, asi, a medida que el proceso avanza las observaciones que tienen problemas
al ser clasificadas adquieren mas relevancia para las siguientes iteraciones, obligan-
do a los siguientes clasificadores concentrarse en aquellas que no obtuvieron una

prediccion precisa por los clasificadores anteriores.

Boosting como modelo aditivo

Los modelos boosting son una forma de ajustar una expansién aditiva de un con-
junto de funciones bases elementales, el clasificador de AdaBoost.M1 es un caso par-
ticular en que las funciones bases son los clasificadores individuales G,, € {—1,1}.

La forma general viene dada por la siguiente expresion.

M

flx) = Z Bmb(x, Ym) (3.20)

m=1

con B, m = 1,..., M los coeficientes respectivos de expansion de las funciones
multivariantes b caracterizadas por el conjunto de pardmetros <y, la utilidad de la
expansion con funciones base se ha utilizado para redes neuronales, procesamiento
de sefiales, regresion con splines y drboles de decisién, para este tltimo caso los vy,
caracterizan las variables de division, los puntos de divisién en los nodos internos,

y las predicciones en los nodos terminales.

Para el Algoritmo 3 se emplea el uso de las funciones de pérdida que seran ex-

plicadas con mayor profundidad en la seccién 3.3. Podemos expresar el Algoritmo
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Algoritmo 3: Modelo aditivo progresivo por etapas

Inicializar fo =0
Param = 1 hasta M :
(a) Calcular

N
(,BVH/ 'Ym) = ar%min Z; L(}/z’, fm—l (xi) + IBb(xi/ ')’)))
Y 1=

(b) Hacemmos

fn(x) = fin—-1(x) + Bmb(x, Ym)
Salida: f(x) = 2%:1 Bmb(x, Ym)

3 equivalentemente como el algoritmo AdaBoost.M1 mediante la utilizacién de la

funcién de pérdida exponencial.

Ly, f(x)) = exp(—yf(x)) (321)

En el algoritmo AdaBoost las funciones base b son los clasificadores individuales

Gm € {-1,1} que usando la funcién de pérdida (3.21) se debe resolver lo siguiente

N
(Bm, Gm) = argmin ) _ exp(—yi(fm-1(xi) + BG(x))) =

po (3.22)
argmin Y w!™ exp(—pyiG(x;)))
B.G i=1

(m)
i
precisamente estos son los que se usardn para ponderar las observaciones de en-

con w; ' = exp(—yifm-1(x;)), ya que estos pesos no dependen ni de B ni G,
trenamiento, es importante notar para cada iteracion del algoritmo los pesos irdn
cambiado, siendo para la iteracion m el valor del peso dependera de f,,_1. La solu-

cién para (3.22) se procede por dos pasos. Primero para un valor 8 dado, la solucién

para G, es
N
Gp = argmin ) _ wl(m)l(y,- # G(x;)) (3.23)
G =1

esto puede verse mucho mas claro si se expresa (3.22) como

N N
(P —eF)Y wgm)I(yi #G(x;))+e Py wgm) (3.24)
i=1 i=1
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poniendo el G, que resuelve (3.22) y resolviendo para 3 se obtiene.

B = %log (ﬂ) (3.25)

ertm

De modo que f,(x) = fin—1(x) + BmGm(x) entonces los pesos se modifican en la
siguiente iteracion
wEmH) = wl(m) - exp(—PBmyiGm(x;)) (3.26)
ahora, dado que —y;G,(x;) se puede reescribir como 2I(y; # Gm(x;)) — 1, (3.26)
se convierte en
(m+1) _ _ (m)
w; =w; - exp(2Bml(yi # Gm(xi)))exp(—Pm) (3.27)

Haciendo a,, = 2B, y dado que el factor exp(—pB,,) multiplica a todas las obser-
vaciones, este no tiene ningtin efecto en los pesos, considerando lo anterior, (3.27) es

equivalente a la actualizacién de los pesos en el Algoritmo 2.

Arboles Boosting

Recordando que los drboles de decisién particionan el espacio de entrenamiento
en Ry, ..., Rj regiones denominados nodos terminales, ya sea para problemas de re-
gresion o clasificacion se asigna una constante vj, j=1,..,] para cada uno de los
nodos terminales, por lo que la regla de prediccion se la puede formular equivalente

como

x€Rj — f(x) =1;j (3.28)

Por (3.28) un arbol de decision escrito formalmente seria

]
T(x,©) =) 7l(x € R)) (3.29)
j=1

donde © = {Rj, v;}{. La estimacién de estos parametros se la realiza minimi-
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zando

J
© =argmin )_ Y L(yi,7j) (3.30)
O  j=1xcR;

para los pardmetros R]- Y Vi j =1,..],con L la funcién de costo respectiva

al problema que se esta resolviendo (clasificacién o regresion). En la seccion 3.2.2
se hablé como encontrar la mejor divisién para un arbol de decision e identificar las
regiones Ry, ..., R;, el modelo de drboles boosting es la suma de M arboles de decisiéon
ajustados sobre las modificaciones secuenciales del espacio de entrenamiento dados

por Oy,

M

fm(x) =) T(x,0p) (3.31)

m=1

Asi, en el Algoritmo 3 en cada etapa del proceso de entrenamiento se debe en-

contrar solucién a lo siguiente

N
O = ar%min Y L(i, fm—1(xi) + T(x;, @) (3.32)

m  i=1
con 0, = {ij,'yjm}{m. Para un problema de clasificacién de dos clases y uti-
lizando la funcién de pérdida exponencial, el enfoque por etapas da lugar al mé-
todo AdaBoost para impulsar los arboles de clasificacion. Como se vio anterior-
mente la solucion es el &rbol que minimiza YN , wfm)l (yi # T(xi,©p)) con pesos
wl.(m) = e Yifu_1(x;) y restringido a que y;,, € {—1,1}. Sin esta restriccion y hacien-

do uso de la funcién de pérdida exponencial se tiene

N
O, = argmin ) | wl(m)exp(—yiT(xi,(@)) (3.33)

On  i=1
Para este caso la divisiéon 6ptima de los drboles de decisioén no se realiza usando
los criterios de pureza de los nodos vistos en la seccién 3.2.2, en su lugar, se dividen
los arboles utilizando el criterio de pérdida exponencial ponderada (3.33). Por tanto,
dadas las regiones R, la solucion para (3.32) es la siguiente

Zx,-eij wz'(m)l(yi = 1)

o (3.34)
Yxier, @i 1(yi = —1)

R 1
FYim = Elog
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3.2.4. Naive Bayes

El modelo presentado pretende calcular la probabilidad a posteriori de las clases
de Y dado que existe la informacién de los predictores, por lo que el uso del teorema
de Bayes es fundamental. La utilizacién de estos modelos son apropiados cuando la
dimensién del espacio de entrenamiento es grande ya que facilita el calculo compu-

tacional.

Clasificador

Para un espacio de entrenamiento X representado por p predictores la variable
de respuesta Y puede tomar K clases distintas, utilizando el teorema de Bayes para

una observacion x se tiene lo siguiente

7y fie(x)
pe(x) =P(Y =kl X=x) = —/—2— (3.35)
211‘;1 7 fi(x)
donde 71, = P(Y = k) es la probabilidad a priori de que una observacion tomada
al azar pertenezca ala clasek, fx(X) = P(X|Y = k) denota la funcion de densidad de
X para observaciones provenientes de la clases k. Este modelo asume que dada una
clase k las distribuciones marginales de los predictores Xj, ..., X;, son independientes

por lo que la funcién de densidad fj se puede representar de la siguiente forma

p
fe(X) = T Lfe(X)) (3.36)
j=1

con fj la funcién de densidad del predictor X; dado la clase k, la ventaja de
(3.36) es que en lugar de calcular directamente py(x), se usa 77x que es relativamente
facil de estimar a partir de la variable de respuesta Y, por otro lado, estimar fj
resulta mas complicado a menos que se especifique la forma de estas funciones de
densidad. Si no se encuentra la manera de estimar fj podemos construir el modelo
realizando la suposicién de que estas funciones de densidad siguen una distribucién
normal, con esta nueva suposiciéon el modelo se lo denomina clasificador de Naive

Bayes Gaussiano

(3.37)

oy L _M)
f]k( ) \/;0}% p( 20_}%

con yy y (7,% estimados por maxima verosimilitud. De (3.36) y (3.37) se construye
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el clasificador de Naive Bayes (3.38), la regla de clasificacién es bastante simple ya
que para una observacion x se la clasifica en la clase k talque que maximice py(x).
A pesar de las suposiciones un tanto optimistas y su simplicidad, el clasificador de
Naive Bayes Gaussiano ofrece buenos resultados y en ciertas ocasiones supera a

modelos més sofisticados

7Tk H]r';l f]k(x])
ZIK:I 7ifi(x)

p
G(x) = arginax {ﬂk Hfjk(xj)}

j=1

p
pr(x) = — pr(x) ﬁkqﬂk(xj)
i

(3.38)

Naive Bayes como modelo aditivo generalizado

De (3.17) y (3.18) aplicando transformacién logit y sea k una clase de la variable
respuesta Y, una forma alternativa de escribir el clasificador de Naive Bayes es la

siguiente

log (?g%ﬂig) = log (%)
X

.> (3.39)

Para tener una visién mds clara de este concepto, para un problema de clasifica-

p
=+ ) fir(X))
i

cién binario ° y aplicando el modelo de Naive Bayes se tiene el clasificador como un

Problema de clasificacién en que la variable respuesta Y toma solo dos valores
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modelo aditivo generalizado.
P(Y=1|X)\ _ P(Y =1|X)
s (o)) =8 (1= pv =15
= log ( > + Zlog (22(}(;%)
(3.40)
g(P(Y =1]X)) = log( ) - Zl 0g @(1)( ];)

g(P(Y =1]X)) = ay + ;ﬂk(xj)
-

3.3. Evaluacion y seleccion de modelos

Hasta ahora se ha hecho un repaso sobre algunos de los algoritmos de clasifi-
cacién supervisada utilizados, algunos para resolver problemas de clasificacién bi-
naria como las mdquinas de soporte vectorial y los drboles boosting, modelos mas
generales en que la variable respuesta Y tiene k clases como los bosques aleatorios y

el clasificador de Naive Bayes.

Generalmente el rendimiento de un modelo de aprendizaje hace referencia a la
capacidad de prediccion que este tiene cuando se enfrenta a conjuntos de datos que
no hayan sido parte del entrenamiento, en la préctica, la evaluacién de un modelo
es crucial ya que nos da las pautas a seguir para la elecciéon del mejor método de

aprendizaje, y nos brinda medidas para cuantificar la calidad de prediccion.

En esta seccién se describirdn los métodos clave para la evaluacion y como estos
son usados para la eleccién de un modelo, enfocindose a problemas de clasificacién

supervisada.

3.3.1. Sesgo, Varianza y Complejidad del modelo

Primero vamos a considerar el caso en que Y esta en una escala cuantitativa, para
luego pasar al caso de escala cualitativa. Tenemos la variable de respuesta Y, un vec-
tor de predictores X y el modelo de prediccién f entrenado a partir del conjunto de
de vectores de entrenamiento 7. Los costos asociados a que el modelo f realice pre-
dicciones erréneas se mide con la funcién de pérdida denotada por L, que es el error

de medicién entre X y f(X). Para el caso cuantitativo las elecciones mas comunes
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de funciones de pérdida son

N Y — f(X))? error cuadrético
L(Y, f(X)) = (Y= /(X)) (3.41)
Y — f(X)| error absoluto
o [ R High Bias Low Bias
® Low Vanance High Vanance
o |
o |
o o
5
I
§ © |
E [an]
®
a
o, |
o
o]
o
L=
o
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Figura 3.9: Comportamiento del error del conjunto de test y el error del conjunto de
entrenamiento como un modelo en funcién de su complejidad. Las curvas de color
azul claro muestran el error de entrenamiento e77, mientras que las curvas de color
rojo claro muestran el error de test Err, a medida que aumenta la complejidad del
modelo. Las curvas resaltadas muestran el error de test esperado Err y el error de
entrenamiento esperado E[err| (Hastie, Tibshirani y Friedman, 2009, p.220)

El error de test o también denominado error de generalizacion, es el error de pre-
diccién del modelo frente a un conjunto de datos independientes, el mejor modelo
es aquel que minimice la funcién de pérdida ya que en general para un conjunto de

datos independientes no se conoce a las clases a las que estos pertenecen

Erre = E[L(Y, f(X)|7] (3.42)

El conjunto de entrenamiento T es fijo y el error de test se refiere al error para
este conjunto de entrenamiento especifico. Una cantidad relacionada es el error de

prediccion esperado o error de test esperado
Err = E[L(Y, f(X))] = E[Err<] (3.43)
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El error de entrenamiento es el promedio de los errores de medicién sobre el con-

junto de entrenamiento

1 N .
T = Y L(yi, f(xi)) (3.44)
=1

A medida que el modelo se convierte mas complejo se incrementa el uso del con-
junto de entrenamiento, logrando que el modelo se adapte a estructuras escondidas
mas complejas y producto de esto disminuye el sesgo pero se incrementa la variabi-
lidad, el objetivo es encontrar un modelo equilibrado que nos ofrezca el menor error
de test esperado. Podemos apreciar en la Figura 3.9 que el error de entrenamiento no
es un buen estimador del error de test, ya que mientras el modelo es mas complejo
el error de entrenamiento decrece a valores cercanos a cero, pero el error de test se

incrementa

Considerando ahora el caso en que Y esta en una escala cualitativa, es decir que
puede tomar K clases distintas etiquetadas por conveniencia 1, 2, ..., K, generalmente
se intenta estimar py(X) = P(G = k|X) a través de un clasificador G. Las funciones

de pérdida usuales para medir la calidad de de las predicciones del clasificador son

L(G,G(X)) =I(G # G(X)) pérdida 0-1
L(G,G(X)) = exp{G-G(X)} pérdida exponencial (3.45)

L(G,p(X)) = —2log(pc(X)) desviacion
Es importante tener en mente dos objetivos clave, el primero es la seleccion del
modelo, que se refiere a estimar el desemperfio de diferentes modelos y escoger de

estos el mejor, el segundo es la evaluacion del modelo, una vez seleccionado el mo-

delo idéneo, se busca estimar su error de generalizacion

K

Figura 3.10: Representacion gréfica de la divisiéon del conjunto de datos en sus res-
pectivos tres conjuntos: entrenamiento, validacién y test (Hastie, Tibshirani y Fried-
man, 2009, p.222)

Como se describi6 en la seccién 3.1.2 el conjunto de datos se divide aleatoria-
mente en tres partes: entrenamiento, validacién y test. El conjunto de validaciéon

estd destinado para la seleccién del modelo y el conjunto de test para su evaluacion.
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No hay una regla para elegir el porcentaje de datos a cada una de las tres partes,
pero usualmente se elige valores entre un 50 % a 80 % para el conjunto de entrena-
miento y 20 % a 50 % para los conjuntos de validacién y test, teniendo en cuenta que

los datos de entrenamiento no pueden ser menos de la mitad del conjunto original.

3.3.2. Descomposicién sesgo-varianza

El error de prediccién esperado utilizando la funcién de pérdida error cuadrati-
co, nos ofrece informacién importante para un problema de aprendizaje estadistico,
ya que se puede descomponer el error en términos de sesgo y varianza. Asumiendo

un problema de regresiéon en que Y = f(X) + ¢, donde E(e) = 0y Var(e) = 02

|_.

Err(x) = E[(Y — f(x))*|X =
E[(Y = E[f(x)] + E[f(x)] - f(x ))I =] =
E[(y — E[f(0)])*] + E[(f(x) = E[f(x)])’] =

E[(f(x) +e = E[f(x)])*] + E[(f (x) = E[f(

[ (3.46)
07 + (E[f( )] —f(X))2 +E[(f(x) — E[f(x)])?] =
f(x))

S
+
92)
&
n
0Q
S
=
\'r/\n
+
<
S
—~
-~
~—
2

El primer término es un error irreducible sin importar que tan bien estimemos
f(x), a menos que se tenga 02 = 0. El segundo término es el cuadrado del sesgo, el
cual se refiere a que tan alejado esté la estimacion del valor real de f(x). El ultimo
término es la varianza del modelo. Modelos méds complejos inducen a reglas de cla-
sificacion mas complejas lo que podria llevar a un posible sobre ajuste, es decir, se
puede intentar modelar a detalle la estructura del conjunto de entrenamiento, pe-
ro lo que produciria es que si se realizan pequefios cambios a este conjunto o si se
intenta predecir sobre un conjunto de datos independientes, el modelo no lograré

identificar estas nuevas estructuras, provocando asi una alta variabilidad

3.3.3. Optimismo del error de entrenamiento

En base a las definiciones de la seccién 3.3.1 dado un conjunto de entrenamiento

T = {(x1,¥1), -, (Xn,yn)} el error de generalizacién o de test para el modelo f es

Erre = Ex y[L(Y', f(X)))|1] (3.47)
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con (X’,Y’) una observacién perteneciente al conjunto de test. La media de todos
los errores de generalizacién de los posibles conjuntos de entrenamiento T es el error

de prediccién esperado

Err = EcExoy/[LOY, f(X)]]] (3.48)

Como el modelo f se es ajustado sobre los datos de entrenamiento, el error de
entrenamiento &7 = & YN, L(y;, f(x;)) generalmente suele ser menor que el error
de generalizacién Err+, por lo que tomar err como su estimacién no es conveniente.
Errr puede verse como un error de muestra, debido a que los datos en el conjunto

de test no coinciden con los de entrenamiento, el error de muestra es el siguiente

Ey/[L(Y], f(x))|7] (3.49)

Z| =

Erry, =

N
i=1

donde Y’ indica que se observa N nuevas observaciones de la variable de res-
puesta Y para cada una de las observaciones de entrenamiento x;,i = 1, ..., N. Ahora

se define el optimismo como

op = Erry, —err (3.50)

La media de los optimismos sobre todos los conjuntos de entrenamiento T deno-

tada por w es

w = Ey[op] (3.51)

Como las predicciones para x;, i = 1, ..., N son fijas y esta tltima expresion de-
pende de los valores de respuesta del conjunto de entrenamiento, en lugar de de-
notarla por T se lo hara por y. Podemos estimar solo el error esperado w en lugar
que op de la misma manera que podemos estimar el error esperado Err en lugar del

error de generalizacion Err-.

La cantidad en que el error er7 subestima al error Err; depende en que tan fuerte
es la relacién entre y; y f(x;), i = 1, ..., N, es decir, entre mds ajustemos el modelo a
los datos, el optimismo se incrementard. Una forma de estimar el error de generali-

zacion es estimar el optimismo y luego adicionar al error de entrenamiento err.
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3.3.4. Validacion cruzada

Uno de los métodos mds simples y mds usados en la préctica para la evaluaciéon
de un modelo de aprendizaje f es sin duda la validacién cruzada, ya que estima
directamente el error de prediccion esperado Err. Debido a la aleatoriedad de la
particion del conjunto de datos en las tres partes (entrenamiento, validacién y test),
puede darse el caso que las observaciones del conjunto de test puedan ser fécil o
dificiles de clasificar o predecir su valor, por lo que intentar estimar Err; a partir de

una particion predefinida del conjunto de datos no es una buena estrategia.

K-fold validacién cruzada

Tener un conjunto de datos considerablemente grande seria lo mejor para poder
particionarlo en sus tres partes y tener suficiente informacioén en cada uno de estos,
pero en la practica esto no siempre sucede. Para solucionar este problema el método
k-fold validacién cruzada divide el conjunto de datos D en K grupos (folds) unifor-
mes Dj, ..., Dy. Cada uno de los D; serd tratado como conjunto de validacién y usado
para predecir el error de prediccién, el resto de grupos se usaré para el entrenamien-
to del modelo, es decir, calculamos el error de prediccion en el grupo Dy del modelo
entrenado sobre D \ ;. Dj, repetimos este proceso para cada uno de los K grupos

y combinamos sus resultados

1 2

(-l
e
A

Train Tram Validation Train Train

Figura 3.11: Representacion grafica de la division del conjunto de datos para 5-folds
validacién cruzada (Hastie, Tibshirani y Friedman, 2009, p.242)

Seax : {1,..,N} — {1,...,K} una funcién indexadora que indica a cual de los
K grupos pertenece una observacién. Denotamos por f¥ al modelo entrenado con

D\ Ujz D). Asi el error de prediccién estimado por validacién cruzada k-fold es

1 N
5 2 L yi, f9 (%)) (3.52)

1:1

Valores usuales para K utilizados en la practica es son 5 y 10, un caso especial

es cuando K = N comtinmente denominado como leave-one-out cross-validation, que
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traducido literalmente significa dejar uno fuera de la validacion cruzada, ya que en este
caso k; = 1y para la observacién x; el modelo entrenado es a partir de todos datos a
excepcion de esa observacion. Ahora dado un conjunto de modelos indexados por
un pardmetro de ajuste « denotados por f(x, &) que representa el a-esimo modelo

entrenado sin el k-ésimo grupo de datos, asi por (3.52) tenemos

1

CV(f,a) = 1 1o Lwi, /O (xi,0)) (3.53)

=

I
—_

1

0.6
1
i

1-Err
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1
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Figura 3.12: Curva de aprendizaje hipotética para un clasificador: grafico 1 — Err
versus el tamafio del conjunto de entrenamiento N (Hastie, Tibshirani y Friedman,
2009, p.243)

(3.53) nos provee el error de prediccion en funciéon del pardmetro de ajuste «, por
lo que escogeremos el valor de « tal que minimice CV(f,a). Es importante saber
que valores para K elegir, para K = N se tiene un error de validacién cruzada con
muy poco sesgo pero con gran variabilidad y otro aspecto importante es el costo
computacional que tomaria entrenar N modelos. Por otro lado, para K =50 K = 10
el error de validacion cruzada tendrd menos variabilidad pero el sesgo podria ser
un problema dependiendo de cémo varia el rendimiento del modelo de aprendizaje

con el tamafio del conjunto de entrenamiento.

3.4. Meétricas de evaluacion para clasificacion

Una vez seleccionado el modelo final que utilizaremos para resolver una tarea

en cuestion, repasaremos las principales métricas para cuantificar el desempefio de
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Algoritmo 4: K-fold validacién cruzada para problema de clasificaciéon

Particionar D en [Dy, ..., Dk] partes iguales
Parai =1 hastaK:
G; < entrenar el clasificador sobre D \ D;
Err; < evaluar el clasificador G; sobre D \ D;
Err= YK, Err
02, =+ YK (Err; — Err)?
Salida: (Err,02,)

este. Las métricas utilizadas dependen del tipo de tarea que se resuelve (clasifica-
cién o regresion), en este caso centraremos nuestra atencion sobre las métricas para
problemas de clasificacién y atin de mads interés los problemas de clasificacién bina-
ria como lo es la detecciéon de noticias falsas. Las métricas que se seguirdn en esta

seccién serdn las que recomiendan Zaki y Meira (2014).

3.4.1. Métricas de rendimiento en clasificacion

Para medir el rendimiento del modelo utilizaremos el conjunto de test como se
repaso en la seccién 3.1.2. Por T denotaremos al conjunto de test compuesto de n
observaciones, {c, ..., cx } las K posibles clases que toma la variable de respuesta Y,
y; a la clase a la que pertenece una observacién x; € T y su predicciéon hecha por el

clasificador G por ¥;

La tasa de error es la fraccion de predicciones incorrectas hechas por el clasificador

G en el conjunto de test T

Err= Y 15 # §) (3.5
i=1

La tasa de error es una estimacién de la probabilidad de clasificar erréneamente
una observacién, mientras menor sea esta tasa mejor es el rendimiento del modelo.
La exactitud es la fracciéon de predicciones correctamente hechas por el clasificador
G en el conjunto de test, la exactitud y la tasa de error se relacionan de la siguiente

forma

1 n
Acc = - Y I(yi=9i) =1—Err (3.55)
i=1

Similar a la tasa de error, la exactitud nos ofrece una estimacién de la probabi-

lidad de clasificar correctamente una observacién, entre mayor sea esta exactitud
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mayor es el rendimiento del modelo. Tanto la tasa de error y la exactitud son me-
didas globales para el modelo y no consideran explicitamente las clases a las que
pertenecen las observaciones, por lo que considerar los aciertos y fallos que realiza
el clasificador, dentro de las distintas clases a las que pertenecen las observaciones

del conjunto de test, nos proporcionard medidas maés informativas.

Denotaremos por Tj, ..., Tk a la particién del conjunto de test basado en la clase a

la que pertenecen las observaciones

T]' = {xi ceT:y; = C]} (3.56)

con n; = |T;| representando el tamario de la particion de la clase ¢;, i = 1, ..., K.
Ahora, denotaremos por Rj, ..., Rk a la particién del conjunto de test, pero en este

caso, basado en la prediccién de clase a la que pertenecen las observaciones

R] = {xi eT: y\i = C]} (3.57)

con m; = |R;| representando el tamafio de la particion pero de la clase predicha
ci,i = 1,...,K. Las dos particiones del conjunto de test nos abre la posibilidad de
crear una matriz de contingencia N de tamafio K x K, comtinmente llamada matriz

de confusion definida de la siguiente manera

N(Z,]) = njj = |RiﬂT]‘| = |{Xa ceT: Yy=ciNy, = C]}| (3.58)

donde i < i,j < K. Los elementos de la diagonal n;; de la matriz de confusién,
representa el nimero de observaciones en que las predicciones del clasificador coin-
ciden con la clase ¢;, por otro lado, los elementos n;;, i # j representan el ntimero de

observaciones en que las predicciones no coinciden con la clase respectiva

clase verdadera

Clase predicha | ¢ . | cx
C1 n11 - | Mk
CK nki . | Mkx

Tabla 3.1: Matriz de confusién para K clases

La precision del clasificador G para una clase en especifico, es la proporcién de

predicciones correctas dentro de las observaciones que fueron clasificadas en dicha
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clase

i
prec; = — (3.59)

m;
con m; el nimero de observaciones clasificadas en la clase c;. La precision general

del clasificador G es el promedio ponderado de las precisiones de cada clases.

K —_—y 1 k
Prec =) (—Z> prec; = — Y nj (3.60)

i=1 " nis
(3.60) es la exactitud (3.55) utilizando la matriz de confusion. La cobertura de G
para una clase en especifico es la fraccién de predicciones correctas dentro de las

observaciones que pertenecen a dicha clase

rec; = Mii (3.61)
nj

con 1; el niimero de observaciones que pertenecen a la clase c;. Puede darse el
caso en que la cobertura de un clasificador sea cercana a uno mientras que se tiene
una baja precision, por otro lado, se podria tener un clasificador con una precisiéon
muy buena pero su cobertura no es la deseada, lo ideal para un modelo es que tanto
la precisiéon como la cobertura tengan valores cercanos a uno. El F-score para una
clase en especifico, es una medida que combina la informacién de ambas métricas,

balancea la precision y cobertura calculando su media arménica®

F= 2 _ =2 prec; - rec; _ 5 njj (3.62)
prec; + rec: prec; + rec; n; +m;

mientras mds grande sea el valor de F-score mejor es nuestro clasificador. El F-

score general es el promedio de los F-score para cada una de las clases

1 K
F=—Y'F (3.63)
K i=1

3.4.2. Clasificacion binaria

Los problemas de clasificacion binario es de especial interés para este trabajo

ya que la deteccién de noticias falsas puede ser modelizado como un problema de

n 1

®Dados los valores x7, ..., ,,, su media arménica es 1/ Yiiv
1
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estos. Consideramos que solo existen dos clases c; y ¢y, a las cuales llamaremos
clase positiva y negativa respectivamente. Con dos clases la matriz de confusién

resultante serd de tamafio 2 x 2, y sus elementos se les asigna nombres especiales

Clase verdadera

Clase predicha Positiva(cq) Negativa(cz)
Positiva(cy) Verederos positivos (TP) Falsos positivos (FP)
Negativa(cy) Falsos negativos (FN) | Verdaderos negativos (TN)

Tabla 3.2: Matriz de confusién para dos clases

e Verdaderos positivos (TP): Ntiumero de observaciones que G clasificé correcta-

mente en la clase positiva

TP =ny1 = {x;i: Ji = yi = c1}| (3.64)

e Falsos positivos (FP): Nimero de observaciones que G clasificé que pertenecen

a la clase positiva pero en realidad pertenecen a la clase negativa

FP =nqp = |{xi Y=y = Cz}‘ (3.65)

e Falsos negativos (FN): Ntimero de observaciones que G clasific6 que pertene-

cen a la clase negativa pero en realidad pertenecen a la clase positiva

FN =mny = [{x;: Ji = c2 Ayi = c1 } (3.66)

e Verdaderos negativos (TN): Nimero de observaciones que G clasificé correc-

tamente en la clase negativa

TN =np = [{x;:Ji =yi = c2}| (3.67)

Reescribiendo las métricas vistas para un problemas de clasificacién con K = 2

clases, tenemos la exactitud y la tasa de error como

FP+ FN
Err = .

TP+ TN (3.68)
Acc = -

Como vimos anteriormente estas son medidas globales, reescribiendo primero

48



la precisién para cada una de las dos clases tenemos

o _TP_ TP
prece = . T TP+ FP

o N (3.69)
precy =

m, TN+ FEN

De la misma forma procedemos para las coberturas de la clase positiva y negati-
va, la tasa de verdaderos positivos o comtinmente denominada sensibilidad es la fracciéon
de observaciones correctamente clasificadas respecto al total de observaciones de la
clase positiva, en cambio, la tasa de verdaderos negativos o comtinmente denomina-
da especificidad es la fraccién de observaciones correctamente clasificadas respecto al

total de observaciones de la clase negativa

TPR:recP:E:L
n TP+ FN (3.70)
TN TN '
TFR =recy = =

ny, TN +FP

La tasa de falsos negativos y la tasa de falsos positivos se relacionan con (3.70) de la

siguiente manera

FN FN

FNR = = = —
N ni TP+ FN 1=TPR
rp rp (3.71)
FPR=—=———=1—-TNR
no TN+ FP

Por ultimo, reescribiendo los F-score para cada una de las dos clases tenemos lo

siguiente
2 2TP
Fp=— 1~
+-—— 2TP+FP+FN
precp recp
5 TN (3.72)
_F = =
N 1, 1 ~ 2TN+FN+FP

precn rec

z

3.4.3. Andlisis ROC

Cuando existen dos clases, uno de los métodos méas populares utilizados para
evaluar el rendimiento de un clasificador es el de caracteristicas de funcionamiento del
receptor (ROC). Para el andlisis ROC necesitaremos que nuestro clasificador G retor-

ne puntuaciones de la clase positiva de cada uno de las observaciones del conjunto
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de test para poder ordenarlos en forma descendente. Por ejemplo, se puede utilizar
como puntuacion la probabilidad a posteriori P(Y = ¢1|X = x;) obtenida del clasi-
ficador G. En general para un problema de clasificaciéon binaria se utiliza un umbral
p para el cual se clasifican las observaciones con calificaciones sobre este en la clase
positiva y los restantes en la case negativa. El andlisis ROC se basa en graficar el
rendimiento del clasificador sobre todos los valores posibles del umbral p, es decir,
para cada valor de p, se grafica la tasa de falsos positivos (FPR) en el eje x y la tasa
de verdaderos positivos (TPR) en el eje y, la grafica resultante se llama denomina

Curva ROC para el clasificador G.

ROC Curve

0.8 1.0
|

0.6
|

True positive rate

0.2
|

I I I I l I
0.0 0.2 0.4 0.6 0.8 1.0

False positive rate

Figura 3.13: El analisis ROC grafica dos tipos de tasas de error a medida que varia-
mos el valor de umbral para la probabilidad a posteriori de las observaciones. La
curva ROC ideal es cercana a la esquina superior izquierda, lo que indica una alta
tasa de verdaderos positivos y una baja tasa de falsos positivos. La linea punteada
representa el clasificador aleatorio (James, Witten, Hastie y Tibshirani, 2013, p. 148)

Denotaremos por S(x;) a la puntuacién de la prediccién para la clase positiva de
la observacion x; hecha por el clasificador G. Asi, definimos los umbrales maximo y

minimo del conjunto de test respectivamente como

Pmin = min{S(x,)} Pmax = méx{S(xl)} (3.73)

Tomando el umbral méximo, iniciamos clasificando todas las observaciones del
conjunto de test en la clase negativa, ya que ninguna de estés tendra una calificacién
mayor a Py, producto de esto, las tasas TPR = FPR = 0, que corresponde al punto
(0,0) en la Figura 3.14. Luego para cada uno de los umbrales hallamos el conjunto
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de observaciones clasificadas en la clase positiva

Rp(p) = {xi € T: S(x;) > p} (3.74)

calculando las respectivas tasas TPR y FPR para obtener el siguiente punto de la
curva ROC. Como paso final se toma el umbral p,,;;,, asi, todas las observaciones del
conjunto de test seran clasificadas como positivas provocando que TPR = FPR =1
correspondiendo al punto (1,1) en la Figura 3.13. La curva ROC nos indica hasta
qué punto el clasificador G predice la clase de las observaciones en la positivas por

encima de las que predice en la clase negativa

Area bajo la curva ROC

El &rea bajo la curva ROC, abreviada AUC, puede usarse como medida del de-
sempeno del clasificador G. Como el drea total del rectangulo [0, 1] x [0,1], el valor
de AUC toma valores dentro de [0, 1], cuanto mds cercano a uno, mejor es nuestro
clasificador. El valor AUC puede ser vista como la probabilidad de que el clasifica-

dor G pueda distinguir la clase positiva de la negativa.

Clasificador aleatorio

Curva ROC Curva ROC Curva ROC
1.0 - 1.0 1.0
0.8 0.8 0.8
0.6 0.6 0.6
0.4 0.4 0.4
0.2 0.2 0.2
00| ¥ 0.0 0.0
00 02 04 06 08 10 00 02 04 06 08 10 00 02 04 06 08 10

Figura 3.14: Comparacion de los tres casos hipotéticos extremos de las curvas ROC.
Izquierda: clasificador perfecto. Centro: clasificador aleatorio. Derecha: peor de to-
dos los clasificadores

Es importante notar que un clasificador que realiza sus predicciones aleatoria-
mente, su curva ROC corresponde a una linea diagonal en el la Figura 3.14. Para
verlo mejor, consideremos un clasificador que adivina aleatoriamente la clase de
una observacién como positiva y negativa la mitad de las veces, similar al lanza-

miento de una moneda. Esperariamos que para cada uno de los umbrales p las tasas
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TPR 'y FPR siempre sean las mismas, obteniéndose asi la curva diagonal. Asi, si la
curva ROC de cualquier clasificador estd por debajo de la diagonal, indica un rendi-
miento peor que un modelo aleatorio, ya que el area bajo su curva ROC sera menor
que la del modelo aleatorio, es decir, si algtin clasificador tiene un valor AUC menor

que 0.5, eso indica un muy mal desemperio, incluso peor que adivinar.
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Capitulo 4

Creacion, Exploracion y Procesamiento
de datos

En este capitulo se detalla todo lo relacionado al conjunto de datos utilizado para
el modelo de deteccion de noticias falsas. Se empieza por la explicacién del proceso
de creacién del corpus de noticias, en especial, las fuentes de informacién de donde
se recolectaron el tipo especial de noticias falsas utilizadas en este trabajo. Posterior
a esto, se especifica como se realiz6 el procesamiento de los textos del corpus y las
técnicas que se emplearon para esta tarea. Finalmente, se explica los métodos utili-
zados para la extracciéon de caracteristicas lingtiisticas de las noticias, con el objetivo

de crear el conjunto de datos destinado al entrenamiento de los algoritmos

4.1. Procesamiento del lenguaje natural

Acorde con Vajjala et. al (2020) el procesamiento del lenguaje natural con siglas
en inglés (NLP) es un campo que combina la ciencia computacional, la inteligencia
artificial y la lingtiistica, enfocAndose en la creacién de sistemas capaces de procesar
y comprender el lenguaje humano, teniendo aplicaciones dentro de la salud, finan-

zas, leyes, marketing, recursos humanos y muchas més.

Como se analiz6 en la Seccién 3.1 el aprendizaje estadistico supervisado tiene
un sin nimero de aplicaciones en la vida real y una de ellas es en resolver una tarea
de NLP. Existen muchas tareas que se pueden realizar con NLP, para la realizacién
de este trabajo fueron de interés dos en especifico: clasificaciéon de texto, ya que se
necesita diferenciar noticias falsas de noticias reales y esto se lo realizard mediante

algoritmos de clasificacién supervisada vistos en la Seccién 3.2, y recuperacioén de
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informacion a partir de los textos como se vio en la seccién Seccién 2.1.3, esto nos

proveerd los datos y herramientas necesarias para entrenar los modelos

4.2. Creacion del corpus de noticias

Dado la amplia diversidad de formas en que se habla el espafiol en américa lati-
na, el estudio se enfocé en el Ecuador, es decir, el modelo de deteccion automaética
desarrollado esta centrado en la deteccién de noticias falsas de tipo satira politica
ecuatoriana en redes sociales, especificamente en Facebook. En esta seccion se expli-
ca como se realiz6 el proceso de recoleccion de noticias, las fuentes de donde se las

extrajo, el tipo de noticias falsas y un analisis del corpus resultante

4.2.1. Fuentes de informacion

El corpus consta de una coleccién de noticias del ambito ecuatoriano extraidas
de distintas pdginas dentro de internet: sitios web de principales peridédicos nacio-
nales reales y pdginas de sétira de corte politico en redes sociales, recolectadas en
las fechas de septiembre a noviembre del 2020. Las paginas de periédicos nacionales
elegidas fueron: El Comercio y El Universo destinadas a la fraccion de noticias reales y
las paginas de sétira de corte politico fueron: El Uninverso, EIl Culimercio y EI Mercioco

destinado a la fraccidén de noticias falsas

Péagina Sitio Tipo de noticias
El Universo www.eluniverso.com Peridédico nacional
El Comercio www.elcomercio.com Periédico nacional
El Uninverso www.facebook.com/DiarioUninverso Satira Politica
El Culimercio = www.facebook.com/elculimercioec Satira Politica
El Mercioco www.facebook.com/mercioco Satira Politica

Tabla 4.1: Paginas de peridédicos nacionales y paginas de satira politica utilizadas

Analizando los titulos de las paginas que producen noticias falsas, se puede apre-
ciar que son bastantes similares a los titulos de las paginas de los periédicos, esto es
por que los autores de este tipo de noticas intentan imitar el contenido de noticias
reales (Lazer et al., 2018). Paginas de este estilo contienen noticias que no son del
todo ciertas ya que mezclan hechos reales con informacién falsa con el objetivo de

confundir a los lectores (Posadas et al., 2019)
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4.2.2. Extraccion de noticias

Las publicaciones que realizan las paginas de satira politica en facebook utiliza-
das en este trabajo, se caracterizan por ser mensajes cortos, por lo que la informa-
cién que se obtuvo de las paginas de los peridédicos no fue la nota completa, fue el
resumen de la noticia proporcionada por los mismos periédicos con el fin de que
mantenga el patrén que siguen las paginas de satira. El proceso de recoleccién del
texto de las pédginas en facebook se lo realiz6 manualmente copiando el contenido,
por otro lado, los textos recolectados de las paginas de los periédicos se lo realizé

mediante la ayuda de herramientas de webscrapping 1.

Miércoles =
16/12/2020

Ecuador y Costa Rica llevan a la ONU una primera presentacion
conjunta para la extensién de la plataforma continental
Ecuador y Costa Rica entregaron ante la Comision de Limites de la Plataforma Continental

de la Organizacion de Naciones Unidas (CLPC), en Nueva York, la Primera Presentacion
Conjunta para la definicion del limite exterior de la plataforma continental

Miércoles

161212020 m

R— g

10 provincias del Ecuad los ficios para la
frontera

La Ley de Desanllo Fronterizo tiene mas de dos afios de vigencia, pero su cumplimiento
es casi nulo, segun |a Asociacion de Municipalidades del Ecuader (AME). Ahora se analiza
una reforma a los reglamentos para su ejecucion.

Migrcol ! \
161122020 b

ASISTEP.I’TE DE'DESPACHO'DE YUNDA
Ivén Ortiz: "Los demdcratas de EE.UU. no estén en contra de que TAM BI E N D I 0 PO SITI "0
se negocie de forma amplia con Ecuador’ EN PRU EBA D E COVI D
Entrevista a Ivan Ortiz, director del Centro de Negocios de la Camara Ecuatoriano

Americana (Amcham)

Figura 4.1: Ejemplo de textos de noticias recolectados para cada una de los tipos de
paginas. Izquierda: pagina de EI Comercio. Derecha: Pagina de EI Uninverso

El conjunto de noticias resultante fue almacenado en un archivo de valores se-
parados por comas (csv) con codificacion utf-8 2 para poder almacenar palabras en
espafiol sin que se pierdan las tildes y la letra 7i. Finalmenente, para etiquetar las

noticias recolectadas, se consider¢ lo siguientes aspectos

e Las noticias fueron etiquetadas como reales si hay evidencia de que la publi-
cacién proviene de una pagina confiable, como lo es para las paginas web de

los periédicos

e Las noticias fueron etiquetadas como falsas si no se encontr6 evidencia sobre
la veracidad de la informacién presentada y la credibilidad de la pagina de

donde provienen estas noticias, para este caso las paginas de satira politica

1Es el proceso de recopilar datos web estructurados de forma automatizada
2Tipo de formato de codificacién de caracteres
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4.2.3. Analisis exploratorio

El objetivo de la deteccién de noticias falsas es diferenciar las noticias reales de
las falsas, esto se lo lograra mediante la clasificacion supervisada de las mismas uti-
lizando los algoritmos vistos en la seccién 3.2. Asi, definimos la variable respuesta
Y como una variable binaria: esta tomara el valor de 1 si se trata de una noticia falsa

y 0 si es una noticias real

(4.1)

1 silanoticia i es falsa
Yi= )
0 caso contrario

El corpus de noticias consta de un total de 1629 noticias, aproximadamente el
59 % de estas pertenecen a El Comercio, ya que debido a la estructura de su pagina
web, facilité el proceso de recoleccién de las noticias mediante webscrapping, por
lo que se pudo extraer gran cantidad de noticias con una gran velocidad. En general
las pédginas que crean informacién falsa tienden a tener un tiempo de vida corto
(Allcott y Gentzkow, 2017), por lo que la informacién que se obtuvo de dos de las
paginas de satira, es mucho menor a la que se obtuvo de las paginas de periédicos
nacionales, a excepcion de la pagina El Uninverso que es una pagina bastante activa
que ha publicado bastante contenido desde su creacién; la ventaja de esto fue que
el tiempo invertido para la extraccion de los textos falsos no fuera excesivo y fue

viable ejecutarlo manualmente

El Comercio

El Uninwerso

El Uninverso

El Mercioco

El Culimercio

0 200 400 B0 BOD 1000
Total de noticias

Figura 4.2: Distribucién de las noticias recolectadas segiin la pagina de donde pro-
vienen
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Del ntimero total de noticias tenemos que el 34 % corresponden a noticias falsas
y el 66 % restante a noticias reales, motivo por el cual se procedié a balancear los

datos con una técnica llamada SMOTE la que serd detallada posteriormente.

1000

800

600

400

200

Tipo de noticia

Figura 4.3: Distribucién de las noticias recolectadas segun el tipo: 1 si es falsa y 0
caso contrario

Analizando las noticias reales y las noticias falsas desde un punto de vista a
nivel de términos, podemos apreciar en la Figura 4.4 que la distribucién del ndmero
de términos es bastante parecido para ambos grupos, tanto asi, que el promedio
de términos para las noticias reales es aproximadamente 41 términos mientras que
para las noticias falsas es aproximadamente 42. Por otro lado, el nimero de términos
presentes en las noticias falsas son un poco mas variables que las reales, teniendo

15.7 y 19.6 las desviaciones aproximadas respectivamente.

4.3. Procesamiento de texto

Antes de extraer las caracteristicas lingiiisticas de las noticias para elaborar la
base de datos destinada al proceso de entrenamiento, se realiz6 un procesamiento
previo de los textos de las noticias. En esta seccion se detalla dicho proceso, en el
que se removié palabras repetitivas que no aportan informacién alguna sobre las

noticias, ademds se eliminé caracteres, puntuaciones, entre otros elementos no ne-
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Figura 4.4: Distribuciéon del namero de términos para los dos tipos de noticias

cesarios, y finalmente con la ayuda del paquete spaCy (Honnibal y Montani, 2017)

se transformo todas las palabras a su forma base.

4.3.1. Limpieza de textos

Los componentes de interés en este trabajo son las palabras de cada una de las
noticias, motivo por el cual fueron extraidos elementos que no se los puede consi-
derar palabras como tal. Entre los elementos removidos de los textos tenemos: links
referentes a paginas externas, etiquetas hacia otras cuentas de usuarios para el ca-
so de noticias de pédginas de facebook, hashtags, signos de puntuacién, caracteres

numéricos, caracteres especiales y se transform¢é todas las palabras a mintsculas.

4.3.2. Remocién de stop words

Al término stop words que su traduccion al espafiol seria palabras vacias, y como
su nombre lo indica, hace referencia a las palabras frecuentemente utilizadas en los
idiomas que no son de ayuda por si mismas en la compresién del contexto de la
noticia y en general de un texto por lo que usualmente son removidas. Por ejemplo

en el idioma espafiol tenemos las palabras: el, la, un, una, unos, de, en, etc.
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4.3.3. Lematizacion

La lematizacion es el proceso en que dados todas las diferentes formas flexiona-
das de una palabra se halla su forma base o lema (Vajjala et. al), esto nos ayuda a
reducir considerablemente el ntimero de palabras con significados similares de un
texto, ya que por ejemplo, si tenemos las palabras: estudié, estudio, estudiaba, aplican-
do el proceso de lematizacion el resultado es estudiar ya que este es el lema de las
palabras anteriores y en consecuencia no se tendrd tres palabras diferentes sino una
sola. Esta tarea se la realiz6 mediante la ayuda de la libreria de procesamiento de
texto spaCy (Honnibal y Montani, 2017), en ella existen una gran variedad de mode-
los pre-entrenados basados en redes neuronales en distintos idiomas, incluyendo el

espariol. El proceso completo se muestra a continuacion.

Texto DEMOSTRATIVO de procesar los textos procesados:
Limpieza, sin stop words, y Lematizacién. 2020! #nlp
4
texto demostrativo de procesar los textos procesados limpieza
sin stop words lematizacion
\ (4.2)
texto demostrativo procesar textos procesados limpieza
stop words lematizacién
4
texto demostrativo procesar texto procesar limpieza

stop words lematizacion

Veremos en la Seccién 4.4.1 que la técnica utilizada para la extraccion de carac-
teristicas se ve influenciada por el ntimero de palabras que se tiene en cada uno de
los textos, motivo por el cual se analizard el impacto que tiene la remocién de stop
words y la lematizacién al momento de representar numéricamente las noticias en
vectores, ya que como vimos, estas dos técnicas nos ayudan a reducir el naimero de

palabras en un texto.
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4.4. Representacion de texto

Como se analiz6 en la Seccién 2.1.3 existe una gran variedad de caracteristicas
que se pueden extraer de las noticias, para la realizacién de este trabajo fueron elegi-
das caracteristicas basadas en el contenido de tipo lingiiisticas a un nivel de palabra
para poder representar de una forma adecuada el vocabulario que caracteriza la
forma de hablar de los ecuatorianos. El objetivo de esta seccién es encontrar una
representacion numérica de un texto, para lo que se analizara una de las cldsicas
técnicas para la representaciéon numérica: frecuencia de término inversa, la cual fue
elegida para crear los vectores de la base de datos destinada al entrenamiento del

modelo

4.4.1. Frecuencia de término inversa

Acorde con Vajjala et al. (2020), a partir de un vocabulario de palabras V creado
del corpus, se asigna a cada palabra de este una tnica identificacién, sin importar
el orden ya que esto no afectara al resultado. La idea bésica es representar cada
una de las noticias como un vector V-dimensional, en el que el valor de cada una
de las entradas depende de la técnica de representaciéon que se use, la frecuencia
de término inversa, tiene como objetivo cuantificar la importancia de una palabra
dada en relacién con otras palabras del documento y en el corpus. Si una palabra
aparece muchas veces en un documento d pero no ocurre mucho en el resto de los
documentos del corpus, entonces la palabra p debe ser de gran importancia para el
documento d. Por otro lado, la importancia de p debe aumentar en proporcién a su
frecuencia de aparicién en el documento d, pero al mismo tiempo, su importancia
debe disminuir en proporcioén a la frecuencia de la palabra en otros documentos d
del corpus. Mateméticamente, esto se captura usando dos cantidades: TF e IDF que
multiplicadas se define TF-IDF.

Sea el corpus de documentos D = {dq, ..., dp } y el vocabulario V = {p1, ..., pn },
la frecuencia de termino (TF) mide la frecuencia con la que un término aparece en
un documento dado. Algo importante a considerar es dado que el nimero de térmi-
nos varia en cada documento, un término puede aparecer con mayor frecuencia en
un documento maés largo en comparacién a uno més corto, por lo que se divide el

nimero de ocurrencias del término para la longitud de del documento. La cantidad
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TF se define de la siguiente forma

f(pi,d;)

TP(Pirdj) = T
j

(4.3)

donde f(p;, d;) es la frecuencia del término p; del vocabulario V en el documento
dj del corpus D, parai =1,..,Nyj=1,.., M. La frecuencia inversa de documentos
(IDF) mide la importancia de un término dentro del corpus, pondera con menor
peso a los términos que son muy comunes dentro del corpus mientras que, ponde-
ra con mayor peso a los términos poco usuales. Como se mencion6 en la Seccién
4.3.2, las stop words no son importantes para la extraccién de informacién, esto se
ve reflejado por el IDF de estas palabras, y es debido a que ocurren con frecuen-
cia dentro de la mayoria de los textos del corpus. La cantidad IDF se define de la

siguiente forma

M
IDF(pi) = log (Hd cDp e d}\> @

donde |[{d € D : p; € d}| representa el nimero de textos en los que aparece el

término p; parai =1, ..., N, asi la frecuencia de término inversa se define como

TF—IDF(pi,d]‘) = TF(p,',d]') : IDF(pi) (4.5)

Para el calculo de TF-IDF sobre el conjunto de noticias se utiliz6 la libreria de
Python scikit-learn (Pedregosa et. al, 2011). Aplicando lo anterior al corpus de no-
ticias el vocabulario V resultante consta de 9953 palabras, por lo que el vector que

representa a cada uno de los textos del corpus tiene este ntimero de entradas.

La técnica TF-IDF depende del ntimero total de palabras en un corpus, si el vo-
cabulario resultante consta de un excesivo nimero de palabras, esta cantidad sera
el namero de variables al representar numéricamente los textos, por lo que remover
stop words y lematizar las palabras nos ayudaran a reducir el nimero de variables
sin perder la estructura del texto. La base de datos original creada tiene 1629 regis-
tros con 9953 variables, pero aplicando las técnicas de reduccién mencionadas, el
numero de variables disminuye a 6336. Analizaremos si reducir en nimero de va-
riables con estas técnicas afecta en el rendimiento de los modelos de clasificacion,
por lo que estos dos conjuntos de datos se utilizaron para entrenar los algoritmos y

los resultados son presentados en el Capitulo 5
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Capitulo 5

Modelo automatico de identificacion

Una vez listos los dos conjuntos de datos que representan numéricamente las
noticias del corpus, en este capitulo se hace uso de los mismos para entrenar cada
uno de los algoritmos: mdquinas de soporte vectorial, bosques aleatorios, arboles
boosting y el clasificador de Naive Bayes. Ya que solo se tiene un 34 % de noticias
falsas, la base de datos fue balanceada con el objetivo de mejorar la calidad de las
predicciones. Al final de esta seccién se estudia las diferencias entre los modelos
entrenados sobre las dos variantes de conjuntos de datos propuestas y se escogera

el que ofrezca mejores resultados.

5.1. Balanceo de la base de datos

Para balancear los conjuntos de datos se utilizé una técnica denominada SMOTE
(Bowyer et al., 2011), la cual a diferencia de las tradicionales basadas en el remuestro
con reposicion, esta crea observaciones sintéticas de la clase minoritaria utilizando
los K vecinos mds cercanos. La clase minoritaria se sobremuestrea tomando cada
una de las observaciones e introduciendo observaciones sintéticas a lo largo de los
segmentos que las unen con uno o todos los K vecinos mds cercanos, es decir, se
toma la diferencia entre una observacién y su vecino mas cercano y se multiplica
esta diferencia por un nimero aleatorio entre 0 y 1, con lo que se selecciona un
punto aleatorio a lo largo entre las dos observaciones. Para x; una observacién se

tiene.

X =x+ A (X — xy) (5.1)
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con x* la observacion sintética generada, xy; el k vecino mds cercano de la obser-
vacion x; y A € [0,1] un nimero aleatorio. Dependiendo del nimero de muestras
sintéticas requeridas, los K vecinos més cercanos son elegidos aleatoriamente, Bow-

yer et al. (2011) utilizan 5 vecinos mds cercanos por lo que se procederd de la misma

forma.
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Figura 5.1: Observacion sintética generada aleatoriamente a partir de la observacién
x; con su K vecino més cercano xj; para un caso de dos variables (Lemaitre, 2017)

Para utilizar esta técnica, se elig6 la libreria de Python imblearn (Lemaitre, No-
gueira y Aridas, 2017) en la que esta implementada la técnica SMOTE. El porcentaje
de datos destinado al entrenamiento de los modelos fue del 80 %, mientras que pa-
ra los conjuntos validacion y test, fue del 20 % restante. Se realiz6 el proceso de
balanceo en el conjunto de entrenamiento, agregando observaciones sintéticas de
tal forma que el nimero de noticias falsas sea el mismo que de noticias reales, con
el objetivo de que el algoritmo tenga suficientes noticias falsas para identificar los
patrones que diferencian a estas de las noticias reales, y para que las predicciones
hechas sobre los conjuntos de validacién y test, el modelo lo haga sobre datos no

sintéticos.
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Figura 5.2: Izquierda: Base de datos sin balancear. Derecha: Base de datos aplicado
la técnica SMOTE en el conjunto de entrenamiento

5.2. Entrenamiento

Se presenta el proceso de entrenamiento de los algoritmos de los cuatro algorit-
mos de clasificaciéon supervisada planteados en este trabajo. Los mejores pardmetros
para los modelos, como se analiz6 en la Seccién 3.1.2, fueron escogidos en relacién
a los que ofrezcan el menor valor de la funcién de pérdida 0-1 sobre el conjunto de
validacion y al final se evalu6 los modelos finales con las métricas presentadas en
la Seccién 3.4.1, los valores de cada una de las métricas para todos los modelos se
encuentran tabulados en la Tabla A.2. Cada uno de los algoritmos se encuentran

implementados en la libreria de Python scikit-learn (Pedregosa et. al, 2011).

5.2.1. Modelo 1 (SVM)

Se entrenaron tres modelos de maquinas de soporte vectorial con tres kernels
diferentes: lineal, sigmoide y gaussiano. El parametro de ajuste C, que controla que
tan restrictivo es el algoritmo a las observaciones mal clasificadas, fue optimizado
del conjunto de valores C = {0,01,0,5,1,5,25,50,100}. Los pardmetros -y para el
kernel gaussiano y «, 8 para el kernel sigmoide, se tomaron los que se utilizan en la

libreria scikit-learn X (M el namero de variables y var(X) la varianza de todo

1
7 M-var
el conjunto de datos) el valor para y y «, y B toma el valor de 0.
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Hiperparametro C 6ptimo sin stop words y textos lematizados

a comparacion al resto, los valores 6ptimos del pardmetro C que ofrecen la menor
pérdida para los modelos con kernel sigmoide y lineal es C = 0,5, por otro lado para
el modelo con kernel gaussiano se tiene cinco valores de C que ofrecen la menor

pérdida, por lo que se tom6 el menor de ellos C = 1.

0.4

0.3

0.2

0.1

0.0

Figura 5.3: Valor de la funcion de pérdida sobre el conjunto de validacién para los
distintos valores del pardmetro C sin stop words y textos lematizados. Izquierda:
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Para los tres casos un valor muy restrictivo C = 0,01 retorna mucha més pérdida

0.01 05 1 5 25 50 100

kernel lineal. Derecha: kernel gaussiano. Centro: kernel sigmoide

Resultados en el conjunto de test

reales, con los tres modelos finales escogidos. Analizando las matrices de confusién
resultantes se tiene que los modelos con kernel lineal y sigmoide tienen comporta-
mientos muy similares clasificando la mayor parte de las noticias correctamente, en
cambio, el modelo con kernel gaussiano clasifica parte de las noticias que son falsas

como verdaderas, pero clasifica correctamente las que son noticias reales. Los tres

Se realizaron las predicciones sobre el conjunto de test que consta de 163 noticias

modelos tienden a cometer mas falsos negativos que falsos positivos.
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Figura 5.4: Matrices de confusién elaboradas con las predicciones del conjunto de
test sin stop words y textos lematizados. Izquierda: kernel lineal. Derecha: kernel
sigmoide. Centro: kernel gaussiano

Analisis ROC

Para el calculo de la curva ROC se utiliz6 las predicciones de la probabilidad de
ser una noticia falsa sobre el conjunto de test, asi, los tres modelos presentan una
area bajo la curva ROC excelente muy cerca a 1, especificamente se tiene los siguien-
tes valores aproximados expresados en porcentajes: 99,2 %, 99,31 % y 99,24 % para
los kernel sigmoide, rbf y lineal respectivamente. Los umbrales para los que se tiene
la mayor diferencia entre la tasa de falsos positivos y la tasa de verdaderos positivos

son aproximadamente expresados en porcentaje: 28,88 %, 24,05 % y 24,14 %.
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Figura 5.5: Curvas ROC de los tres modelos de médquinas de soporte vectorial sin
stop words y textos lematizados

Hiperparametro C 6ptimo con stop words y textos no lematizados

De igual forma, para los tres casos un valor muy restrictivo C = 0,01 retorna

mucha més pérdida a comparacion del resto, los valores 6ptimos del pardmetro C
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son varios para cada uno de los modelos, por lo que se tomé el menor de ellos,
teniendo asi los siguientes valores: C = 5 para el kernel lineal y kernel gaussiano, y

C = 1 para el kernel sigmoide.
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0.30
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0.10 0.10
0.05 0.05
0.00 0.00 .
0.01 05 1 5 25 50 100 0.01 05 1 5 25 50 100 0.01 05 1 5 25 50 100
C C C

Figura 5.6: Valor de la funcion de pérdida sobre el conjunto de validacién para los
distintos valores del parametro C con stop words y textos no lematizados. Izquierda:
kernel lineal. Derecha: kernel gaussiano. Inferior: kernel sigmoide

Resultados en el conjunto de test

Se realizaron las predicciones sobre el conjunto de test, con los tres modelos fi-
nales escogidos. Analizando las matrices de confusién resultantes se tiene que los
tres modelos tienen comportamientos muy similares clasificando la mayor parte de
las noticias correctamente y con una tendencia a cometer mas falsos negativos que

falsos positivos, en especial el modelo con kernel gaussiano.

Anadlisis ROC

Los tres modelos presentan una 4rea bajo la curva ROC excelente muy cerca a 1,
especificamente se tiene los siguientes valores aproximados expresados en porcenta-
jes: 99,3 %, 99,2 % y 99,4 % para los kernel sigmoide, rbf y lineal respectivamente. Los
umbrales para los que se tiene la mayor diferencia entre la tasa de falsos positivos
y la tasa de verdaderos positivos son aproximadamente expresados en porcentaje:
16,58 %, 35,51 % y 15,37 %.
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Figura 5.7: Matrices de confusién elaboradas con las predicciones del conjunto de

test con stop words y textos no lematizados. Izquierda: kernel lineal. Derecha: kernel
sigmoide. Centro: kernel gaussiano
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Figura 5.8: Curvas ROC de los tres modelos de médquinas de soporte vectorial con
stop words y textos no lematizados

5.2.2. Modelo 2 (Naive Bayes)

Se entrend el modelo utilizando el clasificador de naive bayes gaussiano, es de-
cir, las distribuciones marginales utilizadas se suponen que siguen una distribucién
normal. Como este algoritmo no posee parametros a optimizar se omiti6 el proceso

de validacion en este caso.

Resultados en el conjunto de test sin stop words y textos lematizados

Se realizaron las predicciones sobre las 163 noticias que consta el conjunto de test
y analizando la matriz de confusién resultante, se tiene que el modelo clasifica de
manera correcta gran parte de las noticias pero también cometiendo una cantidad
considerable de errores. Ademds tiene una tendencia mayor a falsos positivos que

falsos negativos.
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Figura 5.9: Matriz de confusién elaborada con las predicciones del conjunto de test
y el clasificador de naive bayes gaussiano sin stop words y textos lematizados

Analisis ROC

El modelo entrenado presenta una buena capacidad para discriminar una noticia
falsas de una real, en efecto tiene un drea bajo la curva ROC de aproximadamente
81,09 %. El umbral para el que se tiene la mayor diferencia entre la tasa de falsos
positivos y la tasa de verdaderos positivos es aproximadamente expresados en por-
centaje 100 %. Algo interesante es que las predicciones de las probabilidades de las

noticias para ese modelo solo toman los valores de 0 o 1.
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Figura 5.10: Curva ROC modelo naive bayes gaussiano sin stop words y textos le-
matizados

Resultados en el conjunto de test con stop words y textos no lematizados

Se realizaron las predicciones sobre las 163 noticias que consta el conjunto de test
y analizando la matriz de confusién resultante, se tiene que el modelo clasifica de

manera correcta gran parte de las noticias pero también cometiendo una cantidad

69



considerable de errores. Ademads tiene una tendencia mayor a falsos negativos que

falsos positivos.
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Figura 5.11: Matriz de confusién elaborada con las predicciones del conjunto de test
con el clasificador de naive bayes gaussiano con stop words y textos no lematizados

Analisis ROC

El modelo entrenado presenta una buena capacidad para discriminar una noti-
cia falsa de una real, en efecto tiene un 4rea bajo la curva ROC de aproximadamente
83,37 %. El umbral para el que se tiene la mayor diferencia entre la tasa de falsos
positivos y la tasa de verdaderos positivos es aproximadamente expresados en por-
centaje 100 %. Algo interesante es que las predicciones de las probabilidades de las

noticias para este modelo solo toman los valores de 0 o 1.
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Figura 5.12: Curva ROC modelo naive bayes gaussiano con stop words y textos no
lematizados
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5.2.3. Modelo 3 (Bosques aleatorios)

Se entrenaron dos tipos de modelos de arboles aleatorios, con criterios de divi-
sion del espacio del espacio de entrenamiento diferentes: indice de gini y entropia
cruzada como se analiz6 en la Seccién 3.3.2. El ntimero de drboles de decision en-
trenados sobre muestras bootstrap 6ptimo fue tomado a partir de una secuencia de
valores de 1 a 700 cada 25.

Ntumero de arboles 6ptimo sin stop words y textos lematizados

A medida que se incrementa el nimero de drboles de decision el valor del error
proporcionado por la funcién de perdida para los conjuntos de entrenamiento, test y
observaciones OOB, decrece rdpidamente para los primeros valores, especificamen-
te de 1a 100 arboles. A partir de los 475 arboles ya no se tiene un cambio significativo
el error OOB, y por otro lado, el error del conjunto de validacién comienza a incre-
mentarse a partir de ese niimero de arboles, por lo que se tom6 como pardmetro
6ptimo 475 drboles de decision para el modelo con indice de gini, andlogamente pa-
ra el modelo con entropia cruzada se tiene como pardmetro 6éptimo 400 drboles de

decision.
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Figura 5.13: Numero 6ptimo de arboles de decisién para bosques aleatorios sin stop
words y textos lematizados. Izquierda: indice de gini. derecha: entropia cruzada
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Resultados en el conjunto de test

En base a las predicciones hechas sobre las noticias del conjunto de test se obtuvo
la matriz de confusién, se tiene que ambos modelos tienen un buen despefio clasifi-
cando correctamente la mayor parte de las noticias, pero por otro lado los modelos
tienen tendencia a cometer falsos negativos a comparacién de los falsos positivos

que son muy reducidos.
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Figura 5.14: Matrices de confusién elaboradas con las predicciones del conjunto de
test stop words y textos lematizados. Izquierda: indide de gini. Derecha: entropia
cruzada

Analisis ROC

El modelo entrenado presenta una gran capacidad para discriminar una noticia
falsas de una real ya que se tiene dreas bajo la curva ROC para los modelos con
indice de gini y entropia cruzada de aproximadamente 97,47 % y 97,63 % respecti-
vamente. Los umbrales para los que se tiene la mayor diferencia entre la tasa de
falsos positivos y la tasa de verdaderos positivos es aproximadamente expresado en
porcentaje 36,42 % para el modelo con indice de gini y 36,5 % para el modelo con

entropia cruzada.

Numero de arboles 6ptimo con stop words y textos no lematizados

De igual forma, a medida que se incrementa el nimero de arboles de decisién
el valor del error proporcionado por la funcién de perdida para los conjuntos de
entrenamiento, test y observaciones OOB, decrece rdpidamente para los primeros
valores, especificamente de 1 a 100 arboles. A partir de los 450 arboles ya no se
tiene un cambio significativo el error OOB, y por otro lado, el error del conjunto de

validacién comienza a incrementarse a partir de ese nimero de drboles, por lo que
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Figura 5.15: Curvas ROC de los modelos de bosques aleatorios sin stop words y
textos lematizados

se tomo6 como pardmetro éptimo 475 arboles de decisiéon para el modelo con indice
de gini, andlogamente para el modelo con entropia cruzada se tiene como pardmetro

6ptimo 350 arboles de decision.
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Figura 5.16: Ntiimero 6ptimo de drboles de decisién para bosques aleatorios con stop
words y textos no lematizados. Izquierda: indice de gini. derecha: entropia cruzada
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Resultados en el conjunto de test

En base a las predicciones hechas sobre las noticias del conjunto de test se obtuvo
la matriz de confusién, se tiene que ambos modelos tienen un buen despefio clasifi-
cando correctamente la mayor parte de las noticias, pero por otro lado los modelos

tienen tendencia a cometer falsos negativos a comparacién de los falsos positivos
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que son muy reducidos.
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Figura 5.17: Matrices de confusién elaboradas con las predicciones del conjunto de
test con stop words y textos no lematizados. Izquierda: indide de gini. Derecha:
entropia cruzada

Analisis ROC

El modelo entrenado presenta una gran capacidad para discriminar una noticia
falsas de una real ya que se tiene areas bajo la curva ROC para los modelos con
indice de gini y entropia cruzada de aproximadamente 98,30 % y 97,93 % respecti-
vamente. Los umbrales para los que se tiene la mayor diferencia entre la tasa de
falsos positivos y la tasa de verdaderos positivos es aproximadamente expresado en
porcentaje 41,78 % para el modelo con indice de gini y 43,43 % para el modelo con

entropia cruzada.
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Figura 5.18: Curvas ROC de los modelos de bosques aleatorios con stop words y
textos no lematizados
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5.2.4. Modelo 4 (Boosting)

Se entrené un tnico modelo con arboles boosting, como se analiz6 en la Sec-
cién 3.2.4, uno de los parametros elegidos para el modelo es el uso del algoritmo
AdaBoost.M1 que nos permite la libreria scikit-learn. El nimero de arboles boosting
entrenados sobre las modificaciones del conjunto de entrenamiento 6ptimo fue to-

mado a partir de una secuencia de valores de 1 a 1000 cada 25.

Ntumero de arboles 6ptimo sin stop words y textos lematizados

El valor de la funcién de pérdida decrece rapidamente para modelos boosting
con 1 a 200 &rboles de decisién tanto para el conjunto de entrenamiento como para
el conjunto de test. El error del conjunto de validacién ya no cambia significativa-
mente en su valor a partir de los 630 arboles, incluso, comienza ligeramente a incre-
mentarse, por lo que se tom6 ese nimero de drboles de decisién como parametro

6ptimo para este modelo.
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Figura 5.19: Numero 6ptimo de drboles de decisién para modelo boosting sin stop
words y textos lematizados.

Resultados en el conjunto de test

Analizando los resultados obtenidos de la matriz de confusién elaborada con las
predicciones sobre las noticias del conjunto de test, tenemos que el modelo boosting
tiene un desempefio deseable, ya que clasifica la mayor parte de las noticias correc-
tamente pero con una tendencia a cometer falsos negativos, mientras que los falsos

positivos son muy reducidos.
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Figura 5.20: Matriz de confusién elaborada con las predicciones del conjunto de test
para el modelo boosting sin stop words y textos lematizados

Anadlisis ROC

El modelo entrenado presenta una buena capacidad para discriminar una noticia
falsas de una real, en efecto tiene un drea bajo la curva ROC de aproximadamente
97,27 %. El umbral para el que se tiene la mayor diferencia entre la tasa de falsos
positivos y la tasa de verdaderos positivos es aproximadamente expresado en por-
centaje 23,07 %.
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Figura 5.21: Curva ROC modelo boosting sin stop words y textos lematizados

Ntimero de arboles 6ptimo con stop words y textos no lematizados

El valor de la funcién de pérdida tiene un decrecimiento mas lento tanto para
el conjunto de entrenamiento como para el conjunto de test mientras aumenta el

nimero de drboles de 1 a 400 en comparacién del modelo sin stop words y textos
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lematizados. El error del conjunto de validacién llega a un valor minimo para los
900 arboles de decision, por lo que se tomo ese niimero de arboles de decisién como

pardmetro 6ptimo para este modelo.
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Figura 5.22: Ntimero 6ptimo de drboles de decisién para modelo boosting con stop
words y textos no lematizados.

Resultados en el conjunto de test

Analizando los resultados obtenidos de la matriz de confusién elaborada con las
predicciones sobre las noticias del conjunto de test, tenemos que el modelo boosting
tiene un desempefio deseable, ya que clasifica la mayor parte de las noticias correc-
tamente con aproximadamente igual pero con una tendencia ligera a cometer falsos

negativos.
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Figura 5.23: Matriz de confusién elaborada con las predicciones del conjunto de test
para el modelo boosting con stop words y textos no lematizados
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Anadlisis ROC

El modelo entrenado presenta una buena capacidad para discriminar una noticia
falsas de una real, en efecto tiene un 4rea bajo la curva ROC de aproximadamente
97,60 %. El umbral para el que se tiene la mayor diferencia entre la tasa de falsos
positivos y la tasa de verdaderos positivos es aproximadamente expresado en por-
centaje 12,89 %.
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Figura 5.24: Curva ROC modelo boosting con stop words y textos no lematizados

5.3. Comparacién de modelos

Con los modelos finales se comparé el desempefio de cada uno siguiendo dos
enfoques distintos: la capacidad de prediccién dada por las métricas de rendimiento
de la Seccién 3.4.1 y el comportamiento del error de prediccién esperado estimado
con validacién cruzada de la Seccién 3.3.4 con el objetivo de escoger el mejor modelo
de deteccion de noticias falsas. En esta seccién no se realiz6 el proceso de balanceo
de la base de datos para poder tener una estimacion real del error de prediccion

esperado.

5.3.1. Error de prediccién esperado

La estimacion del error de prediccion esperado obtenido del proceso de vali-
dacién cruzada fue llevado a cabo gracias a la utilizacién de la libreria scikit-learn
(Pedregosa et. al, 2011) en la cual se encuentra implementado dicho algoritmo y los

resultados se encuentran en la Tabla A.1.
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Como se analiz6 en la Seccién 3.3.4 los valores usuales para particionar los datos
son K = 5y K = 10 por lo que se tomo estos valores para la estimacién. Con K = 5
de las 1629 noticias del corpus aleatoriamente se tomaron 5 grupos de aproximada-
mente 326 noticias cada uno, con lo que se entrené los 5 modelos con un conjunto
de aproximadamente 1304 y se realiz6 las predicciones sobre aproximadamente 326

noticias.

. Datos
0.20 W Procesados
I No procesados

B
T

NB SVM lineal SVM sigmoideSVM gaussiano ~ RF gini  RF entropfa  Boosting

Error

Figura 5.25: Estimacién del error de prediccién esperado utilizando validacion cru-
zada con 5 grupos para cada uno de los modelos propuestos con sus variantes para
textos no procesados

De forma anéloga se realiz6 las estimaciones con K = 10, asi, de las 1629 noticias
del corpus aleatoriamente se tomaron 10 grupos de aproximadamente 163 noticias
cada uno, con lo que se entren¢ los 10 modelos con un conjunto de aproximadamen-

te 1630 y se realiz6 las predicciones sobre aproximadamente 163 noticias.
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Figura 5.26: Estimacion del error de prediccion esperado utilizando validacién cru-
zada con 10 grupos para cada uno de los modelos propuestos con sus variantes para
textos no procesados
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5.3.2. Capacidad de prediccién

Para medir de manera global el rendimiento de las predicciones de los mode-
los se utiliz6 la medida F-score ya que como vimos en la Seccién 3.4.1 esta medida
utiliza tanto la cobertura y la precisién de cada una de las clases de la variable res-
puesta para crear una medida mas general. Todos los modelos presentan un gran
poder predictivo, ya que tienen valores F-score que sobrepasan el 80 %, pero hay
que destacar que los modelos con maquinas de soporte vectorial son los que tie-
nen las puntuaciones maés altas, en cambio, los modelos con clasificador de naive
bayes gaussiano los que menos. La reducciéon del namero de variables del conjunto
de datos al momento de procesar los textos de las noticias, podria reducir el poder
predicativo de los modelos, lo cual es verdad, pero es claro que para este caso la
reduccién es minima, ya que los valores de F-score para modelos sin stop words y
textos lematizados son practicante iguales a los modelos con stop words y textos no

lematizados.

1.2
mmm Procesados
mmm  No procesados

F-score

NB SVM lineal SVM sigmoide ~ SVM gaussiano RF gini RF entropia Boosting

Figura 5.27: Valor de la medida F-score para cada uno de los diferentes algoritmos
de clasificacién con sus respectivas variaciones para datos con stop words y textos
no lematizados

5.4. Andlisis de resultados

En base a los resultados obtenidos a lo largo de esta seccién, en general los mo-
delos logran predecir acertadamente si una noticia es real o falsa, como se puede

apreciar en la Figura 5.27 logrando valores altos para la medida F-score general, sien-
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do los modelos con maquinas de soporte vectorial con kernel lineal y sigmoide los
que ofrecen las mejores predicciones llegando a exactitud por arriba del 95 % . Apa-
rentemente el pre procesamiento de los textos no tienen mucha relevancia sobre el
poder predictivo de los modelos, pero si analizamos la Figura 5.26 este proceso si
tiene un impacto directo sobre las estimaciones de los errores de prediccién, siendo
estos mucho menos variables y en valor menores para los modelos con stop words
y textos no lematizados que para los modelos sin stop words y textos lematizados,
lo cual esté relacionado a la reduccién de informacién consecuencia de disminuir
el niimero de variables del conjunto de datos; esto se cumple para los modelos con
maquinas de soporte vectorial y los dos modelos con clasificador de naive bayes,
ya que para los modelos entrenados con textos procesados que utilizan arboles de
decisién (boosting y bosques aleatorios), presentan estimaciones de los errores de
predicciéon incluso mejores que los modelos con drboles de decisiéon con textos no

procesados.

Fuentes de informacidn

= @

NLP X1
X2

Extraccion  —

. u s Representacion
Procesamiento = — Limpieza

Stopwords | —— Documento (d”) TFIDF —

Lematizacién

Xy

Clasificacién

Deteccion — . sVM . RF

* Boosting * NaiveBayes

1t
|

Figura 5.28: Esquema gréfico del proceso que consta el sistema de deteccién auto-
matica de noticias falsas en espafiol con cada uno de sus componentes

Una vez contrastado los resultados obtenidos de cada uno de los modelos y sa-
biendo cuales de estos son los que mejor detectan noticias falsas, se obtuvo un sis-
tema de identificacién automaética que comprende tres médulos. El primer médulo
es el de extraccion, que es obtener las noticias de forma manual o utilizando técni-

cas de webscrapping de las diferentes fuentes de informacién, estas fuentes pueden

81



ser las de la Seccién 4.2.1 o en general otras ya que con los modelos entrenados se
puede analizar noticias de otras paginas web o diferentes redes sociales. El segundo
modulo es el de procesamiento, en este consta el tratamiento del documento, desde
su limpieza hasta su representacion numérica mediante la técnica TF-IDF, en este
caso un documento es representado en un vector de 6336 componentes ya que es el
numero de palabras existentes en el corpus creado. Y por dltimo el tercer médulo es
el de deteccion en el que se utilizan los distintos modelos de clasificaciéon entrenados

para identificar si una noticia es real o falsa con una precisién de al menos 90 %.
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Capitulo 6
Conclusiones y Recomendaciones

El estudio realizado muestra la capacidad de los algoritmos de clasificacién su-
pervisada para lograr identificar con mas del 90 % de precisién noticias falsas que
circulan diariamente en internet, especialmente en redes sociales por parte de pagi-
nas de satira politica enfocadas en problematicas ecuatorianas, que si bien su objeti-
vo no es malicioso sino humoristico, pero la informacién que se crea y es compartida
puede ser mal interpretada fuera de contexto desinformando a las personas. Las re-
des sociales han demostrado ser una potente herramienta de comunicacién masiva,
pero también son una excelente fuente para obtener datos tanto de los usuarios co-
mo de las paginas creadas en estas plataformas, la informacion extraida de Facebook
fue de vital importancia para crear el corpus de noticias utilizado para entrenar los
modelos, ya que al no contar con una base de datos de noticias falsas verificada por
expertos, estas paginas fueron la tnica fuente facilmente verificable para obtener

noticias con contenido falso y accesible para cualquier persona.

La representacién numérica de textos en forma de vectores fue un aspecto muy
importante en este trabajo, ya que fue la pieza principal en la que se fundamenté
para obtener los datos necesarios para el proceso de entrenamiento, la técnica fre-
cuencia de término inversa logré captar la estructura que caracteriza a una noticia
falsa ya que como vimos esta se basa en calcular la importancia que tiene cada una
de las palabras tanto a nivel de la noticia como a un nivel més general dentro del
corpus. El estilo de escritura de las noticias falsas es similar al de una noticia real
ya que pretende simular ser una pero el tipo de palabras que se utilizan para elabo-
rarlas son diferentes en especial por que hacen uso de palabras propias de la jerga
ecuatoriana y es precisamente esto lo que la frecuencia de término inversa logra re-

presentar numéricamente. El ntiimero de variables resultantes de la representaciéon
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numérica de las noticias del corpus para este caso, estuvo cercana a las diez mil lo
que se traduce a un gran gasto computacional, por lo que procesar previamente los
textos fue de gran ayuda para reducir los tiempos de ejecucion de los algoritmos
sin perder casi nada informacién y manteniendo un excelente rendimiento de los

modelos al realizar predicciones.

Luego de analizar los resultados obtenidos del proceso de entrenamiento y de
las predicciones sobre el conjunto de test, es claro que las mdquinas de soporte vec-
torial logran sobreponerse a los demés algoritmos de clasificaciéon supervisada, el
mejor de estos es el que usa kernel lineal con un 96,32 % de precisién, por otro lado,
el clasificador de naive bayes es el que menor rendimiento ofrece y esto se debe a
que este algoritmo realiza una suposicién fuerte que es que los datos se compor-
tan con una distribucién normal pero generalmente esto no siempre se cumple, sin
embargo ofrece buenos resultados con un 86,5 % de precisién el mejor de ellos. La
mayor diferencia entre los modelos radica en la estimacion del error de prediccién
esperado, como se pudo analizar el comportamiento de los errores estimados de las
mdquinas de soporte vectorial es bastante superior al resto de modelos, con prome-
dios del 5% al 10 % y una variabilidad de 0,5 % a 1,5 %, por otro lado el clasificador
de naive bayes presenta los errores mas grandes con promedios del 15% al 17 % y
una variabilidad de 1,5 % a 3 %.

Lo que se ha logrado es crear un sistema de identificaciéon automaética de noticias
falsas para noticias provenientes de paginas web y redes sociales, con tres médulos
que pueden ser utilizados independientemente para extraer noticias de las pagi-
nas oficiales de El Universo y El Comercio con técnicas de webscrapping, procesar
cualquier tipo de textos con procesamiento del lenguaje natural y clasificar textos re-
lacionados a noticias como reales o falsos de manera precisa con modelos de apren-
dizaje estadistico. Como el estudio realizado se concentr6 para noticias dentro del
ambito ecuatoriano este tiene relevancia dentro del mismo ya que la verificaciéon de
contenido politico y contenido en general lo realiza la organizacion Ecuador Chequea,
el inconveniente del fact checking tradicional es que la verificacién conlleva un pe-
riodo de ejecucion, recoleccion de informacién e involucra un equipo especializado
de trabajo para analizar la veracidad de un grupo de noticias, la mayor ventaja de
crear un modelo automatico de deteccién de noticias falsas es agilizar este proceso,
que sea escalable a la cantidad de informacién que circula en linea y esté accesible
a cualquier persona, si bien el fact checking automatico no supera en calidad al tra-
bajo realizado por los fact ckeckers, es una herramienta alternativa de mucha ayuda

para identificar noticias falsas mucho més rapido, que puede ser usado tanto por la
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ciudadania en general como también por organizaciones que realizan fact checking
y que sea una herramienta extra de la que pueden valerse para verificar el contenido

de una notica.

Este estudio se lo ha realizado con datos ptuiblicos de redes sociales y de pédginas
de periédicos nacionales, se podria profundizar en la investigacién creando un mo-
delo mds sofisticado con la ayuda de expertos en fact-checking para crear un corpus
de noticias mas grande abordando mads tematicas ademas de la sétira politica con el
fin de generalizar la deteccion de noticias falsas. El modelo creado tiene una gran
aplicacién dentro del campo tecnolégico, siendo asi que puede ser utilizado como
una herramienta de ayuda tanto para personas como para empresas a combatir de
forma directa la desinformacién, especialmente en situaciones de crisis en la que las
redes sociales juegan un papel fundamental dentro de la comunicacién, con lo que
se lograria un mejor entendimiento del comportamiento que tienen los usuarios en
redes sociales durante eventos criticos. Este trabajo es un avance a lo que respecta
la deteccion de noticias falsas y el procesamiento del lenguaje natural en espafiol,
por lo que se recomienda profundizar con diferentes metodologias como la utiliza-
cién de redes neuronales artificiales y afiadiendo elementos como imégenes, videos

o audios y nuevas técnicas de procesamiento de texto para el idioma espafiol.
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Apéndice A

Resultados de la evaluacion de los

modelos
K=5 K=10

Modelo promedio desviacién | promedio desviacién
NB 0.8361 0.0253 0.8361 0.0278
SVM lineal 0.9098 0.0154 0.9171 0.0165
SVM sigmoide 0.9061 0.0135 0.9147 0.0146
SVM gaussiano 0.9036 0.0146 0.9122 0.015
RF gini 0.8901 0.0144 0.8901 0.0151
RF entropia 0.8914 0.016 0.895 0.016
Boosting 0.8797 0.0138 0.8815 0.0214
NB * 0.8588 0.0167 0.8551 0.0179
SVM lineal * 0.9429 0.0046 0.9441 0.013
SVM sigmoide * |  0.9331 0.0048 0.9362 0.0145
SVM gaussiano * |  0.9214 0.0092 0.9306 0.014
RF gini * 0.8828 0.0115 0.8877 0.0179
RF entropia * 0.8815 0.0121 0.8864 0.0221
Boosting * 0.8822 0.015 0.8908 0.0243

Tabla A.1: Precision esperada de los modelos a partir los errores de prediccién es-
perados utilizando validacién cruzada
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Apéndice B
Codigo

B.0.1. Textos sin stop words y textos lematizados

import pandas as pd

import numpy as np

import re

import string

import functools

import matplotlib.pyplot as plt
import nltk

import textblob

import spacy

import seaborn as sns

from collections import Counter

from nltk.tokenize import word_tokenize

from sw import palabras_parada

from sklearn import metrics

from nltk.corpus import stopwords

from wordcloud import WordCloud

from PIL import Image

from sklearn.model_selection import train_test_split

from sklearn.svm import SVC

from sklearn.metrics import classification_report,
confusion_matrix , plot_confusion_matrix

from sklearn.naive_bayes import GaussianNB
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from sklearn.ensemble import RandomForestClassifier

from sklearn.ensemble import GradientBoostingClassifier

from imblearn.over_sampling import SMOTE

from sklearn.feature_extraction.text import CountVectorizer,
TfidfVectorizer

from sklearn.metrics import roc_curve

from sklearn.metrics import roc_auc_score

from sklearn.preprocessing import StandardScaler

from sklearn.decomposition import PCA

nltk .download (" stopwords")

nlp_md = spacy.load ("es_core_news_md")
sw=stopwords.words(’spanish ") +palabras_parada
sns.set_style ("white")

sns.set_context (" paper")

mnmmnn

"""# Funciones

def remover_links(x):
l=re.compile (" https:\S=+")
return l.sub(’’,x.lower())
def remover_puntc(x):
p=re.compile('[*"\w\s]")
return p.sub(’ ’,x.lower())
def remover_caract_ext(x):
c=re.compile(’<\Sx*>")
return c.sub(’’,x.lower())
def remover_carac_espacio(x):
e=re.compile(’(\r) | (\n) ")
return e.sub(’’,x.lower())
def remover_num(Xx) :
n=re.compile ([0 -9]+")
return n.sub(’’,x.lower())
def remover_etiq(x):
e=re.compile ('@\Sx")

return e.sub(’’,x.lower())
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def

def

def

def

def

def

def

remover_hash (x):
h=re.compile("#\S%")

return h.sub(’’,x.lower())
remover_single (x):
h=re.compile(’\s\w\s ")
return h.sub(’ ’,x.lower())
remover_spaces(x):

return " ".join(x.split())

remover (x):

aux=x

aux = remover_etiq(aux)

aux = remover_links (aux)

aux = remover_hash (aux)

aux = remover_caract_ext(aux)
aux = remover_carac_espacio (aux)
aux = remover_puntc(aux)

aux = remover_num (aux)

aux = remover_single (aux)

aux = remover_spaces(aux)

return aux.strip ()

lematizar_md (x) :

7

return

1)

“.join ([ tok .lemma_.lower () for tok in nlp_md(x)

no_sw(x) :

return ~ ’“.join ([t for t in x.split() if t not in sw])

plot_roc_curve (fpr, tpr,auc):

plt.plot(fpr, tpr, color="orange’)

plt.plot ([0, 1], [0, 1], color=(0.12156862745098039,
0.4666666666666667, 0.7058823529411765), linestyle
='—-")

plt.xlabel ("FPR")

plt.ylabel ("TPR")
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plt.show ()

def plot_roc_curves(fprl, tprl, fpr2,tpr2,fpr3,tpr3):
tfig = plt.figure ()
palette = plt.get_cmap(’tab10 ")
plt.plot(fprl, tprl,color=palette(2),label="svm lineal )
plt.plot(fpr2, tpr2,color=palette(0),label="svim rbf”)
plt.plot(fpr3, tpr3,color=palette(1l), label="svm sigmoide
")
plt.plot ([0, 1], [0, 1], color='silver’, linestyle="--")
plt.xlabel ("FPR")
plt.ylabel ("TPR")
plt.legend ()
fig .savefig(’'svm_roc’, dpi=800)
plt.show ()

def plot_roc_curves_rm (fprl, tprl, fpr2,tpr2):
fig = plt.figure ()
palette = plt.get_cmap(’tabl0 ")
plt.plot(fprl, tprl,bcolor=palette(0),6label="rm gini”)
plt.plot(fpr2, tpr2,color=palette(1),label="rm entropy’)
plt.plot ([0, 1], [0, 1], color='silver’, linestyle="--")
plt.xlabel ("FPR")
plt.ylabel ("TPR")
plt.legend ()
fig.savefig('rm_roc’, dpi=800)
plt.show ()

def count_words(texto):

return len(texto.split())
"""#Carga de Datos"""

data = pd.read_csv(’base_noticias.csv’)
data
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nun# EDA teXtOS”””

plt.figure(figsize=(4,5))

v=len (data[’Tipo "][ data[ Tipo’']==0])
f=len (data[ ' Tipo "][ data[ Tipo’']==1])
p=sns.countplot(x = 'Tipo’, data = data)

p.set(xlabel="Tipo de noticia’, ylabel="Frecuencia’)
p.figure.savefig ("data_dist.png",dpi=800)
"Verdaderas: {:.21f}% Falsas: {:.2f}% .format(v/(v+f), f/(v+f)

)

p=sns.countplot(y = ’'Pagina’, data = data,order =data[’Pagina
"].value_counts () .index)

p.set(xlabel="Total de noticias ', ylabel="")

p.figure.savefig (" fuentes.png")

plt.show ()

texto = data[’Noticia "]

texto

textos_len = list (map(count_words, texto))

base_len = pd.DataFrame ({ Longitud ": textos_len ,  Tipo ':data[’
Tipo "]})

plt.figure(figsize=(4,6))

p=sns.boxplot(x="Tipo’, y="Longitud’, data=base_len,h linewidth
=0.75)

p.set(ylabel="N mero de palabras’)

p.figure.savefig ("text_boxplot.png",dpi=800)

plt.show ()

plt.figure(figsize=(10,5))

p=sns.displot(x="Longitud", hue="Tipo",data=base_len, legend=
False)

p.set(xlabel="N mero de palabras’, ylabel="")

p.despine(left=True)
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p.savefig ("dist_text.png",dpi=800)
plt.show ()

base_len.groupby (' Tipo’) .agg({ Longitud ": [ 'mean’,’std "]})
"""# Procesamiento de texto

## Limpiar puntuaci n, hashtags, etiquetas, links.

mman

texto = list (map(remover, texto))
nmn ||## Lematizar maoan

texto = list (map(lematizar_md , texto))

texto = list (map(remover, texto))

"llll## Stopwordsllllll

texto_sin_sw = list (map(no_sw, texto))

"""# Representaci n TD-IDF"""

vector = TfidfVectorizer ()

vector. fit (texto_sin_sw)
data_pv_dm=vector.transform (texto_sin_sw).toarray ()
pd . DataFrame (data_pv_dm)

"""# Entrenamiento

## Conjuntos de datos

mnon

X=data_pv_dm
Y=np.array (data[’ Tipo'])
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X_train_sm, X_test, Y_train_sm, Y_test = train_test_split(X,
Y, test_size = 0.2,random_state=123)

X_val, X_test, Y_val, Y_test= train_test_split(X_test, Y_test
, test_size=0.5, random_state=111)

smt = SMOTE(random_state=0,k_neighbors=5)

X_train, Y_train = smt.fit_sample(X_train_sm, Y_train_sm)

X_aum = pd.concat ([pd.DataFrame(X_train) ,pd.DataFrame(X_val),
pd.DataFrame(X_test)], axis=0, ignore_index=True)

Y aum = pd.concat([pd.DataFrame(Y_train) ,pd.DataFrame(Y_val),
pd.DataFrame(Y_test)], axis=0, ignore_index=True)

data_aum = pd.concat([X_aum,Y aum], axis=1, ignore_index=True

)

data_aum = data_aum.rename(columns={6336: Tipo '})

plt.figure(figsize=(4,5))

v=len (data_aum/|[ ' Tipo ][ data_aum|[ ' Tipo']==0])

f=len (data_aum/[ ' Tipo "] [ data_aum|[ Tipo']==1])
p=sns.countplot(x = 'Tipo’, data = data_aum)
p.set(xlabel="Tipo de noticia’, ylabel="Frecuencia’)
p.figure.savefig ("data_dist_aum.png",6dpi=800)

"Verdaderas: {:.2f}% Falsas: {:.2f}% .format(v/(v+f), f/(v+f)

)

"Hll## SVM

### Flexibilidad

mon

error = []
¢ =10.01,0.5,1,5,25,50,100]
for i in C:
model SVM = SVC(kernel="sigmoid’, tol1=0.0001,C=i,
random_state=0)
model_SVM. fit (X_train, Y_train)
Y_pred = model SVM. predict(X_val)
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error .append(metrics.zero_one_loss(Y_val, Y_pred))

results_sigmoid = pd.DataFrame ({'C
“:[’0.01",’0.5",’1",’5",7’257,’50",7100"], "Error ": error})

plt.figure(figsize=(3,5))

p=sns.barplot(x="C",y = "Error’, data = results_sigmoid, order
=results_sigmoid .sort_values (’Error’,ascending=False) .C)

p.set(ylabel="Loss”)

plt.savefig ("svm_sigmoid_C.png" ,dpi=800)

plt.show ()

error = []
Cc =1[0.01,0.5,1,5,25,50,100]
for i in C:
model_ SVM = SVC(kernel="rbf’,tol=0.0001,C=i,random_state
=0)
model_ SVM. fit (X_train, Y_train)
Y_pred = model SVM. predict(X_val)

error .append (metrics.zero_one_loss(Y_val, Y_pred))

plt.figure(figsize=(3,5))

results_rbf = pd.DataFrame ({'C
“:]’0.01",’0.5",’1",’57,725",’50",7100"], "Error ": error })

p=sns.barplot(x="'C",y = "Error’, data = results_rbf ,h order

results_rbf.sort_values(’Error’,6 ascending=False) .C)
p.set(ylabel="Loss”)
plt.savefig ("svm_rbf C.png",dpi=800)
plt.show ()

error = []
¢ =10.01,0.5,1,5,25,50,100]
for i in C:
model_SVM = SVC(kernel="linear ’,tol=0.0001,C=i,
random_state=0)
model_SVM. fit (X_train, Y_train)
Y_pred = model SVM. predict(X_val)
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error .append(metrics.zero_one_loss(Y_val, Y_pred))

plt.figure(figsize=(3,5))

results_linear = pd.DataFrame({'C
“:[’0.01",’0.5",’1",’5",7257,’50",7100"], "Error ": error})

p=sns.barplot(x="C",y = "Error’, data = results_linear ,order
=results_linear .sort_values(’Error’,ascending=False) .C)

p.set(ylabel="Loss”)

plt.savefig ("svm_linear_C.png" ,dpi=800)

plt.show ()

llnll### Finalllllll

model_SVM_sigmoid = SVC(kernel="sigmoid ", tol=0.00001,
random_state=0,probability=True ,C=0.5)

model_SVM_sigmoid. fit (X_train, Y_train)

Y_pred_SVM_sigmoid = model SVM_sigmoid. predict (X_test)

print (confusion_matrix (Y_test, Y_pred _SVM_sigmoid))

print (" Accuracy:’, metrics.accuracy_score(Y_test,
Y_pred_SVM_sigmoid) )

print (' Recall:’ , metrics.recall_score (Y_test,
Y_pred_SVM_sigmoid))

print (' Precision:’, metrics. precision_score (Y_test,
Y_pred_SVM_sigmoid) )

model_SVM_rbf = SVC(kernel="rbf’,tol=0.00001,random_state=0,
probability=True ,C=1)

model_SVM_rbf. fit (X_train, Y_train)

Y_pred_SVM_rbf = model SVM_rbf. predict (X_test)

print (confusion_matrix (Y_test, Y_pred_SVM_rbf))

print (" Accuracy:’, metrics.accuracy_score(Y_test,
Y_pred_SVM_rbf))

print (' Recall:’ , metrics.recall_score(Y_test, Y_pred SVM_rbf))

print (' Precision:’, metrics. precision_score (Y_test,
Y_pred_SVM_rbf))
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model_SVM_linear = SVC(kernel="linear ’,tol=0.00001,
random_state=0,probability=True ,C=0.5)

model_SVM_linear. fit (X_train, Y_train)

Y_pred_SVM_linear = model SVM_linear. predict (X_test)

print (confusion_matrix(Y_test, Y_pred SVM_linear))

print (" Accuracy:’, metrics.accuracy_score(Y_test,
Y_pred_SVM_linear))

print (' Recall:’ , metrics.recall_score (Y_test,
Y_pred_SVM_linear))

print (" Precision:’, metrics. precision_score (Y_test,
Y_pred_SVM_linear))

probs_sigmoid = model SVM_sigmoid. predict_proba (X_test)

probs_sigmoid = probs_sigmoid[:,1]

auc_sigmoid = roc_auc_score(Y_test, probs_sigmoid)

fpr_sigmoid , tpr_sigmoid, thresholds_sigmoid = roc_curve(
Y_test, probs_sigmoid)

plot_roc_curve (fpr_sigmoid , tpr_sigmoid,b auc_sigmoid)

oid = np.argmax(np.abs(tpr_sigmoid - fpr_sigmoid))

print ('ROC:” ,auc_sigmoid , " threshold:’,thresholds_sigmoid [ oid
],’TPR:’ , tpr_sigmoid[oid ], "FPR: ", fpr_sigmoid[oid ])

probs_rbf = model SVM_rbf. predict_proba (X_test)
probs_rbf = probs_rbf[:,1]

auc_rbf = roc_auc_score(Y_test, probs_rbf)
fpr_rbf, tpr_rbf, thresholds_rbf = roc_curve(Y_test,
probs_rbf)

plot_roc_curve (fpr_rbf, tpr_rbf,6 auc_rbf)

oid = np.argmax(np.abs(tpr_rbf - fpr_rbf))

print ('ROC:”,auc_rbf, " threshold:’,thresholds_rbf[oid], "TPR: ",
tpr_rbf[oid], 'FPR: ", fpr_rbf[oid])

probs_linear model_SVM_linear. predict_proba (X_test)
probs_linear = probs_linear|[:,1]

auc_linear = roc_auc_score(Y_test, probs_linear)
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fpr_linear , tpr_linear, thresholds_linear = roc_curve(Y_test,
probs_linear)
plot_roc_curve(fpr_linear , tpr_linear ,auc_linear)
oid = np.argmax(np.abs(tpr_linear - fpr_linear))
print ('ROC:”,auc_linear ,’threshold:’,thresholds_linear[oid],’
TPR:’, tpr_linear[oid], "FPR:’, fpr_linear[oid])

plt.figure(figsize=(3,3))

p=sns.heatmap (confusion_matrix (Y_test, Y_pred_SVM_linear),
annot=True , fmt="g’ ,cmap="Blues ' ,cbar=False)

p.set(xlabel="clase predicha’, ylabel="clase verdadera’)

p.figure.savefig ("cm_svm_linear.png",dpi=800)

plt.show ()

cf_svm_linear=confusion_matrix(Y_test, Y_pred_SVM_linear)

TN=cf_svm_linear[0][0]

FP=cf_svm_linear[0][1]

FN=cf_svm_linear[1][0]

TP=cf_svm_linear [1][1]

print (" Err:’,100%(FP+EN) / (FP+EN+IN+TP) )

print ("Acc:’,100x%(TP+IN) / (FP+EN+IN+TP) )

print (“precF:”,100+(TP) /(TP+FP))

print (“precR:”,100x(TN) /(TN+EN) )

print ("TPR:”,100x(TP) /(TP+EN))

print ("TFR:”,100=(IN) /(IN+FP) )

print ("ENR:”,100%(EN) /(TP+EN) )

print ("FPR:’",100+(FP) /(IN+FP))

print ("F-F:’,(2+TP) /((2+TP)+FP+FN))

print ("F-R:”,(2+IN) / ((2+TN)+FN+FP) )

plt.figure(figsize=(3,3))

p=sns.heatmap (confusion_matrix (Y_test, Y_pred SVM_sigmoid),
annot=True ,fmt="g’ ,cmap="Blues ', cbar=False)

p.set(xlabel="clase predicha’, ylabel="clase verdadera’)

p.figure.savefig ("cm_svm_sigmoid.png",dpi=800)

plt.show ()

cf_svm_sigmoid=confusion_matrix (Y_test, Y_pred SVM_sigmoid)
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TN=cf_svm_sigmoid [0]

FP=cf_svm_sigmoid [0]
1]

TP=cf_svm_sigmoid [1]

print ("Err:’,100=(FP+EN) / (FP+EN+IN+TP) )

print(“Acc:’,100=(TP+IN) / (FP+EN+IN+TP) )

print (" precF:’,100+(TP) /(TP+FP))

print ("precR:”,100x(TN) /(IN+EN) )

print ("TPR:’,100+(TP) /(TP+FN))

print ("TFR:”,100%(IN) /(IN+FP) )

print ("ENR: " ,100%(EN) /(TP+EFN) )

print ("FPR:”,100x%(FP) /(IN+FP))

print ("F-F:”,(2+TP) /((2+TP)+FP+EN) )

print ("F=R: ", (2+TN) / ((2+TN)+FN+FP))

[
[
FN=cf_svm_sigmoid [
[
(

plt.figure(figsize=(3,3))

p=sns.heatmap (confusion_matrix (Y_test, Y_pred SVM_rbf), annot
=True ,fmt="g’ ,cmap="Blues ' ,cbar=False)

p.set(xlabel="clase predicha’, ylabel="clase verdadera’)

p.figure.savefig ("cm_svm_rbf.png" ,dpi=800)

plt.show ()

cf_svm_rbf=confusion_matrix(Y_test, Y_pred_SVM_rbf)

TN=cf_svm_rbf[0][0]

FP=cf_svm_rbf[0][1]

FN=cf_svm_rbf[1][0]

TP=cf_svm_rbf[1][1]

print (" Err:’,100x(FP+EN) / (FP+EN+IN+TP) )

print ("Acc:’,100x(TP+IN) / (FP+FN+IN+TP) )

print (“precF:”,100+(TP) /(TP+FP))

print (“precR:”,100x(TN) /(TN+EN) )

print ("TPR:”,100x(TP) /(TP+EFN))

print ("TFR:”,100=(IN) /(IN+FP) )

print ("ENR:”,100%(EN) /(TP+EN) )

print ("FPR:”,100=(FP) /(IN+FP))

print ("F-F:” ,(2+TP) /((2+TP)+FP+FN))

print ("F-R:”,(2+IN) / ((2+TN)+FN+FP) )
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plot_roc_curves (fpr_linear , tpr_linear , fpr_rbf, tpr_rbf,

fpr_sigmoid , tpr_sigmoid)
"""## Naive Bayes

### Final

nmnn

model_NB = GaussianNB ()

model_NB. fit (X_train, Y_train)

Y_pred_NB = model NB. predict(X_test)

print (confusion_matrix (Y_test, Y_pred NB))

print (" Accuracy:’, metrics.accuracy_score(Y_test, Y _pred NB))
print(’Recall:’, metrics.recall_score(Y_test, Y_pred NB))
print (' Precision:’, metrics. precision_score(Y_test, Y_pred_NB)

)

probs_nb = model NB. predict_proba (X_test)

probs_nb = probs_nb[:,1]

auc_nb = roc_auc_score(Y_test, probs_nb)

fpr_nb, tpr_nb, thresholds_nb = roc_curve(Y_test, probs_nb)

plot_roc_curve (fpr_nb, tpr_nb,bauc_nb)

oid = np.argmax(np.abs(tpr_nb - fpr_nb))

print ('ROC:” ,auc_nb, " threshold:’,thresholds_nb[oid], TPR: ",
tpr_nb[oid], "FPR: ", fpr_nb[oid])

plt.figure(figsize=(3,3))

p=sns.heatmap (confusion_matrix (Y_test, Y_pred NB), annot=True
,fmt="g’ ,cmap="Blues ', cbar=False)

p.set(xlabel="clase predicha’, ylabel="clase verdadera’)

p.figure.savefig ("cm_nb.png",dpi=800)

plt.show ()

cf_nb=confusion_matrix(Y_test, Y_pred NB)

TN=cf_nb[0][0]

FP=cf_nb[0][1]
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FN=cf_nb[1][0]

TP=cf_nb[1][1]

print (" Err:’,100x(FP+EN) / (FP+EN+IN+TP) )
print ("Acc:’,100x%(TP+IN) / (FP+EN+IN+TP) )
print (“precF:”,100+(TP) /(TP+FP))

print (“precR:”,100x(TN) /(TN+EN) )

print ("TPR:”,100x(TP) /(TP+EFN))

print ("TFR:”,100=(IN) /(IN+FP) )

print ("ENR: " ,100%(EN) /(TP+EN) )

print ("FPR:”,100%(FP) /(IN+FP))

print ("F-F:’,(2+TP) /((2+TP)+FP+FN))
print ("F-R:”,(2+IN) / ((2+TN)+FEN+FP) )

"""#4# Random Forest

### Par metros

mman

error_train_RM_gini = []
[]
[]

error_val_RM_gini

error_oob_RM_gini

N = range(1,702,25)
for i in N:
model _RM_gini = RandomForestClassifier (n_estimators=i,
random_state=0,00b_score=True, criterion="gini ")
model RM_gini. fit (X_train, Y_train)
Y_pred_train_RM_gini = model _RM_gini. predict(X_train)
Y_pred_val RM_gini = model RM_gini. predict(X_val)
Y_pred_test_ RM_gini = model RM_gini. predict(X_test)
error_train_RM_gini.append(metrics.zero_one_loss(Y_train,
Y_pred_train_RM_gini))
error_val_RM_gini.append(metrics.zero_one_loss(Y_val,
Y_pred_val RM_gini))
error_oob_RM_gini.append(1-model RM_gini. oob_score_)
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error_train_RM_ent = []

error_val RM_ent =

error_oob_RM ent =

[]
[]

N = range(1,702,25)

for

i in N:
model_RM_ent = RandomForestClassifier (n_estimators=i,
random_state=0,00b_score=True, criterion="entropy ’)
model_RM_ent. fit (X_train, Y_train)
Y_pred_train_RM_ent = model RM_ent. predict (X_train)
Y_pred_val_ RM_ent = model RM_ent. predict(X_val)
Y_pred_test RM_ent = model RM_ent. predict (X_test)
error_train_RM_ent.append (metrics.zero_one_loss(Y_train,
Y_pred_train_RM_ent))
error_val_RM_ent.append(metrics.zero_one_loss(Y_val,
Y_pred_val RM_ent))
error_oob_RM_ent.append(1-model RM_ent. oob_score_)

.figure(figsize=(5,5))

.plot(N, error_train_RM_gini,label="Error entrenamiento ’)
.plot (N, error_val RM_gini, label="Error validaci n )
.plot (N, error_oob_RM_gini,label="Error OOB")

.legend ()

.axvline (x=475, color="grey’, linestyle="--")

.savefig ("ntrees_rm_gini.png",dpi=800)

.show ()

.figure(figsize=(5,5))

.plot (N, error_train_RM_ent,label="Error entrenamiento’)
.plot (N, error_val RM_ent, label="Error validaci n’)
.plot(N, error_oob_RM_ent,label="Error OOB")

.legend ()
.axvline (x=400, color="grey’, linestyle="--")
.savefig ("ntrees_rm_ent.png",dpi=800)

.show ()
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ll"ll### Finalﬂﬂﬂ

model RM_gini = RandomForestClassifier (n_estimators=475,
random_state=0,criterion="gini ")

model RM_gini. fit (X_train, Y_train)

Y_pred_RM_gini = model RM_gini. predict (X_test)

print (confusion_matrix (Y_test, Y_pred RM_gini))

print (" Accuracy:’, metrics.accuracy_score(Y_test,
Y_pred_RM_gini))

print (’Recall:’, metrics.recall_score(Y_test, Y_pred _RM_gini))

print (’Precision:’, metrics. precision_score (Y_test,
Y_pred_RM_gini))

model_RM_ent = RandomForestClassifier (n_estimators=400,
random_state=0,criterion="entropy ’)

model_RM_ent. fit (X_train, Y_train)

Y_pred_RM_ent = model RM_ent. predict (X_test)

print (confusion_matrix (Y_test, Y_pred RM_ent))

print (" Accuracy:’, metrics.accuracy_score(Y_test,
Y_pred_RM_ent))

print (' Recall:’, metrics.recall_score(Y_test, Y _pred RM_ent))

print (' Precision:’, metrics. precision_score (Y_test,
Y_pred_RM_ent) )

probs_gini = model_RM_gini. predict_proba (X_test)

probs_gini = probs_gini[:,1]

auc_gini = roc_auc_score(Y_test, probs_gini)

fpr_gini, tpr_gini, thresholds_gini = roc_curve(Y_test,
probs_gini)

plot_roc_curve (fpr_gini, tpr_gini,auc_gini)

oid = np.argmax(np.abs(tpr_gini - fpr_gini))

print ('ROC:” ,auc_gini, "threshold:’,thresholds_gini[oid ], "TPR
;7 ,tpr_gini[oid ], 'FPR:’, fpr_gini[oid])

probs_ent = model RM_ent. predict_proba (X_test)
probs_ent = probs_ent[:,1]
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auc_ent = roc_auc_score(Y_test, probs_ent)

fpr_ent, tpr_ent, thresholds_ent = roc_curve(Y_test,
probs_ent)

plot_roc_curve (fpr_ent, tpr_ent,auc_ent)

oid = np.argmax(np.abs(tpr_ent — fpr_ent))

print ('ROC:”,auc_ent, " threshold:’, thresholds_ent[oid ], "TPR: ",
tpr_ent[oid], 'FPR: ", fpr_ent[oid])

plot_roc_curves_rm (fpr_gini,tpr_gini ,fpr_ent, tpr_ent)

plt.figure(figsize=(3,3))

p=sns.heatmap (confusion_matrix (Y_test, Y_pred _RM_gini), annot
=True ,fmt="g’ ,cmap="Blues ' ,cbar=False)

p.set(xlabel="clase predicha’, ylabel="clase verdadera’)

p.figure.savefig ("cm_rm_gini.png",dpi=800)

plt.show ()

cf_nb=confusion_matrix (Y_test, Y_pred_RM_gini)

TN=cf_nb[0][0]

FP=cf_nb [0][1]

FN=cf_nb[1][0]

TP=cf_nb[1][1]

print ("Err:’,100=(FP+EN) / (FP+EN+IN+TP) )

print ("Acc:’,100x%(TP+IN) / (FP+EN+IN+TP) )

print ("precF:”,100(TP) /(TP+FP))

print ("precR:”,100x(TN) /(TN+EN) )

print ("TPR:”,100=(TP) /(TP+EN) )

print ("TFR:”,100x(IN) / (IN+FP) )

print ("FNR:”,100=(EN) /(TP+EN) )

print ("FPR:”,100=(FP) /(IN+FP))

print ("F-F:”,(2+TP) /((2+TP)+FP+EN) )

print ("F-R:”,(2+IN) / ((2+TN)+FN+FP) )

plt.figure(figsize=(3,3))
p=sns.heatmap (confusion_matrix (Y_test, Y_pred RM_ent), annot=
True,fmt="g’ ,cmap="Blues ', cbar=False)

p.set(xlabel="clase predicha’, ylabel="clase verdadera’)
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p.figure.savefig ("cm_rm_entropy.png",dpi=800)

plt

.show ()

cf_nb=confusion_matrix (Y_test, Y_pred_RM_ent)
TN=cf_nb[0][0]

FP=cf_nb[0]
FN=cf_nb[1][0]
TP=cf_nb[1]

[1]

[1]

print (" Err:’,100x%(FP+EN) / (FP+EN+IN+TP) )
print (“Acc:’,100=(TP+IN) / (FP+EN+IN+TP) )
print (“precF:”,100%(TP) /(TP+FP))

print ("precR:’,100x(IN) /(IN+EN) )

print ("TPR:”,100x(TP) /(TP+EN))

print ("TFR:”,100=(IN) /(IN+FP) )

print ("FNR: " ,100=(FN) /(TP+EN))

print ("FPR:”,100x(FP) /(IN+FP))

print ("F-F:’,(2+TP) /((2+TP)+FP+FN))
print ("F-R:”,(2+IN) / ((2+TN)+FEN+FP) )

"""## Gradient Boost

### Par metros

mon

error_train_boost = []

error_val_boost = []

N = range(1,1002,25)

for

i in N:

model GM = GradientBoostingClassifier (n_estimators=i,
random_state=0,loss="exponential ', criterion="mse")

model GM. fit (X_train, Y_train)

Y_pred_train_boost = model GM. predict(X_train)

Y_pred_val_boost = model GM. predict(X_val)

Y_pred_test_boost = model GM. predict (X_test)

error_train_boost.append(l-metrics.accuracy_score(Y_train

, Y_pred_train_boost))
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error_val_boost.append(l-metrics.accuracy_score(Y_val,
Y_pred_val_boost))

plt.plot(N, error_train_boost,label="Error entrenamiento’)
plt.plot(N, error_val_boost, label="Error validaci n )
plt.legend ()

plt.axvline (x=630, color="grey’, linestyle="--")

plt.savefig ("ntrees_boost.png",dpi=800)

plt.show ()
ll"ll### FinalllHH
model GB = GradientBoostingClassifier (random_state = 0,

tol=0.00001,
loss="exponential ’,
criterion="mse’,
n_estimators=630)
model_GB. fit (X_train, Y_train)
Y_pred_GB = model GB. predict(X_test)
print (confusion_matrix (Y_test, Y_pred_GB))
print (" Accuracy:’, metrics.accuracy_score(Y_test, Y_pred_GB))
print (' Recall:’, metrics.recall_score(Y_test, Y_pred_GB))
print (' Precision:’, metrics. precision_score(Y_test, Y_pred_GB)

)

probs_boost = model GB. predict_proba (X_test)

probs_boost = probs_boost[:,1]

auc_boost = roc_auc_score(Y_test, probs_boost)

fpr_boost, tpr_boost, thresholds_boost = roc_curve(Y_test,
probs_boost)

plot_roc_curve (fpr_boost, tpr_boost,auc_boost)

oid = np.argmax(np.abs(tpr_boost - fpr_boost))

print ('ROC:”,auc_boost,’threshold:’, thresholds_boost[oid],’
TPR: ", tpr_boost[oid], "FPR: ", fpr_boost[oid])

plt.figure(figsize=(3,3))

109




p=sns.heatmap (confusion_matrix (Y_test, Y_pred GB), annot=True
,fmt="g’ ,cmap="Blues ', cbar=False)

p.set(xlabel="clase predicha’, ylabel="clase verdadera’)

#p.figure.savefig ("cm_boost.png",dpi=800)

plt.show ()

cf_nb=confusion_matrix(Y_test, Y_pred_GB)

TN=cf_nb [0][0]

FP=cf_nb[0][1]

FN=cf_nb[1][0]

TP=cf_nb[1][1]

print ("Err:’,100+(FP+EN) / (FP+EN+IN+TP) )

print ("Acc:’,100%(TP+IN) / (FP+EN+IN+TP) )

print ("precF:”,100+(TP) /(TP+FP))

print (“precR:”,100x(TN) /(TN+EN) )

print ("TPR:”,100x(TP) /(TP+EN))

print ("TFR:”,100%(IN) / (IN+FP))

print ("ENR:”,100%(EN) /(TP+EN) )

print ("FPR:’,100+(FP) /(IN+FP))

print ("F-F:’,(2+TP) /((2+TP)+FP+FN))

print ("F-R:’,(2+TN) / ((2+TN)+FN+FP) )

B.0.2. Textos con stop words y textos no lematizados

import pandas as pd

import numpy as np

import re

import string

import functools

import matplotlib.pyplot as plt
import nltk

import textblob

import spacy

import seaborn as sns

from collections import Counter

from nltk.tokenize import word_tokenize
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from sw import palabras_parada

from sklearn import metrics

from nltk.corpus import stopwords

from wordcloud import WordCloud

from PIL import Image

from sklearn.model_selection import train_test_split

from sklearn.svm import SVC

from sklearn.metrics import classification_report,
confusion_matrix , plot_confusion_matrix

from sklearn.naive_bayes import GaussianNB

from sklearn.ensemble import RandomForestClassifier

from sklearn.ensemble import GradientBoostingClassifier

from imblearn.over_sampling import SMOIE

from sklearn.feature_extraction.text import CountVectorizer,
TfidfVectorizer

from sklearn.metrics import roc_curve

from sklearn.metrics import roc_auc_score

from sklearn.preprocessing import StandardScaler

from sklearn.decomposition import PCA

nltk .download (" stopwords")

nlp_md = spacy.load ("es_core_news_md")
sw=stopwords.words(’spanish ") +palabras_parada
sns.set_style ("white")

sns.set_context (" paper")

"""# Funciones

def remover_links(x):
l=re.compile (" https:\S=%")
return l.sub(’’,x.lower())
def remover_puntc(x):
#p=re.compile ("[.;, 2! _ ["() -:]1")
p=re.compile('[M\w\s]")
return p.sub(’ ’,x.lower()) # remplaza por espacio

def remover_caract_ext(x):
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def

def

def

def

def

def

def

def

c=re.compile('<\S*>")
return c.sub(’’,x.lower())
remover_carac_espacio (x):
e=re.compile("(\r) | (\n) ")
return e.sub(’’,x.lower())
remover_num (X ) :
n=re.compile ([0 -9]+")
return n.sub(’’,x.lower())
remover_etiq(x):
e=re.compile ("@\Sx*")
return e.sub(’’,x.lower())
remover_hash (x):
h=re.compile("#\Sx")
return h.sub(’’,x.lower())
remover_single (x):
h=re.compile(’"\s\w\s ")
return h.sub(’” ’,x.lower())
remover_spaces(x):

return " ".join(x.split())

remover(Xx) :

aux=x

aux = remover_etiq(aux)

aux = remover_links (aux)

aux = remover_hash (aux)

aux = remover_caract_ext(aux)
aux = remover_carac_espacio (aux)
aux = remover_puntc(aux)

aux = remover_num (aux)

aux = remover_single (aux)

aux = remover_spaces(aux)

return aux.strip ()

lematizar_md (x) :

4

return

1)

“.join ([ tok .lemma_.lower () for tok in nlp_md(x)
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def no_sw(x):

4

return “.join ([t for t in x.split() if t not in sw])
def plot_roc_curve(fpr, tpr,auc):
plt.plot(fpr, tpr, color="orange’)
plt.plot ([0, 1], [0, 1], color=(0.12156862745098039,
0.4666666666666667, 0.7058823529411765), linestyle
=—-)
plt.xlabel ("FPR")
plt.ylabel ("TPR")
plt.show ()

def plot_roc_curves(fprl, tprl, fpr2,tpr2,fpr3,tpr3):
fig = plt.figure ()
palette = plt.get_cmap(’tabl0 ")
plt.plot(fprl, tprl,color=palette(2),label="svm lineal )
plt.plot(fpr2, tpr2,color=palette(0),label="svm rbf”)
plt.plot(fpr3, tpr3,color=palette(1l), label="svm sigmoide
")
plt.plot ([0, 1], [0, 1], color='silver’, linestyle="--")
plt.xlabel ("FPR")
plt.ylabel ("TPR")
plt.legend ()
fig .savefig(’svm_roc_no’, dpi=800)
plt.show ()

def plot_roc_curves_rm (fprl, tprl, fpr2,tpr2):
tig = plt.figure ()
palette = plt.get_cmap(’tab10 ")
plt.plot(fprl, tprl,color=palette(0),6label="rm gini’)
plt.plot(fpr2, tpr2,color=palette(1l),6label="rm entropy’)
plt.plot ([0, 1], [0, 1], color='silver’, linestyle="--")
plt.xlabel ("FPR")
plt.ylabel ("TPR")
plt.legend ()
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fig .savefig('rm_roc_no’, dpi=800)
plt.show ()

def count_words(texto):

return len(texto.split())
"""#Carga de Datos"""

data = pd.read_csv(’base_noticias.csv’)
data

lllln# EDA teXtOS”””

plt.figure(figsize=(4,5))

v=len (data[ ' Tipo "][ data[ ' Tipo']==0])
t=len (data[ ' Tipo ][ data[ Tipo’']==1])
p=sns.countplot(x = 'Tipo’, data = data)

p.set(xlabel="Tipo de noticia’, ylabel="Frecuencia’)

p.figure.savefig ("data_dist.png",dpi=800)

"Verdaderas: {:.21f}% Falsas: {:.2f}% .format(v/(v+f), f/(v+f)
)

p=sns.countplot(y = ’"Pagina’, data = data,order =data[’Pagina
"].value_counts () .index)

p.set(xlabel="Total de noticias’, ylabel="")

p.figure.savefig (" fuentes.png")

plt.show ()

texto = data[’Noticia "]

texto
textos_len = list (map(count_words, texto))
base_len = pd.DataFrame ({ Longitud ": textos_len , Tipo ':data[’

Tipo "]})

plt.figure(figsize=(4,6))
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p=sns.boxplot(x="Tipo’, y="Longitud’, data=base_len,h linewidth
=0.75)

p.set(ylabel="N mero de palabras’)

p.figure.savefig ("text_boxplot.png",dpi=800)

plt.show ()

plt.figure(figsize=(10,5))

p=sns.displot(x="Longitud", hue="Tipo",6data=base_len, legend=
False)

p.set(xlabel="N mero de palabras’,6 ylabel="")

p.despine(left=True)

p.savefig ("dist_text.png",dpi=800)

plt.show ()

base_len.groupby(’Tipo”) .agg({ Longitud ": [’'mean’, ’std "]})

"""# Procesamiento de texto

## Limpiar puntuaci n, hashtags, etiquetas, links.

nmnn

texto = list (map(remover, texto))
"""## Lematizar"""

texto = list (map(lematizar_md , texto))
texto = list (map(remover, texto))
"""## Stopwords"""

texto_sin_sw = texto

"""# Embedding TD-IDF"""

vector = TfidfVectorizer ()
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vector. fit (texto_sin_sw)
data_pv_dm=vector.transform (texto_sin_sw).toarray ()

pd . DataFrame (data_pv_dm)
"""# Entrenamiento

## Conjuntos de datos

nmnn

X=data_pv_dm

Y=np.array (data[ Tipo’])

X_train_sm, X_test, Y_train_sm, Y_test = train_test_split(X,
Y, test_size = 0.2,random_state=123)

X_val, X_test, Y_val, Y_test= train_test_split(X_test, Y_test
, test_size=0.5, random_state=111)

smt = SMOIE(random_state=0,k_neighbors=5)

X_train, Y_train = smt.fit_sample(X_train_sm, Y_train_sm)

X_aum = pd.concat ([pd.DataFrame(X_train) ,pd.DataFrame(X_val),
pd.DataFrame (X_test)], axis=0, ignore_index=True)

Y aum = pd.concat([pd.DataFrame(Y_train) ,pd.DataFrame(Y_val),
pd.DataFrame(Y_test)], axis=0, ignore_index=True)

data_aum = pd.concat([X_aum,Y aum], axis=1, ignore_index=True

)

data_aum = data_aum.rename(columns={9953: Tipo '})

plt.figure(figsize=(4,5))

v=len (data_aum|[ ' Tipo "][ data_aum|[ ' Tipo']==0])

f=len (data_aum/|[ 'Tipo "] [ data_aum|[ ' Tipo']==1])
p=sns.countplot(x = 'Tipo’, data = data_aum)
p.set(xlabel="Tipo de noticia’, ylabel="Frecuencia’)
p.figure.savefig ("data_dist_aum.png",6dpi=800)

"Verdaderas: {:.21f}% Falsas: {:.2f}% .format(v/(v+f), f/(v+f)

)

VVIIH## SVM
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### Flexibilidad

man

error = []
C =[0.01,0.5,1,5,25,50,100]
for i in C:
model SVM = SVC(kernel="sigmoid’, tol=0.0001,C=i,
random_state=0)
model_SVM. fit (X_train, Y_train)
Y_pred = model SVM. predict(X_val)

error .append (metrics.zero_one_loss(Y_val, Y_pred))

plt.figure(figsize=(3,5))

results_sigmoid = pd.DataFrame ({'C
“:[’0.01",’0.5",’1",’57,’257,’50",7100"], "Error ": error})

p=sns.barplot(x="C",y = "Error’, data = results_sigmoid, order
=results_sigmoid.sort_values(’Error’,ascending=False).C,
color=(0.12156862745098039, 0.4666666666666667,
0.7058823529411765))

p.set(ylabel="Loss”)

plt.savefig ("svm_sigmoid_C_no.png",dpi=800)

plt.show ()

error = []
Cc =[0.01,0.5,1,5,25,50,100]
for i in C:
model_SVM = SVC(kernel="rbf’,t0l1=0.0001,C=i,random_state
:0)
model_SVM. fit (X_train, Y_train)
Y_pred = model SVM. predict(X_val)

error .append (metrics.zero_one_loss(Y_val, Y_pred))
plt.figure(figsize=(3,5))

results_rbf = pd.DataFrame ({’'C
“:[’0.01",’0.5",’1",’5",7257,’50",7100"], "Error ": error})
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p=sns.barplot(x="C",y = "Error’, data = results_rbf,h order =
results_rbf.sort_values(’Error’,ascending=False).C, color
=(0.12156862745098039, 0.4666666666666667,
0.7058823529411765))

p.set(ylabel="Loss”)

plt.savefig ("svm_rbf_C_no.png",dpi=800)

plt.show ()

error = []
Cc =[0.01,0.5,1,5,25,50,100]
for i in C:
model_SVM = SVC(kernel="linear ’,tol=0.0001,C=i,
random_state=0)
model_SVM. fit (X_train, Y_train)
Y_pred = model SVM. predict(X_val)

error .append (metrics.zero_one_loss(Y_val, Y_pred))

plt.figure(figsize=(3,5))

results_linear = pd.DataFrame ({’'C
“:[’0.01",’0.5",’1",’5",’257,’50",7100"], "Error ": error})

p=sns.barplot(x='C",y = "Error’, data = results_linear ,order
=results_linear.sort_values(’Error’, ascending=False).C,
color=(0.12156862745098039, 0.4666666666666667,
0.7058823529411765))

p.set(ylabel="Loss”)

plt.savefig ("svm_linear_C_no.png",dpi=800)

plt.show ()

ll"ll### Finalﬂﬂﬂ

model_SVM_sigmoid = SVC(kernel="sigmoid’, tol=0.00001,
random_state=0,probability=True ,C=1)
model_SVM_sigmoid. fit (X_train, Y_train)
Y_pred_SVM_sigmoid = model SVM_sigmoid. predict (X_test)
print (confusion_matrix (Y_test, Y_pred SVM_sigmoid))
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print (" Accuracy:’, metrics.accuracy_score (Y_test,
Y_pred_SVM_sigmoid))

print (' Recall:’ , metrics.recall_score (Y_test,
Y_pred_SVM_sigmoid) )

print (' Precision:’, metrics. precision_score (Y_test,
Y_pred_SVM_sigmoid))

model_SVM_rbf = SVC(kernel="rbf’,tol=0.00001,random_state=0,
probability=True ,C=5)

model_SVM_rbf. fit (X_train, Y_train)

Y_pred_SVM_rbf = model SVM_rbf. predict (X_test)

print (confusion_matrix (Y_test, Y_pred_SVM_rbf))

print (" Accuracy:’, metrics.accuracy_score (Y_test,
Y_pred_SVM_rbf))

print (' Recall:’, metrics.recall_score(Y_test, Y_pred SVM_rbf))

print (' Precision:’, metrics. precision_score (Y_test,
Y_pred_SVM_rbf))

model_SVM_linear = SVC(kernel="linear ’,tol1=0.00001,
random_state=0,probability=True ,C=5)

model_SVM_linear. fit (X_train, Y_train)

Y_pred_SVM_linear = model SVM_linear. predict (X_test)

print (confusion_matrix (Y_test, Y_pred_SVM_linear))

print (" Accuracy:’, metrics.accuracy_score (Y_test,
Y_pred_SVM_linear))

print (' Recall:’ , metrics.recall_score (Y_test,
Y_pred_SVM_linear))

print (’Precision:’, metrics. precision_score (Y_test,
Y_pred_SVM_linear))

probs_sigmoid model_SVM_sigmoid . predict_proba (X_test)

probs_sigmoid = probs_sigmoid[:,1]

auc_sigmoid = roc_auc_score(Y_test, probs_sigmoid)

fpr_sigmoid , tpr_sigmoid, thresholds_sigmoid = roc_curve(
Y_test, probs_sigmoid)

plot_roc_curve (fpr_sigmoid , tpr_sigmoid ,h auc_sigmoid)
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oid = np.argmax(np.abs(tpr_sigmoid — fpr_sigmoid))
print ('ROC:’,auc_sigmoid, "threshold:’,thresholds_sigmoid[oid
], TPR: "’ , tpr_sigmoid[oid ], "FPR:’ , fpr_sigmoid[oid])

probs_rbf = model SVM_rbf. predict_proba(X_test)
probs_rbf[:,1]

auc_rbf = roc_auc_score(Y_test, probs_rbf)

probs_rbf

fpr_rbf, tpr_rbf, thresholds_rbf = roc_curve(Y_test,
probs_rbf)

plot_roc_curve (fpr_rbf, tpr_rbf,6 auc_rbf)

oid = np.argmax(np.abs(tpr_rbf — fpr_rbf))

print ('ROC:”,auc_rbf, " threshold:’,thresholds_rbf[oid], 'TPR: ",
tpr_rbf[oid], 'FPR:’, fpr_rbf[oid])

probs_linear = model_SVM_linear. predict_proba (X_test)

probs_linear = probs_linear[:,1]

auc_linear = roc_auc_score(Y_test, probs_linear)

fpr_linear , tpr_linear, thresholds_linear = roc_curve(Y_test,

probs_linear)

plot_roc_curve (fpr_linear , tpr_linear ,auc_linear)

oid = np.argmax(np.abs(tpr_linear — fpr_linear))

print ('ROC:”,auc_linear , ' threshold:’,thresholds_linear[oid],’
TPR:’ , tpr_linear[oid], 'FPR: ", fpr_linear[oid])

plt.figure(figsize=(3,3))

p=sns.heatmap (confusion_matrix(Y_test, Y_pred_SVM_linear),
annot=True ,fmt="g’ ,cmap="Blues ', cbar=False)

p.set(xlabel="clase predicha’, ylabel="clase verdadera’)

p.figure.savefig ("cm_svm_linear_no.png" ,dpi=800)

plt.show ()

cf_svm_linear=confusion_matrix(Y_test, Y_pred_SVM_linear)

TN=cf_svm_linear [0][0]

FP=cf_svm_linear [0][1]

FN=cf_svm_linear[1][0]

TP=cf_svm_linear [1][1]

print ("Err:’,100x(FP+EN) / (FP+FN+IN+TP) )
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print("Acc:’,100=(TP+IN) / (FP+EN+IN+TP) )
print (“precF:”,100%(TP) /(TP+FP))

print ("precR:’,100x(IN) /(IN+EN) )

print ("TPR:”,100x(TP) /(TP+EN))

print ("TFR:”,100=(IN) /(IN+FP) )

print ("FNR:’,100=(FN) /(TP+EN))

print ("FPR:”,100x(FP) /(IN+FP))

print ("F-F:’,(2+TP) /((2+TP)+FP+FN))
print ("F-R:”,(2+IN) / ((2+TN)+EN+FP) )

plt.figure(figsize=(3,3))
p=sns.heatmap (confusion_matrix (Y_test, Y_pred_SVM_sigmoid),
annot=True ,fmt="g’ ,cmap="Blues ' ,cbar=False)

p.set(xlabel="clase predicha’, ylabel="clase verdadera’)
p.figure.savefig ("cm_svm_sigmoid_no.png",dpi=800)
plt.show ()
cf_svm_sigmoid=confusion_matrix (Y_test, Y_pred SVM_sigmoid)
TN=cf_svm_sigmoid [0][0]

[0][1]

[1]170]
TP=cf_svm_sigmoid [1][1]
print ("Err:’,100=(FP+EN) / (FP+EN+IN+TP) )
print ("Acc:’,100x%(TP+IN) / (FP+EN+IN+TP) )
print ("precF:”,100(TP) /(TP+FP))
print ("precR:”,100x(TN) /(TN+EN) )
print ("TPR:”,100=(TP) /(TP+EN) )
print ("TFR:”,100x(IN) / (IN+FP) )
print ("FNR:”,100=(EN) /(TP+EN) )
print ("FPR:”,100=(FP) /(IN+FP))
print ("F-F:”,(2+TP) /((2+TP)+FP+EN) )
print ("F-R:”,(2+IN) / ((2+TN)+FN+FP) )

FP=cf_svm_sigmoid

FN=cf_svm_sigmoid

plt.figure(figsize=(3,3))
p=sns.heatmap (confusion_matrix (Y_test, Y_pred SVM_rbf), annot
=True,fmt="g’ ,cmap="Blues ' ,cbar = False)

p.set(xlabel="clase predicha’, ylabel="clase verdadera’)
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p.figure.savefig ("cm_svm_rbf no.png",dpi=800)
plt.show ()
cf_svm_rbf=confusion_matrix(Y_test, Y_pred _SVM_rbf)
TN=cf_svm_rbf[0][0]

FP=cf_svm_rbf[0][1]

FN=cf_svm_rbf[1][0]

TP=cf_svm_rbf[1][1]

print (" Err:’,100x%(FP+EN) / (FP+EN+IN+TP) )

print (“Acc:’,100=(TP+IN) / (FP+EN+IN+TP) )

print (“precF:”,100%(TP) /(TP+FP))

print ("precR:’,100x(IN) /(IN+EN) )

print ("TPR:”,100x(TP) /(TP+EN))

print ("TFR:”,100=(IN) /(IN+FP) )

print ("FNR: " ,100=(FN) /(TP+EN))

print ("FPR:”,100x(FP) /(IN+FP))

print ("F-F:’,(2+TP) /((2+TP)+FP+FN))

print ("F-R:”,(2+IN) / ((2+TN)+FEN+FP) )

plot_roc_curves(fpr_linear , tpr_linear b fpr_rbf, tpr_rbf,

fpr_sigmoid , tpr_sigmoid)
"""## Naive Bayes

### Final

mon

model_NB = GaussianNB ()

model_NB. fit (X_train, Y_train)

Y_pred_NB = model NB. predict(X_test)

print (confusion_matrix (Y_test, Y_pred NB))

print (" Accuracy:’, metrics.accuracy_score(Y_test, Y_pred NB))
print ("Recall:’, metrics.recall_score(Y_test, Y_pred NB))
print (' Precision:’, metrics. precision_score(Y_test, Y_pred_NB)

)

probs_nb_no = model NB. predict_proba(X_test)
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probs_nb_no = probs_nb_no[:,1]

auc_nb_no = roc_auc_score(Y_test, probs_nb_no)

fpr_nb_no, tpr_nb_no, thresholds_nb_no = roc_curve(Y_test,
probs_nb_no)

plot_roc_curve (fpr_nb_no, tpr_nb_no,auc_nb_no)

oid = np.argmax(np.abs(tpr_nb_no - fpr_nb_no))

print ('ROC:” ,auc_nb_no, " threshold:’ ,thresholds_nb_no[oid],’
TPR:’ ,tpr_nb_no[oid], "FPR: ", fpr_nb_no[oid])

plt.figure(figsize=(3,3))

p=sns.heatmap (confusion_matrix (Y_test, Y_pred NB), annot=True
,fmt="g’ ,cmap="Blues’,cbar = False)

p.set(xlabel="clase predicha’, ylabel="clase verdadera’)

p.figure.savefig ("cm_nb_no.png",dpi=800)

plt.show ()

cf_nb=confusion_matrix(Y_test, Y_pred NB)

TN=cf_nb [0][0]

FP=cf_nb [0][1]

FN=cf_nb[1][0]

TP=cf_nb[1][1]

print ("Err:”,100+(FP+EN) / (FP+EN+IN+TP) )

print(“Acc:’,100=(TP+IN) / (FP+EN+IN+TP) )

print (" precF:’,100+(TP) /(TP+FP))

print ("precR:”,100x(TN) /(TN+FN) )

print ("TPR:” ,100%(TP) /(TP+EN) )

print ("TFR:”,100%(IN) /(IN+FP))

print ("ENR: " ,100%(EN) /(TP+EFN) )

print ("FPR:’,100=(FP) /(IN+FP))

print ("F-F:”,(2+TP) /((2+TP)+FP+EN) )

print ("F-R:”,(2+IN) / ((2+TN)+FN+FP) )

"""## Random Forest

### Par metros

mon
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error_train_RM_gini = []
error_val _RM_gini = []
error_oob_RM_gini = []
N = range(1,702,25)
for i in N:
model_RM_gini = RandomForestClassifier (n_estimators=i,
random_state=0,00b_score=True, criterion="gini ")
model_RM_gini. fit (X_train, Y_train)
Y_pred_train_RM_gini = model RM_gini. predict(X_train)
Y_pred_val_RM_gini = model RM_gini. predict(X_val)
Y_pred_test_ RM_gini = model RM_gini. predict(X_test)
error_train_RM_gini.append(metrics.zero_one_loss(Y_train,
Y_pred_train_RM_gini))
error_val_RM_gini.append(metrics.zero_one_loss(Y_val,
Y_pred_val RM_gini))
error_oob_RM_gini.append(1-model RM_gini.oob_score_)

error_train_RM_ent = []
error_val_RM_ent = []
error_oob_RM_ent = []
N = range(1,702,25)
for i in N:
model_RM_ent = RandomForestClassifier (n_estimators=i,
random_state=0,00b_score=True, criterion="entropy ’)
model_RM_ent. fit (X_train, Y_train)
Y_pred_train_RM_ent = model RM_ent. predict(X_train)
Y_pred_val RM_ent = model RM_ent. predict(X_val)
Y_pred_test RM_ent = model RM_ent. predict (X_test)
error_train_RM_ent.append (metrics.zero_one_loss(Y_train,
Y_pred_train_RM_ent))
error_val_RM_ent.append(metrics.zero_one_loss(Y_val,
Y_pred_val RM_ent))
error_oob_RM_ent.append(1-model RM_ent. oob_score_)
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plt.figure(figsize=(5,5))

plt.plot(N, error_train_RM_gini,label="Error entrenamiento’)
plt.plot(N, error_val RM_gini, label="Error validaci n ')
plt.plot(N, error_oob_RM_gini,label="Error OOB")
plt.legend ()

plt.axvline (x=450, color="grey’, linestyle="--")

plt.savefig ("ntrees_rm_gini_no.png",dpi=800)

plt.show ()

plt.figure(figsize=(5,5))

plt.plot(N, error_train_RM_ent,label="Error entrenamiento ’)
plt.plot(N, error_val RM_ent, label="Error validaci n )
plt.plot(N, error_oob_RM_ent,label="Error OOB")
plt.legend ()

plt.axvline (x=350, color="grey’, linestyle="--")
plt.savefig ("ntrees_rm_ent_no.png",dpi=800)

plt.show ()

ll"ll### FinalllHH

model_RM_gini = RandomForestClassifier (n_estimators=450,
random_state=0,criterion="gini ")

model RM_gini. fit (X_train, Y_train)

Y_pred_RM_gini = model RM_gini. predict (X_test)

print (confusion_matrix (Y_test, Y_pred RM_gini))

print (" Accuracy:’, metrics.accuracy_score(Y_test,
Y_pred_RM_gini))

print ("Recall:’, metrics.recall_score(Y_test, Y_pred_ RM_gini))

print (' Precision:’, metrics. precision_score (Y_test,
Y_pred_RM_gini))

model_RM_ent = RandomForestClassifier (n_estimators=350,
random_state=0,criterion="entropy’)

model_RM_ent. fit (X_train, Y_train)

Y_pred_RM_ent = model RM_ent. predict (X_test)

print (confusion_matrix (Y_test, Y_pred RM_ent))
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print (" Accuracy:’, metrics.accuracy_score (Y_test,
Y_pred_RM_ent))

print (' Recall:’ , metrics.recall_score(Y_test, Y_pred _RM_ent))

print (' Precision:’, metrics. precision_score (Y_test,
Y_pred_RM_ent))

probs_gini model _RM_gini. predict_proba (X_test)

probs_gini[:,1]

probs_gini

auc_gini = roc_auc_score(Y_test, probs_gini)

fpr_gini, tpr_gini, thresholds_gini = roc_curve(Y_test,
probs_gini)

plot_roc_curve (fpr_gini, tpr_gini,auc_gini)

oid = np.argmax(np.abs(tpr_gini — fpr_gini))

print ('ROC:”,auc_gini, " threshold:’, thresholds_gini[oid], "TPR
:,tpr_gini[oid], 'FPR:’, fpr_gini[oid])

probs_ent = model RM_ent. predict_proba (X_test)

probs_ent = probs_ent[:,1]

auc_ent = roc_auc_score(Y_test, probs_ent)

fpr_ent, tpr_ent, thresholds_ent = roc_curve(Y_test,
probs_ent)

plot_roc_curve (fpr_ent, tpr_ent,auc_ent)

oid = np.argmax(np.abs(tpr_ent — fpr_ent))

print ('ROC:” ,auc_ent, ' threshold:’,thresholds_ent[oid], TPR:",
tpr_ent[oid], 'FPR:’, fpr_ent[oid])

plot_roc_curves_rm (fpr_gini, tpr_gini ,fpr_ent, tpr_ent)

plt.figure(figsize=(3,3))

p=sns.heatmap (confusion_matrix (Y_test, Y_pred_RM_gini), annot
=True,fmt="g’ ,cmap="Blues’,cbar=False)

p.set(xlabel="clase predicha’, ylabel="clase verdadera’)

p.figure.savefig ("cm_rm_gini_no.png",dpi=800)

plt.show ()

cf_nb=confusion_matrix (Y_test, Y_pred_RM_gini)

TN=cf_nb [0][0]
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FP=cf_nb[0][1]

FN=cf_nb [1][0]

TP=cf_nb[1][1]

print (" Err:’,100%(FP+EN) / (FP+EN+IN+TP) )
print (“Acc:’,100=(TP+IN) / (FP+EN+IN+TP) )
print (“precF:”,100%(TP) /(TP+FP))

print ("precR:’,100x(IN) /(IN+EN) )

print ("TPR:”,100x(TP) /(TP+EN))

print ("TFR:”,100=(IN) /(IN+FP) )

print ("FNR: " ,100=(FN) /(TP+EN))

print ("FPR:”,100x(FP) /(IN+FP))

print ("F-F:’,(2+TP) /((2+TP)+FP+FN))
print ("F-R:”,(2+IN) / ((2+TN)+EN+FP) )

plt.figure(figsize=(3,3))

p=sns.heatmap (confusion_matrix (Y_test, Y_pred RM_ent), annot=
True ,fmt="g’ ,cmap="Blues ', cbar=False)

p.set(xlabel="clase predicha’, ylabel="clase verdadera’)

p.figure.savefig ("cm_rm_entropy_no.png",dpi=800)

plt.show ()

cf_nb=confusion_matrix(Y_test, Y_pred RM_ent)

TN=cf_nb[0][0]

FP=cf_nb [0][1]
FN=cf_nb[1][0]
TP=cf_nb[1][1]

print ("Err:’,100=(FP+EN) / (FP+EN+IN+TP) )
print ("Acc:’,100x(TP+IN) / (FP+EN+IN+TP) )
print ("precF:”,100«(TP) /(TP+FP))

print (“precR:”,100x(TN) /(TN+EN) )

print ("TPR:”,100=(TP) /(TP+EN) )

print ("TFR:”,100x(IN) / (IN+FP) )

print ("FNR: " ,100=(EN) /(TP+EN) )

print ("FPR:”,100+(FP) /(IN+FP))

print ('F-F:”,(2+TP) /((2+TP)+FP+EN) )
print ("F-R:”,(2+IN) / ((2+IN)+FN+FP) )
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"""## Gradient Boost

### Par metros

nmnn

error_train_boost = []

error_val_boost = []

N = range(1,1002,25)
for i in N:
model GM = GradientBoostingClassifier (n_estimators=i,
random_state=0,loss="exponential ', criterion="mse")
model_GM. fit (X_train, Y_train)
Y_pred_train_boost = model GM. predict(X_train)
Y_pred_val_boost = model GM. predict(X_val)
Y_pred_test_boost = model GM. predict (X_test)
error_train_boost.append(l-metrics.accuracy_score (Y_train
, Y_pred_train_boost))
error_val_boost.append(l-metrics.accuracy_score(Y_val,
Y_pred_val_boost))

plt.plot(N, error_train_boost,label="Error entrenamiento’)
plt.plot(N, error_val_boost, label="Error validaci n ")
plt.legend ()

plt.axvline (x=900, color="grey’, linestyle="--")
plt.savefig ("ntrees_boost_no.png",dpi=800)

plt.show ()

ll"ll### Finalﬂﬂﬂ

model GB = GradientBoostingClassifier (random_state = 0,
tol=0.00001,
loss="exponential ’,
criterion="mse’,
n_estimators=900)

model_GB. fit (X_train, Y_train)
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Y_pred_GB = model GB.predict(X_test)

print (confusion_matrix(Y_test, Y_pred _GB))

print (" Accuracy:’, metrics.accuracy_score(Y_test, Y_pred_GB))
print (' Recall:’ , metrics.recall_score(Y_test, Y_pred_GB))

print (' Precision:’, metrics. precision_score(Y_test, Y_pred_GB)

)

model_GB. predict_proba (X_test)
probs_boost = probs_boost[:,1]

probs_boost

auc_boost = roc_auc_score(Y_test, probs_boost)

fpr_boost, tpr_boost, thresholds_boost = roc_curve(Y_test,
probs_boost)

plot_roc_curve (fpr_boost, tpr_boost,auc_boost)

oid = np.argmax(np.abs(tpr_boost — fpr_boost))

print ('ROC:” ,auc_boost,  threshold:’,thresholds_boost[oid],’
TPR:’ ,tpr_boost[oid], "FPR: ", fpr_boost[oid])

plt.figure(figsize=(3,3))

p=sns.heatmap (confusion_matrix (Y_test, Y_pred GB), annot=True
,fmt="¢g’ ,cmap="Blues’, cbar=False)

p.set(xlabel="clase predicha’, ylabel="clase verdadera’)

#p.figure.savefig ("cm_boost.png",dpi=800)

plt.show ()

cf_nb=confusion_matrix(Y_test, Y_pred_GB)

TN=cf_nb [0][0]

FP=cf_nb [0][1]

FN=cf_nb[1][0]

TP=cf_nb[1][1]

print ("Err:”,100+(FP+EN) / (FP+EN+IN+TP) )

print(“Acc:’,100=(TP+IN) / (FP+EN+IN+TP) )

print (" precF:’,100+(TP) /(TP+FP))

print ("precR:”,100x(TN) /(TN+EN) )

print ("TPR:” ,100x(TP) /(TP+EN))

print ("TFR:”,100=(IN) /(IN+FP) )

print ("ENR: " ,100%(EN) /(TP+FN) )

print ("FPR:’,100=(FP) /(IN+FP))
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print ("F-F:”,(2+TP) /((2+TP)+FP+EN) )
print ("F-R:”,(2+IN) / ((2+TN)+FN+FP) )
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