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Abstract

In recent years, advancement and development of different imaging techniques like

X-Rays, Computed Tomography Scan, Ultrasound and Magnetic Resonance (MR)

has facilitated the diagnosis of diseases. Due to its high resolution, MR imaging

has gained prominence in the observation and diagnosis of multiple conditions that

occur in important organs such as the liver. Consequently, the use of MR imaging

increases and the data sets collected grow quickly, making the analysis more difficult

and extensive. For this reason, it is necessary to implement methods that improve

diagnostic accuracy and decrease analysis time. In this project, we use an approach

based on Machine Learning to differentiate zones in the liver with fatty tissue from

normal tissue, with images obtained from MR scanners. This problem is solved

within the category of supervised learning, whose algorithm is implemented using

multi-layer perceptron-type neural networks with texture radiomic characteristics

as input data. The regions of interest of the liver are segmented using 3D-Slicer,

the characteristics are extracted using PyRadiomics and the neural networks are

built from the Scikit-Learn library. Our best results guarantee shorter analysis with

an accuracy of about 70 %. However, precision is about 60 % which causes that the

number of false positives (FP) and false negatives (FN) must be analyzed carefully

with respect to the number of true positives (TP) and true negatives (TN) obtained.
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Resumen

En los últimos años, el avance y desarrollo de diferentes técnicas de adquisición

de imágenes como Rayos X, Tomografía Computarizada, Ultrasonido y Resonancia

Magnética (RM) ha facilitado el diagnóstico de enfermedades. Debido a su alta

resolución, la imagen de RM ha ganado protagonismo en la observación y diagnóstico

de múltiples condiciones que se presentan en órganos importantes como el hígado.

En consecuencia, cada vez se realizan más imágenes por RM y la cantidad de datos

se incrementa rápidamente, haciendo su análisis más difícil y extenso. Por esta

razón, es necesario implementar métodos que mejoren la precisión del diagnóstico y

disminuyan los tiempos de análisis. En este trabajo se usa herramientas basadas en

Machine Learning para diferenciar las zonas del hígado con tejido graso y normal,

con imágenes de RM. Este problema se resuelve dentro de la categoría de aprendizaje

supervisado de clasificación, cuyo algoritmo es implementado usando redes neuronales

de tipo perceptrón multicapa con características radiómicas de textura como datos

de entrada. Las regiones de interés del hígado son segmentadas empleando el software

3D-Slicer, las características se extraen con PyRadiomics y las redes neuronales

se construyen usando Scikit-Learn. Los mejores resultados obtenidos garantizan

tiempos de análisis cortos con una exactitud de alrededor del 70 %. Sin embargo, los

resultados de precisión alcanzan un 60 % provocando así que el número de falsos

positivos (FP) y falsos negativos (FN) deban ser analizados cuidadosamente respecto

al número de verdaderos positivos (VP) y verdaderos negativos (VN) obtenidos
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Introducción

A lo largo del tiempo, ha sido necesario implementar nuevas técnicas de detec-

ción de forma no-invasiva o mínimamente invasiva que revelen información sobre

la anatomía del cuerpo. Las imágenes médicas generadas a partir de diferentes

principios físicos han llegado a ser indispensables en el diagnóstico y tratamiento de

patologías como el Alzheimer, las enfermedades cardíacas o las afecciones causadas

por tumores en los órganos internos. No obstante, su interpretación llega a ser una

tarea complicada y demanda de mucho tiempo ya que, son cientos de datos los que

deben ser analizados. Por esta razón, los investigadores han optado por recurrir a

diferentes técnicas computacionales, como las técnicas basadas en Machine Learning,

que permitan procesar, simular y analizar las imágenes en menor tiempo y con menos

esfuerzo. Su uso permite realizar múltiples tareas como la identificación, clasificación

o cuantificación de patrones en grandes conjuntos de datos.

Si bien el procesamiento y análisis de imágenes médicas mejora aceleradamente,

existen diferentes formas de obtener los resultados deseados ya que no existe sola-

mente una técnica de adquisición o de análisis y dependerá del estudio que deseemos

realizar. En este trabajo de titulación se hace énfasis en analizar imágenes de reso-

nancia magnética para estudiar la grasa existente en el hígado en ciertas regiones

de interés. El trabajo se llevará a cabo mediante la extracción de características

radiómicas dentro de dichas regiones.

El capítulo 1 describe brevemente la imagen médica y sus técnicas de adquisición.

Además, se centra en el análisis de la imagen por resonancia magnética (IRM) y su

rol en la estructura hepática. Finalmente, se detallan las técnicas de segmentación

hepática en la resonancia magnética. En el capítulo 2 se detalla los conceptos

de radiómica y aprendizaje automático, claves para el desarrollo de este trabajo.

La metodología empleada tanto para la segmentación de regiones de interés y la

extracción de características es explicada en el capítulo 3. También se lleva a cabo

el análisis de dichas características, primordial para la creación de la red neuronal.

En el capítulo 4 se presentan los resultados y por último el capítulo 5 contiene las

conclusiones y recomendaciones del presente trabajo.
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Capítulo 1

Antecedentes

La imagen médica produce imágenes visibles de la estructura interna del cuerpo

con fines científicos y médicos mediante la creación de una estructura de datos

anatómicos y fisiológicos. Su procesamiento es un campo interdisciplinario complejo

que comprende diferentes áreas científicas que van, desde las matemáticas hasta la

física y la medicina[1]. Por esta razón, al hablar de imágenes médicas nos referimos

al conjunto de técnicas necesarias para su adquisición, reconstrucción, visualiza-

ción y análisis con el fin de revelar, diagnosticar o examinar lesiones, anomalías y

patologías. Por lo tanto, se trata de una herramienta fundamental en la toma de

decisiones médicas. En su estudio más amplio incorpora campos como radiología,

tomografía, endoscopia, termografía, fotografía médica y microscopía (por ejemplo,

para investigaciones patológicas en humanos).

Los avances tecnológicos ofrecen un rápido desarrollo en los procesos de ad-

quisición de datos y su interpretación, ofreciendo resoluciones cada vez más altas

y tiempos de adquisición más rápidos. Esto conduce a la obtención de una gran

cantidad de datos que deben procesarse e interpretarse rápido y con eficacia para

lograr un diagnóstico acertado[1]. Debido a que esa gran cantidad de datos puede

presentarse en diferentes formatos y dimensiones, su manejo puede ser un gran desa-

fío. Así, se ha adoptado un sistema de comunicación y archivo de imágenes (PACS)

que proporcione un almacenamiento, recuperación, circulación y acceso a imágenes

adquiridas de diferentes modalidades y que estén simultáneamente a disposición en

múltiples sitios[2]. Si bien PACS adopta cualquier formato de imagen, para que esta

sea legible por los demás, es necesario implementar un formato estándar denominado

DICOM (Digital Imaging and Communication On Medicine), para evitar la tarea

2



CAPÍTULO 1. ANTECEDENTES

repetitiva de convertir imágenes de un formato a otro. DICOM engloba los procesos

de transferencia, almacenamiento y reproducción de datos y está diseñado para

cubrir los aspectos funcionales de la medicina y satisfacer sus aplicaciones prácticas

[3].

Antes de involucrarnos con el objeto de estudio de esta tesis, es necesario realizar

un breve recuento de algunas técnicas de obtención de imágenes médicas, con el fin

de obtener una idea más amplia acerca del desarrollo de la imagen médica. Además,

es importante introducir brevemente el análisis en la resonancia magnética que será

de utilidad en el siguiente capítulo.

1.1 Técnicas de adquisición de imágenes médicas

Las imágenes médicas son generadas por equipos de imágenes digitales que usan

radiación ionizante y no ionizante, capaz de penetrar los tejidos. Su intensidad

depende de la parte del cuerpo examinada y de la técnica de adquisición utilizada,

formando así señales que serán recibidas por los diferentes escáneres.

1.1.1 Rayos X

A finales del siglo XIX, Röentgen descubrió un tipo de radiación electromagnética

al trabajar con un tubo de rayos catódicos, que denominó rayos X. En el cátodo

los electrones se producen a través de un proceso de emisión térmica y se aceleran

mediante una diferencia de potencial (∆V ), luego los electrones golpean el ánodo y

producen rayos X [4].

Cuando el haz de rayos X atraviesa el cuerpo humano, algunos son absorbidos

o dispersados produciendo una atenuación del haz que depende de la densidad

del tejido. En una radiografía (figura 1.1), las estructuras densas ocasionan mayor

atenuación y se muestran como gris o blanco, mientras aquellas menos densas

provocan una menor atenuación y aparecen más oscuras[5].

Anteriormente, las películas de rayos X se procesaban en cuartos oscuros, en la

actualidad, las imágenes radiográficas se almacenan digitalmente, al igual que las

imágenes de las demás técnicas.
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Figura 1.1: Radiografía del tórax de una persona de 38 años, tomado de [6]

1.1.2 Tomografía Computarizada (TC)

TC es una técnica basada en rayos X que produce una imagen tridimensional del

interior del cuerpo adquirida mediante imágenes transversales en forma de cortes

(figura 1.2). A diferencia de la técnica convencional de rayos X, TC usa una fuente de

rayos X que gira alrededor del objeto a examinar y posee detectores al lado opuesto

de la fuente, de manera que se capte la radiación que atraviesa al objeto [5]. La

computadora es la encargada de almacenar esta información y construir una imagen

en escala de grises. El uso del computador proporciona una gama más amplia de

tonalidades de grises lo cual proporciona un buen contraste entre los diferentes tipos

de tejidos blandos [7].

Figura 1.2: Tomografía computarizada del abdomen de una persona de 32 años que
contiene la anotación de una lesión, tomado de [8]

4



CAPÍTULO 1. ANTECEDENTES

1.1.3 Ultrasonido (US)

El ultrasonido es una técnica no invasiva que no requiere radiación ionizante.

Usa ondas longitudinales mecánicas cuya frecuencia está por encima de los límites

auditivos humanos con un rango superior a 20kHz. Estas ondas se originan por las

vibraciones de materiales elásticos y se propagan libremente a través de los tejidos.

Cuando esto sucede, algunas ondas son absorbidas y otras reflejadas. Las ondas

reflejadas se conocen como ecos y son recibidas y convertidas en señales eléctricas

para luego pasar a ser señales digitales que finalmente mostrarán una imagen 2D de

las estructuras escaneadas en un monitor[4] (figura 1.3).

La frecuencia de las ondas que se usan en la imagen médica de US oscila entre

los 2 Hz y los 60 MHz[9] por lo que a diferencia de las demás técnicas, se basa en un

espectro de vibraciones acústicas.

Figura 1.3: Ultrasonido de la sección abdominal. Se visualiza el hígado, el estómago
y la flecha muestra una úlcera gástrica , tomado de [10]

1.1.4 Imagen por Resonancia Magnética (IRM)

Si bien la resonancia magnética (RM) fue descrita por primera vez por Bloch y

Purcell en 1946[11], no fue sino hasta 1973 donde Lauterbur y Mansfiel desarrollaron

la imagen por resonancia magnética, haciéndolos acreedores al Premio Nobel de

medicina en 2003[12].

IRM es un método no invasivo que utiliza radiación electromagnética no ionizante.

Se produce al emplear campos magnéticos de radiofrecuencia (RF) sobre núcleos

atómicos sometidos a un campo magnético fuerte[13]. Los núcleos atómicos poseen

una propiedad denominada espín nuclear que depende del número de protones y
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neutrones. Los espines de estas partículas pueden aparearse con otra de su misma

clase cuando su espín es antiparalelo y contribuye con 1/2 al valor neto del número

cuántico de espín del núcleo, el cual puede ser nulo, entero o semi-entero, de acuerdo

al número de partículas que lo conforman.

Como el cuerpo humano está constituido por un 60 % de agua, el IRM está

especialmente adaptado para núcleos de hidrógeno [14]. Los espines nucleares de

los átomos de hidrógeno en ausencia de un campo magnético externo (B0) están

orientados aleatoriamente y poseen una magnetización neta nula (M = 0). Si se

aplica un campo magnético externo definido en una dirección del espacio, que por

convención es el eje z, los espines tienden a alinearse en esta dirección y producen

una magnetización neta Mz. A continuación, el eje de la magnetización experimenta

precesión, es decir, el eje gira alrededor de la dirección del campo externo, como se

observa en la figura 1.4. La magnetización precesa a una frecuencia fija que depende

de la naturaleza del núcleo y de la fuerza del campo magnético estático y está

cuantificada por la ecuación de Larmor

w0 = γB0, (1.1)

donde γ es la constante giromagnética y w0 la frecuencia o precesión de Larmor que

está en el rango de radiofrecuencias (RF) en el espectro electromagnético.

Figura 1.4: Núcleo de hidrógeno en precesión alrededor del campo magnético externo
(B0).

Al aplicar un segundo campo de radiofrecuencias perpendicular a B0 en forma de

pulsos cortos, los núcleos se excitarán ocasionando una transición desde los niveles

de energía más altos a los más bajos y viceversa. Al retirar esta pulsación, inicia
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el proceso de relajación, término utilizado para referirse al proceso en el cual el

sistema regresará a su estado de equilibrio térmico luego de absorber energía de RF.

Como resultado, se obtienen dos tipos de relajación: la longitudinal y la transversal,

representadas por T1 y T2, respectivamente.

T1 representa el tiempo en que la magnetización longitudinal

Mz = Mz(0)(1 − e−t/T1), (1.2)

alcanza (1 − 1/e) o aproximadamente el 63 % de su valor máximo y va desde varios

segundos, en fluidos corporales, hasta menos de 300 [ms] en estructuras como la

grasa [15]. Estas diferencias de tiempo son la razón principal del contraste de las

imágenes en los tejidos, por ejemplo, la grasa que posee valores de T1 cortos aparece

más brillante en imágenes ponderadas en T1[11]. Por otra parte, T2 es usado para

describir el tiempo necesario en el cual la componente de la magnetización transversal

en el plano xy

Mxy = Mxy(0)(e−t/T2), (1.3)

cae 1/e o aproximadamente el 37 % de su valor inicial que, a pesar de ser inde-

pendiente de T1, ocurre simultáneamente. En este caso, las sustancias que tiene T2

largos, como el agua, aparecen más brillantes que aquellos con T2 cortos.

En términos de IRM, las imágenes en T1 representan planos anatómicos normales

y grasos, mientras que, T2 es utilizado para detectar anomalías como traumas,

infecciones o cáncer debido a que, estos aumentan el contenido de agua de los

tejidos sólidos y, por lo tanto, también aumenta el valor de T2[14]. Finalmente, para

localizar y codificar espacialmente la señal RM de una región se requiere el uso de

gradientes magnéticos1, de manera que, el espectro proporcionado por estas señales

sea analizado usando una transformada de Fourier, lo que permitirá la producción

de imágenes del tejido.

La imagen por resonancia magnética posee varios tipos de aplicaciones clínicas

que dependen del diagnóstico deseado. Esta técnica es ampliamente utilizada para

localizar tumores cerebrales, lesiones nerviosas o problemas en la sección torácica y

abdominal, donde el objetivo principal es analizar órganos como el hígado, corazón,
1El gradiente de campo magnético es la variación del campo en función de la posición. En la

RM codifica el punto exacto de donde proviene la señal para formar la imagen.
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pulmones, páncreas y vesícula biliar. Además, se ha establecido como una de las

herramientas más usadas en varias áreas de la medicina debido a la resolución y

contraste de la imagen, los cuales pueden manipularse al variar ciertos parámetros

que contribuyen al tipo y calidad de información. Igualmente, la técnica está sujeta a

continuas innovaciones a través del desarrollo de su hardware y el uso de agentes de

contraste. Actualmente, se explora y optimiza el uso de campos magnéticos de 3 [T]

que mejorarían aún más la importancia de la resonancia magnética en el diagnóstico

rutinario [11], [16].

1.2 Análisis de IRM

Al usar IRM tenemos como resultado imágenes digitales compuestas por píxeles.

Estos asignan un valor de intensidad a cada canal de la imagen, denominado nivel de

gris, para imágenes en escala de grises o de un solo canal. Por esta razón, procesar y

analizar imágenes se convierte en una tarea compleja ya que, existen factores como

la similitud del nivel de gris entre órganos adyacentes, los bordes difusos o el bajo

contraste entre algunas estructuras que dificultan su valoración. Para conseguir este

análisis se requiere conocer los principios físicos usados para adquirir las imágenes y

el contenido de cada una de ellas ya que con esto se podrá realizar la segmentación2

de las mismas para luego extraer sus características e interpretar los resultados.

La segmentación de imágenes médicas es una técnica que permite visualizar

estructuras del cuerpo humano, así como realizar comparaciones volumétricas y de

forma entre esas estructuras[17]. Desde su introducción en IRM, se han implementado

varios métodos que se clasifican en tres categorías: manuales, semiautomáticos y

automáticos. La segmentación manual a menudo, es realizada por el radiólogo

especialista. Por lo general, lo realiza corte por corte rodeando la región de interés o

anotando la zona que posee información importante[18]. A pesar que, este método

es considerado estándar, es una tarea tediosa, requiere mucha atención a los detalles,

consume mucho tiempo y sobre todo, es propenso a la variabilidad inter e intra-

observador, ocasionando así la falta de reproducibilidad de los resultados, es decir,
2La segmentación consiste en dividir una imagen digital en varios conjuntos de píxeles o regiones

que poseen propiedades similares como el nivel de gris, el brillo o la textura para simplificar su

visualización.
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que dos observadores diferentes o el mismo no obtendrán la misma segmentación

[17].

Por otro lado, el continuo progreso en la visualización computarizada y los avances

en el análisis y diagnóstico asistido por computadora (CAD) [19], han permitido

investigar métodos que faciliten o solucionen estos problemas. La segmentación

semiautomática es parte de esto, al ayudarse de algunos algoritmos durante o al final

de la segmentación, reduciendo el esfuerzo y tiempo del experto[20]. Sin embargo,

la variabilidad entre observadores no será eliminada por completo debido a que, la

interacción con el usuario sigue presente.

La segmentación automática no requiere la interacción del usuario y generalmente

es más rápida que los métodos mencionados anteriormente. Además, se ha vuelto

popular gracias al uso del aprendizaje automático donde la segmentación la realizan

redes neuronales entrenadas con parámetros iniciales (su concepto y entrenamiento

serán descritos en el capítulo 2). Este método de segmentación es reproducible para

los mismos datos y sus resultados dependen de quien automatiza la segmentación y

sus errores son sistemáticos en lugar de incidentales como en los casos anteriores[18].

Generalmente, la segmentación manual es usada para la validación de los métodos

semiautomáticos y automáticos a pesar de mostrar ventajas sobre ella. Actualmente,

los algoritmos automáticos son el centro de atención y están siendo adoptados en el

ámbito clínico para la diferenciación de tejidos y detección de tumores.

1.3 El rol de IRM en el hígado

El hígado es uno de los órganos más importantes y está a cargo de varias funciones

vitales como la síntesis de proteínas o la desintoxicación de sustancias químicas para

su eliminación[21]. En los últimos años, las enfermedades hepáticas crónicas (CLD,

por sus siglas en inglés) como la cirrosis o el hígado graso son cada vez más comunes.

Las enfermedades hepáticas se han convertido en un problema de salud mundial,

sobre todo, porque la prevalencia del hígado graso ha aumentado considerablemente

en los últimos 30 años, acompañada de enfermedades como la obesidad, diabetes y

síndrome metabólico [22]. Por esta razón, los médicos han optado por utilizar sistemas

de diagnóstico y de planificación quirúrgica[23]. Las imágenes médicas desempeñan

un papel importante en la detección de las diferentes enfermedades hepáticas, lo que
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permite una mejor evaluación con ayuda de los grandes avances en las técnicas de

adquisición. El ultrasonido, la tomografía computarizada y la resonancia magnética

son las técnicas usadas de forma habitual para valorar estas enfermedades hepáticas,

ya que evalúan los cambios morfológicos del hígado [24]. Sin embargo, IRM es

superior respecto a TC y US porque posee una mayor resolución espacial y de

contraste gracias a los desarrollos técnicos tales como, campos magnéticos más

potentes, sensores más sensibles y cambios en el diseño de la secuencia de pulsos,

que permiten la adquisición de imágenes de alta resolución del hígado[25], [26].

A pesar de las ventajas mencionadas, hay que considerar que ciertos factores

como la forma variable del hígado, las intensidades no homogéneas dentro del mismo,

la homogeneidad de intensidad y bordes poco claros entre los órganos abdominales

adyacentes (estómago, riñones y corazón) hacen que el análisis de las imágenes,

sobre todo en la segmentación, sea una tarea desafiante pero atractiva para la

investigación. Existe una gran cantidad de métodos que ayudan en la segmentación

hepática e incluyen crecimiento de regiones, cortes de gráficos, modelos estadísticos,

histogramas basados en niveles de grises o máquina de vectores de soporte (Support

Vector Machines, SVM) [23]. Los métodos de segmentación hepática más comunes

se detallan a continuación.

1.4 Técnicas de segmentación hepática

Como se mencionó antes, la segmentación puede ser manual, semiautomática

o totalmente automática. Para el caso hepático en la resonancia magnética se han

desarrollado diferentes técnicas para cada uno de estos métodos.

1.4.1 Segmentación hepática manual

Es realizada mediante el contorno de píxeles a lo largo del límite del hígado, que

una vez identificado pasa por un software de post-procesamiento para generar su

volumen. Entre las técnicas de contorno usadas en este tipo de segmentación están

el contorno activo [27], el enfoque livewire [28] y la interpolación de formas [29]. En

el contorno activo, el especialista dibuja un contorno aproximado del hígado con un

cursor, el cual debe ajustarse a los bordes externos del hígado. Livewire se basa en

colocar un punto de partida en el límite del hígado, de manera que, a medida que el
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cursor se mueve se mostrará una ruta desde la posición actual hasta el punto inicial

que se ajustará al límite del hígado[30]. En la interpolación de formas, se traza un

número limitado de contornos sobre la forma del hígado, de manera que, el número

de imágenes a contornear es reducido a pocos cortes importantes.

1.4.2 Segmentación hepática semiautomática

Usualmente se incluyen técnicas basadas en el nivel de gris, donde los píxeles y

sus vecinos son clasificados según su intensidad. Funciona correctamente en hígados

homogéneos, sin embargo, para hígados enfermos requiere una interacción mayor

por parte del usuario debido a fugas que pueden presentarse en los bordes. También

se usa la técnica de cortes de gráficos, donde el usuario toma algunos píxeles del

primer plano, es decir, el hígado y otros de fondo, de manera que, separa estas áreas

mediante cortes.

1.4.3 Segmentación hepática automática

La segmentación automática del hígado puede distribuirse en las siguientes

categorías: métodos basados en la textura y en los bordes o gradientes.

1.4.3.1 Métodos basados en bordes o gradientes

El borde es una característica básica de la imagen y se describe como el límite

que existe entre dos regiones que destacan las propiedades del nivel de gris, es decir,

representa el final de un área y el comienzo de otra. Este tipo de métodos consiste

principalmente en encontrar las discontinuidades de los objetos de interés en la

imagen[31]. Posee un enfoque derivado y otro de ajuste de patrones, este último usa

una serie de funciones de aproximación de bordes en una zona pequeña. En cambio,

en el enfoque derivado los píxeles de borde son usados para encontrar derivadas

bidimensionales [32]. Los operadores más populares usados en la segmentación de

IRM son: el operador de Sobel, de Roberts, de Prewitt y de Canny.

1.4.3.2 Métodos basados en la textura

El análisis de textura proporciona información cuantitativa de la estructura

interna de los objetos, por ejemplo, tejidos del cuerpo humano como el hígado. En

otras palabras, la textura representa los parámetros matemáticos que describen la
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distribución de intensidades del nivel de gris, mostrando la regularidad estructural

del hígado en la imagen y se describe como regular, irregular, suave o rugosa [33]. Su

aplicación es común en el análisis e interpretación de imágenes médicas y consta de

ciertos pasos que pueden elegirse de acuerdo con el problema a tratar. Entre estos

están, la definición de la región de interés, la extracción, selección y clasificación

de características dentro de la región. Por lo tanto, los resultados dependerán

de la metodología establecida durante el proceso [34]. Generalmente, el análisis

de texturas es el método radiómico que puede extraer características definidas

matemáticamente de diferentes imágenes y está enfocado en métodos estructurales,

estadísticos, de transformación y basados en modelos. El término radiómica se refiere

a la extracción de características de imágenes para decodificar una patología en los

tejidos permitiendo crear un conjunto de datos[35].

El presente trabajo de tesis abarca el problema usando texturas basadas en

métodos estadísticos. Estos representan la textura considerando las distribuciones

y relaciones entre los niveles de gris en la imagen [33]. En el siguiente capítulo

se describirá de una manera más concisa el concepto de radiómica junto a sus

propiedades, además, se detallará el uso y manejo de redes neuronales.
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Capítulo 2

Marco Teórico

La medicina es una de las áreas que ha experimentado un aumento constante de

digitalización de la información. La adquisición de datos a través de imágenes médicas,

ha dado lugar a una gran acumulación de datos multidimensionales, volviendo

indispensable la utilización de técnicas de inteligencia artificial (IA), principalmente,

big data y el aprendizaje automático o en inglés, machine learning. Su objetivo

principal es facilitar las tareas repetitivas a las que los médicos especialistas se

enfrentan, de manera que, sean una herramienta de ayuda en la toma de decisiones.

Como se mencionó anteriormente, una técnica novedosa que permite analizar las

imágenes médicas a partir de estas técnicas de inteligencia artificial se denomina

radiómica.

2.1 Radiómica

La radiómica es un campo de investigación diseñado para extraer la mayor

cantidad de características cuantitativas de las imágenes digitales, y luego colocarlas

en una base de datos donde serán extraídas para producir una hipótesis[36]. Su con-

cepto ha sido ampliamente aplicado en el área de oncología, sin embargo, los análisis

radiómicos no se realizan únicamente en regiones tumorales, sino también, en tejidos

normales[37]. Principalmente, se basa en que las imágenes médicas proporcionan

información específica de las enfermedades que no es perceptible por el ojo humano

pero que pueden extraerse mediante una cuantificación de textura. Esto se logra

mediante la extracción matemática de la distribución espacial de las intensidades y

las interrelaciones de los píxeles [38], [39].

Los trabajos desarrollados por Claude Shannon[40] y ampliados por Haralick[41]
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y Galloway[42] dieron inicio al análisis de texturas, al incorporar diferentes medidas

estadísticas para incluir operaciones de matrices de niveles de gris. Una de sus

primeras aplicaciones fue en el análisis de fotografías aéreas, pero con el tiempo

la técnica fue ampliada a otros campos, logrando ser aplicada en el análisis de las

imágenes médicas [43]. Actualmente, es usada en muchas áreas de investigación,

sobre todo, en aquellas donde existe un mayor uso de herramientas computacionales

y capacidad de almacenamiento digital.

Llevar a cabo un estudio radiómico de imágenes médicas, incluye ciertos procesos

como: (i) adquisición de imágenes, (ii) segmentación de la zona de interés, (iii)

extracción de características y (iv) selección de características. Cada una de las

etapas mencionadas posee sus propios desafíos y puede tratarse por separado. Sin

embargo, los resultados dependerán de las variaciones en cualquiera de estos procesos.

Por lo tanto, al final será necesario estandarizar el proceso alcanzando así una

metodología concreta. El primer y segundo paso fueron detallados en el capítulo

anterior, el tercer paso dependerá de la región de interés segmentada en el paso

anterior y debe realizarse en función de las propiedades de textura y forma para

producir una cantidad de características radiómicas seleccionadas por el usuario.

Esta extracción de características permite describir cuantitativamente las regiones

de interés seleccionadas. Finalmente, las características son clasificadas para generar

un modelo que pueda por ejemplo diferenciar a un tejido normal de aquel con una

lesión.

En esta tesis se abordará y discutirá la extracción de características basada en

métodos de textura estadística. Cabe mencionar que existen otros métodos como

aquellos enfocados en filtrado y morfología que pueden ser ampliados en [44] y

[45], respectivamente. Debido a que existen varias formas y fórmulas diferentes

para calcular esas características, es recomendable cumplir con las directrices de la

Iniciativa de Estandarización de Biomarcadores de Imágenes [46] puesto que, en la

práctica, la extracción de características se refiere a simplemente presionar el botón

“ejecutar” y esperar los resultados una vez que finalice el cálculo.
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2.1.1 Análisis radiómico de textura

Este tipo de características usa herramientas estadísticas para caracterizar la

distribución espacial del nivel de gris de una imagen y se dividen en estadísticos de

primer, segundo y orden superior.

2.1.1.1 Estadísticos de primer orden

Los estadísticos de primer orden describen la distribución de píxeles individuales

de la imagen y se basan en histogramas P (i) definidos como el número de píxeles

con nivel gris i sobre el número total de píxeles en la región de interés. El histograma

reduce a esta región de interés a valores únicos de media, varianza, entropía, skewness

y kurtosis[36], [47].

Basados en la definición del histograma, la media µ1 y los momentos centrales

µk están dados por

µ1 =
L−1
∑

i=0

i1P (i), (2.1)

µk =
L−1
∑

i=0

(i − µ1)
kP (i), (2.2)

donde L representa el número de niveles de grises posibles.

La varianza, la skewness y la kurtosis dados por µ2, µ3 y µ4, respectivamente

son los momentos centrales usualmente utilizados. La varianza describe el ancho

del histograma al medir la desviación de los niveles de grises de la media, la raíz

cuadrada de su valor se conoce como la desviación estándar típica. La skewness

mide el grado de asimetría del histograma alrededor de la media, mientras que la

kurtosis caracteriza el pico relativo o la planitud de la distribución del histograma

en comparación con la distribución normal[48].

2.1.1.2 Estadísticos de segundo orden

Describen las interrelaciones estadísticas entre píxeles vecinos con valores de

contraste similares o diferentes. La información puede extraerse de la matriz de

co-ocurrencia de niveles de grises (con sus siglas en inglés, GLCM) definida por

Halarick [49], la cual cuantifica la presencia de píxeles con la misma intensidad en

una distancia a lo largo de una dirección fija.
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Usualmente la matriz de co-ocurrencia P (i, j) está construida en cuatro orien-

taciones espaciales (0o, 45o, 90o y 135o) y su número de filas y columnas es igual

al número de niveles de grises L de la imagen. Cada elemento (i, j) representará la

frecuencia con la que el píxel con nivel de gris i esta relacionado espacialmente con el

píxel de nivel de gris j. La figura 2.1 muestra un ejemplo de la construcción de una

GLCM cuya relación entre píxeles es calculada horizontalmente hacia la derecha, es

decir, su orientación espacial es 0o.
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Figura 2.1: Ejemplo del cálculo de la GLCM en una imagen de 4x4 píxeles (a), con 3
niveles de grises (b). El número de veces que aparece un par de píxeles en dirección
horizontal es asignado en la matriz de co-ocurrencia (c). Figura adaptada de [34]

Después de calcular esta matriz se pueden extraer características estadísticas de

segundo orden como la energía o segundo momento angular, la entropía, el momento

de diferencia inversa (MDI), el contraste y la correlación. Estas características están

descritas de la siguiente forma,

Energía =
L−1
∑

i=0

L−1
∑

j=0

(P (i, j))2, (2.3)

Entropía = −

L−1
∑

i=0

L−1
∑

j=0

P (i, j) log
2
(P (i, j)), (2.4)

MDI =
L−1
∑

i=0

L−1
∑

j=0

1

1 + (i − j)2
P (i, j), (2.5)

Contraste =
L−1
∑

i=0

L−1
∑

j=0

(i − j)2P (i, j), (2.6)
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Correlación =
L−1
∑

i=0

L−1
∑

j=0

(ij)P (i, j) − µ1iµ1j

σiσj

, (2.7)

donde µ y σ son los valores de la media y la desviación estándar de Pi y Pj.

La energía por su parte mide la uniformidad de textura de la imagen al cuantificar

el número de píxeles repetidos. La entropía es una medida de la aleatoriedad de la

imagen, en cambio MDI mide la homogeneidad de la imagen local y asume valores

grandes para diferencias de tonos de grises más pequeñas. Por otro lado, el contraste

es una medida de la variación del tono de gris de un conjunto contiguo de píxeles,

mientras que, la correlación muestra la dependencia lineal del tono de gris de los

píxeles [48], [50], [51].

2.1.1.3 Estadísticos de orden superior

Comparan las diferencias y relaciones entre varios píxeles y son características

extraídas luego de aplicar filtros o trasformaciones matemáticas a las imágenes, con

el fin de identificar patrones repetitivos y no repetitivos, reducir ruidos y mejorar

los bordes . En este grupo se incluye el análisis fractal, los funcionales de Minkowski

y las transformadas laplacianas, gaussianas y wavelets [52].

La definición y uso de las características, filtros y transformaciones matemáticas

que permiten el procesamiento de imágenes se remontan hace años atrás pero la

radiómica innovó su aplicación, al basarse en el uso simultáneo de una gran cantidad

de parámetros extraídos de un tejido, los cuales son procesados bajo la hipótesis de

que, al combinar adecuadamente estas características se encontrarán propiedades

del tejido claves para el diagnóstico.

No obstante, existen dificultades al momento de elegir cuántos y cuales parámetros

son necesarios extraer de las imágenes, debido a que todos estos nos permitirán

generar varias variables a partir de una sola imagen. Por esta razón, se realiza una

selección de características que mejoren el rendimiento de predicción y proporcionen

una mejor comprensión del proceso evitando características con información repetida.

Debido a que esta tarea produce demasiadas variables y es un gran desafío para

los métodos tradicionales, se ha implementado la idea del uso del aprendizaje

automático cuya función principal es detectar y diferenciar patrones al utilizar datos

de entrenamiento (características) para aprender a hacer predicciones [53].
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2.2 Aprendizaje automático o Machine Learning

Este término introducido por Arthur Samuel en 1959 [54], es usado para describir

una rama de la inteligencia artificial que permite producir modelos capaces de

clasificar, predecir y estimar una situación a partir de un conjunto de datos de

entrada. Como se ha descrito en las secciones anteriores, los avances han permitido

que las técnicas de aprendizaje automático sean claves y de gran importancia en el

análisis de las imágenes médicas, ya sea en su procesamiento, registro, segmentación,

extracción o selección de características, o a su vez, que formen parte en todo este

proceso. Se tiene dos categorías básicas de aprendizaje automático: el aprendizaje

supervisado y no supervisado. Generalmente, el estudio de imágenes médica emplea

el aprendizaje supervisado siempre y cuando se cuente con un conjunto de datos

etiquetados de entrada y de salida.

En imágenes médicas, las redes neuronales artificiales son la base principal del

aprendizaje automático y también de un subcampo nuevo de este, conocido como

aprendizaje profundo o Deep Learning (DL). Los algoritmos desarrollados a partir de

redes neuronales están estructurados en capas compuestas por nodos interconectados.

Por ejemplo, en el caso de imágenes médicas, las entradas pueden ser características

radiómicas o si usamos redes neuronales convolucionales (la base de deep learning)

podrían ser las propias imágenes [55].

2.2.1 Redes neuronales

Las redes neuronales artificiales están inspiradas en la estructura neuronal del

cerebro. Su objetivo es aprender de la información de entrada para optimizar la

salida mediante la coordinación del procesamiento interno [56]. Su estructura más

simple consta de una capa de entrada que alimenta a la red, una oculta donde se

procesan los datos y una de salida donde se presentarán los resultados del problema,

es decir, la información fluirá secuencialmente de la capa de entrada a la oculta y

de la oculta a la capa de salida. Dicha estructura puede observarse en la figura 2.2.

Cada capa contiene cierta cantidad de nodos o neuronas artificiales interconectados

con otras neuronas que dependen de los pesos1 de la red neuronal. Las neuronas son
1Los pesos son parámetros numéricos que determinan el impacto con la que cada una de las

neuronas afecta a la otra.
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los elementos de procesamiento de cada capa y los pesos representan las conexiones

entre las neuronas[57].
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Figura 2.2: Estructura de una red neuronal artificial.

La estructura básica de una neurona artificial está representada en la figura

2.3, donde x1, x2, ... ,xn son las entradas a la neurona y Y la salida. Cada entrada

está multiplicada por su peso wi y habitualmente se asocia un parámetro b que se

denomina umbral (en inglés bias) que permite ajustar de mejor manera la predicción

de los datos. La suma de todo esto pasa por una función de activación f que muestra

la respuesta de una neurona a la señal de entrada total que se recibe.

x 1

x 2

x n

w1

w2

wn

b

fΣw xi ii=1

n

y.
.
.

Entradas Pesos

Función de
activación Salidas

Figura 2.3: Modelo de una neurona artificial. Figura adaptada de [56]

Como resultado, la relación entre la entrada y la salida está descrita de la

siguiente manera [58]:

Y = f

(

n
∑

i=1

wixi + b

)

. (2.8)
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El número de nodos y capas ocultas depende del problema que se intenta resolver.

Para imágenes médicas hay diferentes arquitecturas de redes neuronales disponibles,

pero la red neuronal de alimentación directa o feed-forward es una de las más comunes

ya que las entradas y salidas son numéricas y los pares de vectores proporcionan

una base clara para el entrenamiento supervisado [56]. En este tipo de redes, las

conexiones son unidireccionales, es decir, la información pasa a través de la red en una

única dirección, desde la capa de entrada, a la oculta hasta la de salida. Un tipo de

red de alimentación directa comúnmente usada es el perceptrón multicapa, compuesto

de tres o más capas y que utiliza el algoritmo de aprendizaje de retropropagación,

el cual minimiza el error entre la salida generada por la red y la salida objetivo al

propagar el error de regreso a la red a través de cada neurona, actualizando así los

pesos de conexión.

Por otra parte, las funciones de activación pueden ser lineales y no lineales.

En caso de usar una función lineal nos referimos a un modelo simple de regresión

lineal a diferencia de las no lineales que facilitan la adaptación del modelo con una

variedad de datos y por eso son las más utilizadas. Si consideramos el algoritmo de

retropropagación, las funciones deben ser continuas y diferenciables por lo tanto,

trabajaremos con funciones no lineales. Entre ellas podemos mencionar a la función

de activación lineal rectificada (ReLU) (ecuación 2.9), la función logística (sigm)

(ecuación 2.10) y la tangente hiperbólica (tanh) (ecuación 2.11).

ReLU(x) = max(0, x), (2.9)

sigm(x) =
1

1 + e−x
, (2.10)

tanh(x) =
ex − e−x

ex + e−x
. (2.11)

2.2.2 Deep Learning

Como un subcampo de Machine Learning, en estos últimos años, Deep Learning

(DL) ha demostrado resultados y desarrollos importantes en tareas como, reconoci-

miento de voz, facial, seguimiento visual y diagnóstico médico [59]. Su diferencia
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con las técnicas convencionales de aprendizaje automático, sobre todo en imágenes

médicas es importante puesto que, el primer paso para identificar un objeto usual-

mente es extraer sus características, lo cual es usualmente realizado por un experto.

Por lo tanto, él es el encargado de decidir qué características serán importantes

para implementar en el algoritmo, pero en ocasiones se corre el riesgo de incluir

características redundantes y poco útiles. DL fusiona este proceso de extracción y la

toma de decisiones intentando aprender las características por sí solo a partir de los

datos, para así llevar a cabo una tarea determinada, provocando una reducción de

experiencia en el área donde se determinarán las características [60].

Existen varios tipos de algoritmos de DL como por ejemplo, redes neuronales

convolucionales (por sus siglas en inglés, CNN), redes neuronales profundas (DNN),

redes neuronales recurrentes (RNN), etc. Sin embargo, las CNN son el tipo de

arquitectura más popular en el análisis de imágenes médicas cuya estructura se

detallará a continuación.

2.2.3 Redes Neuronales Convolucionales (CNN)

Las redes neuronales convolucionales están inspiradas en estructuras multicapas:

una capa de entrada, capas ocultas y una de salida. Como se mencionó anteriormente,

las CNN son populares en el análisis de imágenes médicas, esto debido a que conservan

las relaciones espaciales de los datos que son importantes por ejemplo, para diferenciar

donde un tejido normal interactúa con otro cancerígeno [61].

Dentro de la capa oculta, CNN contienen múltiples capas convolucionales y

de activación, intercaladas por capas de agrupación (pooling). Además, poseen

capas totalmente conectadas que calculan los resultados finales. Conceptualmente,

la extracción de características de las imágenes que realizan las capas de convolución

y agrupación, es similar al proceso de extracción en el análisis radiómico.

La convolución está definida como una operación de dos funciones para producir

una nueva función. En imágenes médicas, una función consta de los valores de entrada

en cierta posición, es decir, los píxeles y la segunda función es un filtro o núcleo

(kernel). Todos estos valores están representados como matrices de números sobre

los cuales se aplicará la operación de convolución. Cada filtro comparte los mismos

pesos en todas las posiciones de entrada debido a que, se desplaza de posición en
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posición hasta cubrir completamente la imagen y además porque una característica

que aparece en una parte de las imágenes, probablemente aparecerá en otras. Por

tanto, al aplicar el filtro en toda la imagen se puede reducir el número de parámetros

necesarios para crear un modelo. Por ejemplo, si un filtro es capaz de detectar

líneas horizontales, este podría usarse para detectar todas estas líneas en cualquier

parte. Finalmente, las operaciones de convolución y la aplicación de este grupo de

filtros producirá un mapa de características, seguido de funciones de activación que

permitirán que las características seleccionadas pasen a la siguiente capa [62].

Luego de la capa de convolución, se aplican funciones de activación no lineales

como, la unidad lineal rectificada (ReLU). Esta función reemplaza los valores nega-

tivos de entrada por ceros, permitiendo así, simplificar y acelerar los cálculos y el

entrenamiento[63].

La capa de agrupación se ubica en medio de la capa de convolución y de la

función de activación. Su función principal es combinar características similares para

reducir el número de parámetros y cálculos en la red de manera que los tiempos

de entrenamiento sean reducidos. En otras palabras, permite obtener un mapa

de características de menor resolución. Las tareas de agrupación generalmente se

calculan usando la función de agrupación máxima, la cual toma el valor de entrada

más grande dentro del filtro y descarta el resto de valores.

La última capa de una red neuronal convolucional es la capa totalmente conectada,

la cual integra todas las características obtenidas por medio de la capa de convolución

y agrupación al conectar cada neurona de la capa anterior a cada neurona de la

capa totalmente conectada. La estructura simple de una CNN se ilustra en la figura

2.4. Finalmente, la salida realizará tareas de regresión o clasificación a través de la

función softmax que se usa para normalizar la salida al convertir el vector de números

en una distribución de probabilidad cuyo total suma 1. Esta función generalmente

se usa para calcular las pérdidas esperadas al entrenar un conjunto de datos. La

fórmula softmax es

σ(xi) =
exi

∑n
j=1

exj
, (2.12)

donde xi representa a los elementos del vector de entrada y el término del denomi-

nador nos asegura la normalización.
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Figura 2.4: Esquema de la arquitectura de una red neuronal convolucional básica
(CNN).

El desarrollo y validación de un algoritmo de DL normalmente consiste de un

conjunto de datos de entrenamiento, validación y prueba [53]. Durante el entrena-

miento de la red, los datos de entrenamiento y validación se envían a una función

de pérdida que mide el error. Luego, este error es propagado hacia atrás para que

las CNN ajusten sus parámetros con el fin de reducir los errores. La fase de entre-

namiento continuará hasta que la función de pérdida haya alcanzado un mínimo

y posteriormente se seleccionará un modelo. Una vez que todos los parámetros de

dicho modelo sean fijados, su rendimiento será evaluado mediante el conjunto de

datos de prueba.

Básicamente el diseño de una red neuronal depende de varios factores como, la

comprensión de la tarea que se intenta resolver, los requisitos que debe cumplir, la

memoria que se consumirá o simplemente los datos que se utilizarán para alimentar

la red y puede conseguirse mediante la utilización de un software que construya y

entrene redes neuronales. Al principio, para generar una red se utilizaba componentes

como AlexNet[64] y Lenet[65]. Sin embargo, hoy en día existen una cantidad de

marcos de software como TensorFlow, Scikit-Learn, Pytorch, Theano y Keras que

pueden describir las arquitecturas de redes neuronales de una manera eficiente.

Además, algunos como TensorFlow permiten el uso de los recursos informáticos

disponibles, como las unidades de procesamiento gráficos (GPU). De igual manera,

es importante destacar que este tipo de software es gratis, de código abierto y se

encuentra en constante desarrollo [62].
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Capítulo 3

Metodología

3.1 Adquisición y registro de imágenes

La muestra está constituida por 26 pacientes que poseen hígados normales y

con grasa. Las imágenes médicas fueron obtenidas en un escáner de resonancia

magnética GE Signa EXCITE de 1.5 Teslas en formato DICOM. Son imágenes en

dos dimensiones ponderadas en T1 en fase (IP) y fuera de fase (OP). Cada archivo

DICOM comprende de 60 cortes coronales cubriendo así, la totalidad de la zona

abdominal. El grosor de corte es de 6 mm con un espacio entre rebanadas de 7mm.

El tiempo medio de adquisición es menor a 20 minutos lo que lo hace tolerable para

los pacientes. El tamaño de la matriz de 14 imágenes es 512 × 512 píxeles, mientras

que las 12 restantes tienen un tamaño de 256 × 256 píxeles.

Las imágenes fueron adquiridas en las secuencias en fase en tiempos de eco

TE = 4,4 ms y fuera de fase con TE = 2,2 ms, es decir, los protones de agua y

grasa estarán en fase a 4,4 ms y fuera de fase 2,2 ms antes o después del primer

tiempo de eco en fase. La razón principal del uso de estas secuencias, se debe a que,

permiten identificar de forma no invasiva las señales de los protones de agua y grasa

en función de su frecuencia de resonancia [66]. Por lo tanto, el contenido de grasa en

los tejidos del abdomen, puede ser cuantificado con las imágenes OP e IP al calcular

la fracción de señal de la grasa (FSF) (sección 3.4). La diferencia de la intensidad

en las imágenes OP e IP (figura 3.1), se debe a que, en las OP los protones de la

grasa y del agua se encuentra a 180° uno con respecto al otro, ocasionando que sus

intensidades se resten, mientras que, en las imágenes IP las intensidades se suman.

24



CAPÍTULO 3. METODOLOGÍA

Fuera de fase En fase

Figura 3.1: Imágenes de resonancia magnética del abdomen de una mujer de 58
años en fase y fuera de fase ponderadas en T1 obtenidas en un escáner GE Signa
EXCITE de 1.5 Teslas. La imagen fuera de fase muestra la pérdida de señal debido
a la presencia de depósito de grasa en el hígado.

De los 60 cortes obtenidos, se ha elegido aquel que proporcione una imagen

completa del hígado, necesario para la segmentación total del mismo. Cada uno de

los archivos DICOM han sido almacenados en el formato NRRD (nearly raw raster

data). La principal ventaja del uso de este formato, es que los archivos son anónimos,

por lo tanto, no contienen información confidencial de los pacientes. Además, en el

formato NRRD el escaneo médico es almacenado en un solo archivo, a diferencia que

cada archivo DICOM se compone de varios directorios que pueden contener cientos

de archivos individuales. En consecuencia, el formato NRRD nos permitirá llevar

un mejor manejo en la transferencia de los datos médicos y a su vez protegerá la

privacidad de los pacientes.

3.2 Segmentación de la región de interés

La técnica de segmentación nos permite separar una imagen en múltiples regiones

de interés de acuerdo al estudio que se requiera realizar. Para el estudio de la grasa

presente en el hígado hemos utilizado segmentación manual y semiautomática. La

segmentación manual fue útil para reconocer la ubicación y el límite preciso del

órgano, es decir, para segmentar el hígado completo. En cambio, la segmentación

semiautomática fue usada para marcar zonas en el hígado con diferente intensidad

de grises. Este proceso se llevó a cabo, gracias a que, las imágenes OP nos permiten
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observar de mejor manera las zonas más blanquecinas y oscuras que se presentan en

la imagen.

La segmentación fue procesada en un software de código abierto y gratuito,

llamado 3D Slicer [67] disponible en Windows o Ubuntu. 3D Slicer es comúnmente

usado para analizar e investigar las imágenes médicas mediante su visualización. Su

principal ventaja es que, posee un interfaz de programación en el lenguaje de código

Python, de manera que, reduce el tiempo de análisis de las imágenes, pues en lugar

de trabajar una a una, podemos tomar a todas como un solo conjunto.

Mediante el software 3D Slicer, las imágenes en formato DICOM fueron transfor-

madas a NRRD, luego el hígado de las 26 imágenes OP fue segmentado completa-

mente con la herramienta Segmentation al dibujar el contorno del mismo, como se

puede observar en la figura 3.2.

Figura 3.2: 3D Slicer. Visualización de una IRM coronal de la zona abdominal.
La zona verde representa el proceso de segmentación usando las herramientas del
software.

Con la ayuda de la ventana de interacción se implementó un programa capaz

de convertir cada una de las segmentaciones obtenidas en una máscara (Apéndice

A), con el fin de aplicar la misma segmentación en las imágenes IP que será de

26



CAPÍTULO 3. METODOLOGÍA

utilidad para calcular la FSF más adelante. Cabe mencionar que cada segmentación

es independiente debido a que, el hígado es un órgano sin morfología definida, lo cual

hace que los resultados varíen en cada paciente, por lo tanto, se han realizado 26

segmentaciones completas diferentes. La imagen 3.3 es un ejemplo de la segmentación

aplicada sobre el hígado de las imágenes OP e IP.

a) b)

Figura 3.3: Segmentación completa del hígado. a) Segmentación aplicada a la imagen
OP. b) Segmentación aplicada a la imagen IP usando la máscara creada de la
segmentación OP.

Una vez identificado el hígado, aplicamos segmentaciones en forma circular

alrededor del hígado de acuerdo a los diferentes niveles de grises que se presentaron

en el mismo. Este tipo de segmentación es usualmente utilizada para analizar las

caídas de intensidad de señal con ayuda de imágenes OP e IP (más información en

[68]). Para realizar la segmentación, utilizamos el código segmentos e histogramas.txt

disponible en el Apéndice A, el cual fue variando de acuerdo a la posición espacial de

secuencia en fase y fuera de fase. Por cada imagen OP se tomaron 8 regiones de interés

diferentes de manera que, la mayor parte del área total del hígado quede cubierta

(ver figura 3.4), consiguiendo así un total de 208 datos segmentados. Usando el

mismo proceso anterior correspondiente a la segmentación total, se creó una máscara

de la segmentación para aplicarla a las imágenes IP.
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Figura 3.4: Segmentación por zonas en una imagen de resonancia magnética OP.

El software 3D Slicer es de gran utilidad si exploramos todas sus herramientas.

Una de ellas calcula ciertos parámetros como la media, la mediana, la desviación

estándar y también el número de píxeles existentes en la zona segmentada, los cuales

son indispensables en el cálculo de histogramas. Los parámetros estadísticos fueron

extraídos en tablas de datos con el fin de compararlos con aquellos valores que se

obtendrán al realizar la extracción de características.

Finalmente, con el código segmentos e histogramas.txt en la interfaz de Python de

3D Slicer, se obtuvieron los diferentes histogramas a partir de las regiones de interés

segmentadas para las imágenes OP (figura 3.5). El número de bins fue determinado

mediante la regla de Sturge [69] que asume distribuciones aproximadamente normales

y está dada por,

k = 1 + log
2

n, (3.1)

donde k es el número de bins y n el número de píxeles de la zona segmentada.
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Figura 3.5: Histograma de la segunda zona de interés segmentada del paciente
número 1. El eje vertical representa los niveles de intensidad de la zona

Debido a que los tamaños de las imágenes son diferentes (respecto a su número

de píxeles), es recomendable normalizar los histogramas, puesto que, nuestro interés

es conocer los porcentajes de intensidad de cada muestra, mas no los conteos

absolutos. Para la normalización, utilizamos los datos extraídos del software 3D

Slicer. Esos datos fueron graficados en Gnuplot usando el código del graf.pro detallado

en el Apéndice A. En la figura 3.6 podemos observar un ejemplo del histograma

normalizado con su respectiva función de distribución, la cual se aproxima a una

distribución unimodal. El repositorio del Apéndice A contiene los datos necesarios

para generar los histogramas de las zonas segmentadas de las imágenes OP.

Figura 3.6: Histograma del hígado segmentado en la imagen OP del paciente número
2. En el eje y se aprecia la normalización
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3.3 Extracción de características radiómicas

Luego de segmentar las imágenes, se llevó a cabo la extracción de características

radiómicas que serán utilizadas para cuantificar los niveles de gris dentro de la región

de interés segmentada. Las características fueron extraídas utilizando el paquete

PyRadiomics [70] en Python. Este paquete nos permite extraer los datos radiómicos

de imágenes médicas usando tres pasos principales: (i) carga de la imagen base y de

la máscara obtenida a través de la segmentación, (ii) cálculo de características de

acuerdo al criterio del usuario y (iii) retorno de resultados.

La figura 3.7 muestra el proceso general que se debe llevar a cabo para analizar

las imágenes médicas. En primer lugar, las imágenes fueron extraídas y están segmen-

tadas. Luego, las diferentes características se extraen usando PyRadiomics tomando

en cuenta el tipo de características y en caso de existir, los filtros. Finalmente, estás

características deben ser analizadas.

Extractor de 

características

Personalización

FiltrosTipos de 
características

Primer orden
Forma
GLCM
GLRM
GLSZM

Wavelet
Square

Square root
Logaritmo

Exponencial

Adquisición de imagen y 
segmentación

Uso de Pyradiomics Análisis de datos y 
estudio del problema

Figura 3.7: Figura general del proceso de adquisición, segmentación, extracción de
características y análisis de datos.

Naganawa et. al. [71] realizó un estudio previo aplicado en tomografías compu-

tarizadas, donde utiliza características extraídas mediante histogramas para predecir

la esteatohepatitis no alcohólica, una enfermedad hepática que se caracteriza por la

acumulación de grasa en el órgano. Naganawa recomendó que los estudios futuros se

realicen utilizando resonancia magnética como fuente de información, como es el

caso del presente trabajo. Sin embargo, hemos ampliado el análisis al trabajar con
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estadísticos de segundo orden, los cuales hasta ahora han sido usados solamente en

la detección de tumores. Debido a que en la actualidad, la investigación radiómica

no posee patrones estandarizados y unificados, la información de las características

radiómicas está basada en la iniciativa de estandarización de biomarcadores de

imagen [46].

La extracción de características mediante PyRadiomics puede ser personalizada.

La referencia [70] muestra cómo realizar este proceso de acuerdo a cada necesidad.

En este trabajo de titulación se modifica el código principal. (La información esta

disponible en sección Instalación y modificación de PyRadiomics del Anexo A), de

manera que, se obtiene los valores de la media, mediana, mínimo, máximo, varianza,

skewness, kurtosis, energía, entropía, MDI, contraste y correlación, es decir, algunos

estadísticos de primer y segundo orden cuyas definiciones están detalladas en el

capítulo 2 sección 2. Por lo tanto, tenemos 12 características para los 208 datos

disponibles en el Apéndice B.

3.4 Cuantificación de grasa en las zonas segmen-
tadas

Ciertos estudios muestran que existe una buena correlación entre el uso de la

técnica de resonancia magnética y la histología de los pacientes con acumulación de

grasa en el hígado, enfermedad también conocida como esteatosis hepática. Esta

especificidad se encuentra entre los siguientes rangos (76, 7 − 90 %) y (87, 1 − 91 %).

Hablamos de esteatosis o hígado graso cuando este posee un 5 % de grasa y se

clasifica en leve (5 − 33 %), moderado (34 − 66 %) y grave (≥ 67 %) [66].

Una de las ventajas de la técnica RM es que permite detectar la esteatosis aún

cuando el hígado tiene solo un 3 % de contenido graso [72], la cual puede ser calculada

mediante diferentes técnicas. La imagen codificada por desplazamiento químico o

método de Dixon es una de ellas y se basa en la diferencia de las frecuencias de

resonancia entre las señales de los protones de agua y grasa que componen el hígado.

Debido a que es necesario etiquetar nuestros datos entre hígado graso y normal,

hemos decidido trabajar con esta técnica ya que varios estudios [73] han encontrado

una alta correlación entre el porcentaje de grasa histológica y el porcentaje calculado

con imágenes de RM con desplazamiento en fase y fuera de fase. Por lo tanto, la
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clave de este cálculo es poseer imágenes tanto en fase como fuera de fase, las cuales

están disponibles en este trabajo.

3.4.1 Análisis de la caída de la intensidad de señal

Se ha comprobado que, la presencia de grasa en el hígado provoca una pérdida

de intensidad de señal en las imágenes IP (figura 3.1), en cambio, en el hígado

normal las imágenes OP e IP poseen intensidades similares. Las señales de grasa y

agua se cancelan en los tiempos de eco fuera de fase y se suman en los tiempo en

fase. Debido a este fenómeno es posible calcular la grasa hepática al comparar las

imágenes secuenciales OP e IP [74].

La fracción de señal de grasa (FSF) se puede calcular aplicando la siguiente

fórmula:

FSF =
SIP − SOP

2SIP

, (3.2)

donde SIP y SOP corresponden a las intensidades medidas en la región de interés

en las imágenes IP y OP, respectivamente. Para calcular SIP y SOP se tomaron

los valores medios de cada una de las secciones segmentadas registrados en el

procedimiento de la sección anterior y finalmente se aplicó la ecuación 3.2. Una

vez obtenido el valor de la FSF, éste fue multiplicado por 100 para determinar el

porcentaje de grasa presente en cada una de las regiones. Los datos fueron etiquetados

en dos grupos: hígado normal, si el porcentaje de grasa es <5 % e hígado graso si su

porcentaje es ≥ 5 %

Hay que tener presente que cada región de interés debe ser la misma para las

imágenes IP y OP, es decir, la segmentación debe ubicarse en el mismo punto y

tener el mismo tamaño. El programa 3D Slicer, nos facilitó este procedimiento al

crear la máscara de segmentación a partir de las imágenes OP.

3.5 Análisis multivariante de características

El paso preliminar del análisis es la exploración visual de datos a partir de

gráficos o tablas que los resuman, puesto que, de esta manera es más sencillo captar

los puntos principales que en comparación a varias líneas de datos sin procesar. Los

diagramas de dispersión son comúnmente usados en dicha visualización y sirven
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principalmente para identificar una relación por pares, tres o más características al

realizar diferentes combinaciones. Además, permiten evaluar si los datos tienen una

correlación lineal con otras variables. La figura 3.8 muestra la matriz de dispersión de

las 12 características extraídas de las zonas segmentadas del hígado. En la diagonal

se visualiza el histograma de cada una ellas. Se observa que existe una correlación

lineal predominante entre algunas características como por ejemplo, media-mediana,

varianza-entropía, energía-entropía, entropía-MDI y contraste-MDI. Sin embargo,

ciertos pares de características no poseen una correlación lineal fuerte.

Figura 3.8: Gráfico de dispersión de las características extraídas mediante PyRadio-
mics.
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El coeficiente de correlación de Pearson [75] puede cuantificar dicha correlación

al ser una medida del grado de relación entre dos variables relacionadas linealmente.

Este coeficiente solo asume valores entre -1 y 1. Hablamos de una correlación muy

fuerte cuando el coeficiente tiene valores entre 0.9 a 1, de una correlación fuerte

para valores entre 0.7 a 0.9, la correlación es moderada si los valores van desde 0.5

a 0.7, la correlación es débil cuando los valores están entre 0.3 a 0.5 y finalmente

los valores de 0 a 0.3 indican una correlación insignificante. Esto para valores tanto

positivos como negativos.

La figura 3.9 es una matriz de correlación que contiene los coeficientes de

correlación entre las diferentes características. Esta matriz se utiliza para resumir los

datos y es la cuantificación de la correlación obtenida en la figura 3.8. Además, la

figura está representada mediante una gráfico de calor que nos ayuda a visualizar de

mejor manera los coeficientes. Los colores más claros y más oscuros representan una

correlación muy fuerte. Podemos observar que la media, la varianza, la energía, la

entropía y el MDI son las características que poseen una mayor correlación respecto al

resto de características. Por otro lado, las características como la skewness, kurtosis,

contraste y correlación poseen una correlación débil. Sobre todo el parámetro

estadístico correlación no se relaciona linealmente con ninguna otra característica.
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Figura 3.9: Matriz de correlación de las características extraídas de imágenes de
resonancia magnética del hígado.

Este análisis es importante para comprender las relaciones existentes entre las

diferentes características de manera que, seamos capaces de crear un modelo de

aprendizaje automático.

Los conjuntos de datos del mundo real tienden a tener muchas características

que pueden considerarse como una dimensión en el espacio. Como consecuencia,

trabajamos con datos de alta dimensión cuya visualización completa es difícil. En

este caso nosotros contamos con características, que estrictamente hablando serían

12 dimensiones. Sin embargo, para lograr ver el conjunto de datos como un todo sin

perder mucha información, recurrimos a la reducción de la dimensionalidad. Uno de

los métodos de reducción más conocidos es el Análisis de Componentes Principales
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(PCA) que intenta preservar las partes que tienen más variación de los datos y elimina

aquellas partes no esenciales con menos variación, al simplificar el conjunto de datos

seleccionando algunas componentes principales de las características originales [76].

En general, su propósito es encontrar la mejor representación de baja dimensión en

un conjunto de datos multivariados sin perder mucha información.

Por otra parte, hay que considerar que la escala de algunas características es mayor

y si estas no son estandarizadas predominarán sobre el resto. La estandarización

consiste en cambiar la escala de las características para que tengan propiedades de

una distribución normal, es decir, con media cero y desviación estándar uno. Para

estandarizar las características usamos el módulo StandardScaler de la biblioteca

scikit-learn de Python [77]. En el cuadro 3.1 se observan seis características originales

extraídas de los 5 primeros segmentos del hígado, en cambio el cuadro 3.2 muestra

las mismas seis características de dichos segmentos pero estandarizadas. Los datos

completos y los detalles de la estandarización pueden encontrarse en el repositorio

detallado en el Apéndice A.

Mean Median Minimum Maximum Variance Skewness

1 114.040946 115.0 37.0 160.0 219.358651 -0.814406

2 120.707650 120.0 81.0 158.0 170.157701 0.074498

3 105.027372 105.0 71.0 143.0 141.435382 0.146669

4 110.680657 110.0 78.0 142.0 130.381597 0.118146

5 113.856882 113.0 78.0 160.0 211.513702 0.395898

Cuadro 3.1: Características radiómicas originales de los cinco primeros segmentos.

Mean Median Minimum Maximum Variance Skewness

1 -0.826514 -0.817566 -1.245327 -0.739410 -0.497403 -0.862788

2 -0.767259 -0.773564 -0.661776 -0.751978 -0.534167 0.284839

3 -0.906629 -0.905571 -0.794401 -0.846232 -0.555630 0.378015

4 -0.856381 -0.861568 -0.701564 -0.852516 -0.563889 0.341191

5 -0.828150 -0.835167 -0.701564 -0.739410 -0.503265 0.699785

Cuadro 3.2: Estandarización de las características radiómicas de los cinco primeros

segmentos.
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Luego de la estandarización de datos, definimos el número de componentes

principales. Es necesario considerar que, no hay un método único que permita

identificar el número óptimo de componentes. No obstante, como el objetivo de PCA

es reducir la dimensionalidad, basta con utilizar el número mínimo de componentes.

En este trabajo de titulación se utiliza la varianza explicada como una medida para

obtener el número de componentes principales ya que cuantifica la cantidad de

información que puede ser atribuida a cada una de las componentes principales.

Al determinar la varianza explicada obtuvimos que, las dos primeras componentes

principales representan al 70 % de la varianza explicada. Además, hemos ampliado

nuestro estudio al uso de tres componentes principales, obteniendo en estas tres una

varianza del 80 %.

Por lo tanto, las doce características han sido reducidas a 2 y 3 dimensiones, de

manera que, podamos proyectar los resultados a través de gráficos en 2D (figura

3.10) y 3D (figura 3.11) que visualmente son más inteligibles. En la figura 3.10 los

ejes x e y del gráfico de dispersión son las dos primeras componentes principales

obtenidas por PCA y su histograma muestra que la varianza máxima (alrededor del

57 %) se encuentra en la primera componente principal. La segunda componente

principal posee la segunda varianza más alta (alrededor de 13 %) del grupo de datos.

Por lo tanto, la varianza explicada se concentra en estas dos primeras componentes.
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Figura 3.10: Análisis de componentes principales (PCA) en 2D. En el gráfico de
dispersión se puede apreciar que no existe separabilidad lineal entre los elementos
con grasa y con hígado sano.

Los ejes x, y y z de la figura 3.11 representan las tres primeras componentes

principales. Al igual que en la figura anterior, en el histograma se aprecia la varianza

de cada una de las componentes principales. En este caso, se ha añadido una tercera

con un valor alrededor del 10 %. Las siguientes componentes (cuarta, quinta, sexta,

etc) poseen una menor cantidad de información en comparación con las componentes

principales elegidas y en total aportan cerca del 20 % de los datos. Se ha decidido

no utilizar el resto de componentes ya que, este 20 % de la varianza restante está

distribuida en las siguientes nueve componentes, es así que no aportan cambios

significativos en nuestros resultados.
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Figura 3.11: Análisis de componentes principales (PCA) en 3D. Se puede apreciar
como están distribuidos los datos en torno a estas tres componentes. Confirmamos
que no hay separabilidad lineal entre las variables. La primera y segunda componente
son las mismas que el PCA en 2D y la tercera componente fue agregada ya que su peso
en la varianza explicada es significante en comparación con las nueve componentes
restantes.

Una vez reducidas las características a 2 y 3 componentes construimos nuestra

red neuronal. Para esto, abordamos al problema como un modelo de aprendizaje

supervisado de clasificación, ya que requerimos conocer si cierta zona de interés

corresponde a una con grasa o normal y esto se realiza a través de la evaluación y la

validación.

3.6 Construcción de las reded neuronales

El primer paso para la construcción de la red es transformar el tipo (grasa

o normal) a notación binaria. El 0 corresponde a las zonas donde no existe un

porcentaje de grasa mayor al 5 % y el 1 a las zonas con un porcentaje mayor a

ese 5 %. La red fue construida usando el algoritmo de perceptrón multicapa ya que

tenemos un conjunto de características x, determinadas mediante PCA que no son

linealmente separables (figura 3.10 y 3.11) y el objetivo y que son las etiquetas

de los datos (0 y 1). Adicionalmente, utilizamos el método train_test_split de la

librería scikit-learn para dividir los datos en un conjunto de entrenamiento y uno
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de prueba. Luego, con la clase MLPClassifier de la misma librería implementamos

el algoritmo de perceptrón multicapa y obtuvimos una red neuronal simple. No

obstante, debido a que uno de nuestros objetivos es mejorar la red neuronal utilizamos

el ajuste de hiperparámetros diseñado para encontrar un conjunto de parámetros

que produzcan un mejor rendimiento. Scikit-learn posee la clase GridSearchCV que

evalúa y selecciona de manera sistemática los parámetros de cierto modelo. Para esto,

es necesario proveer al modelo de un conjunto de parámetros que serán evaluados

de todas las combinaciones posibles mediante validación cruzada1.

El rendimiento de los problemas de clasificación suele ser medido usando métricas

como la exactitud, precisión, sensibilidad y la puntuación F1. La exactitud es una

medida general de como se comporta el modelo en todas las clases al medir el

porcentaje de casos clasificados correctamente y se calcula como la relación entre el

número de predicciones verdaderas y el número total de predicciones,

Exactitud =
V P + V N

V P + V N + FP + FN
. (3.3)

Para este caso en particular, los verdaderos positivos (VP) se refieren a las regiones

de interés que posee un porcentaje de grasa mayor al 5 % y se detectan como regiones

con grasa. Los falsos positivos (FP) son las regiones sin grasa (porcentaje de grasa

menor al 5 %) que se detectan como una con grasa. Por otro lado, los verdaderos

negativos (VN) son las regiones que detectan como normales (sin grasa). Y finalmente,

los falsos negativos (FN) hacen referencia a las regiones con grasa que se clasifican

como normales. Hay que tener cuidado con los falsos negativos pues, diagnosticar

que un paciente no posee ningún tipo de anomalía llega a ser sumamente peligroso

para él en el futuro.

La precisión se refiere a la habilidad del modelo para predecir como positivo lo

que realmente es positivo. Se calcula como la relación entre el número de predicciones

clasificadas correctamente y el número total de casos clasificados como positivos

(correcta o incorrectamente),

Precisión =
V P

V P + FP
. (3.4)

1La validación cruzada se usa para estimar el rendimiento de los modelos predictivos y ayuda a

evitar el sobreajuste, particularmente cuando la cantidad de datos es limitada. Su proceso consiste

en realizar un número fijo de particiones de los datos, luego ejecuta el análisis en cada partición y

finalmente promedia el error general.
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En cambio, la sensibilidad mide la habilidad del modelo para encontrar todos los

casos positivos y es la relación entre el número de casos positivos correctamente

identificados y el número total de muestras positivas,

Sensibilidad =
V P

V P + FN
. (3.5)

La puntuación F1 combina las medidas de precisión y sensibilidad, donde 1 es la

mejor puntuación y 0 la peor y se calcula por,

Puntuación F1 = 2 ∗
Precisión ∗ Sensibilidad

Precisión + Sensibilidad
. (3.6)

Se desarrollaron 8 redes neuronales cuya construcción está disponible en el anexo

A en los archivos Red_PCA2_(0_2), Red_PCA2_(0_3), Red_PCA3_(0_2) y

Red_PCA3_(0_3) con diferentes parámetros, los cuales están detallados en el

siguiente capítulo.
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Capítulo 4

Resultados

Todos los resultados se obtuvieron usando un estado aleatorio (random state) de

42 para el entrenamiento y prueba y con el parámetro de estratificación (stratify)

activo. Además, para todas las redes neuronales el número máximo de iteraciones fue

fijado en 200. El estado aleatorio nos garantiza que las divisiones de entrenamiento

y prueba sean reproducibles, caso contrario cada vez que el código sea ejecutado

se generaría un nuevo valor aleatorio y por consecuencia un nuevo conjunto de

entrenamiento y prueba. El parámetro de estratificación permite que el entrenamiento

y la prueba tengan las mismas proporciones que el conjunto de datos de entrada.

4.1 Redes con sistema PCA de dos componentes

El tamaño del conjunto de entrenamiento para la red número 1 es 0.80 y el 0.20

restante se asignó al conjunto de prueba (figura 4.1). Esta red fue construida con los

parámetros asignados por defecto de la librería scikit-learn.

Figura 4.1: Histograma de la cantidad de datos que se encuentran en la fase de
entrenamiento (0.80) y prueba (0.2).
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La red neuronal 2 tiene los mismos valores de entrenamiento y prueba que la

red 1 y fue construida con los parámetros obtenidos luego de realizar el ajuste de

hiperparámetros. Todos los parámetros usados para las diferentes combinaciones

están detallados en el código. El tamaño del entrenamiento de la red neuronal 3 es

0.70 y la prueba 0.3 (figura 4.2) y sus parámetros son los mismos que los de la red 1.

Se utilizó el mismo porcentaje de entrenamiento y prueba de la red anterior para la

red neuronal 4 y sus parámetros fueron extraídos del ajuste de hiperparámetros.

Figura 4.2: Histograma de la cantidad de datos que se encuentran en la fase de
entrenamiento (0.70) y prueba (0.3).

4.2 Redes con sistema PCA de tres componentes

Las redes neuronales 5, 6, 7 y 8 fueron construidas bajo las mismas condiciones

que la sección anterior solamente cambiamos el conjunto de características x. Por lo

tanto, los porcentajes de entrenamiento de la red neuronal 1, 2, 3 y 4 son los mismo

para la red neuronal 5, 6, 7 y 8, respectivamente. Debemos tomar en cuenta que

los parámetros usados en las redes construidas bajo el ajuste de hiperparámetros

son diferentes para cada caso ya que, si cambia una condición de las mencionadas

anteriormente, los resultados variarán.

4.3 Discusión

Antes de introducirnos a detallar los resultados obtenidos de los diferentes

modelos de redes neuronales es importante mencionar que realizamos una red

neuronal preliminar con los 12 parámetros estadísticos principales donde obtuvimos
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valores de exactitud y precisión del 100 %. Estos resultados indican que el modelo

esta sobre ajustado y difieren completamente de los resultados reales. Por esta razón,

realizamos el análisis multivariante de características detallado en la sección 3.5.

Además, implementamos los algoritmo en sklearnel y no en TensorFlow (TF) porque

el primero es una biblioteca de aprendizaje automático en general, en cambio TF es

una biblioteca de aprendizaje profundo y para esto los datos de entrada no serían

las características radiómicas extraídas sino más bien el archivo de cada una de las

imágenes de resonancia magnética.

La tabla 4.1 muestra los valores de la exactitud de nuestras diferentes redes, es

decir, el porcentaje de casos clasificados correctamente.

Exactitud

Red neuronal Entrenamiento Prueba

1 0.6927710843373494 0.6428571428571429

2 0.8072289156626506 0.6666666666666666

3 0.6551724137931034 0.6666666666666666

4 0.7034482758620689 0.6825396825396826

5 0.7228915662650602 0.5952380952380952

6 0.6867469879518072 0.6190476190476191

7 0.7379310344827587 0.6349206349206349

8 0.7448275862068966 0.6507936507936508

Cuadro 4.1: Exactitud de las redes en la fase de entrenamiento y prueba.

Como podemos observar en la tabla 4.1, los datos son clasificados de mejor

manera en la fase de entrenamiento que en la fase de prueba. Asimismo la exactitud

del modelo mejora al utilizar el ajuste de hiperparámetros. Por esta razón, hemos

decidido descartar las redes con menor exactitud, es decir, aquellas que fueron

construidas con los parámetros por defecto de la librería (1, 3, 5 y 7) para así,

analizar y comparar otros parámetros estadísticos como la precisión y la sensibilidad

del resto de redes (2, 4, 6 y 8).

En las siguientes tablas, como la 4.2 se presentan los valores de la precisión, la

sensibilidad, la puntuación F1 y el soporte cuyo valor es el número de elementos

de cada clase que aparecen en el conjunto de datos especificados, y nos informan
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si existe la necesidad de realizar un reequilibrio de datos, donde se puede aplicar

técnicas como el sobre-muestreo o sub-muestreo.

El promedio macro y ponderado esta determinado para cada clase y cada uno

tiene su propósito. Por ejemplo, si requerimos que a todos los números del conjunto

de datos se les asigne un peso idéntico usaremos el promedio macro, en cambio si los

datos están desequilibrados y queremos dar más importancia a alguna predicción

manejamos el promedio ponderado.

ENTRENAMIENTO Precisión Sensiblidad Puntuación F1 Soporte

0 0.91 0.81 0.86 119

1 0.62 0.81 0.70 47

promedio macro 0.77 0.81 0.78 166

promedio ponderado 0.83 0.81 0.81 166

Cuadro 4.2: Informe de clasificación de scikit-learn en la fase de entrenamiento de

la red neuronal 2 con los siguientes parámetros: función de activación: relu, alpha:

0.0001, tamaño de las capas ocultas: (50, 100, 50), tasa de aprendizaje: constante.

La tabla 4.2 muestra que la clase 0 del entrenamiento tiene una mejor precisión

que la clase 1 y en esta ocasión la sensibilidad es la misma. El promedio macro de

la precisión nos indica que el 77 % de las veces predecimos un diagnóstico correcto.

La tabla 4.3 representa los valores obtenidos al ingresar los datos en el modelo

entrenado. En este caso el promedio macro de la precisión es de un 63 %, en otras

palabras esto implicaría que al ingresar los datos de prueba, el 37 % de las veces

predecimos que el hígado de una persona esta sano cuando en realidad posee un

hígado graso.

PRUEBA Precisión Sensiblidad Puntuación F1 Soporte

0 0.77 0.71 0.74 28

1 0.50 0.57 0.53 14

promedio macro 0.63 0.64 0.64 42

promedio ponderado 0.68 0.67 0.67 42
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Cuadro 4.3 continuación de la página anterior

Cuadro 4.3: Informe de clasificación de scikit-learn en la fase de prueba de la red

neuronal 2 con los siguientes parámetros: función de activación: relu, alpha: 0.0001,

tamaño de las capas ocultas: (50, 100, 50), tasa de aprendizaje: constante.

La figura 4.3 indica el valor de los diferentes eventos en la fase de entrenamiento

y prueba con sus respectivos porcentajes. En la fase de entrenamiento los VP y

VN son predominantes, mientras que en la fase de prueba lo son los VP. En el

entrenamiento los FN son mayores que los FP y entre los dos constituyen cerca del

20 % de total. Por otra parte, en la prueba los FN y VP tienen el mismo porcentaje,

lo que implicaría que tenemos la misma probabilidad de diagnosticar correctamente

un hígado graso o de equivocarnos al afirmar que un paciente tiene un hígado normal

cuando en realidad es graso.

b)a)

Figura 4.3: Matriz de confusión de la fase de entrenamiento (a) y prueba (b) que
muestra los VP, FP, VN y FN para una red neuronal con conjuntos de entrenamiento
y prueba en una proporción de 80 a 20.

El porcentaje de FN y FP será analizados en los diferentes modelos de redes

neuronales, pues nuestro propósito es equivocarnos lo menos posible en el diagnóstico.

Además, hay que considerar que los FN pueden llegan a ser perjudiciales y hasta

mortales para un paciente.

La tabla 4.4 muestra que en el entrenamiento el 64 % de las veces predecimos

hígados grasos correctamente y que el porcentaje de identificar VP Y FP es del 70 %.

En el caso de la prueba (tabla 4.5) la precisión es del 61 % y su sensibilidad del 66 %.

A diferencia del modelo de la red neuronal 2, los resultados del entrenamiento y la
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prueba de la red 4 no varían en gran medida. No obstante, la precisión de la red 2

es mayor que de esta red neuronal.

ENTRENAMIENTO Precisión Sensiblidad Puntuación F1 Soporte

0 0.90 0.71 0.79 116

1 0.37 0.69 0.48 29

promedio macro 0.64 0.70 0.64 145

promedio ponderado 0.79 0.70 0.73 145

Cuadro 4.4: Informe de clasificación de scikit-learn en la fase de entrenamiento de

la red neuronal 4 con los siguientes parámetros: función de activación: tanh, alpha:

0.0001, tamaño de las capas ocultas: (2, 50, 3), tasa de aprendizaje: constante.

PRUEBA Precisión Sensiblidad Puntuación F1 Soporte

0 0.88 0.70 0.78 50

1 0.35 0.62 0.44 13

promedio macro 0.61 0.66 0.61 63

promedio ponderado 0.77 0.68 0.71 63

Cuadro 4.5: Informe de clasificación de scikit-learn en la fase de prueba de la red

neuronal 4 con los siguientes parámetros: función de activación: tanh, alpha: 0.0001,

tamaño de las capas ocultas: (2, 50, 3), tasa de aprendizaje: constante.

Los FN del entrenamiento y prueba de la red neuronal 4 (figura 4.4) es la

segunda clase más prevaleciente. Si bien los VN ocupan más de la mitad del total,

el porcentaje de los FN es alto pues es casi 1/4 del total, lo que significa que es más

probable afirmar que un paciente no tiene hígado graso cuando en realidad si lo

tiene, que afirmar que un paciente con hígado graso lo tiene. Los FP están reducidos,

sin embargo, lo ideal sería que los FN no sean muchos.
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b)a)

Figura 4.4: Matriz de confusión de la fase de entrenamiento (a) y prueba (b) que
muestra los VP, FP, VN y FN para una red neuronal con conjuntos de entrenamiento
y prueba en una proporción de 70 a 30.

La red neuronal 6 construida con tres componentes principales cuya fase de

entrenamiento y prueba tienen en una proporción de 80 y 20 alcanza una precisión

del 60 % en la primera y del 54 % en la segunda. En comparación con la red 2 y 4,

la precisión de la 6 en la prueba es menor, por lo tanto, decimos que solo el 54 % de

las veces predecimos hígados grasos correctamente.

ENTRENAMIENTO Precisión Sensiblidad Puntuación F1 Soporte

0 0.92 0.69 0.79 141

1 0.28 0.68 0.40 25

promedio macro 0.60 0.68 0.59 166

promedio ponderado 0.83 0.69 0.73 166

Cuadro 4.6: Informe de clasificación de scikit-learn en la fase de entrenamiento de

la red neuronal 6 con los siguientes parámetros: función de activación: relu, alpha:

0.0001, tamaño de las capas ocultas: (20,), tasa de aprendizaje: constante.

PRUEBA Precisión Sensiblidad Puntuación F1 Soporte

0 0.88 0.64 0.74 36

1 0.19 0.50 0.27 6

promedio macro 0.54 0.57 0.51 42

promedio ponderado 0.79 0.62 0.67 42
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Cuadro 4.7 continuación de la página anterior

Cuadro 4.7: Informe de clasificación de scikit-learn en la fase de prueba de la red

neuronal 6 con los siguientes parámetros: función de activación: relu, alpha: 0.0001,

tamaño de las capas ocultas: (20,), tasa de aprendizaje: constante.

Para esta red neuronal el número de FN es mayor que los VP y FP en la fase de

entrenamiento y prueba y en esta última constituyen un porcentaje considerable,

aproximadamente 31 % (figura 4.5). Además, en la prueba los FP y VP tienen el

mismo porcentaje, lo que conlleva a afirmar que existe la misma probabilidad de

diagnosticar hígados grasos que son realmente grasos e hígados grasos que en realidad

no lo son. En la prueba, el porcentaje de falsos totales es cerca del 39 %, por lo tanto,

este modelo no es bueno si lo comparamos con el de la red 2 y 4, sobre todo por el

valor alto que existe en los FN.

b)a)

Figura 4.5: Matriz de confusión de la fase de entrenamiento (a) y prueba (b) que
muestra los VP, FP, VN y FN para una red neuronal con conjuntos de entrenamiento
y prueba en una proporción de 80 a 20.

Al usar una proporción de 70-30 para las fases entrenamiento-prueba de la red

neuronal 8 usando tres componentes principales obtuvimos una precisión del 68 %

para la primera y un 56 % para la segunda fase. En comparación con el resto de

modelos, tenemos que los resultados (respecto a la precisión) de la red 8 son mejores

que la red neuronal 6, en cambio la red neuronal 4 tiene una precisión menor en el

entrenamiento pero mayor en la prueba. Por otro lado la red neuronal 2 es mejor en

las dos fases que la red neuronal 8.
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ENTRENAMIENTO Precisión Sensiblidad Puntuación F1 Soporte

0 0.95 0.73 0.82 118

1 0.41 0.81 0.54 27

promedio macro 0.68 0.77 0.68 145

promedio ponderado 0.84 0.74 0.77 145

Cuadro 4.8: Informe de clasificación de scikit-learn en la fase de entrenamiento de

la red neuronal 8 con los siguientes parámetros: función de activación: relu, alpha:

0.0001, tamaño de las capas ocultas: (2, 50, 3), tasa de aprendizaje: constante.

PRUEBA Precisión Sensiblidad Puntuación F1 Soporte

0 0.90 0.67 0.77 54

1 0.22 0.56 0.31 9

promedio macro 0.56 0.61 0.54 63

promedio ponderado 0.80 0.65 0.70 63

Cuadro 4.9: Informe de clasificación de scikit-learn en la fase de prueba de la red

neuronal 8 con los siguientes parámetros: función de activación: relu, alpha: 0.0001,

tamaño de las capas ocultas: (2, 50, 3), tasa de aprendizaje: constante.

En la figura 4.6 se observa que hay más VN que VP y además, los FN son

mayores que los VP. Los FN en el entrenamiento no difieran en una cantidad muy

grande de los VP pero en la prueba los FN son aproximadamente el triple de los VP.

Si bien los resultados del entrenamiento no son malos, los de la prueba no reflejan lo

mismo porque el número de VP es muy pequeño ya que ni siquiera corresponde a

un 10 % del total.
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b)a)

Figura 4.6: Matriz de confusión de la fase de entrenamiento (a) y prueba (b) que
muestra los VP, FP, VN y FN para una red neuronal con conjuntos de entrenamiento
y prueba en una proporción de 70 a 30.

Luego de analizar los diferentes modelos usados para construir las redes neurona-

les, tenemos que la red neuronal 2 en su fase de prueba tiene los mejores resultados

con una exactitud del 66 %, una precisión del 63 % y una sensibilidad y puntuación

F1 del 64 %. Este resultado no puede ser comparado con algún estudio previo pues

no hay evidencia del desarrollo de métodos de clasificación con redes neuronales arti-

ficiales para la identificación del hígado graso en imágenes de resonancia magnética.

Sin embargo, varios estudios han utilizado el aprendizaje profundo con imágenes de

ultrasonido para la clasificación de la esteatosis. Byra et al ([78]) usaron una red

neuronal convolucional (CNN) previamente entrenada con imágenes no médicas para

diagnosticar la enfermedad del hígado graso. Evaluaron a 55 pacientes y obtuvieron

una exactitud del 96 % y una sensibilidad del 100 %. Reddy et al ([79]) utilizó un

enfoque de aprendizaje profundo similar en 157 imágenes de ultrasonido, usando el

diagnóstico radiológico como la verdad básica y alcanzaron una exactitud del 91 % y

una sensibilidad del 95 %.

Si bien, los resultados de exactitud y sensibilidad de los trabajos citados alcanzan

un mejor rendimiento que nuestros resultados, debemos considerar que, la exactitud

del ultrasonido para detectar esteatosis, es del 93 % cuando el hígado posee más

del 33 % de grasa, en cambio, la resonancia magnética tiene una exactitud cercana

al 100 % y puede detectar desde un 3 % de contenido de grasa [80]. A pesar que,

nuestros resultados no lograron rendimientos similares a los de Byra et al y Reddy

et al, hay que considerar que es complicado comparar los diversos estudios debido a
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diferencias en las muestras y en las técnicas de adquisición y de clasificación usadas,

así como también en los parámetros de cada red neuronal.
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Conclusiones
Los diferentes tonos de grises que se derivan de una gran cantidad de datos

hacen del análisis de la imagen por resonancia magnética una tarea complicada

que consume mucho tiempo. El uso de un software de segmentación de regiones de

interés, la radiómica y sobre todo el de redes neuronales para la implementación de

modelos predictivos permiten que el tiempo de análisis disminuya. Con el empleo

del software 3D-Slicer, el paquete PyRadiomics y las redes neuronales del tipo

perceptrón multicapa se concluye lo siguiente:

El uso de los siguientes parámetros estadísticos: media, mediana, mínimo, máximo,

varianza, skewness, kurtosis, energía, entropía, momento de diferencia inversa (MDI),

contraste y correlación constituyen un grupo de características de textura útil para

el desarrollo de redes neuronales. Sin embargo, el análisis multivariante de estos

parámetros es fundamental debido a que un número correcto de parámetros de

entrada (características) evitará un sobre ajuste de los datos en la implementación

de la red, es decir, valores de exactitud y precisión del 100 %. Este resultado fue

visible en una prueba preliminar realizada con las 12 características.

El proceso de estandarización es necesario cuando la escala de ciertas caracterís-

ticas es mayor que otras, por ejemplo, la diferencia de escalas entre la media y la

skewness (tabla 3.1). En caso de pasar por alto esta etapa corremos el riesgo de perder

mucha información pues aquellas características con mayor escala predominarán al

resto y se derivan en problemas al momento de entrenar las redes neuronales.

Las técnicas de Machine Learning como las redes neuronales son de utilidad para

manejar grandes cantidades de datos. El algoritmo de perceptrón multicapa para

problemas de clasificación es simple y fácil de construir y los tiempos de ejecución

de estos algoritmos no superan los 3 minutos, por lo tanto, pueden realizarse un
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sinnúmero de pruebas en intervalos cortos de tiempo.

Tras el análisis, podemos concluir que la mejor predicción para este conjunto

de datos se obtiene al reducir las características a dos dimensiones, usando un

80 % de los datos para el entrenamiento de la red neuronal y el 20 % restante

para probar el modelo, donde fijamos el estado aleatorio para que los resultados

sean reproducibles. La reducción de dimensionalidad de características mediante el

método de componentes principales (PCA) nos permite utilizar un número mínimo

de componentes sin perder mucha información y además es útil para visualizar el

comportamiento del conjunto de datos como es el caso de las figuras 3.10 y 3.11.

Por otro lado, dividir el conjunto de datos original en entrenamiento y prueba

nos permite comprobar si el modelo generado funciona. Hay que considerar que

el conjunto de datos de prueba debe ser lo suficientemente grande para obtener

resultados significativos y representativos en comparación a la muestra total. Caso

contrario, tendríamos sobre ajustes o sub ajustes que nos llevan a modelos demasiado

simples y poco predictivos.

La red neuronal que alcanza los mejores resultados fue construida con una función

de activación relu, un alpha de 0.0001, una tasa de aprendizaje constante y con un

tamaño de capas ocultas de (50, 100, 50). La exactitud de este modelo es del 80 %, su

precisión es 77 % y su sensibilidad 81 % en la zona de entrenamiento, en la prueba la

exactitud alcanza un 66 %, la precisión un 63 % y la sensibilidad 64 %. El número de

verdaderos negativos y positivos constituyen el 80 % y los falsos positivos y negativos

el 20 % restante en el entrenamiento. En la prueba el primer grupo alcanza un 67 %

y el segundo un 33 %. Además, comprobamos que el uso de hiperparámetros mejora

los resultados de la red neuronal, sin embargo, se recomienda usar un número mayor

de parámetros para realizar más combinaciones y una base de datos más grande.

Además, se puede utilizar técnicas de sobremuestreo que posiblemente solucionaría

el desequilibro existente entre los datos que corresponden a una zona sana y una con

grasa. Otro variable de estudio puede ser la eliminación de características que no

aportan información valiosa al modelo, para esto debemos usar técnicas diferentes y

un análisis más profundo en cada una de las características a usar.
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Apéndice A

Repositorio: Datos y Programación
Para descargar los datos, gráficas y códigos de programación de este trabajo

de titulación se requiere debes seguir las guías de este Apéndice. Los recursos se

encuentran en el repositorio GitHub: Tesis_Alejandra_Ichina, disponible en el si-

guiente link https://github.com/ai232/Tesis_Alejandra_Ichina.git.

A continuación se detallan las instrucciones generales para su uso. Este archivo

también forma parte del repositorio y se lo encuentra como README.md.

Tesis_Alejandra_Ichina
Este repositorio contiene todos los códigos utilizados para llevar a cabo la tesis

titulada: “Desarrollo de algoritmos para el análisis y procesamiento de imágenes de

resonancia magnética para diferenciar los tejidos presentes en el hígado” para la

obtención del título de Físico de Alejandra Estefanía Ichina López.

Segmentos, histogramas y extracción de características

El archivo segmentos e histogramas.txt contiene el código para crear la

máscara de la segmentación, para la segmentación semiautomática y para la

graficación de histogramas. Este debe ser implementado en el interfaz der

Python del software 3D-Slicer.

El archivo graf.pro permite graficar los histogramas normalizados con su

respectiva función de distribución. Los datos necesarios para realizar esta ta-

rea están disponibles en las carpetas: Datos procesados (1-10).zip, Datos

procesados (11-20).zip y Datos procesados (21-26).zip. En las carpe-

tas mencionadas se encuentran los histogramas no normalizados extraídos

directamente del 3D-Slicer.
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La carpeta PyRadiomics personalizado.zip contiene los archivos .py que

deben ser reemplazados para extraer únicamente las 12 características utilizadas

en este trabajo de titulación.

Instalación y modificación de PyRadiomics

1. Utilizamos el proceso de instalación 3 (Install from source) disponible en: https:

//pyradiomics.readthedocs.io/en/latest/installation.html#installation.

Es decir, primero clonamos el repositorio

git clone git://github.com/Radiomics/pyradiomics

Luego escribimos en la terminal lo siguiente:

cd pyradiomics

python -m pip install -r requirements.txt

python setup.py install

2. Se creará una carpeta pyradiomics la cual contiene la carpeta radiomics. En

esta última se reemplazarán 8 archivos .py. Estos nuevos archivos son los

disponibles en PyRadiomics personalizado.zip

3. Finalmente se volverá a correr la línea:

python setup.py install

Análisis de características y redes neuronales
El repositorio contiene las características de todos los segmentos con sus respec-

tivas etiquetas (archivos de datos .csv). Los archivos

•Análisis_de_características.ipynb

•Red_PCA2_(0_2).ipynb

•Red_PCA2_(0_3).ipynb

•Red_PCA3_(0_2).ipynb

•Red_PCA3_(0_3).ipynb

son importantes para la construcción de las diferentes redes neuronales. En cada

.pynb existe una pequeña guía que describe las diferentes actividades realizadas.
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Características radiómicas
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Mean Median Min Max Variance Skewness Kurtosis Energy Entropy IDM Contrast Correlation Percentage

1 114.0409463 115 37 160 219.358651 -0.814405575 5.5976505 0.307959614 2.424936384 0.840067601 0.354154997 0.559278004 23.16290847

1 120.7076503 120 81 158 170.157701 0.074498225 2.775905429 0.272841293 2.307922482 0.856137194 0.291179403 0.601057465 21.61815189

1 105.0273723 105 71 143 141.4353821 0.146668827 2.988501925 0.301215515 2.161353916 0.860138371 0.280875995 0.560229884 18.18000036

1 110.6806569 110 78 142 130.3815966 0.11814594 2.652145952 0.353975935 2.09012251 0.8630116 0.273976801 0.536717081 22.90603856

1 113.8568824 113 78 160 211.5137015 0.395898039 3.006044808 0.300917086 2.331390598 0.875840189 0.248895437 0.701315353 24.66398747

1 115.0518653 114 74 176 278.9918505 0.320523945 2.717618064 0.225662347 2.6044857 0.867017148 0.266540418 0.758973938 17.51283369

1 150.9372157 155 97 199 500.9032465 -0.408924334 2.361602489 0.186890409 2.874542318 0.865315555 0.272818267 0.837336751 15.4191754

1 157.2848044 159 29 240 1343.224619 -0.301295755 2.786679255 0.08305752 3.982878725 0.785063114 0.486637318 0.889134259 12.87260762

2 124.7692308 125 86 157 212.7605107 0.063587331 2.619782871 0.212274957 2.644232401 0.81458926 0.389669275 0.572097984 23.12229379

2 146.0362903 146 107 177 199.1801346 -0.132634369 2.674043641 0.256485284 2.359950545 0.858041511 0.28663191 0.6397603 19.55541009

2 107.6842105 106 79 144 138.1755807 0.56757176 3.199625907 0.297990993 2.246543667 0.834572105 0.338905742 0.472534769 19.51586147

2 110.0441767 111 78 148 124.2028677 -0.127589853 2.985861172 0.365327248 2.010036775 0.843322834 0.313354332 0.389577855 20.56828637

2 124.8380567 117 79 209 703.7875395 1.264111463 3.81858361 0.241435352 2.908851957 0.819865713 0.373843234 0.820287315 22.32145233

2 138.8016194 136 91 201 467.3250176 0.426613636 3.203648429 0.17039781 3.168134796 0.806406469 0.408716829 0.765036543 11.74925732

2 206.7379032 211 28 327 2658.47566 -0.333597883 3.118580126 0.035752123 5.195134382 0.577897947 1.939361305 0.767732865 4.250168183

2 118.0443548 118 93 143 114.2359359 0.015347402 2.410281274 0.285140496 2.184374383 0.81833772 0.374053593 0.359216104 24.41002406

3 182.563822 185 98 227 427.2816671 -0.968700443 4.266113077 0.222671176 2.844538989 0.853825311 0.303778389 0.806138174 20.47455943

3 263.7747813 265 130 327 756.5185185 -0.515350129 3.938177562 0.148841272 3.249677811 0.855155345 0.2960829 0.881193765 15.51036216

3 212.9774052 219 127 282 913.7043 -0.671195372 2.997058517 0.131676327 3.464856982 0.835219627 0.344198611 0.888933026 0.724178301

3 166.6754194 166 130 217 211.0959603 0.139229171 2.854479145 0.296086558 2.30559348 0.870801949 0.26068137 0.664108264 0.368643286

3 185.1058394 189 89 254 783.8844185 -0.777430003 3.816484367 0.151486928 3.369137931 0.829806451 0.354587578 0.866913684 0.054081533

3 163.1653314 163 96 220 614.28075 -0.154255047 2.469769503 0.136736571 3.29611496 0.828884435 0.354575712 0.834549479 0.256999659

3 207.2784257 205 153 282 470.4079019 0.589575101 3.611267982 0.171219463 3.086860961 0.828042177 0.356707334 0.791161666 1.695688825

3 209.9233577 211.5 116 270 568.4985055 -0.254770406 3.232873684 0.145418958 3.277716594 0.825057971 0.370939341 0.816096935 2.0627432

4 71.58912387 69 19 245 1102.703286 0.88044152 4.802678434 0.098924713 3.867456326 0.76559681 0.64309846 0.817991732 2.718318101

4 200.3356855 197 145 270 583.3157427 0.5320904 2.726887055 0.177674714 3.028555963 0.858782458 0.283074062 0.854571057 2.136347312

4 197.5909091 195 148 264 384.4922406 0.450914002 3.339259928 0.210823803 2.841863302 0.843864654 0.328246978 0.749676076 0.431486471

4 178.2240161 180 121 232 535.7762547 -0.229278749 2.201778505 0.158885787 3.043424637 0.851356017 0.300482853 0.838400224 0.845606487

4 68.99393939 66 19 134 572.7959229 0.332331381 2.367867951 0.128774097 3.361386684 0.793368186 0.485268314 0.75375165 20.5184511

4 269.159919 275 84 406 2700.579689 -0.493401948 3.482462085 0.039895993 5.225709932 0.617198164 1.518966336 0.824877736 7.516927885
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Cuadro B.1 continuación de la página previa

4 93.31350806 93 56 154 196.5640111 0.425924971 3.700090965 0.297122878 2.300947702 0.861105635 0.280343961 0.629566858 3.785980309

4 143.136226 142 83 268 688.1398683 1.395002873 7.317791664 0.183224477 3.133059606 0.83949345 0.344593802 0.845144923 0.417757825

5 308.2421796 310 154 405 1535.755678 -0.508221884 3.79119483 0.080995863 4.136166222 0.777943506 0.521794034 0.897658511 3.400389447

5 287.8878788 289 211 342 552.2349036 -0.457129686 3.110719783 0.170661379 3.106053378 0.848686441 0.309023707 0.838252228 17.84211146

5 207.4424242 213 104 282 1958.788099 -0.451539181 2.20023586 0.076155071 4.106208516 0.796082304 0.46841664 0.92799813 16.76035124

5 307.2158635 318 134 383 1850.65521 -1.283602803 4.749015141 0.10580856 4.042895499 0.784216936 0.567865461 0.908314799 3.028618773

5 288.8709677 294 179 376 1645.678915 -0.318456891 2.686027529 0.072738616 4.227809655 0.76922276 0.556417978 0.895142944 20.28901931

5 204.077621 215 88 300 1774.309499 -0.689653888 2.732669966 0.089717367 4.158345774 0.762935701 0.599611093 0.898306158 16.98301246

5 306.7911201 310 204 384 1309.487146 -0.25254005 2.337152424 0.082840225 4.027321139 0.785942822 0.498239746 0.887107186 15.31498158

5 239.7477296 235 135 350 1154.592263 0.473845549 3.409601355 0.097888592 3.993293466 0.768037325 0.588057749 0.85035103 10.76188855

6 223.7654723 224 163 285 569.3326189 -0.05903814 2.516858218 0.090376817 3.855056947 0.667741611 1.055918901 0.48010697 6.005984751

6 212.5700326 214 151 267 390.4144765 -0.243953917 2.897127431 0.122307574 3.477529252 0.67599267 0.972141628 0.316245593 7.253802656

6 183.8187702 182 88 323 1160.329615 0.4368968 4.161030802 0.073417773 4.601197984 0.584270477 2.202827381 0.436149324 5.20433776

6 234.9084967 236 126 301 1001.775941 -0.412488009 3.08814192 0.078400027 4.089563545 0.70488122 0.839047234 0.747175873 6.974507944

6 231.3147541 230 160 287 538.2484708 0.064914663 2.788743824 0.1196831 3.506599389 0.735882914 0.657570557 0.628909444 7.530541877

6 231.5179153 229 171 302 737.8197116 0.266430321 2.515915616 0.086620137 3.899929809 0.690681441 0.868981738 0.647426422 5.336273386

6 276.9868852 278 191 363 1419.580156 0.050247156 2.31921664 0.056529738 4.506830743 0.668220975 1.015985271 0.778852071 5.564343284

6 178.224026 177 119 260 452.0504617 0.420278473 3.912834327 0.124735208 3.497097555 0.680423691 0.943535898 0.398846285 5.373043139

7 204.1837945 203 132 289 453.7083145 0.343298076 3.565659564 0.14469479 3.29435144 0.775454032 0.501968071 0.695716748 1.404894163

7 250.6181998 251 165 347 835.1203018 0.103309765 2.852783779 0.103187182 3.725052904 0.776211146 0.504779592 0.815084374 1.915011186

7 240.1997034 237 159 533 1224.231003 3.128717547 21.08133935 0.126433511 3.738274009 0.744859121 0.824305326 0.798588545 0.715871459

7 281.0247402 265 144 645 4837.734173 2.274716214 9.888439393 0.060324318 5.025580098 0.676290146 1.363196681 0.914226837 1.452327317

7 263.7791502 258.5 174 414 1768.147372 0.321479198 2.372139172 0.063700868 4.369245708 0.750676198 0.625908211 0.892377882 1.513708853

7 360.553907 356 255 556 1577.842544 0.555965929 3.727890271 0.069309124 4.355774411 0.736615483 0.73071509 0.857486223 1.379902747

7 239.0786739 247 47 467 2678.384211 -0.517845624 4.575959955 0.050370421 4.888321788 0.682419901 0.992049436 0.883463916 2.065514213

7 254.7388724 256 56 454 4074.843781 -0.087520097 4.068209793 0.040580658 5.308340187 0.652228575 1.18174333 0.90874716 2.307320745

8 96.12408759 94.5 68 165 162.7145293 1.238335695 6.964380156 0.342974155 2.156607768 0.849591511 0.341761105 0.473866789 2.33783556

8 85.81751825 85 51 113 126.3097661 0.113682708 2.684431117 0.360979237 2.076358087 0.856638345 0.286723311 0.492408433 0.480152245

8 82.84306569 79 44 172 446.8038388 1.701776972 6.709455119 0.201974671 2.941433779 0.771121902 0.619070532 0.603392564 0.249822542

8 117.1167883 115 65 174 283.7746817 0.35514332 3.269129989 0.258212404 2.566125019 0.841646903 0.365063352 0.58748159 1.509568328

8 185.1642336 186 129 243 445.1372609 0.156356145 2.44394313 0.167150519 2.99323939 0.828515912 0.362480371 0.766371809 0.167166088
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Cuadro B.1 continuación de la página previa

8 146.9343066 144 111 193 248.7402099 0.334470938 2.417484972 0.254254098 2.527688492 0.835224908 0.356110106 0.585036863 0.24246529

8 86.12 82 42 153 506.7892364 0.600693432 2.892184173 0.144502957 3.244124677 0.781925942 0.5151623 0.72752107 14.64407477

8 58.14492754 59 26 83 111.305083 -0.254301039 2.674986804 0.40622518 1.84444743 0.862333076 0.280172558 0.380224708 0.446378994

9 139.010989 139 105 193 186.1232004 0.164017049 3.028695683 0.337877232 2.13605298 0.902323271 0.195353458 0.740744958 6.073121406

9 103.497561 103 81 146 76.82804283 0.738511747 4.396827082 0.358979756 1.811674621 0.891884351 0.216231298 0.576018694 6.251690789

9 110.2066015 105 68 241 554.6993696 2.850286817 12.78079735 0.293804218 2.59714803 0.843559774 0.349342968 0.824364318 6.443364161

9 104.6593407 105 69 142 154.661729 -0.036301291 3.268201986 0.330264336 2.124603489 0.881485836 0.237028329 0.648629612 6.100885876

9 240.3321123 247 147 306 1301.066747 -0.158201096 1.800213839 0.105869582 3.656515195 0.829253554 0.375553711 0.912384651 2.917621706

9 147.6581197 146 109 203 224.5961825 0.374143137 3.127716925 0.312582063 2.19025441 0.898522936 0.205288759 0.741114051 5.900342863

9 129.6344743 130 99 168 141.1438971 -0.049932911 2.579615926 0.331025637 2.014289731 0.87773765 0.246083142 0.575234339 6.596824632

9 23.00731707 22 6 59 68.16580012 0.882770454 3.888480209 0.326391136 1.845708892 0.85317778 0.295196833 0.390776949 9.118894057

10 110.6569122 111 81 145 117.3716954 -0.049960211 2.819821921 0.426696499 1.872736731 0.884809321 0.232299654 0.528432406 0.829600796

10 145.3629032 145 107 187 186.0275754 0.122178284 2.62791036 0.297452871 2.223639942 0.876852812 0.248211309 0.656421456 0.323342265

10 131.4561049 134 74 179 447.2228462 -0.335635524 2.532530699 0.188905988 2.850442665 0.867431368 0.265137263 0.83200156 2.063246641

10 102.2383838 102 74 133 78.98963779 -0.052209509 3.026323919 0.344201185 1.799277554 0.877527081 0.244945839 0.495409928 0.430060606

10 104.5060606 106 71 130 132.5226905 -0.365562854 2.616688583 0.364203996 1.899461003 0.894125079 0.2123895 0.614774005 0.031118048

10 115.84375 114 76 158 207.6540134 0.439940262 2.922216875 0.32496404 2.248092026 0.886703299 0.227871357 0.71320367 3.370311632

10 122.0656566 122 79 155 124.6512448 0.001718508 3.675725707 0.317806121 2.026792197 0.879849074 0.24094151 0.600028486 0.540518639

10 132.9230769 133 96 175 139.4961071 0.002286258 2.722596804 0.352207395 2.04492081 0.886823743 0.226352513 0.634367593 0.618050267

11 137.5196182 138 97 182 305.7957445 0.024239229 2.165150735 0.239085942 2.39998112 0.905780155 0.188439689 0.836682729 0.908156271

11 124.5815678 123 85 171 302.3958891 0.157263903 2.337487616 0.270312193 2.399927465 0.897287271 0.205425458 0.799519759 2.247030799

11 136.2566278 135 97 190 235.6944815 0.239230221 2.898363625 0.302884105 2.27478463 0.897315381 0.205369238 0.762743054 2.130647037

11 103.9660297 104 84 127 48.34916449 0.021451756 2.963082862 0.455697222 1.504067175 0.900787285 0.198425431 0.487688295 0.185360391

11 119.4888889 118 91 150 113.1832099 0.313441476 2.821951596 0.398915552 1.741906278 0.902755763 0.194488475 0.598414484 0.025094313

11 93.99363057 94 69 115 52.55834584 -0.00212839 2.661414354 0.479310818 1.481001747 0.90375053 0.192498941 0.481421739 0.271968474

11 98.85608466 99 64 133 130.5888122 0.089912152 3.199445128 0.287976278 2.128945621 0.867828044 0.265015054 0.584546445 1.933669153

11 92.00743889 92 64 124 110.7108905 0.028504949 2.830486822 0.42152672 1.792197829 0.90406217 0.19187566 0.617656138 1.211553023

12 172.6582661 174 121 238 284.4245486 -0.150318476 3.345924827 0.237376471 2.542801993 0.863388143 0.273862692 0.733256006 4.869856604

12 145.6040404 145 95 218 327.9139231 0.35263109 3.632171052 0.224446897 2.718740697 0.850116567 0.306155434 0.73544318 0.706208951

12 209.9305136 210 158 253 189.3254838 0.024914066 3.449214922 0.344056432 2.19940645 0.881352518 0.242389287 0.65940833 0.806107672

12 241.421371 242 192 305 322.7881723 0.207262761 2.682515258 0.177062987 2.873767636 0.824632616 0.366666388 0.711702688 0.394711969
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Cuadro B.1 continuación de la página previa

12 180.2454545 182 115 216 247.5084389 -0.767556345 3.831207984 0.286900445 2.441476345 0.853259253 0.299238423 0.661959767 0.790916338

12 211.1099899 212 170 248 186.9757932 -0.376378814 3.072402638 0.289091566 2.387624359 0.846635471 0.31184088 0.598937261 0.732230142

12 216.0322906 213 179 264 329.2280189 0.457479387 2.408760021 0.223332271 2.641062181 0.866243427 0.267513146 0.778212013 0.163329335

12 238.4117053 236 188 305 387.3602666 0.289743274 2.610930511 0.188685455 2.83370314 0.849477593 0.304242427 0.775108859 0.230672562

13 187.4627364 182 82 285 1998.960514 0.150413753 1.978386761 0.064093868 4.313519672 0.765985934 0.539955046 0.916716858 3.466730213

13 262.0812918 262 148 339 1046.054639 -0.228688728 2.804786393 0.095151937 3.820500932 0.78436648 0.476381918 0.858134289 1.492172664

13 216.7588889 218 133 296 514.3296432 -0.267126398 3.477874773 0.14687019 3.286620392 0.793318827 0.456293746 0.743144789 1.889920719

13 254.674833 257 128 323 600.8809034 -1.026350413 6.203711584 0.163224284 3.217944667 0.805518369 0.443903075 0.765672499 2.326978802

13 207.7060134 209 140 251 338.1652422 -0.395044499 3.066726854 0.195487256 2.835501287 0.820507018 0.377345297 0.676482025 2.562943068

13 250.2157953 250 190 317 531.003488 0.092988742 2.525945518 0.133067395 3.302585948 0.797524986 0.432410812 0.766897249 1.818903035

13 198.188196 200 122 238 391.0703729 -0.66716402 3.638609193 0.16980443 3.07395308 0.78860764 0.465823729 0.671950325 1.786583111

13 164.7022222 174 62 223 1040.851328 -1.093376158 3.552195563 0.13462395 3.562544657 0.796834613 0.44504053 0.87451378 2.601831441

14 168.9798387 170 118 198 247.8907226 -0.547223358 3.187850571 0.267458116 2.33180707 0.871488087 0.258331016 0.709005686 0.390464447

14 210.8319838 209 167 260 243.2167098 0.208866403 2.579746631 0.24872781 2.418901008 0.868430773 0.263138454 0.709957522 1.937263484

14 140.1814516 140 115 166 77.71707531 -0.091860516 2.897841813 0.576837385 1.39161138 0.917242039 0.165515923 0.474680628 0.706449117

14 173.0623742 171 147 210 166.2999324 0.199112224 2.188302236 0.363543643 1.831046959 0.922816856 0.154366288 0.741360066 2.715300546

14 129.8701826 130 108 152 64.2630663 -0.125542085 2.558240316 0.431408407 1.599296347 0.892564404 0.214871192 0.474496243 1.10296143

14 124.9979879 125 103 150 72.53721929 0.204931631 2.702925711 0.320828172 1.810501033 0.881659628 0.236680744 0.534507664 0.688011867

14 154.6370968 157 107 188 246.6424948 -0.598808206 2.961515295 0.319392368 2.272039728 0.894304223 0.211391554 0.766308784 1.414486707

14 118.6363636 119 94 139 61.60514233 -0.155536496 3.405010902 0.501133316 1.517116396 0.909218722 0.181562555 0.51633977 1.199323304

15 172.1967213 172 125 214 205.0104811 -0.034853728 2.876996327 0.237913015 2.485341712 0.826606464 0.372751555 0.524645447 21.7332078

15 207.9771242 207 119 256 381.5648362 -0.379219811 4.602706746 0.173902587 2.934685301 0.800111787 0.423481538 0.661441555 17.61544664

15 223.8585526 221 182 281 444.8648611 0.421378043 2.549962117 0.171753442 3.023258467 0.821081272 0.375168648 0.758001413 15.60585901

15 145.1348684 147 86 174 152.728521 -1.357918173 6.880268911 0.251886684 2.339763682 0.799404958 0.420695629 0.412170796 19.7348696

15 106.5307443 107 45 156 637.1552037 -0.202864856 2.015698202 0.14488143 3.32260957 0.797172619 0.505654762 0.779623883 3.5410221

15 169.7035831 170 140 202 131.5701175 -0.174548098 2.816883867 0.282651245 2.229932676 0.823262439 0.357731297 0.41616327 18.89238913

15 209.1331169 210 176 244 203.4140981 0.030160737 2.503354324 0.235039352 2.468415934 0.815937957 0.37881683 0.513772257 16.10810811

15 226.124183 226 151 273 437.6381734 -0.377248114 3.428239123 0.149137219 3.158467575 0.808260498 0.4199981 0.743359078 17.22038574

16 333.6807818 327 221 450 2094.243377 0.383212295 2.571962645 0.040494748 5.008907263 0.59042601 1.598197666 0.753764746 0.811476708

16 433.7864078 423 308 579 3497.883181 0.419709877 2.283375799 0.030857836 5.419406786 0.565428046 1.862053571 0.830787359 1.253736634

16 277.5915033 279 206 363 977.9017579 0.089030245 2.552535961 0.064380048 4.361232941 0.648544893 1.242558885 0.624415695 0.882929557
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Cuadro B.1 continuación de la página previa

16 192.7745098 191 149 251 338.5798731 0.389522699 3.072796605 0.158298244 3.096809273 0.743612885 0.590139103 0.510698135 0.419227901

16 249.4788274 262 103 342 2363.102972 -0.740003291 2.951246769 0.047802721 4.816355646 0.639429878 1.254411802 0.831131314 0.919524853

16 197.8892508 199 136 246 342.5479952 -0.402098514 3.343027805 0.144083783 3.221487397 0.705881798 0.750635156 0.395914546 1.001807512

16 219.8078176 218 166 279 517.2953135 0.131596386 2.600014565 0.115481492 3.460558161 0.731528274 0.635439201 0.643484689 1.060903824

16 215.4318182 220 117 278 857.6349616 -0.788370098 3.914476606 0.092744465 3.986636403 0.666567096 1.035214937 0.652902092 0.10792304

17 296.9403595 299 181 370 718.0086979 -0.385898317 4.244201144 0.1353187 3.476004188 0.80555658 0.427877017 0.825206579 0.02238507

17 113.1013072 103 29 279 2055.133528 0.889271403 3.608287179 0.066634859 4.50787226 0.717653866 0.772379265 0.881661131 1.544968144

17 263.5584628 265 171 347 983.319354 -0.221389722 2.800489737 0.083550584 4.025902612 0.736523814 0.668158881 0.798616974 2.88081862

17 337.589198 339 82 459 2638.844335 -0.447054316 4.128948203 0.041935327 5.12789749 0.652679836 1.342021196 0.83938856 3.684573769

17 142.2248569 139 23 337 3233.821067 0.407349419 2.723358275 0.026342565 5.60189346 0.550348831 2.115377991 0.794853254 21.83973362

17 422.4403595 425 344 501 867.3624561 -0.246359458 2.630691162 0.115253976 3.577322603 0.808751001 0.409724896 0.855355881 0.091914805

17 267.0834015 271 133 329 778.7207629 -1.496898912 6.799949967 0.1589777 3.314356583 0.803885966 0.436409568 0.822129439 0.234165168

17 351.3079443 353 244 427 1019.580846 -0.392143015 3.115711883 0.118369622 3.600784962 0.827219805 0.357937064 0.889128605 1.841642367

18 185.5553936 186 149 219 232.5486808 -0.073785107 2.192550691 0.264634017 2.274014731 0.902681872 0.194636255 0.795054241 2.18369419

18 187.0562044 190 111 223 266.7785929 -2.052321139 8.181557088 0.45191666 1.989787435 0.90454063 0.19915694 0.790344015 2.178181372

18 173.6666667 176 111 194 126.473134 -1.1522842 5.053278376 0.337487979 1.914830215 0.905825769 0.188348462 0.710360388 3.648257676

18 176.7441691 178 130 203 158.1014602 -0.65982529 3.145095063 0.359991918 1.902722379 0.902687273 0.194625455 0.682052083 3.290520363

18 185.6946064 187 133 221 197.5838485 -0.391546886 3.152219536 0.286000363 2.372749732 0.867258782 0.267314496 0.679368362 3.775247559

18 188.3522976 195 100 232 559.4769076 -0.957185851 3.432613368 0.184439971 2.935781352 0.849104542 0.307278863 0.836099722 3.830088686

18 222.5353756 226 161 261 452.571141 -0.656699061 2.689306452 0.239395855 2.651472614 0.899560605 0.200878791 0.869776054 1.207880935

18 196.8942378 195 160 247 170.6693395 0.661100695 3.643176308 0.377731795 1.902897151 0.912362777 0.175274446 0.726548724 1.437676041

19 163.6742671 163 112 205 227.5746798 -0.177952596 3.507538974 0.250204637 2.611143927 0.798602198 0.454255759 0.455125473 0.144989339

19 170.3344262 171 133 208 131.9799624 -0.15285059 3.195601982 0.236632475 2.361126598 0.768573608 0.497292143 0.215765498 2.147956747

19 140.1954397 144 62 172 369.414572 -1.209548977 4.638730031 0.167314661 3.012777339 0.734798385 0.656896161 0.526316541 0.051304342

19 129.9934641 131 69 188 446.7450553 -0.252034971 3.267132383 0.140167501 3.404780154 0.733443362 0.702664664 0.557939488 2.997816089

19 245.8464052 244.5 153 330 927.1365394 -0.068691266 2.668474504 0.091212726 3.912153212 0.739181988 0.739252011 0.749131122 1.559538306

19 279.3496732 280 183 345 854.9659639 -0.325302778 3.158549319 0.09976121 3.791445449 0.723305079 0.718540936 0.716792069 3.793452515

19 201.0359477 202 158 242 215.9496882 -0.063381 2.715708562 0.226100142 2.556909869 0.8066749 0.429545886 0.461532646 1.881596944

19 181.7335526 186 93 247 707.971769 -0.61541209 3.111346165 0.097448488 3.818682213 0.683870697 0.889010883 0.612844137 1.464343516

20 535.930303 556 332 658 4439.878981 -1.051080327 3.280092498 0.043311267 5.233669501 0.620615011 1.486475267 0.895784506 3.120517001

20 534.7971746 543 361 645 1795.941707 -0.911880624 3.852719032 0.062390118 4.631331375 0.67656912 1.11901094 0.806427031 3.968159697
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Cuadro B.1 continuación de la página previa

20 537.0514113 550 344 625 2963.087075 -0.753584389 2.877151183 0.056221602 4.808421885 0.695500899 0.991057101 0.895608474 5.43810883

20 536.7336024 553 241 631 3881.35991 -2.518982514 9.862352711 0.097683257 4.343177499 0.726564605 0.890089646 0.927757659 6.843842014

20 499.7749748 502 274 1094 6269.431705 2.368161553 19.68952917 0.046382958 5.240059694 0.608866028 2.933797178 0.846536301 6.362428249

20 534.8178138 535 455 600 555.3493993 -0.280218377 3.219450316 0.121362956 3.53819342 0.747086925 0.601009962 0.69389973 6.485606887

20 501.4727273 504 300 661 3489.845216 -0.497364876 3.367190552 0.038183225 5.313103361 0.653134188 1.269624825 0.888384339 4.663287853

20 515.6441532 515 409 608 1050.001397 0.151773017 2.807523919 0.073686089 4.187400233 0.698935889 0.814619965 0.761223969 5.396278381

21 90.60408163 90 57 135 235.3365431 0.241237512 2.49963183 0.321250078 2.151732799 0.927835332 0.144329336 0.842885458 23.69539719

21 90.93476995 88 61 131 173.661441 0.779342566 3.268734903 0.471525033 1.724245845 0.93553231 0.128935379 0.776982255 22.2192283

21 82.13702624 82 59 103 54.54623839 -0.065608501 2.791923314 0.635998032 1.118442979 0.949436955 0.101126091 0.639830853 25.82926255

21 79.69055944 79 47 106 72.40249829 0.197307613 3.509181899 0.448393182 1.617923598 0.928795616 0.142408768 0.702241214 23.04088661

21 110.4088526 113 70 148 272.4245693 -0.340931309 2.364815965 0.306470564 2.133059618 0.931698149 0.136603702 0.858486169 4.100670974

21 92.28688047 93 60 122 115.2844634 -0.167117578 2.701411227 0.412609565 1.779858767 0.916409717 0.167180566 0.689922417 23.46445803

21 89.997669 89 64 121 75.14801321 0.450863857 3.185781466 0.648411179 1.136979782 0.947224899 0.105550201 0.610803536 24.14780366

21 80.51515152 80 63 111 51.79639048 0.395183826 3.402863121 0.514861189 1.427379744 0.917164154 0.165671693 0.540410759 27.18805957

22 225.8438949 229 179 254 199.8937147 -1.105494884 3.956154067 0.374789044 2.01235775 0.909580328 0.180839344 0.787833169 0.692907518

22 212.5405405 215 116 252 309.5116769 -1.612314708 8.421299932 0.325523582 2.379903126 0.887276261 0.2399762 0.797056017 0.071853974

22 129.8462133 128 113 161 58.29396943 1.091370791 4.445645306 0.4962596 1.498640256 0.931145661 0.137708677 0.671015157 0.106821186

22 141.8230294 140 120 178 117.7978931 0.53445433 2.556759521 0.509162793 1.439819589 0.948246203 0.103507594 0.765689565 0.133975284

22 238.4876543 240 193 265 167.7297859 -0.789790944 3.617614561 0.395048878 1.975954263 0.91390739 0.17218522 0.744660916 0.538896777

22 249.3814672 257 162 281 443.6583438 -1.399868555 4.685647101 0.353549858 2.282881974 0.906630008 0.189657326 0.869400668 0.756727712

22 238.2223938 249 101 270 1015.857877 -2.359462581 8.437214824 0.243578205 2.768836698 0.862550531 0.294285577 0.912851296 0.505645849

22 221.2476852 227 139 260 462.5705965 -1.424104467 5.051840811 0.297768644 2.528493505 0.887251824 0.233736787 0.858387495 0.450373781

23 540.4133404 533 362 738 4756.900536 0.107660354 2.600472732 0.014042054 6.525553805 0.39417167 6.824962688 0.562289776 10.6956356

23 540.1902631 540 402 698 2474.322539 0.040816537 3.138745756 0.029553756 5.670180761 0.467694782 3.961873231 0.495471992 12.26542941

23 552.8705934 553 382 731 2700.724398 -0.043478207 3.321888524 0.024861047 5.847702459 0.446829257 4.527712393 0.488910012 12.22025877

23 564.853411 563 329 764 5113.13664 -0.135380475 3.222914028 0.014196772 6.625378972 0.362831775 8.074015178 0.515035295 6.094639509

23 510.9762401 514 270 738 5792.354292 -0.188762641 3.337155705 0.011694717 6.919633331 0.321356139 12.51012018 0.346103984 11.35428216

23 514.1405455 514 237 757 7425.640418 -0.100284466 3.109362858 0.009152788 7.191463822 0.283722095 15.13541523 0.365581652 9.062860291

23 425.9207609 421 204 711 6945.188929 0.320242133 3.305498326 0.010570902 7.088798855 0.292410603 16.20498585 0.262557536 18.40025166

23 510.2803555 514 184 777 7618.123393 -0.279309459 3.275360582 0.009419549 7.183635623 0.300342235 13.79925228 0.446021167 8.701043076

24 118.5594406 118 84 154 121.8455344 0.051712969 2.718079283 0.385885672 1.824572782 0.906749329 0.186865861 0.652366615 5.236430362
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Cuadro B.1 continuación de la página previa

24 166.0944606 166 137 197 117.0278119 0.156739437 2.523719001 0.414410522 1.836689509 0.902154209 0.195691582 0.626235379 13.58638643

24 145.9260338 146 108 174 107.9857928 -0.171816601 3.298572493 0.361286308 1.826788205 0.905065147 0.189869706 0.653359257 11.53735862

24 156.2762238 156 107 219 425.7885023 0.170288952 2.762689153 0.176593836 2.961275619 0.844268514 0.314013063 0.794736382 13.69720635

24 154.0105018 155 98 202 245.1469142 -0.365069774 3.611820117 0.251567125 2.553002457 0.850448757 0.307833298 0.675422996 5.345091528

24 141.0367133 143 82 186 328.9293048 -0.42940086 2.829929665 0.203851017 2.741121898 0.855399521 0.291019183 0.77015745 7.298573193

24 180.7558275 182 121 217 208.9432935 -0.753889576 4.466214503 0.31350823 2.331491904 0.869078798 0.2629353 0.687937898 17.48756702

24 181.004662 182 132 210 134.273871 -0.625299019 3.954497528 0.416402732 1.86782339 0.902841736 0.194680827 0.655240918 13.09036661

25 149.4264877 150 111 179 95.7475131 -0.365143806 3.736876288 0.341542259 1.844146628 0.908974324 0.182051352 0.681581116 4.655361814

25 157.3389633 160 109 193 229.0965191 -0.538328702 2.862221633 0.338862095 2.159480137 0.913736001 0.172527997 0.794908371 0.508319965

25 145.3727432 146 120 173 97.45919882 -0.091548725 2.560434635 0.404317934 1.648622187 0.925213288 0.149573424 0.700581666 3.527632858

25 135.4186589 138 86 161 139.2917801 -1.268727414 5.324282646 0.580263099 1.484837019 0.941989625 0.116020751 0.757645915 4.153999282

25 155.4341492 157 112 191 167.8027732 -0.512757941 3.386306346 0.399274481 1.967439654 0.910359959 0.179280082 0.734068815 4.602169507

25 146.051312 146 113 179 109.4061134 0.107493693 3.057786224 0.364795446 1.843002734 0.897012055 0.20597589 0.61294804 2.947183938

25 172.9452214 176 95 204 260.200962 -2.111433165 8.56012368 0.316529902 2.184742162 0.892327154 0.216438588 0.802238719 4.06702504

25 174.5475219 175 133 207 112.0483248 -0.177198135 3.349668902 0.331590933 1.890015799 0.89798471 0.204030579 0.640998222 3.875018498

26 268.3022714 276 189 302 425.0157957 -1.335628396 4.433447899 0.308660602 2.311365669 0.924101338 0.152161402 0.904822133 1.589395314

26 218.1096849 221.5 126 294 2002.927292 -0.137989232 1.628270981 0.100728721 3.717036919 0.865539094 0.275118483 0.957042412 0.351823294

26 231.8145773 244 139 271 932.5183881 -1.190213503 3.519891776 0.193669454 2.995468723 0.884525113 0.232772374 0.929589147 1.429642678

26 219.8491555 224 141 247 321.7192378 -1.95132602 7.337212055 0.308020657 2.219898245 0.919660776 0.161042525 0.878035669 1.321981829

26 213.1060606 215 127 241 191.6122943 -2.240174927 11.96537893 0.485627821 1.791217561 0.924747118 0.151234804 0.79512806 1.55532546

26 232.7177843 240 121 268 643.9296837 -2.248866492 8.639785874 0.309783318 2.567627888 0.88483772 0.2328762 0.891828929 1.460097738

26 228.5560093 234 136 261 502.1476798 -1.569611808 5.859453451 0.293897821 2.546865821 0.906500637 0.187363689 0.892836564 1.50255985

26 233.5762515 245 131 272 828.2243953 -1.273284151 4.009541966 0.175459087 3.083621427 0.858429242 0.291146367 0.899802557 1.501774965

Cuadro B.1: Características radiómicas extraídas con la librería pyRadiomics de las 208 regiones de interés del hígado obtenido

mediante imágenes de resonancia magnética.
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