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Resumen

En el presente trabajo, el problema de predicción de los precios de cierre de las

acciones en la bolsa de valores durante el día es estudiado. El problema se considera

una tarea muy desafiante debido a la naturaleza volátil de las acciones financieras.

Este problema consiste en predecir el precio de cierre de una acción, basándose en

información pasada y presente. Con el desarrollo de la Inteligencia Artificial y el

aumento de las capacidades computacionales, los métodos de predicción progra-

mados han demostrado ser más eficientes para predecir los precios de cierre de las

acciones. En este trabajo, se emplean dos técnicas denominadas Redes Neuronales

Artificiales y Bosques Aleatorios, para predecir el precio de cierre de las acciones, en

ocho bases de datos pertenecientes a diferentes temporalidades del día. Los datos

financieros con los que se cuentan son: los precios de apertura (Open), precio máxi-

mo (High), precio mínimo (Low) y precio de cierre de las acciones (Close), los cuáles

serán utilizados para crear nuevas variables con el fin de encontrar las entradas pa-

ra el modelo. Los modelos se evalúan utilizando indicadores estratégicos estándar:

Error de porcentaje absoluto medio (MAPE) y Error de sesgo medio (MBE). Resulta-

dos computacionales de los índices basados en instancias de los modelos para cada

una de las bases con las que se cuentan son reportados. Finalmente, conclusiones

sobre el presente trabajo son presentadas.

Palabras claves: Aprendizaje automático, Bosques Aleatorios, Redes Neuronales

Artificiales, Bolsa de valores
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Abstract

In the present work, the problem of predicting the closing prices of the shares in

the stock market during the day is studied. The problem is considered a very cha-

llenging task due to the volatile nature of financial stocks. This problem consists of

predicting the closing price of a stock, based on past and present information. With

the development of Artificial Intelligence and the increase in computational capa-

bilities, programmed prediction methods have proven to be more efficient in pre-

dicting closing prices of stocks. In this work, two techniques called Artificial Neural

Networks and Random Forests are used to predict the closing price of the shares,

in eight databases belonging to different time periods of the day. The financial data

that are available are: the opening prices (Open), maximum price (High), minimum

price (Low) and closing price of the shares (Close), the results will be used to create

new variables with the order to find the inputs for the model. Models are evaluated

using standard strategic indicators: Mean Absolute Percentage Error (MAPE) and

Mean Bias Error (MBE). Computational results of the indices based on instances of

the models for each of the bases that are available are reported. Finally, conclusions

about the present work are presented.

Key words: Machine learnig, Artificial Neural Networks, Random Forest, Stock ex-

change
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Capítulo 1

Introducción

1.1. Bolsa de Valores

El mercado de valores o bolsa de valores es un mecanismo en el que concurren

los ciudadanos y empresas para adquirir títulos de valor, como son las acciones, que

tienen la característica de producir una eventual ganancia. Asimismo, es permitido

captar recursos financieros de aquellos que lo tienen disponible. Las acciones son un

instrumento de inversión de capitalización y su rentabilidad es variable. Depende

de los resultados de la empresa en sus negocios. Esto se ve reflejado en el precio al

cual se pueden comprar o vender las acciones en el mercado (Financiero, 2018). La

rentabilidad es una magnitud utilizada para valorar los beneficios aportados por un

determinado capital invertido. Cada acción está determinada por una respectiva ba-

rra, que cuenta con cuatro precios de la acción, dados por: Open, High, Low y Close,

es decir, Apertura, Máximo, Mínimo y Cierre en un determinado tiempo de análisis.

Otro valor con el que se cuenta en el mercado de valores es el conocido volumen o

número de transacciones que se realizan de la acción de una empresa. Este valor se

lo encuentra del mismo modo que los precios de la acción, es decir, en el periodo de

tiempo analizado y resalta la acogida a nivel mundial de la acción. Por otro lado, a

quienes concurren a captar recursos se les denomina emisores y a quienes cuentan

con recursos disponibles para financiar se les denomina inversores. Los procesos de

emisión, colocación y distribución dependen de los participantes que son emisores,

inversionistas, intermediarios y otros agentes económicos. También en el proceso

son afectados los valores negociables emitidos por parte de personas o entidades ya

sean públicas o privadas (Fernández, 2017).

Entre sus principales características, (Fernández, 2017) resalta que dichos merca-
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dos contribuyen al desarrollo económico, puesto que canalizan el ahorro hacia la in-

versión. Por otro, permiten el contacto entre las empresas y las entidades del Estado

que necesitan recursos de inversión de ahorradores. En cuestión de las personas que

ingresan en el mundo de los mercados de valores, como principal ventaja encuen-

tran la manera de estimular la generación de ahorro, para que consecuentemente

esto derive en inversión y se genere un flujo importante y permanente de recursos

para el financiamiento en el mediano y largo plazo. Es importante mencionar que el

mercado de valores se caracteriza por ser de naturaleza dinámica, poco predecible

y no lineal, lo que ha llevado a los inversionistas a buscar métodos y modelos que

les proporcionen información privilegiada y les ayuden a tomar decisiones direccio-

nadas a la generación de una rentabilidad alta. En la búsqueda de esta ganancia es

primordial definir el tipo de negociación. El inversionista, con el objetivo de formu-

lar estrategias que le ayuden a operar en la bolsa de valores, ha ido desarrollando

algunas de ellas según su beneficio.

1.1.1. Tipos de Negociaciones

En la bolsa de valores se manejan varias formas de operar. A la actividad que

tiene como objetivo obtener un beneficio a partir del mercado de valores, se la deno-

mina trading o negociaciones bursátiles. Dicha actividad toma en cuenta cada una

de las componentes y formula una estrategia concreta para operar. El tipo de ne-

gociación vendrá dado por el tiempo o espacio temporal que se va a utilizar para

operar. Cabe mencionar, que el operar implica la compra y venta de las acciones de

una empresa. Estas negociaciones se las puede clasificar en cuatro tipos principales:

scalping, day trading, swing trading y trading posicional. El primer tipo de negocia-

ción se caracteriza por hacer operaciones que pueden durar desde segundos hasta

25 minutos. El segundo tipo se centra en realizar operaciones que son cerradas o

vendidas en el mismo día. El tercer tipo opera días o semanas para que la tendencia

pueda alimentarse de información pasada. Por último, las negociaciones del cuarto

tipo son de largo plazo, significa que si se realiza una operación hoy, probablemente

será cerrada dentro de algunos años (Canal, 2020).

Predecir los precios de las barras que contienen la información de las acciones es

una tarea desafiante, ya que dependen de varios factores que incluyen, entre otros,

las condiciones políticas, la economía global, informes financieros y rendimiento de

la empresa. Por lo tanto, para maximizar las ganancias y minimizar las pérdidas, se

incurre en técnicas elaboradas para predecir los valores de una acción de antemano

4



mediante el análisis de la tendencia de los últimos años, puede resultar de gran

utilidad para realizar movimientos bursátiles (Masoud, 2017)(Sarode, 2015). Tradi-

cionalmente, se han propuesto dos enfoques principales para predecir el precio de

las acciones de una organización. El método de análisis técnico utiliza el precio his-

tórico de las acciones como el cierre y la apertura, volumen negociado y valores de

cierre adyacentes de la acción para predecir el precio futuro de la acción. El segundo

tipo de análisis es cualitativo, se realiza sobre la base de factores externos como el

perfil de la empresa, la situación del mercado, factores políticos y económicos, in-

formación textual en forma de nuevos artículos financieros, redes sociales e incluso

blogs de analistas económicos (Hellstrom, 1998).

Respecto a los tipos de negociaciones que se realizan durante el día para prede-

cir los precios de las acciones (scalping y day trading), no se ha realizado una gran

cantidad de estudios, puesto que el tiempo en el que se realizan las operaciones es

muy pequeño. Sin embargo, debido a esta necesidad por predecir los precios de las

acciones, de una forma eficiente y rápida, surgen dos estrategias muy importantes y

relevantes en el campo de las inversiones, con el fin de aprovechar las fluctuaciones

de los precios. La primera se la conoce como Comercio de Alta Frecuencia (HFT), la

cual se basa en una especulación sobre instrumentos financieros con el objetivo de

obtener un beneficio y de emitir una gran cantidad de órdenes de compra y venta

de activos financieros en cuestión de milisegundos. De las órdenes que se lanzan al

mercado algunas se ejecutarán y otras no. La facilidad y rapidez con que las órdenes

llegan al mercado solo se consigue por medio de potentes superordenadores, que

utilizan algoritmos complejos. Para estos movimientos se requiere de un software y

hardware profesional dotados de los últimos avances tecnológicos, programadores

de complejos algoritmos y, sobre todo, de una alta cantidad de dinero. Por otro la-

do, la segunda estrategia está basada en un estilo de negociación que se especializa

en beneficiarse de pequeños cambios de precio y de obtener beneficios rápidos de

la reventa. Estas negociaciones usan estrategias en donde se pretende priorizar la

obtención de grandes volúmenes de pequeñas ganancias (Jonathan, 2019). Se debe

tomar en cuenta que, entre estas dos técnicas de trading, la segunda es realmen-

te la única accesible para el inversionista minorista, puesto que en cuestiones de

operación el inversionista debe de hacerlo una a la vez. Mientras que, en el HFT

se realizan millones de operaciones a la vez. También se nota que el Comercio de

Alta Frecuencia, requiere un equipo profesional, costoso y una conexión a internet

excesivamente rápida, para poder ejecutar las operaciones al mismo tiempo, dichos

requisitos son limitantes para el inversionista minorista.
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Hay que entender que los sistemas que están inmersos tanto en el scalping como

en el HFT, pueden ser tanto manuales como automatizados, de hecho, muchos in-

versores o traders profesionales utilizan estrategias automatizadas de negociación

basadas en scalping que realizan operaciones al día. Un sistema manual se basa en

que el inversionista interpreta lo que le expresa el mercado y busca señales de com-

pra y venta. Sin embargo, en un sistema automatizado, el inversionista entrena a

un modelo para que distinga qué señales debe buscar y cómo interpretarlas. Los

sistemas automatizados poseen la ventaja de que eliminan el factor psicológico del

trading. Esto es importante ya que el ambiente de alta velocidad y de decisiones

rápidas características de este estilo de negociación puede ser demasiado estresante

para la mayoría de los inversionistas. Por otro lado, la correcta formulación y entre-

namiento de los modelos predictivos permite que sean más eficientes en cuestión de

segundos y esto genere una ventaja significativa para decidir la estrategia operativa

y con ello obtener un beneficio si la predicción es correcta. Las estrategias operati-

vas que se utilizan son las denominas posiciones short y long. La posición short viene

dada o se la toma cuando el precio de cierre previsto es más bajo que el precio de

apertura actual, significa que se espera que el precio de cierre disminuya. Como lo

menciona (Erdosay, 2021) una posición corta (o short) es una estrategia de nego-

ciación o inversión direccional en la que el inversor vende acciones. La expectativa

del inversor es que el precio de las acciones disminuirá con el tiempo. A su vez, la

posición long se recomienda tomarla cuando el precio de cierre previsto es más alto

que el precio de apertura actual, en otras palabras, se espera que el precio aumen-

te. Una posición larga, venta larga, estar largo o simplemente largo es la expresión

empleada en los mercados de valores para referirse al estado de haber comprado un

instrumento financiero con la esperanza que su precio se incrementará. Tomando en

cuenta estas posiciones operativas, se resalta la importancia que tiene el poder tener

una predicción lo más pronto posible y que a su vez sea acertada.

1.2. Metodologías para predecir los precios en la Bolsa

de Valores

Para poder abordar la iniciativa de predecir los precios de las acciones en un

tipo de negociación scalping o day traiding de manera adecuada, es preciso utilizar

técnicas que sean capaces de explotar las características de un gran número de datos.

Hoy en día, las técnicas empleadas para predecir los precios de las acciones son las
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técnicas analíticas basadas en estadística, como por ejemplo: árboles de decisión,

bosques aleatorios, redes neuronales artificiales. Donde su objetivo es pronosticar

los precios de cierre de las acciones en un determinado intervalo de tiempo. Esto se

efectúa con el fin de estructurar estrategias de prevención y mitigación objetivas y

confiables.

Es importante recalcar que la gran cantidad de información que se provee impli-

ca la adecuación de estos modelos a sistemas o programas que ayuden a su proce-

samiento. Para hacer frente a esta variedad de datos se necesita un modelo eficiente

que pueda identificar los patrones ocultos y las relaciones complejas en este gran

conjunto de datos. Entre las principales metodologías utilizadas para predecir el

comportamiento de los precios de las acciones, cabe destacar las siguientes:

1. Análisis técnico.

2. Previsión de series temporales.

3. Aprendizaje automático y minería de datos (Hur, 2006).

4. Modelización y predicción de las fluctuaciones de los precios de las acciones

utilizando ecuaciones diferenciales.

Con el afán de aprovechar los resultados que se han obtenido en diferentes áreas

con los modelos de aprendizaje automático, se realiza un estado del arte sobre la

predicción de los precios de cierre de las acciones en una posición de negociación de

scalping o day traiding. La mayoría de los trabajos anteriores que quieren predecir

el precio de cierre de las acciones en un determinado intervalo de tiempo utilizan

algoritmos clásicos como la regresión lineal (Saha, 2014), la teoría del paseo aleato-

rio (RWT) (Reichek, 1982), Convergencia/Divergencia de la Media Móvil (MACD)

(Chong, 2008) y también utilizan modelos lineales como el Autorregresivo y Media

Móvil (ARMA), Autorregresivo y Media Móvil Integrado (ARIMA) (Zhang, 2003)

para predecir los precios de las acciones. Adicionalmente, se tienen técnicas co-

mo Soporte de Máquinas vectoriales (SVM) y Bosque Aleatorio (RF) con resultados

alentadores (Liaw, 2002). Algunas técnicas basadas en redes neuronales como Redes

Neuronales Artificiales (ANN), Red neuronal Convolucional (CNN), Red Nueronal

Recurrente (RNN) y Redes neuronales profundas como la memoria a corto plazo

(LSTM) también han mostrado resultados prometedores (Oyeyemi, 2007).
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1.2.1. Minería de Datos

La información es uno de los recursos más valiosos dentro de cualquier campo.

La generación de datos y por tanto de información valiosa ha crecido de forma expo-

nencial en los últimos años, debido a la incorporación y uso del internet. Para extraer

información relevante que responda a determinados problemas se requiere de gran-

des recursos tecnológicos para analizar la información pertinente. En la literatura

se encuentran estudios sobre cómo extraer información relevante sobre tendencias

y oportunidades a partir de los datos, todos estos estudios tienen en común que

trabajan con grandes volúmenes de datos (Chávez, 2019). El uso de grandes volú-

menes de datos es cada vez más evidente, estos conjuntos de datos, en su mayoría,

son complejos y provienen de diversas fuentes siendo estos estructurados o no es-

tructurados. Por ello, es necesario buscar mecanismos que permitan clasificarlos y,

de cierta manera, organizarlos para facilitar la extracción de información relevante.

Como solución a la parte del manejo y extracción de los datos se ha creado el Big

Data, el cual es un conjunto de infraestructuras, tecnologías y servicios que permiten

gestionar grandes cantidad de información.

Una vez que se cuenta con la información precisa en una base de datos, surge

el proceso de hurgar en los datos para descubrir patrones ocultos y predecir ten-

dencias futuras. Conocido algunas veces como "descubrimiento de conocimientos

en bases de datos", y desde la década de 1990 se renombró el término a "minería

de datos"(Logreira, 2011). La minería de datos surgió con la intención o el objetivo

de ayudar a comprender una enorme cantidad de datos, y que estos, pudieran ser

utilizados para extraer conclusiones en base a tendencias o reglas que expliquen el

comportamiento de los datos que se han ido recopilando con el tiempo. Las líneas

de desarrollo que fundamentan la minería de datos se originan en dos conceptos

importantes. El mayor de ellos es la estadística: sin estadística no existiría la minería

de datos, siendo esta disciplina el fundamento de la mayoría de las tecnologías que

utilizan este concepto. Entre las herramientas y técnicas de la minería de datos, es

común encontrar conceptos como análisis de regresión, desviación estándar, regre-

sión lineal, varianza, intervalos de confianza, entre otros, que describen de forma

global la estadística clásica. La Estadística es la ciencia que utiliza datos numéricos

para obtener de ellos inferencias útiles para el desarrollo de un estudio o solución

de un problema, usando principalmente resultados de la Teoría de Probabilidades.

Actualmente por medio de ella se busca dar una respuesta teórica a un sinnúmero

de incertidumbres del diario vivir.
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1.2.2. Inteligencia Artificial y Machine Learning

El segundo eje importante es el conocido como Inteligencia Artificial, se basa en

la idea de que los sistemas pueden aprender de datos y tomar decisiones con mínima

intervención humana. Siendo un poco más específicos, se busca que las computado-

ras simulen las funciones cognitivas de un ser humano como: percibir información

de su entorno, razonar para obtener conclusiones, interpretaciones o reglas aproxi-

madamente correctas; aprender de una vasta información hasta llegar a obtener un

conocimiento, que luego será aplicado a la resolución óptima de nuevos problemas.

Una de sus principales ramas son los mecanismos basados en Aprendizaje Auto-

mático o Machine Learning (ML) (Chávez, 2019) que se centran en crear técnicas

y desarrollar una serie de algoritmos, que permitan a las computadoras aprender

y modificar su comportamiento en función de su experiencia o conocimiento ad-

quirido de manera autónoma (Mitchell, 1997). Se debe resaltar que el aprendizaje

automático es el motor que permite a las máquinas o programas de cómputo ser in-

teligentes artificialmente. El aprendizaje automático entre sus clasificaciones, tiene

dos grandes ramificaciones que vienen dadas por:

Fuente: Elaboración Propia

Figura 1.1: Tipos de Aprendizaje Automático

El Aprendizaje Automático agrupa una amplia gama de técnicas enfocadas a

resolver diversos problemas, como son: selección de características, clasificación,

agrupación, entre otras. La técnica escogida depende del tipo de información anali-

zada, esto permite obtener información de mayor calidad, reducir el coste compu-

tacional y mejorar tiempos de proceso. Las técnicas basadas en el aprendizaje auto-

mático se han aplicado con éxito en diversos campos que van desde la visión por
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computadora, la ingeniería de naves espaciales, las finanzas, hasta aplicaciones bio-

médicas y médicas (El Naqa, Li, y Murphy, 2015). El Naqa et al. (2015) mencionan

que los grados de complejidad de muchos procesos pueden variar e involucrar va-

rias etapas de interacciones sofisticadas hombre-máquina y toma de decisiones, lo

que naturalmente invitaría al uso de algoritmos de aprendizaje automático para op-

timizar y automatizar estos procesos. Hoy en día, el uso de técnicas de aprendizaje

automático en el análisis de datos ha propiciado el desarrollo de tecnologías que

están siendo aplicadas de forma exitosa para la extracción de conocimiento y que

junto con la disponibilidad de datos masivos han hecho que los métodos de apren-

dizaje automático y las tecnologías de Big Data alcancen un peso muy importante

entre las tecnologías fundamentales de la transformación digital, a tal punto que está

acelerando la transformación de la sociedad y economía basada en el conocimien-

to (Ureña, 2015). Actualmente, algoritmos de aprendizaje supervisado de regresión,

como las Redes Neuronales Artificiales y Bosques Aleatorios, han tomado protago-

nismo en áreas de investigación, mostrando resultados altamente favorables en cada

uno de los proyectos en los que se los implementan (Mehar Vijh, 2019).

1.3. Redes Neuronales y Bosques Aleatorios aplicados

a la predicción de precios de acciones en la Bolsa

de Valores

Las Redes Neuronales Artificiales (ANN) son capaces de encontrar característi-

cas ocultas mediante un proceso de autoaprendizaje. Son buenos aproximando y son

capaces de encontrar la relación entre la entrada y la salida de un conjunto de datos

muy complejo. Por lo tanto, las ANN resultan ser un método acertado para predecir

el precio de las acciones de una organización. Hamzaebi et al. (2009) experimenta-

ron la previsión bursátil multiperiódica de la bolsa utilizando métodos iterativos y

directivos como el modelo ANN. A su vez, en 2014, Yetis et al. (Yetis, 2014) apli-

caron ANN en el Sistema de Cotización Automática de la Asociación Nacional de

Operadores de Valores (NASDAQ) para predecir el precio de cierre de las acciones.

Huck et al. (Huck, 2010) construyen estrategias de arbitraje estadístico utilizando re-

des neuronales y una decisión multicriterio. Papaioannou et al. (Papaioannou, 2017)

desarrollan una tendencia siguiendo una estrategia de traiding para pronosticar y

negociar contratos de futuros del S&P 500. Además, Mallqui y Fernandes (Mallqui,

2019) emplean redes neuronales artificiales, máquinas de soporte vectorial y conjun-
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tos de algoritmos para predecir la dirección, así como los precios máximo, mínimo

y de cierre de Bitcoin.

Por otra parte, los Bosques Aleatorios (RF) con fines de previsión se han pro-

puesto en varios trabajos, como en el desarrollado por Menhar et al. (Mehar Vijh,

2019) para predecir los precios de cierre en las acciones con datos diarios. Tomar en

cuenta que el RF es una técnica de conjunto normalmente capaz de realizar tareas

de regresión y clasificación. Es importante resaltar que el bosque aleatorio da lugar

a una regresión media de los árboles de decisión individuales. Mei et al. (Mei, 2014)

emplearon el RF para predecir con exactitud los precios en tiempo real en el mer-

cado eléctrico de Nueva York. Un trabajo similar es el de (Haoming Li, 2014) que

realizó previsión de la carga a corto plazo en la operación de los sistemas de ener-

gía eléctrica utilizando el modelo RF. Tomando en cuenta que estos dos modelos

presentaron muy buenos resultados y con un nivel bajo de error.

Sin embargo, los proyectos de investigación mencionados anteriormente utilizan

bases de datos que cuentan con observaciones mensuales o anuales. El poder prede-

cir los precios de cierre en escenarios con intervalos de tiempo durante el día, sigue

siendo una incógnita con escasa literatura y será analizado en este trabajo.

1.4. Descripción de la metodología analítica

Las operaciones durante el día pueden tener lugar en cualquier mercado, pero

esto ocurre con mayor frecuencia en el mercado de valores con índices. Hay que

tomar en cuenta que estos inversionistas, también llamados traders, aprovechan los

pequeños movimientos de los precios del día, especulan durante la sesión, pero cie-

rran sus operaciones antes del final del día, sin posponer ninguna posición al día

siguiente. La estrategia utilizada por los traders es aprovechar los movimientos as-

cendentes y descendentes y generar ganancias durante la sesión. En la especulación

intradía, generalmente se busca una acción, un índice de acciones o una divisa que

sea muy líquida. Este aporte se lo quiere llevar a cabo puesto que el trading intra-

día, al ser una actividad altamente especulativa mantiene el mercado funcionando

sin problemas y a su vez los traders intradía proporcionan liquidez al mercado. El

desarrollo de este trabajo de titulación busca brindar un aporte teórico y práctico

a los inversionistas que se dedican al tipo de negociación scalping o day traiding

y tiene como objetivo principal el diseñar modelos basados en técnicas de apren-

dizaje automático y minería de datos, para la predicción del precio de cierre de las
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acciones de la bolsa de valores, en transacciones intradía, y así buscar el modelo

más eficiente. Para ello, se manifiesta que la información suministrada se encuentra

desorganizada por lo que antes de emplearla es necesario realizar su respectiva es-

tructuración. Una vez estructurada se procede con una propuesta propia, definida

con los siguientes pasos:

1. Preprocesamiento de los datos: En este paso se calculan medidas de tendencia

central y posición para variables independientes cuantitativas.

2. Creación de nuevas variables: Esta parte se centra en la generación de nuevas

variables cuantitativas que serán insumo en la creación de los modelos. Esto

se efectúa, pues el rendimiento del modelo propuesto depende directamente

de la calidad de información que se disponga.

3. Construcción de los modelos: Mediante un proceso de simulación se selec-

cionarán las variables más importantes que formarán parte de los modelos

estadísticos.

4. Evaluación y comparación de los modelos: Mediante índices bursátiles se pro-

cede a evaluar el rendimiento alcanzado por los modelos estadísticos.

Para su implementación se utilizará el lenguaje de programación estadístico R,

mismo que actualmente es ampliamente utilizado en el análisis estadístico de datos.
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Capítulo 2

Marco Teórico

2.1. Redes Neuronales Artificiales

Las redes neuronales artificiales (ANN), son modelos estadísticos computacio-

nales que se inspiran en el cerebro humano. Muchos de los avances recientes se han

realizado en el campo de la inteligencia artificial, incluido el reconocimiento de voz,

el reconocimiento de imágenes y la robótica mediante redes neuronales artificiales.

Las redes neuronales artificiales son simulaciones de inspiración biológica realiza-

das en la computadora para realizar ciertas tareas específicas como: Agrupación,

Clasificación y Reconocimiento de patrones. Existen varios tipos de aprendizaje en

redes neuronales, entre los más destacados, se mencionan los siguientes:

• Aprendizaje supervisado: Consiste en introducir una serie de patrones de en-

trada a la red y a su vez mostrar la salida que se espera obtener. La red es

capaz de ajustar los pesos de las neuronas de forma que la red responde con

una salida memorizada.

• Aprendizaje no supervisado: Se presentan los patrones de entrada a la red y

esta los clasifica en categorías según sus rasgos más sobresalientes.

A su vez se puede mencionar que la ANN puede ser considerada como un

conjunto interconectado de elementos de procesamiento simple (unidades, nodos

o neuronas). La capacidad de procesamiento de la red se almacena en las fuerzas

de conexión entre unidades o pesos obtenidos mediante un proceso de aprendizaje

a partir de un conjunto de patrones de entrenamiento. Una ANN típica consta de

una capa de entrada, una capa de salida y capas ocultas. En la capa de entrada, se

destaca que las variables pueden ser de dos tipos:
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• Binarias: Son aquellas que toman valores de cero o uno representando que la

variable puede encontrarse en un sola clase.

• Continuas: Son aquellas que toman valores en un intervalo dado, permitiendo

que la variable tome valores en un rango establecido.

Las redes neuronales artificiales se caracterizan de acuerdo a cuatro aspectos

principales: topología, mecanismo de aprendizaje, tipo de asociación entre infor-

mación de entrada y salida, y la representación de la información (Susana, s.f.).

Topología.- Hace referencia a la organización y disposición de las neuronas en

la red, formando agrupaciones llamadas capas. Los parámetros fundamentales son:

el número de capas, el número de neuronas por capa, el grado de conectividad y el

tipo de conexiones entre neuronas. Este último se utiliza para conocer si las redes

son de propagación hacia adelante (Feedforward), o hacia atrás (Backpropagation),

el número de capas permite saber si son mono capa o multicapa (Eva, 2013).

Mecanismo de aprendizaje.- Es el proceso por el cual una red neuronal modifica

sus pesos en respuesta a una información de entrada. Cabe destacar que cuando los

pesos no varían, indica que la red neuronal se entrenó de una manera correcta.

Asociación entre información de entrada y salida.- Se refiere a los datos que

la red aprende, y asocia las entradas con una salida correspondiente. Existen dos

formas de realizar esta asociación:

• Heteroasociación.- La red aprende en parejas de datos (x1, y1), (x2, y2),. . . , (xn,

yn ), cuando se presenta una entrada xi, la red deberá responder generando la

correspondiente salida yi.

• Autoasociación.- La red aprende de cierta información x1, x2, . . . , xn de tal ma-

nera que realiza una auto correlación, respondiendo con uno de los datos al-

macenados, el más parecido al dato de la entrada.

Representación de la información.- Los datos de entrada y salida de una ANN

pueden ser representados de maneras distintas:

• Analógicos: Las funciones de activación de las neuronas son continuas, de tipo

lineal o sigmoidal.

• Tipo escalón: Las funciones de activación de las neuronas son discretas o esca-

lón.
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• Híbridas: Las entradas son continuas y las salidas discretas, usando funciones

de activación no muy comunes.

Se pueden considerar varias funciones de activación, entre ellas tenemos:

• La función identidad

f (x) = x (2.1)

• La función sigmoidea (o logística)

f (x) =
1

1 + exp(−x)
(2.2)

• La función tangente hiperbólica (tanh)

f (x) =
exp(x)− exp(−x)

exp(x) + exp(−x)
=

exp(2x)− 1
exp(2x) + 1

(2.3)

• La función de umbral (threshold)

fβ(x) =







1, si xi ≥ β

0, si xi < β
(2.4)

• La función de activación de la unidad lineal rectificada (ReLU)

f (x) = máx(0, x) (2.5)

Gráficamente se tiene
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Fuente: Recuperado de WikiStats (WikiStat, 2020)

Figura 2.1: Red Neuronal

Una vez mencionado esto, se tiene que cada capa puede tener varias unida-

des cuya salida es una función de la suma ponderada de sus entradas, es del tipo

lineal(Eva, 2013). La entrada para cada neurona en la primera capa oculta de la red

es la suma ponderada de todas las conexiones entre la capa de entrada y la neuro-

na en la capa oculta. Esta suma ponderada es llamada a veces estímulo o entrada

de red. Podemos escribir el estímulo de una neurona de la primera capa como el

producto entre el vector de entrada xi y el peso wi, además del bias o sesgo µ. La

aportación total ponderada, o estímulo neto, a la neurona es la suma de estas señales

de entrada individuales y está descrito por

E =
N

∑
i=1

wixi + µ (2.6)

Con N el número de nodos o neuronas de entrada. El estímulo de red se trans-

forma por la activación de la neurona o de la función de transferencia f (E), para

producir un nuevo valor de salida de la neurona. Además de los estímulos de red,

el bias (µ) se añade generalmente para compensar la entrada. Por lo tanto, el resul-

tado final de la neurona viene dado por la siguiente ecuación

S = f (E) = f

(

N

∑
i=1

wixi + µ

)

(2.7)

Para una red con más de una neurona en una única capa oculta y con una sola
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salida, la ecuación se generaliza con

S = f (E) =
M

∑
j=1

wo
j ∗ f

(

N

∑
i=1

wI
ijxi + µI

i

)

+ µo
j (2.8)

Notando que el número de neuronas en la capa oculta viene dado por j con j =

1, . . . , M. El número de entradas viene dado por i = 1, . . . , N. A su vez, el superíndice

I y O hacen referencia a elementos que conectan la capa de entrada con la capa oculta

y los elementos que conectan la capa oculta con la capa de salida respectivamente.

Gráficamente, se lo puede representar de la siguiente manera

Fuente: Recuperado de WikiStats (WikiStat, 2020)

Figura 2.2: Red Neuronal

Finalmente, hay que resaltar que una ANN es capaz de aprender, esto se da a

partir de un conjunto de datos de entrada que se presenta a la red; mediante un

entrenamiento o una experiencia inicial. Por otro lado, es autoorganización, es de-

cir que puede tener su propia representación de la información en su interior. En

cuestión de la tolerancia a fallos, la ANN es muy robusta, pues a pesar de estar da-

ñada parcialmente puede seguir respondiendo de forma aceptable, esto se debe a

que almacena la información de forma redundante. También podemos destacar su

flexibilidad, puesto que cuando los datos de entrada en una red presentan cambios

no muy significativos como ruido, la ANN puede manejar estos cambios adecua-

damente. También, es posible tomar el tiempo de ejecución o respuesta, debido a

su estructura en paralelo que permite obtener resultados en tiempos relativamente

cortos (EcuRed, 2012).
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2.2. Bosques Aleatorios

Los bosques aleatorios son algoritmos estadísticos de machine learning. Permi-

ten la construcción de modelos predictivos de analítica de datos para el Big Data

basados en su clasificación según ciertas características o propiedades, o en la re-

gresión mediante la relación entre distintas variables para predecir el valor de otra

(UNIR, 2021). Un bosque aleatorio es una colección de árboles de decisión aleatoria.

El árbol de decisión es un modelo predictivo que divide el espacio de los predic-

tores agrupando observaciones con valores similares para la variable respuesta o

dependiente. Los árboles de decisión pueden utilizarse para diversas aplicaciones

de aprendizaje automático. Cabe destacar que los árboles que se cultivan a gran

profundidad para aprender patrones muy irregulares y tienden a sobrepasar los

conjuntos de entrenamiento. Como se ha mencionado existen dos tipos:

• Modelos de clasificación: Se pretende predecir el valor de una variable me-

diante la clasificación de la información en función de otras variables.

• Modelos de regresión: Se intenta predecir el valor de una variable en función

de otras variables que son independientes entre sí.

En ambos casos se tiene una estructura que está formada por ramas y nodos de

distintos tipos que son:

• Los nodos internos representan cada una de las características o propiedades

a considerar para tomar una decisión.

• Las ramas representan la decisión en función de una determinada condición.

• Los nodos finales representan el resultado de la decisión.

Un Bosque Aleatorio se construye como un conjunto de Árboles de Decisión para

realizar diferentes tareas como la regresión y la clasificación. En el siguiente gráfico

se muestra la idea intuitiva que maneja este algoritmo de aprendizaje automático
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Fuente: Recuperado de Oleksii Kharkovyna (2020) (Kharkovyna, 2020)

Figura 2.3: Bosque Aleatorio

Los árboles de clasificación y regresión (CART) fueron desarrollados por Brei-

man, Freidman, Olshen y Stone en el libro Classification and Regression Trees, pu-

blicado en 1984 (Eva, 2013). Para los árboles de clasificación la bondad de una divi-

sión se cuantifica por una medida de impureza. Se dice que una división es pura si

después de la división, todas las instancias de la elección de una rama pertenecen

a la misma clase. Dado el nodo m, Nm es el número de instancias de entrenamiento

que alcanza dicho nodo. Para el nodo raíz, Nm toma el valor de N . Notemos que

cada
k

∑
i=1

Ni
m = Nm, con i = 1, . . . , k el número de nodos hijos o ramificaciones de un

nodo. Cuando una instancia alcanza el nodo m, la estimación de la probabilidad de

la clase Ci:

P̂(Ci) ≡ P (wi) =
Ni

m

Nm
(2.9)

El nodo m es puro si P (wi) = 1 ∨ P (wi) = 0, siendo P (wi) la proporción de la

población para todo i igual a cero o uno. Es cero cuando ninguna de las instancias

del nodo m son de Clase Ci y es uno si todos estos casos son de Ci. Si la división es

pura, no es necesario dividir más y se puede añadir un nodo hoja etiquetado con la

clase para la cual P (wi) es uno (Carmen, 2017).

Cabe mencionar que un ligero ruido en los datos puede hacer que el árbol crezca

de una manera completamente diferente. Esto se debe a que los árboles de decisión

tienen un sesgo muy bajo y una alta varianza. Los bosques aleatorios superan este

problema entrenando múltiples árboles de decisión en diferentes subespacios del

espacio de características a costa de un ligero aumento del sesgo. Esto significa que

ninguno de los árboles del bosque ve todos los datos de entrenamiento. Los datos se

dividen recursivamente en particiones. En un nodo concreto, la división se realiza

19



formulando una pregunta sobre un atributo. La elección para el criterio de división

se basa en algunas medidas de impureza como la Entropía de Shannon o la impure-

za de Gini.

La impureza de Gini se utiliza como función para medir la calidad de la división

en cada nodo. La impureza de Gini en el nodo N viene dada por:

g(N) = ∑
i 6=j

P (wi) P
(

wj

)

(2.10)

Otra función que puede utilizarse para juzgar la calidad de la división es la En-

tropía de Shannon. Mide el desorden en el contenido de la información. En los árbo-

les de decisión, la entropía de Shannon se utiliza para medir la impredecibilidad de

la información contenida en un nodo concreto de un árbol. La entropía de un nodo

N puede calcularse como sigue

H(N) = −
d

∑
i=1

P (wi) log2 (P (wi)) (2.11)

Siendo d el número de clases consideradas y P (wi) es la proporción de la pobla-

ción con la etiqueta de clase i. La entropía es máxima cuando todas las clases están

contenidas en igual proporción en el nodo. Es la más baja cuando sólo hay una cla-

se presente en un nodo (cuando el nodo es puro). El enfoque heurístico obvio para

elegir la mejor decisión de división en un nodo es el que reduce la impureza tanto

como sea posible. En palabras de orden, la mejor división se caracteriza por la ma-

yor ganancia de información o la mayor reducción de impurezas. La ganancia de

información puede calcularse con la siguiente fórmula:

∆I(N) = I(N)− PL ∗ I (NL)− PR ∗ I (NR) (2.12)

Siendo I(N) la medida de impureza del nodo N, PL es la proporción de la pobla-

ción del nodo N que va al hijo izquierdo de N después de la división y, de forma si-

milar, PR es la proporción de la población del nodo N que va al hijo derecho después

de la división. NL y NR son los hijos izquierdo y derecho de N, respectivamente.

Es importante resaltar que en los algoritmos de aprendizaje automático por con-

juntos cuentan con la agregación Bootstrap, también conocida como bagging. Es

una técnica integrada que entrena un clasificador en el conjunto de datos original

seleccionando un nuevo conjunto de datos con muestreo de reemplazo. Este méto-
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do mejora la estabilidad y la precisión de los algoritmos de aprendizaje. Al mismo

tiempo, también reduce la varianza y la sobrecarga, que es un problema común al

construir árboles de decisión. Para los algoritmos que usan el muestreo por boos-

trap se toma en cuenta el out of bag error (OOB) para determinar la efectividad del

modelo. El OOB mide el error de predicción de los bosques aleatorios y otros algo-

ritmos de aprendizaje automático, este es un error estimado de las submuestras que

usa un proceso de muestreo de los datos con reemplazo. Dado que no se utiliza cada

conjunto del out of bag para entrenar el modelo, es una buena prueba para el ren-

dimiento del modelo. El proceso de bagging se puede personalizar para adaptarse

a las necesidades de un modelo. Para garantizar un modelo preciso, el tamaño de la

muestra de entrenamiento bootstrap debe ser cercano al del conjunto original. Ade-

más, se debe considerar el número de iteraciones (árboles) del modelo (bosque) para

encontrar el verdadero error OOB. El error OOB se estabilizará en muchas iteracio-

nes, por lo que comenzar con un número elevado de iteraciones es recomendable.

La idea intuitiva se la puede notar en el siguiente gráfico

Fuente: Elaboración Propia

Figura 2.4: O0B ERROR

Podemos resaltar que este método asume muy poco o nada sobre la distribución

de los datos de entrada; es decir, en la práctica no importa si estos siguen alguna

distribución estadística determinada. Esto implica que el Bosque Aleatorio tiene un
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menor sesgo (bias) que otros algoritmos; aunque un tanto mayor que el de un único

árbol de decisión. En cambio su varianza es más alta que la de otros algoritmos, pero

sensiblemente menor que la de un único árbol de decisión. También es muy flexible

dado que se basa en árboles de decisión.
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Capítulo 3

Metodología

3.1. Bases de Datos

En el presente trabajo se obtuvieron ocho bases de datos de las acciones de la

empresa Microsoft, con las siguientes temporalidades: 15 segundos, 1 minuto, 2 mi-

nutos, 3 minutos, 5 minutos, 10 minutos, 15 minutos y 30 minutos. Las fechas de

cada base se resumen en la siguiente tabla:

Fuente: Elaboración Propia

Base Fecha de Inicio Fecha Fin

15 segundos 29/07/2019 27/07/2020

1 minuto 29/07/2019 27/07/2020

2 minutos 29/07/2019 27/07/2020

3 minutos 29/07/2019 27/07/2020

5 minutos 29/07/2019 27/07/2020

10 minutos 29/07/2019 27/07/2020

15 minutos 29/07/2019 27/07/2020

30 minutos 29/07/2019 27/07/2020

Cuadro 3.1: Fechas de las Bases

Los datos son recolectados del repositorio de la Bolsa de Valores de Nueva York

(New York Stock Exchange-NYSE), diferenciadas en su temporalidad. Dichas bases

de datos fueron proporcionados por Green Applications Consulting LLC. Es impor-

tante mencionar que actualmente, la Bolsa de Nueva York se encuentra abierta para

negociar de lunes a viernes de 9:30 am a 4:00 pm. La bolsa de valores cierra todos
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los días festivos federales. Cuando los días festivos federales son el día sábado, la

NYSE a veces cierra el viernes anterior. Cuando el feriado federal es el día domin-

go, la NYSE puede cerrar el lunes siguiente. Tomando en cuenta esta indicación, se

presenta el siguiente cuadro que recopila el número de observaciones de cada base:

Fuente: Elaboración Propia

Base Número de Observaciones

15 segundos 386995

1 minuto 96746

2 minutos 48371

3 minutos 32246

5 minutos 19346

10 minutos 9671

15 minutos 6446

30 minutos 3221

Cuadro 3.2: Observaciones

A su vez, cada una de las bases de datos cuentan con 5 variables, dadas por:

• Time: Se refiere al tiempo en el que la acción se abre y se cierra.

• O: El precio de apertura durante un periodo de tiempo determinado.

• H: El precio máximo que toma durante un periodo de tiempo determinado.

• L: El precio mínimo que toma durante un periodo de tiempo determinado.

• C: El precio de cierre que toma durante un periodo de tiempo determinado.

Gráficamente para cada base, con su respectiva temporalidad, se pueden ir ob-

servando las llamadas velas japonesas o candlestick, las cuales son una representa-

ción gráfica del precio del mercado financiero en forma de velas. Las velas japonesas

están compuestas por un cuerpo y dos colas. Entres sus componentes, se cuenta con:

• Cuerpo: Es la parte más gruesa de la vela e indica la variación entre el precio

de apertura y de cierre.

• Mecha: Es la línea superior e inferior del cuerpo de la vela que representa todo

el recorrido del precio durante un marco temporal específico, indicando los

máximos y los mínimos.
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• Color: Permite identificar si la vela es alcista o bajista, es decir, si el precio ha

aumentado o disminuido respectivamente. En los ejemplos de este trabajo se

utiliza el color verde para las velas alcistas y el color rojo para las bajistas.

En la siguiente imagen, se puede observar esa distinción en las velas, la cual

ayuda a los inversionistas a darse cuenta fácilmente de la tendencia del mercado

Fuente: Elaboración Propia

Figura 3.1: Velas Japonesas

Así observando estas velas en el periodo de tiempo que se encuentra abierta la

bolsa de valores, se puede observar un comportamiento, semejante al de la siguiente

imagen

Fuente: Elaboración Propia

Figura 3.2: Tendencia de Velas Japonesas

Es importante mencionar que no se cuenta con datos faltantes y se asume que los

datos recolectados de manera automática no están sujetos a errores. Dada la natura-

leza del estudio es indispensable contar con dichos valores para lograr modelar su

volatilidad o las fluctuaciones de los precios de cierre. El tratamiento de los datos es
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muy importante antes de empezar con el entrenamiento de un modelo, debido a que

estos influyen en su respuesta. Existen algunos procedimientos para el tratamiento

de los datos que se toman en cuenta debido a que el incremento de los pesos en una

neurona es proporcional a su entrada. La normalización o estandarización permite

tener valores en una misma escala en las entradas. Existen algunos métodos para lo-

grarlo, por ejemplo en (Eva, 2013) se menciona la normalización Mínimo-Máximo,

el método a seguir es el siguiente:

1. Dado el vector de datos d, se busca el máximo y mínimo valor.

2. Los datos son normalizados según la relación:

Norm(d) =
d − MIN(d)

MAX(d)− MIN(d)
(3.1)

Sin importar cuales sean los datos originales, los datos normalizados caen dentro

del intervalo [0; 1]. Es importante mencionar que al normalizar datos siempre existe

un valor que es cero y otro que es uno.

Tomando en cuenta que las cuatro ultimas variables son numéricas, a manera de

resumen se cuenta con:

26



Fuente: Elaboración Propia

Base Variables Mínimo Media Máximo

15 segundos O 130.82 162.6787 216.33

H 130.85 162,7194 216.39

L 130.78 162.6367 216.15

C 130.81 162.6784 216.27

1 minuto O 130.82 162.6794 216.33

H 131.01 162.7662 216.39

L 130.78 162.5903 215.89

C 130.83 162.6789 216.07

2 minutos O 130.82 162.6803 216.33

H 131.03 162.8051 216.39

L 130.78 162.5518 215.80

C 130.83 162.6800 216.00

3 minutos O 130.82 162.6812 216.33

H 131.17 162.8352 216.39

L 130.78 162.5218 215.59

C 130.83 162.6811 216.07

5 minutos O 130.99 162.6829 216.33

H 131.17 162.8853 216.39

L 130.78 162.4737 215.47

C 131.00 162.6831 216.07

10 minutos O 130.99 162.6870 216.33

H 131.46 162.9737 216.39

L 130.78 162.3892 215.44

C 131.00 162.6881 215.62

15 minutos O 131.22 162.6956 216.33

H 131.61 163.0455 216.39

L 130.78 162.3248 215.32

C 131.22 162.6977 215.62

30 minutos O 131.22 162.7116 216.33

H 131.90 163.2096 216.39

L 130.78 162.1844 215.01

C 131.22 162.7163 215.62

Cuadro 3.3: Resumen
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Dado que las variables se encuentran normalizadas, se procede a separar la base

en un conjunto de entrenamiento y otro de prueba. Los datos de prueba o validación

se reservan para comprobar si el modelo que se genera a partir de los datos de entre-

namiento funciona. Es decir, si las respuestas predichas por el modelo para un caso

totalmente nuevo son acertadas o no. Es importante que el conjunto de prueba tenga

un volumen suficiente para generar resultados estadísticamente significativos, y a la

vez, ser representativo del conjunto de datos global. En el presente trabajo se reparte

los conjuntos en dos porciones. El 80 % representa el entrenamiento y un 20 % para

realizar pruebas. Se debe mencionar que se pueden variar las proporciones, según

las necesidades.

3.2. Nuevas Variables

Como primera instancia y basándonos en la estructura planteada por Mehar et

al. (Mehar Vijh, 2019), se cuenta con

• Oi: Precio de apertura de una acción en el periodo i.

• Hi: Precio más alto de una acción en el periodo i.

• Li: Precio más bajo de una acción en el periodo i.

• Ci: Precio de cierre de una acción en el periodo i.

Seguido, se proponen seis variables que representan las instancias para el entre-

namiento y evaluación de los modelos. Definidas de la siguiente forma:

• HMLi: Diferencia entre el precio máximo y el precio mínimo de la acción.

HMLi = Hi−1 − Li−1 (3.2)

• OMCi: Diferencia entre el precio de cierre y el precio de apertura de la acción.

OMCi = Ci−1 − Oi−1 (3.3)

• MAi(7): Media Móvil del precio de cierre considerando siete periodos ante-

riores.

MAi(7) =
1
7

i−1

∑
i−7

Ci =
Ci−7 + · · ·+ Ci−1

7
(3.4)
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• MAi(14): Media Móvil del precio de cierre considerando catorce periodos an-

teriores.

MAi(14) =
1
14

i−1

∑
i−14

Ci =
Ci−14 + · · ·+ Ci−1

14
(3.5)

• MAi(21): Media Móvil del precio de cierre considerando veintiún periodos

anteriores.

MAi(21) =
1
21

i−1

∑
i−21

Ci =
Ci−21 + · · ·+ Ci−1

21
(3.6)

• desvesti(7):Desviación Estándar de siete periodos anteriores del precio de cie-

rre.

desvesti(7) =

√

((∑i−1
i−7 Ci)− (MAi(7)))2

7 − 1
(3.7)

Siendo Hi−1 el precio máximo de la acción de la vela anterior a i y Li−1 es el

precio mínimo de la acción de la vela anterior a i. También, se tiene que Ci−1 es el

precio de cierre de la acción de la vela anterior a i y Oi−1 es el precio de apertura

de la acción de la vela anterior a i. La Media Móvil se la calcula en relación a los

precios de cierre de los periodos anteriores, notemos que la media móvil va desde

i = 1 + k, . . . , n, con n el número de observaciones y k = 7, 14, 21.

Guiándonos en la metodología planteada por (Mehar Vijh, 2019) y (Christos,

2009) se quiere un modelo que contenga las variables antes mencionadas y una va-

riable expuesta en el segundo texto, que corresponde a modelar la volatilidad. Esta

se entiende como la fluctuación o variación de los precios de las acciones. A lo lar-

go del documento escrito por (Christos, 2009) se observan mejores resultados en el

modelo que Rogers y Satchell (1991) y Rogers, Satchell y Yoon (1994) propusieron.

Dicho modelo corresponde a una medida de volatilidad que sujeta a un problema

de sesgo a la baja, de la siguiente forma:

VRS,i = [ln (Hi−1)− ln (Oi−1)] [ln (Hi−1)− ln (Ci−1)] +

[ln (Li−1)− ln (Oi−1)] [ln (Li−1)− ln (Ci−1)]
(3.8)

Notar que el modelo para modelar la volatilidad abarca toda la información

de la acción anterior a i. Entonces, aplicando el principio presentado en Menhar

(Mehar Vijh, 2019) de retroalimentar el modelo con la información más reciente o

cercana, se reportan dos modelos para cada una de las técnicas de aprendizaje auto-

mático, descritas por:
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Primer Modelo

Se basa en los trabajos de (Mehar Vijh, 2019) y (Christos, 2009). Se construyen

siete variables, dadas por:

• HMLi: Precio máximo menos el precio mínimo de la acción del periodo ante-

rior. Definido en (2.13).

• OMCi: Precio de cierre menos el precio de apertura de la acción del periodo

anterior. Definido en (2.14).

• CAi: Precio de cierre anterior a i.

CAi = Ci−1 (3.9)

• MAi(3): Media Móvil de tres periodos anteriores del precio de cierre.

MAi(3) =
1
3

i−1

∑
i−3

Ci =
Ci−3 + · · ·+ Ci−1

3
(3.10)

• MAi(5): Media Móvil de cinco periodos anteriores del precio de cierre.

MAi(5) =
1
5

i−1

∑
i−5

Ci =
Ci−5 + · · ·+ Ci−1

5
(3.11)

• desvesti(3): Desviación Estándar de tres periodos anteriores del precio de cie-

rre.

SDi(3) =

√

((∑i−1
i−3 Ci)− (MAi(3)))2

3 − 1
(3.12)

• VRS,i : Volatilidad del periodo anterior. Definido como en (2.19)

Segundo Modelo

Para el segundo modelo se busca aprovechar la información en el instante en el

que se desea predecir, es decir se tiene en cuenta que el valor de apertura de la vela

japonesa o barra occidental es el único valor que se conoce en el periodo de tiempo.

Por tal motivo se consideran seis variables dadas por:

• Oi: Precio de apertura de la acción en el instante en el que se va a predecir su

precio de cierre.
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• CAi: Precio de cierre anterior.

• MAi(3): Media Móvil de tres periodos anteriores al precio de cierre.

• MAi(5): Media Móvil de cinco periodos anteriores al precio de cierre.

• desvesti(3): Desviación Estándar de tres periodos anteriores al precio de cierre.

• Vrst: Volatilidad del periodo anterior.

Se puede notar que las medias móviles y la desviación estándar para los dos

modelos propuestos, son modificadas tomando i = 1 + k, . . . , n, con k = 3, 5 res-

pectivamente, para evitar inconsistencias en la base de datos. Por otro lado, para

evaluar los resultados de los modelos se calculan los índices MAPE, MBE y el apor-

te que tienen estas variables en los modelos. Los índices antes mencionados tienen

la siguiente estructura:

MAPE =
1
n

n

∑
i=1

|Ri − Fi|

Ri
∗ 100 (3.13)

MBE =
1
n

n

∑
i=1

(Ri − Fi) (3.14)

Donde Ri representa el valor original del precio de cierre, Fi es el valor predicho

del precio de cierre y n es el número de observaciones en la base de datos.

3.3. Creación de los modelos

3.3.1. Creación de los modelos de Redes Neuronales Artificiales

Para la formulación de los modelos basados en Redes Neuronales Artificiales es

necesario mencionar que el método propuesto es un algoritmo de aprendizaje su-

pervisado. Al ser un problema de regresión el objetivo es el de crear una función

capaz de predecir el valor correspondiente a cualquier objeto de entrada válida des-

pués de haber visto una serie de ejemplos. Mencionar también que las variables de

entrada son continuas y la función de activación elegida es la regresión logística

(sigmoidal o sigmodea). Dicha función es representada en el siguiente gráfico:
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Fuente: Elaboración Propia

Figura 3.3: Función Sigmoide

El gráfico (3.3) muestra que f (x) actúa como una especie de función aplastadora,

comprimiendo la salida a un rango de 0 a 1. En el centro, donde x = 0, se tiene que

f (0) = 1/
(

1 + e0
)

= 1/2. Nótese que a medida que x se aleja de cero en el eje nega-

tivo, el término e−x en el denominador crece exponencialmente implicando que f (x)

se aproxime a 0. Al contrario, altos valores positivos de x reducen e−x hacia 0 pro-

duciendo que f (x) se aproxime a 1. Murkute (Sarode, 2015) y Menhar (Mehar Vijh,

2019) mencionan que la función sigmoidal es tradicional y de gran utilidad cuando

no se tiene gran cantidad de capas ocultas, pues se incurre en dificultades para el

entrenamiento del modelo con dicha función.

En esta oportunidad la red neuronal es creada con una capa oculta de cuatro

nodos. La literatura sobre las redes neuronales, no proporciona un número óptimo

de capas ni de nodos ocultos, pero tomando de base lo realizado por (Mehar Vijh,

2019), el valor para mejorar el rendimiento del modelo viene ligado por la cantidad

de variables y las diferentes simulaciones, se decide utilizar cuatro nodos en la ca-

pa oculta. Las capas ocultas permiten que no exista una conexión directa entre las

entradas y la salida, la contribución de cada entrada hacia el valor de salida es in-

dependiente de las otras entradas. En la mayoría de los problemas del mundo real

las variables de entrada tienden a ser altamente interdependientes y afectan la sali-

da de forma combinatoria y compleja. Las neuronas de las capas ocultas permiten

capturar interacciones sutiles entre las entradas.
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Cabe mencionar que el modelo planteado se propaga hacia delante (forward pro-

pagation o forward pass) puesto que la red neuronal envía su entrada a través de

sus capas hacia la salida. A las redes neuronales que funcionan de esta manera se les

llama red neuronal prealimentada (feedforward neural network). Se toma en consi-

deración que para el entrenamiento se incurrió en un criterio de parada, dado que

se desea alcanzar la precisión especificada de 0,01. Este proceso se realiza con el afán

de crear tres redes eligiendo la que cuenta con la precisión más alta. Teniendo como

resultado dos redes neuronales artificiales descritas con las variables de los modelos

anteriormente mencionados

Fuente: Elaboración Propia

Figura 3.4: Red Neuronal Artificial del Modelo 1
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Fuente: Elaboración Propia

Figura 3.5: Red Neuronal Artificial del Modelo 2

Es importante resaltar que el objetivo de la creación de dos modelos, además de

compararlos entre ellos, es medir la importancia de las variables en una red neuro-

nal. Al igual que sucede en un modelo de regresión los parámetros obtenidos sirven

para determinar la importancia de una variable dentro del modelo. En el caso de

una red neuronal los pesos de la red pueden ser utilizados para determinar cómo

influye una variable en el modelo. El método que se emplea para determinar esta

importancia fue propuesto por Garson (D., 1998). Parte de la idea de buscar todas las

conexiones que tiene una variable dentro de una red neuronal y ponderarlas para

obtener un valor único que describa el grado de asociación de la variable depen-

diente con cada una de sus regresoras. Obteniendo los siguientes resultados
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Fuente: Elaboración Propia

Figura 3.6: Importancia de las variables en la Red Neuronal Artificial del Modelo 1

Fuente: Elaboración Propia

Figura 3.7: Importancia de las variables en la Red Neuronal Artificial del Modelo 2

Notando que en la figura (3.6) las variables HMLi y OMCi, ubicadas en la parte

izquierda de la imagen, muestran un grado de importancia bajo, revelando que para

el scalping y day trading la información de dichas variables no es relevante en el

modelo. A su vez, en la figura (3.7) se observa que Oi, la cual es la información más
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reciente, gana protagonismo en para la predicción del precio de cierre. Este mismo

comportamiento se lo puede observar en cada uno de los modelos formulados con

cada base de datos.

3.3.2. Creación de los modelos de Bosques Aleatorios

Para la creación de los modelos basados en el algoritmo de Bosques Aleatorios se

debe mencionar que se utilizaron los modelos de regresión, puesto que el objetivo

de este proyecto se basa en la generación de proyecciones del precio de cierre de las

acciones para las diferentes bases de datos. Como primer punto se define el número

de árboles (T) a generar en el siguiente intervalo:

20 ≤ T ≤ 500 (3.15)

Se define este intervalo a discreción del autor, tomando en cuenta la capacidad

de procesamiento de su computador y los tiempo de ejecución. Este número viene

determinado por el error OOB, siendo que cuando este es mínimo se encuentra el

número óptimo de árboles a generarse. A su vez se calcula el error para la base de

entrenamiento y se grafica al igual que el error OOB. Esto con el fin de observar

la evolución de estos a medida que el número de árboles incrementa, teniendo los

siguiente gráficos:

Fuente: Elaboración Propia

Figura 3.8: Evolución del Error del Modelo 1
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Fuente: Elaboración Propia

Figura 3.9: Evolución del Error del Modelo 2

En la figura (3.9) se observa que el segundo modelo se estabiliza con un número

de árboles mayor al del primer modelo, y a su vez el error OOB es mayor respecto al

primer modelo. El segundo criterio utilizado para la validación de los modelos cons-

ta en la comprobación de los índices anteriormente mencionados en las ecuaciones

(3.13) y (3.14).

Es importante mencionar que para los bosques aleatorios mientras más informa-

ción o datos se tenga, el modelo se entrena de mejor manera. Nótese que en estos

algoritmos no se da una interpolación de los precios de cierre, sino que las predic-

ciones vienen dadas por los datos con los que se cuentan. Es por eso que indepen-

dientemente de la cantidad de árboles que genere un modelo, si los índices MAPE

y MBE arrojan un porcentaje y un valor bajo, respectivamente, representa que el

modelo tiene alto potencial de predicción.
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Capítulo 4

Pruebas Computacionales e

Implementación de los modelos

En el presente capítulo se ofrece una pequeña introducción del lenguaje esta-

dístico R, para entender de mejor manera el código utilizado en la creación de los

algoritmos. Dichos algoritmo constituye un instrumento poderoso para cualquier

inversionista minorista, ya que se puede obtener los resultados sin necesidad de po-

seer conocimientos previos sobre programación o estadística. Además se presentan

los pasos de los algoritmos utilizados.

4.1. Introducción del lenguaje estadístico R

R es un lenguaje de programación que se enfoca en el análisis de datos y cálculo

estadístico, el cual se ha consolidado como una herramienta muy poderosa ya que

incluye una amplia gama de métodos estadísticos como algoritmos de clasificación,

regresión, modelos lineales y no lineales, entre otros. Además tiene una alta cali-

dad en los gráficos e imágenes que se pueden crear. En 1996, Ross Ihaka y Robert

Gentleman (Ihaka y Gentleman, 1996) en la Universidad de Auckland, Nueva Ze-

landa, Oficina de Estadística crearon la primera versión de R. Gracias a que R es de

código abierto, miles de usuarios y desarrolladores han contribuido a la creación y

actualización de las funciones y el nuevo plan permite el libre acceso a otros. Sin

duda, esta es una gran ventaja del sobre otras herramientas estadísticas que tienen

una funcionalidad limitada y no se puede acceder a sus actualizaciones. Esto hace

que R sea un dispositivo popular en varias empresas y universidades, de uso estable

y confiable en varios campos, como el aprendizaje automático, la minería de datos
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y las matemáticas financieras.

Destaquemos que R es un lenguaje orientado a objetos, es decir que toda la in-

formación que se tiene o se va generando se guarda en la memoria operativa de la

computadora en forma de objetos. Con esta función puede realizar diferentes accio-

nes con los objetos que necesita y se observa la funcionalidad de trabajar con varios

objetos al mismo tiempo, programándolos en algoritmos. Con la finalidad de facili-

tar la interacción con el usuario, se han desarrollado diversas interfaces de usuario

gráficas (GUI) y entornos de desarrollo integrado (IDE), los cuales permiten utili-

zar las funcionalidades de R de una manera más intuitiva y eficiente. Se ha elegido

trabajar con R Studio y la apariencia básica está conformada por:

Fuente: Elaboración Propia

Figura 4.1: Comparación Modelos 30m

En la figura (5.1) podemos ver la interfaz que se usa para la programación y

ejecución de algoritmos en RStudio. Dicha interfaz cuenta con cuatro ventanas pri-

mordiales, las cuales son:

• Ventana izquierda superior: Compete los scripts, en los cuales se escriben los

comandos u ordenes al programa.

• Ventana derecha superior: Cuenta con la lista de objetos que se cuenta en me-

moria, historial, conecciones y tutorial.

• Ventana izquierda inferior: Se denomina la consola, y es donde se observan los

resultados de las operaciones descritas en los scripts.
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• Ventana derecha inferior: Se puede observar el directorio de trabajo, gráficas

realizadas, paquetes y una ayuda.

4.2. Implementación de los modelos

La implementación de los modelos se realizó en el software libre, RStudio. El pro-

yecto se llevo acabo en una computadora DELL, con sistema operativo Windows 8 y

tarjeta de memoria RAM de 16 gigabytes. Este preámbulo se lo menciona para tomar

en cuenta el espacio que ocupan los objetos en memoria y el tiempo de ejecución de

cada uno de los modelos. Los pasos para la implementación fueron:

1. Lectura de las bases de datos: Tomar en cuenta que se deben de leer ocho

bases de datos, las cuales se encuentran en formato Excel, y para ello se usa el

paquete readxl.

2. Análisis descriptivo de las bases: En este paso se calculan las medidas de ten-

dencia central, como media, máximo y mínimo, de cada una de las variables

numéricas que cuentan las bases.

3. Creación de nuevas variables: Para la creación de nuevas variables, las cuales

serán el insumo para los modelos antes descritos. Se crearon diferentes funcio-

nes, para cada una de las nuevas variables descritas por:

• hml(datos15s): Refiriéndose a HMLi

• omc(datos15s): Refiriéndose a OMCi

• CA(datos15s$C): Refiriéndose a CAi

• moving f un(datos15s$C, 3, mean): Refiriéndose a MAi(3)

• moving f un(datos15s$C, 5, mean): Refiriéndose a MAi(5)

• moving f un(datos15s$C, 2, sd): Refiriéndose a desvesti(3)

4. Partición de las bases de datos: Para la partición de las bases de datos se usa el

paquete createDataPartition. Durante este proceso también se vuelve a verifi-

car si con la creación de nuevas variables hay valores faltantes y si los hay los

elimina de la base de datos.

5. Entrenamiento de los algoritmos: Se programan los algoritmos para cada uno

de los modelos de Redes Neuronales Artificiales y Bosques Aleatorios. Los
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paquetes se que usaron para realizaros son: neuralnet para las ANN y ranger

para los RF.

6. Evaluación del rendimiento de los modelos: Para la evaluación de los modelos

se recurre al calculo de los índices bursátiles MAPE y MBE. En este paso se

construyen diferentes gráficas que avalen los resultados de los modelos.

Los respectivos códigos se los podrá observar en los anexos y a su vez los códigos

generados para la creación de una interfaz interactiva que nos permitirá observar de

mejor manera los resultados y gráficas para cada una de las bases de datos.

4.3. Aplicación Shiny

Además de la implementación descrita anteriormente se implementó una apli-

cación en una extensión de R. Shiny es un paquete de R que facilita la creación de

aplicaciones web interactivas directamente desde R. Puede alojar aplicaciones inde-

pendientes en una página web, incrustarlas en documentos de R Markdown o crear

paneles de control. Esta aplicación se la realizó para la presentación de los resultados

y está estructurada por cinco partes, las cuales vienen dadas por:

• Elección de la base de datos.

Fuente: Elaboración Propia

Figura 4.2: Elección de la base de datos
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• Presentación de los resultados alcanzados en los modelos de Bosques Aleato-

rios.

Fuente: Elaboración Propia

Figura 4.3: Resultado obtenido del primer modelo

Fuente: Elaboración Propia

Figura 4.4: Número de árboles vs OOB error
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• Presentación de los resultados alcanzados en los modelos de Redes Neurona-

les Artificiales.

Fuente: Elaboración Propia

Figura 4.5: Importancia de las variables en el primer modelo

Fuente: Elaboración Propia

Figura 4.6: Redes Neuronal del primer modelo
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• Presentación de gráficos comparativos entres los modelos. Notando que en el

eje de las abscisas se tiene el tiempo de cierre de la accion y en el eje de las

ordenadas se tiene el precio de cierre.

Fuente: Elaboración Propia

Figura 4.7: Gráfico del primer modelo de ANN y RF

Fuente: Elaboración Propia

Figura 4.8: Gráfico de dispersión de los modelos
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• Gráfico de las barras de la base seleccionado, distinguiendo el color de la barra

y los valores.

Fuente: Elaboración Propia

Figura 4.9: Gráfico de barras
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Capítulo 5

Comparación y Medición de la

eficiencia de los modelos

En el marco de la obtención de los resultados, es importante mencionar que para

la comparación y medición de eficiencia se lo realizó sobre cada base con su respec-

tiva temporalidad. En el eje de las abscisas encontramos la hora en la que se cierra

la acción y en el eje de las ordenadas contamos con el precio al que cerró la acción.

A continuación se presenta el resumen de los resultados, dados por un gráfico de

dispersión en la que se puede observar cinco valores, descritos por:

• Negro: Valor actual o real.

• Rojo: Primer modelo de Redes Neuronales Artificiales.

• Azul: Primer modelo de Bosques Aleatorios.

• Amarillo: Segundo modelo de Redes Neuronales Artificiales.

• Verde: Segundo modelo de Bosques Aleatorios.

Por otro lado, para cada un de las bases de datos se realiza un estudio de com-

paración de los retornos. Refiriéndonos a los retornos como una métrica usada para

saber cuánto se ganó a través de sus inversiones. Por la naturaleza del índice y pa-

ra calcular esta medida es necesario determinar una de las posiciones mencionadas

anteriormente, long y short, para medir la ganancia. A continuación se describe un

ejemplo para ilustrar cómo se evaluó el retorno. Primero se identifican los valores de

Oi, la predicción del Ci y el valor real del Ci, para encontrar la estrategia o decisión

a tomar
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Fuente: Elaboración Propia

Oi Predicción del Ci Valor Real del Ci Decisión

130.2 131.1 130.8 LONG

Cuadro 5.1: Decisión

Una vez que se tiene la decisión, se procede a evaluar la eventual perdida o

ganancia de esta forma

Fuente: Elaboración Propia

Ganancia o Pérdida

130.8-130.2=0.6

Cuadro 5.2: Ganancia

También se presentarán los tiempos de ejecución de cada uno de los modelos en

minutos, y así poder compararlos. Finalmente se presenta una tabla comparando

tanto los modelos como los algoritmos de aprendizaje automático, basándose en los

indicadores que se presentan en las ecuaciones (3.13) y (3.14).

5.1. Validación de los modelos

Para la validación de los modelos se utilizó el criterio basado en la precisión del

modelos (accuracy). Para calcular la precisión de los modelos primero se calcula la

variación, esta viene dada por:

VAi =
|Ri − Fi|

Ri
(5.1)

En donde Ri es el valor de precio de cierre real y Fi el valor de precio de cierre

predicho. Una vez calculado esto, se define a la precisión como:

Accuracy = 1 −
n

∑
i=1

VAi

n
(5.2)

Obteniendo los siguiente resultados:
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Fuente: Elaboración Propia
Base Primer Modelo de ANN Segundo Modelo de ANN Primer Modelo de RF Segundo Modelo de RF

15 segundos 0.9747 0.9873 0.9874 0.9962

1 minuto 0.9749 0.9691 0.9913 0.9914

2 minutos 0.9956 0.9990 0.9934 0.9931

3 minutos 0.9989 0.9992 0.9960 0.99634

5 minutos 0.9994 0.9994 0.9991 0.9992

10 minutos 0.9975 0.9993 0.9875 0.9889

15 minutos 0.9992 0.9993 0.9996 0.9990

30 minutos 0.9977 0.9980 0.9965 0.9986

Cuadro 5.3: Precisión de los modelos

Tomar en cuenta que cada uno de los modelos obtuvo una precisión alta y com-

parándolos internamente el segundo modelo de Redes Neuronales Artificiales y

Bosques aleatorios obtuvieron los resultados más altos. Sin dejar de lado los indi-

cadores MAPE y MBE, también se consideraron relevantes para la validación de los

modelos. El respectivo análisis se lo realiza al final.

5.2. Base cada 15 segundos

Fuente: Elaboración Propia

Figura 5.1: Comparación Modelo 1 con periodicidad 15 segundos
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Fuente: Elaboración Propia

Figura 5.2: Comparación Modelo 2 con periodicidad 15 segundos

Se encuentran graficados treinta datos diferenciados con los colores antes men-

cionados. Hacer un poco de énfasis en que esta base cuenta con un gran número de

observaciones y para la construcción de los modelos se restringió las observaciones,

tomando un 70 % de los valores destinados para el entrenamiento. En el gráfico y a

primera impresión se puede observar que el segundo modelos de Redes Neuronales

Artificiales y a su vez el segundo modelos de Bosques Aleatorios aparentemente son

los que más se acercan al valor actual. Notar que todos los modelos se ajustan a la

tendencia que esta dada por los valores del precio de cierre, gráficamente se puede

ver que aparentemente algunos modelos se acercan un poco mas que otros.
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5.3. Base de 1 minuto

Fuente: Elaboración Propia

Figura 5.3: Comparación Modelo 1 con periodicidad 1 minuto

Fuente: Elaboración Propia

Figura 5.4: Comparación Modelo 2 con periodicidad 1 minuto
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Notar que entre las 10:00 y las 10:30 están comprendidos 30 valores predichos, es-

tos valores no se los puede observar debido a que se tomo la decisión de particionar

las bases de forma aleatoria sin considerar la fecha ni el tiempo de las transacciones.

Para las bases que tienen temporalidad un minuto, dos minutos, tres minutos y cin-

co minutos se realizó con la misma cantidad de datos como para la base de datos de

quince segundos, se grafican treinta datos, de los cuales se puede inferir que nue-

vamente los segundos modelos de Neuronales Artificiales y Bosques Aleatorios son

los que se aproximan más al valor actual. Sin embargo en la base de cinco minutos

se puedo observar que el primer modelo de Bosques Aleatorios, comienza a tener

un mejor comportamiento, ajustándose tanto a la tendencia como aproximándose

a los precios de cierre de las acciones, esto podría sustentarse con los valores que

se tomaron para el gráfico, pues estos muestran ese comportamiento y no se puede

concluir que a nivel de la base de prueba se tenga el mismo resultado.

5.4. Base de 2 minutos

Fuente: Elaboración Propia

Figura 5.5: Comparación Modelo 1 con periodicidad 2 minutos
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Fuente: Elaboración Propia

Figura 5.6: Comparación Modelo 2 con periodicidad 2 minutos

5.5. Base de 3 minutos

Fuente: Elaboración Propia

Figura 5.7: Comparación Modelo 1 con periodicidad 3 minutos

52



Fuente: Elaboración Propia

Figura 5.8: Comparación Modelo 2 con periodicidad 3 minutos

5.6. Base de 5 minutos

Fuente: Elaboración Propia

Figura 5.9: Comparación Modelo 1 con periodicidad 5 minutos
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Fuente: Elaboración Propia

Figura 5.10: Comparación Modelo 2 con periodicidad 5 minutos

5.7. Base de 10 minutos

Fuente: Elaboración Propia

Figura 5.11: Comparación Modelo 1 con periodicidad 10 minutos
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Fuente: Elaboración Propia

Figura 5.12: Comparación Modelo 2 con periodicidad 10 minutos

5.8. Base de 15 minutos

Fuente: Elaboración Propia

Figura 5.13: Comparación Modelo 1 con periodicidad 15 minutos
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Fuente: Elaboración Propia

Figura 5.14: Comparación Modelo 2 con periodicidad 15 minutos

5.9. Base de 30 minutos

Fuente: Elaboración Propia

Figura 5.15: Comparación Modelo 1 con periodicidad 30 minutos
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Fuente: Elaboración Propia

Figura 5.16: Comparación Modelo 2 con periodicidad 30 minutos

Para la parte de las tres últimas bases de datos, las cuales son las de temporalidad

diez minutos, quince minutos y treinta minutos, se graficaron diez, nueve y ocho

datos respectivamente. Esto se lo hizo para poder observar la proyección del precio

de cierre en las diferentes horas durante el día, desde la apertura hasta el cierre

del mercado. Se puede notar que a diferencia de las bases anteriores los modelos

que aparentemente se comportan de mejor manera son el primer modelo de Redes

Neuronales Artificiales y el primer modelo de Bosques Aleatorios.

5.10. Tiempos de ejecución

Como ya se mencionó anteriormente es importante tener un modelo entrenado

para lograr tener una predicción en el menor tiempo posible. Debido a esto se mi-

dieron los tiempos de ejecución y así poder tener otro elemento para compararlos,

resumiendo los valores en la siguiente tabla:
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Fuente: Elaboración Propia
Base Primer Modelo de ANN Segundo Modelo de ANN Primer Modelo de RF Segundo Modelo de RF

15 segundos 392 385 421 391

1 minuto 390 383 417 389

2 minutos 384 387 419 393

3 minutos 383 388 416 394

5 minutos 380 386 415 387

10 minutos 377 380 413 386

15 minutos 377 373 417 390

30 minutos 374 372 409 387

Cuadro 5.4: Tiempos de ejecución en minutos

Tomar en cuenta que para los modelos de ANN se realizan tres repeticiones y se

elige el mejor, aun así los tiempos de ejecución son menores a los de RF.

5.11. Evaluación de los retornos

Para la evaluación de los retornos, tomaremos los resultados alcanzados para

cada una de las bases de datos. Como primer punto se definió la posición de nego-

ciación que se va a llevar a cabo. Determinar dicha posición viene dado por:

• Long: Si el precio de apertura es menor al precio de cierre predicho se sugiere

tomar una posición long.

• Short: Si el precio de apertura es mayor al precio de cierre predicho se sugiere

tomar una posición short.

Notemos que no se sugiere una decisión si el precio de apertura es igual a precio

de cierre predicho. Tomando en cuenta esta consideración, para determinar la pos-

tura que permite ganar una rentabilidad, se debe considerar las proyecciones dadas

por cada uno de los algoritmos. Tomando en cuenta que se decidirá ir long cuando:

Oi < Fi (5.3)

Con Fi el valor predicho del precio de cierre. A su vez se tiene que se decidirá ir

short cuando:

Fi < Oi (5.4)

Una vez determinada la posición se procede a encontrar la potencial ganancia o

pérdida en cada una de las transacciones en la base de prueba. Este retorno viene
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dado por:

Retornoi = Ri − Oi (5.5)

Con Ri el valor real del precio de cierre de las acciones. Notar que este retorno

considera netamente el precio de cierre y de apertura, mas no gastos operativos.

Este indicador se define considerando que a pesar de que mi valor predicho sea

menor o mayor a mi precio de cierre, este es mi valor referencial al cual se vende

o se compran acciones. Por la cantidad de datos que tienen las bases de prueba, se

calcula la media de los retornos y se resume en la siguiente tabla:

Fuente: Elaboración Propia

Base ANN 1 RF 1 ANN 2 RF 2

15 Segundos -0.0014 0.0014 -0.0014 -0.0014

1 Minuto 0.05 0.05 0.05 0.05

2 Minutos -0.06 -0.06 -0.06 -0.06

3 Minutos 0.13 0.13 0.13 0.13

5 Minutos -0.21 -0.21 0.21 0.21

10 Minutos -0.004 -0.004 -0.004 -0.004

15 Minutos 0.35 -0.35 0.35 0.35

30 Minutos -0.01 0.01 0.01 0.01

Cuadro 5.5: Promedio de los retornos en dólares

Según la evaluación de los retornos se determina que el segundo modelo de Re-

des Neuronales Artificiales y el segundo modelo de Bosque Aleatorio presentan los

retornos positivos y más altos. Considerando que en promedio por cada transac-

ción se gana o se pierde el valor que tenemos en la tabla. Podemos buscar mejorar

los valores de los retornos, tomando en cuenta que en algunos casos encontramos

que en promedio se pierden algunos centavos, y para lo cual se propone la siguiente

metodología:

• Primer paso: Determinar el color de la vela que me proporciona cada transac-

ción en el periodo i
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Fuente: Elaboración Propia

Oi Valor Real del Ci Color de la Vela

130.2 130.8 VERDE

130.9 130.0 ROJA

Cuadro 5.6: Color de la vela

• Segundo paso: Formular el modelo de Bosques Aleatorios para predecir el co-

lor de la vela tomando las mismas variables tomadas en el segundo modelo.

Obteniendo la siguiente curva ROC para los periodos de 1 minuto, 2 minutos,

10 minutos y 30 minutos. Notar que se tomaron estas bases debido que en la

evaluación de los retornos se tenia una tendencia a pérdida o una ganancia

muy pequeña.

Fuente: Elaboración Propia

Figura 5.17: Curvas ROC

Se tienen los colores rojo, azul, amarillo y verde los cuales representan las

curvas ROC para los periodos 2 minutos, 1 minuto, 10 minutos y 30 minu-

tos respectivamente. A guión seguido determinamos el área bajo la curva, en-

tendiéndola por la capacidad discriminatoria y se obtuvieron los siguientes

resultados:
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Fuente: Elaboración Propia

Base de datos Área bajo la curva ROC

1 minuto 0.65

2 minutos 0.64

10 minutos 0.60

30 minuto 0.54

Cuadro 5.7: Área bajo la curva ROC

Tomemos en cuenta que en los dos primeros periodos se tiene un área más

grande que para los periodos siguientes, esto se debe a que a la cantidad de

información con la que se cuenta en sus bases de entrenamiento en considera-

ble con respecto a las dos últimas bases.

• Tercer paso: En esta fase se va a determinar en cuáles transacciones se debe

tomar una posición long o short. Tomar en cuentas que no todas se tomarán

en cuenta, debido a que a manera de seguro, se escogen las que tienen una

probabilidad mayor al 70 %. Ilustrado de las siguiente manera:

Fuente: Elaboración Propia

Probabilidad de que sea Roja Probabilidad de que sea Verde Ir Short Ir Long Color de la vela real Oi Ri Retornoi

0.092 0.908 No ir Ir VERDE 140.28 140.39 0.11

0.242 0.758 No ir Ir ROJA 140.23 140.13 -0.1

0.71 0.29 Ir No ir ROJA 140.65 140.59 0.06

0.862 0.138 Ir No ir VERDE 141.06 141.07 -0.01

0.552 0.448 No ir No ir VERDE 141.09 141.1 -

Cuadro 5.8: Construcción de los retornos

Notemos que en algunos casos a pesar de tener una probabilidad mayor o

igual a 0.7 en algunos casos se tienen pérdidas y en otros no llega a la probabi-

lidad impuesta y por lo tanto no toma una decisión. Es importante mencionar

que para las siguientes bases se cuenta con:
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Fuente: Elaboración Propia

Base de datos Número de observaciones Número de transacciones

1 minuto 19349 5549

2 minutos 9673 2514

10 minutos 1933 483

30 minuto 645 170

Cuadro 5.9: Número de observaciones con el número de transacciones

Tomando en cuenta que en promedio se operan o entran en transacción un

27 % de ellas. A manera de resumen y comparación se puede observar en la

siguiente tabla los retornos aplicando el anterior modelo y el modelo que se

está proponiendo

Fuente: Elaboración Propia

Base de datos RF2 RF Modificado

1 minuto 0.05 0.10

2 minutos -0.06 0.11

10 minutos -0.004 0.08

30 minuto 0.01 0.09

Cuadro 5.10: Retorno promedio en dólares

En el cuadro 5.10 se observa una mejora en la tendencia para cada una de las

bases de datos que se aplicó. Tenemos que en promedio, en cada transacción

se obtendrá una ganancia dada por el valor descrito en el cuadro anterior.

5.12. Eficiencia de los Modelos

Para poder corroborar lo que se puede observar gráficamente, con un cantidad

relativamente pequeña de la base de prueba, se procede a sintetizar los resultados

con los índices MAPE y MBE, en la siguientes tablas:
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Fuente: Elaboración Propia
Primer Modelo

Bosques Aleatorios Redes Neuronales Artificiales

Bases MAPE MBE MAPE MBE

15 segundos 0.08286318881185 -0.117855859074 3.9954570660374 -3.820010892804

1 minuto 0.96974532118250 1.8078631523164 3.1484492832340 5.0679096275633

2 minutos 1.13363599365664 1.4629300964181 0.5770803394381 0.9267497720036

3 minutos 0.41273782631757 -0.619912910388 0.7081766438244 0.3820400623950

5 minutos 0.18252755863484 0.1554831194392 0.1956367267832 0.0775907083835

10 minutos 1.34021076209600 2.453219879057 0.3720960048246 0.4424173516470

15 minutos 0.38192918211269 0.0012451309096 0.6488602135824 -0.193850178844

30 minutos 0.65221452784502 -0.464878456868 0.5808182418139 -0.431385926149

Cuadro 5.11: Primer Modelo

Podemos mencionar que por la composición de los índices mientras más se acer-

can a cero la proyección es más acertada, con un error menor. Para el primer modelo,

según los indicadores mencionados, se puede destacar que para la base de tempo-

ralidad quince segundos, un minuto, tres minutos, cinco minutos y quince minutos

el modelo de bosque aleatorio cuenta con un error menor al comparar el valor pro-

yectado y el actual.

Fuente: Elaboración Propia
Segundo Modelo

Bosques Aleatorios Redes Neuronales Artificiales

Bases MAPE MBE MAPE MBE

15 segundos 0.82967761611952 0.154807417287105 2.2193341182563 2.71106137040168

1 minuto 0.9179187033576 1.7659356308540 3.1266927417153 6.01377853977374

2 minutos 1.0185818451272 1.4890443541746 0.4988186998098 0.30347840665449

3 minutos 0.3777130136625 -0.5756135924015 0.7730281341186 0.32952693342047

5 minutos 0.1661911839822 0.1108879642897 0.1815064356156 0.08575663324879

10 minutos 1.2256425473350 2.2051803410595 0.3390321533881 0.09043048192130

15 minutos 0.2728026912044 0.1758089681918 0.2685089274363 0.12184364624959

30 minutos 0.3653989803610 -0.2250034791652 0.4725118435997 -0.28486559852419

Cuadro 5.12: Segundo Modelo

Para el segundo modelo, según los indicadores mencionados, se puede destacar

que para la base de temporalidad un minuto, tres minutos, cinco minutos y treinta

minutos el modelo de bosque aleatorio cuenta con un error menor al comparar el

valor proyectado y el actual.
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Es importante comprar los resultados obtenidos de los dos modelos, observando

que los índices del segundo modelo disminuyen tanto para los modelos de redes

neuronales artificiales como para los de bosques aleatorios.
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Capítulo 6

Conclusiones y Recomendaciones

La finalidad del presente proyecto de investigación es brindar al inversionista

una herramienta estadística, moderna y objetiva que permita minimizar el riesgo

de exposición a posibles pérdidas, provocadas por la presencia de la volatilidad, de

las acciones durante el día en la bolsa de valores. Esta herramienta, presentada a

través de un modelo estadístico, permitirá estimar el precio de cierre de las accio-

nes para diferentes escenarios, determinados por el tiempo en el que se realizan las

transacciones. Mediante la predicción del precio de cierre estimada correspondiente

a cada temporalidad se podrá identificar cuál estrategia se debe tomar para buscar

una rentabilidad a través de las operaciones que se realicen. Una vez desarrollado

el modelo estadístico, se puede elaborar una serie de conclusiones con base a sus

resultados. A continuación, se enumeran los principales hallazgos encontrados a lo

largo del desarrollo del presente trabajo:

1. Desde un enfoque de negocios, los métodos de Random Forest y Redes Neu-

ronales Artificiales no son muy apetecidos por la dificultad de interpretarlos,

ya que lo ideal es obtener las reglas explícitas que determinan la probabilidad

de predicción de las acciones. Sin embargo, recientes estudios, incluyendo los

resultados obtenidos en este, han permitido evidenciar las ventajas y virtu-

des, en cuanto a precisión de este método, ocasionando de esta manera que los

analistas de datos empiecen a prestar singular importancia a la generación de

modelos mediante estos métodos.

2. Una característica fundamental de Random Forest, es la no necesidad de un

conjunto de test para evaluar el rendimiento del modelo, debido a que gra-

cias a las muestras OOB que se generan durante la ejecución del algoritmo, es

posible obtener a partir de ellas una estimación buena y válida del error de ge-
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neralización. Esto no es posible con las técnicas de clasificación habituales que

requieren de un conjunto test distinto al empleado en la modelización para

determinar una estimación del error de generalización.

3. El modelo de Bosques Aleatorios no se sobre ajusta al aumentar el número de

árboles que conforman el bosque. Notar también que la estimación de un mo-

delo en el que la variable de estudio presente un gran desequilibrio de clases,

se refuerza empleando un método de remuestreo previamente a la aplicación

del Random Forest.

4. La normalización planteada en este documento fue de gran ayuda en el mode-

lo de ANN, ya que además de utilizar la función sigmodea se vio una mejora

en los resultados de los índices MAPE Y MBE. En los Bosques Aleatorios no se

vio una mejoría significativa. Para estos algoritmos se toma en cuenta el núme-

ro de observaciones, determinando que la cantidad de datos es proporcional a

la eficiencia del modelo.

5. Para la construcción de la Red Neuronal Artificial, no hay un criterio estable-

cido para decidir la arquitectura de la red, la elección del número de capas

ocultas y el número de neuronas en cada una de ellas, viene dado por un mé-

todo de ensayo y simulación, buscado el que obtenga mejores resultados.

6. El tiempo de ejecución en la fase de entrenamiento de los métodos requiere un

par de horas para cada uno de ellos. Sin embargo, para Modelo 2 de ANN y

Modelo 2 de RF, que cuentan con mejores resultados, se puede observar que

en el cuadro (4.1) se observa una disminución en los tiempos de ejecución con

respecto a los primeros modelos.

7. Si optamos por una solución que se ejecuta en un computador convencional,

un factor clave a considerar es la cantidad de memoria real que se dispone, da-

do que el entrenamiento de la Red Neuronal Artificial y del Bosque Aleatorio

se ejecutan en memoria y de eso depende su tiempo de ejecución.

8. Una vez evaluados los retornos se determina que el segundo modelo de Redes

Neuronales Artificiales y Bosques aleatorios cuentan con un valor de retorno

positivo, indicando que en promedio se espera ganar en las transacciones de

las acciones.

9. En el cuadro (4.3) y (4.4) se presentan los resultados de los modelos deter-

minados por los índices MAPE y MBE. Por la naturaleza de estos, a valores
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cercanos a cero se dice que el modelo es fiable. Para el segundo modelo, tan-

to para las Redes Neuronales como para los Bosques aleatorios estos índices

se ven disminuidos con respecto a los primeros modelos, determinando una

mejor eficiencia para predecir los precios de cierre.

10. Una vez validados los modelos y compararlos entre ellos, se determina que

el segundo modelo de ANN y RF son los que alcanzan los mejores resultados

para cada una de las bases de datos.

11. Al aplicar el modelo planteado con RF para la predicción del color de la vela

en cada transacción se observa una mejora en la evaluación de los retornos

obteniendo una tendencia a ganar.

Para desarrollar los mismos algoritmos o a su vez indagar en otras áreas de estu-

dio y modificarlos, es pertinente puntualizar ciertas recomendaciones para asegurar

la obtención de un modelo eficiente. Descritas a continuación:

1. Tanto la Red Neuronal Artificial como los Bosques Aleatorios deben de ser en-

trenados cada cierto periodo de tiempo, ya que se necesita información actual

para que estos algoritmos se retroalimenten de los datos pasados y presentes

para seguir manteniendo la eficiencia de los modelos.

2. Tomar en cuenta que los tiempos de ejecución en la base de entrenamiento son

elevados y consumen la memoria del computador en el que se está trabajando.

Se podría partir la base de entrenamiento para obtener los primeros resultados

y a partir de ellos ejecutar el modelo con toda la información.

3. En la búsqueda de encontrar un algoritmo que genere ganancia en cada tran-

sacción se propone el modelo direccionado a predecir el color de la vela, queda

abierto para modificaciones y próximos trabajos.
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Anexos

Listing 6.1: Paquetes.

l i b r a r y ( readxl )

l i b r a r y ( f o r c a t s )

l i b r a r y ( randomForest )

l i b r a r y ( c a r e t )

l i b r a r y ( e1071 )

l i b r a r y ( ggplot2 )

l i b r a r y ( dbplyr )

l i b r a r y ( t i d y v e r s e )

l i b r a r y ( neura lnet )

l i b r a r y ( devtools )

opt ions ( sc ipen = 999) # D e c i m a l e s b a s e s

options ( d i g i t s =13) # D e c i m a l e s d a t o s

source _ u r l ( ’ h t tps : // g i s t . g i t h u b u s e r c o n t e n t . c o m /fawda123

/6206737/raw/d6f365c283a8cae23fb20892dc223bc5764d50c7

/gar _ f u n . r ’ )

l i b r a r y ( tidymodels )

l i b r a r y ( ranger )

l i b r a r y ( d o P a r a l l e l )

l i b r a r y ( p l o t l y )

l i b r a r y ( quantmod )

s e t . s e e d ( 1 2 3 )

Listing 6.2: Lectura de Bases.

datos _15 s <− read _ e x c e l ( "C : /Users/Sebas t ian/Downloads

/Trading _ b i b l i o g r a f i a /Trading _ b i b l i o g r a f i a /datos _ a c p . x l s x " )

datos _1m<−read _ e x c e l ( "C : /Users/Sebas t ian/Downloads/

Trading _ b i b l i o g r a f i a /Trading _ b i b l i o g r a f i a /datos1minuto .x lsx " )
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datos _2m<−read _ e x c e l ( "C : /Users/Sebas t ian/Downloads/

Trading _ b i b l i o g r a f i a /Trading _ b i b l i o g r a f i a /datos2minuto .x lsx " )

datos _3m<−read _ e x c e l ( "C : /Users/Sebas t ian/Downloads/

Trading _ b i b l i o g r a f i a /Trading _ b i b l i o g r a f i a /datos3minuto .x lsx " )

datos _5m<−read _ e x c e l ( "C : /Users/Sebas t ian/Downloads/

Trading _ b i b l i o g r a f i a /Trading _ b i b l i o g r a f i a /datos5minuto .x lsx " )

datos _10m<−read _ e x c e l ( "C : /Users/Sebas t ian/Downloads/

Trading _ b i b l i o g r a f i a /Trading _ b i b l i o g r a f i a /datos10minuto .x lsx " )

datos _15m<−read _ e x c e l ( "C : /Users/Sebas t ian/Downloads/

Trading _ b i b l i o g r a f i a /Trading _ b i b l i o g r a f i a /datos15minuto .x lsx " )

datos _30m<−read _ e x c e l ( "C : /Users/Sebas t ian/Downloads/

Trading _ b i b l i o g r a f i a /Trading _ b i b l i o g r a f i a /datos30minuto .x lsx " )

Listing 6.3: Creación de Funciones.

moving_fun <− funct ion ( x , w, FUN, . . . ) {

i f (w < 1) {

stop ( " Tiene que s e r mayor que 0 " )

}

output <− x

f o r ( i in 1 : length ( x ) ) {

lower _bound <− i − w + 1

i f ( lower _bound <= 1) {

output [ i ] <− NA_ r e a l _

} e l s e {

output [ i ] <− FUN( x [ lower _bound : i −1 , . . . ] )

}

}

output

}

normaliza <− funct ion ( x ) { re turn ( ( x−min ( x ) ) / (max( x) −min ( x ) ) ) }

v r s t <−funct ion ( datos3 ) {

V_ r _ s _ t <−c ( 1 : length ( datos3 $C) )

V_ r _ s _ t [ 1 ] <− NA_ r e a l _

f o r ( i in 2 : nrow ( datos3 ) ) {
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V_ r _ s _ t [ i ] <− ( log ( datos3 $H[ i −1]) − log ( datos3 $O[ i − 1 ] ) ) *
( log ( datos3 $H[ i −1]) − log ( datos3 $C[ i − 1 ] ) )

+( log ( datos3 $L [ i −1]) − log ( datos3 $O[ i − 1 ] ) ) *
( log ( datos3 $L [ i −1]) − log ( datos3 $C[ i − 1 ] ) )

}

V_ r _ s _ t

}

hml<−funct ion ( datos3 ) {

HML<−c ( 1 : length ( datos3 $C) )

HML[ 1 ] <− NA_ r e a l _

f o r ( i in 2 : nrow ( datos3 ) ) {

HML[ i ] <− datos3 $H[ i −1]− datos3 $L [ i −1]

}

HML

}

omc<−funct ion ( datos3 ) {

OMC<−c ( 1 : length ( datos3 $C) )

OMC[ 1 ] <− NA_ r e a l _

f o r ( i in 2 : nrow ( datos3 ) ) {

OMC[ i ] <− datos3 $O[ i −1]− datos3 $C[ i −1]

}

OMC

}

CA<−funct ion ( vect ) {

CA<−c ( 1 : length ( vect ) )

CA[ 1 ] <− NA_ r e a l _

f o r ( i in 2 : length ( vect ) ) {

CA[ i ] <− vect [ i −1]

}

CA

}
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r e s t a <− funct ion ( x , y ) { re turn ( x−y ) }

r e s t a _d<−funct ion ( x , y ) { re turn ( ( x−y ) /x ) }

DES<−funct ion ( vector1 , vec tor2 ) {

des<−c ( 1 : length ( vector1 ) )

f o r ( i in 1 : length ( vector1 ) ) {

i f ( vec tor1 [ i ] < vector2 [ i ] ) {

des [ i ] <− " long "

}

e l s e { des [ i ] <− " shor t " }

}

des

}

Listing 6.4: Creación de Variables.

datos _15 s $HML<−hml ( datos _15 s )

datos _15 s $OMC<−omc( datos _15 s )

datos _15 s $CA<−CA( datos _15 s $C)

datos _15 s $ma3<−moving_fun ( datos _15 s $C, 3 , mean )

datos _15 s $ma5<−moving_fun ( datos _15 s $C, 5 , mean )

datos _15 s $ desvest<−moving_fun ( datos _15 s $C, 3 , sd )

datos _15 s $V_ r _ s _ t <− v r s t ( datos _15 s )

datos _15 s<−datos _15 s [ − ( 1 : 5 ) , ]

Listing 6.5: Base de Entrenamiento y Prueba.

t r a i n _15 s <− c r e a t e D a t a P a r t i t i o n ( y = datos _15 s $C, p = 0 .8 ,

l i s t = FALSE , times = 1)

datos _ t r a i n _15 s <− datos _15 s [ t r a i n _15s , ]

datos _ t r a i n _15 s<−na.omit ( datos _ t r a i n _15 s )

datos _ t e s t _15 s <− datos _15 s [ − t r a i n _15s , ]

datos _ t e s t _15 s<−na.omit ( datos _ t e s t _15 s )

datos _ t r a i n _15 s _norm <− a s . d a t a . f r a m e (

lapply ( datos _ t r a i n _15 s [ , − c ( 1 , 2 ) ] , normaliza ) )

datos _ t e s t _15 s _norm <− a s . d a t a . f r a m e (
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lapply ( datos _ t e s t _15 s [ , − c ( 1 , 2 ) ] , normaliza ) )

Listing 6.6: Bosques Aleatorios.

##Random F o r e s t

# ########15 segundos

# V a l i d a c i n empleando e l Out−o f −Bag e r r o r

# ( r o o t mean s q u a r e d e r r o r )

# ===================================================

# V a l o r e s e v a l u a d o s

num_ t r e e s _ range <− seq ( 1 , 500 , 20)

# B u c l e pa ra e n t r e n a r un modelo con cada v a l o r de num_ t r e e s

# y e x t r a e r su e r r o r de e n t r e n a m i e n t o y de Out−o f −Bag .

t r a i n _ e r r o r s _15 s <− rep (NA, times = length (num_ t r e e s _ range ) )

oob_ e r r o r s _15 s <− rep (NA, times = length (num_ t r e e s _ range ) )

f o r ( i in seq _ along (num_ t r e e s _ range ) ) {

modelo_15 s <− ranger (

formula = C~HML+OMC+CA+ma3+ma5+desvest+V_ r _ s _ t ,

data = datos _ t r a i n _15 s _norm ,

num.trees = num_ t r e e s _ range [ i ]

)

pred icc iones _ t r a i n _15 s <− p r e d i c t (

modelo_15s ,

data = datos _ t r a i n _15 s _norm

)

predicc iones _ t r a i n _15 s<−predi cc iones _ t r a i n _15 s $ p r e d i c t i o n s

t r a i n _ e r r o r _15 s <− mean ( ( pred icc iones _ t r a i n _15 s −

datos _ t r a i n _15 s _norm$C) ^ 2 )

oob_ e r r o r _15 s <− modelo_15 s $ p r e d i c t i o n . e r r o r
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t r a i n _ e r r o r s _15 s [ i ] <− s q r t ( t r a i n _ e r r o r _15 s )

oob_ e r r o r s _15 s [ i ] <− s q r t ( oob_ e r r o r _15 s )

}

p r i n t ( modelo_15 s )

# E r r o r de t e s t d e l mode lo

# ====================================================

predicc iones _15 s <− p r e d i c t (

modelo_15 s ,

data = datos _ t e s t _15 s _norm

)

predicc iones _15 s <− predicc iones _15 s $ p r e d i c t i o n s

predicc iones _15 s _g<−predicc iones _15 s *
abs ( d i f f ( range ( datos _ t e s t _15 s $C ) ) ) + min ( datos _ t e s t _15 s $C)

t e s t _rmse_15 s <− s q r t (mean ( ( pred icc iones _15 s

− datos _ t e s t _15 s _norm$C) ^ 2 ) )

# G r a f i c o con l a e v o l u c i o n de l o s e r r o r e s

df _ resulados _15 s <− data . frame ( n_ a r b o l e s = num_ t r e e s _range ,

t r a i n _ e r r o r s _15 s , oob_ e r r o r s _15 s )

ggplot ( data = df _ resulados _15 s ) +

geom_ l i n e ( aes ( x = num_ t r e e s _range ,

y = t r a i n _ e r r o r s _15 s , c o l o r = " t r a i n rmse " ) ) +

geom_ l i n e ( aes ( x = num_ t r e e s _range ,

y = oob_ e r r o r s _15 s , c o l o r = " oob rmse " ) ) +

geom_ v l i n e ( x i n t e r c e p t =

num_ t r e e s _ range [ which.min ( oob_ e r r o r s _15 s ) ] ,

c o l o r = " f i r e b r i c k " ,

l i n e t y p e = " dashed " ) +

l a b s (

t i t l e = " Evolucion del out −of −bag− e r r o r vs numero a r b o l e s " ,

x = " numero de rboles " ,

y = " out −of −bag− e r r o r ( rmse ) " ,

c o l o r = " "
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) +

theme_bw( ) +

theme ( l e g e n d . p o s i t i o n = " bottom " )

paste ( " Valor optimo de num.trees : " ,

num_ t r e e s _ range [ which.min ( oob_ e r r o r s _15 s ) ] )

t r a i n _ e r r o r s _15 s1 <− rep (NA, times = length (num_ t r e e s _ range ) )

oob_ e r r o r s _15 s1 <− rep (NA, times = length (num_ t r e e s _ range ) )

f o r ( i in seq _ along (num_ t r e e s _ range ) ) {

modelo_15 s1 <− ranger (

formula = C~O+CA+ma3+ma5+desvest+V_ r _ s _ t ,

data = datos _ t r a i n _15 s _norm [ 1 : 1 0 0 0 0 0 , ] ,

num.trees = num_ t r e e s _ range [ i ]

)

pred icc iones _ t r a i n _15 s1 <− p r e d i c t (

modelo_15 s1 ,

data = datos _ t r a i n _15 s _norm [ 1 : 1 0 0 0 0 0 , ]

)

pred icc iones _ t r a i n _15 s1<−predi cc iones _ t r a i n _15 s1 $ p r e d i c t i o n s

t r a i n _ e r r o r _15 s1 <− mean ( ( pred icc iones _ t r a i n _15 s1 −

datos _ t r a i n _15 s _norm [ 1 : 1 0 0 0 0 0 , ] $C) ^ 2 )

oob_ e r r o r _15 s1 <− modelo_15 s1 $ p r e d i c t i o n . e r r o r

t r a i n _ e r r o r s _15 s1 [ i ] <− s q r t ( t r a i n _ e r r o r _15 s1 )

oob_ e r r o r s _15 s1 [ i ] <− s q r t ( oob_ e r r o r _15 s1 )

}

p r i n t ( modelo_15 s1 )

predicc iones _15 s1 <− p r e d i c t (

modelo_15 s1 ,

77



data = datos _ t e s t _15 s _norm

)

predicc iones _15 s1 <− predicc iones _15 s1 $ p r e d i c t i o n s

predicc iones _15 s _g1<−predi cc iones _15 s1 *
abs ( d i f f ( range ( datos _ t e s t _15 s $C ) ) ) + min ( datos _ t e s t _15 s $C)

Listing 6.7: Redes Neuronales Artificiales.

## Redes N e u r o n a l e s A r t i f i c i a l e s

ann_model_15 s<−neuralnet (C~HML+OMC+CA+ma3+ma5+desvest+V_ r _ s _ t ,

data=

datos _ t r a i n _15 s _norm [ 1 : 2 5 0 0 0 , ] , hidden =4 , l i f e s i g n = " minimal " ,

l i n e a r . o u t p u t = FALSE , rep =3 , threshold =0 . 0 1 )

p r e d i c t _ net _15 s <− compute ( ann_model_15s , datos _ t e s t _15 s _norm [ ,

c ( "HML" , "OMC" , "CA" , "ma3" , "ma5" , " desvest " , "V_ r _ s _ t " ) ] )

gar . fun ( ’ y ’ , ann_model_15 s )

p l o t ( ann_model_15 s , rep=" bes t " )

r e s u l t s _15 s <− data . frame ( a c t u a l _15 s = datos _ t e s t _15 s _norm$C,

p r e d i c t i o n _15 s = p r e d i c t _ net _15 s $ n e t . r e s u l t )

predic ted _15 s= r e s u l t s _15 s $ p r e d i c t i o n _15 s *
abs ( d i f f ( range ( datos _ t e s t _15 s $C ) ) ) + min ( datos _ t e s t _15 s $C)

a c t u a l _15 s= r e s u l t s _15 s $ a c t u a l _15 s *
abs ( d i f f ( range ( datos _ t e s t _15 s $C ) ) )

+ min ( datos _ t e s t _15 s $C)

comparison_15 s=data . frame (

datos _ t e s t _15 s $Tim , predic ted _15s , a c t u a l _15s ,

pred icc iones _15 s _g , predic ted _15 s1 , pred i cc iones _15 s _g1 )

devia t ion _15 s = ( ( a c t u a l _15s−predic ted _15 s ) / a c t u a l _15 s )

accuracy _15 s=1−abs ( mean ( devia t ion _15 s ) )

accuracy _15 s

ann_model_15 s1 <− neuralnet (C~O+CA+ma3+ma5+desvest+V_ r _ s _ t ,

data=

datos _ t r a i n _15 s _norm [ 1 : 3 0 0 0 0 , ] , hidden =4 , l i f e s i g n = " minimal " ,
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l i n e a r . o u t p u t = FALSE , rep =3 , threshold =0 . 0 1 )

p r e d i c t _ net _15 s1 <−

compute (

ann_model_15 s1 , datos _ t e s t _15 s _norm [ , c ( "O" , "CA" , "ma3" , "ma5" ,

" desvest " , "V_ r _ s _ t " ) ] )

gar . fun ( ’ y ’ , ann_model_15 s1 )

p l o t ( ann_model_15 s1 , rep=" bes t " )

r e s u l t s _15 s1 <− data . frame (

a c t u a l _15 s1 = datos _ t e s t _15 s _norm$C,

p r e d i c t i o n _15 s1 = p r e d i c t _ net _15 s1 $ n e t . r e s u l t )

predic ted _15 s1= r e s u l t s _15 s1 $ p r e d i c t i o n _15 s1 *
abs ( d i f f ( range ( datos _ t e s t _15 s $C ) ) ) + min ( datos _ t e s t _15 s $C)

a c t u a l _15 s1= r e s u l t s _15 s1 $ a c t u a l _15 s1 *
abs ( d i f f ( range ( datos _ t e s t _15 s $C) ) ) + min ( datos _ t e s t _15 s $C)

devia t ion _15 s1 = ( ( a c t u a l _15 s1 −predic ted _15 s1 ) / a c t u a l _15 s1 )

accuracy _15 s1=1−abs (mean ( devia t ion _15 s1 ) )

accuracy _15 s1

Listing 6.8: Gráfico de Comparación.

ggplot ( data = comparison_15 s [ 1 : 3 0 , ] ) +

geom_ point ( mapping = aes ( x = datos _ t e s t _15 s.Tim ,

y = a c t u a l _15 s ) ) +

geom_ point ( mapping = aes ( x = datos _ t e s t _15 s.Tim ,

y = predic ted _15 s ) ,

colour= " red " )+

geom_ point ( mapping = aes ( x = datos _ t e s t _15 s.Tim ,

y = predicc iones _15 s _g ) , colour=" blue " )+

geom_ point ( mapping = aes ( x = datos _ t e s t _15 s.Tim ,

y = predic ted _1m1) , colour= " yellow " )+ #ann

geom_ point ( mapping = aes ( x = datos _ t e s t _15 s.Tim ,

y = predicc iones _1m_g1 ) , colour=" green " ) # r f

ggplot ( data = comparison_1m[ 1 : 1 0 , ] ) +

geom_ point ( mapping = aes ( x = datos _ t e s t _1m.Time ,

y = a c t u a l _1m) ) +

geom_ point ( mapping = aes ( x = datos _ t e s t _1m.Time ,
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y = predic ted _1m) ,

colour= " red " )+ #ann

geom_ point ( mapping = aes ( x = datos _ t e s t _1m.Time ,

y = predicc iones _1m_g ) , colour=" blue " )+ # r f

geom_ point ( mapping = aes ( x = datos _ t e s t _1m.Time ,

y = predic ted _1m1) , colour= " yellow " )+ #ann

geom_ point ( mapping = aes ( x = datos _ t e s t _1m.Time ,

y = predicc iones _1m_g1 ) , colour=" green " ) # r f

ggplot ( data = comparison_2m[ 1 : 3 0 , ] ) +

geom_ point ( mapping = aes ( x = datos _ t e s t _2m.Time ,

y = a c t u a l _2m) ) +

geom_ point ( mapping = aes ( x = datos _ t e s t _2m.Time ,

y = predic ted _2m) ,

colour= " red " )+

geom_ point ( mapping = aes ( x = datos _ t e s t _2m.Time ,

y = predicc iones _2m_g ) , colour=" blue " )+

geom_ point ( mapping = aes ( x = datos _ t e s t _2m.Time ,

y = predic ted _2m1) , colour= " yellow " )+

geom_ point ( mapping = aes ( x = datos _ t e s t _2m.Time ,

y = predicc iones _2m_g1 ) , colour=" green " )

ggplot ( data = comparison_3m[ 1 : 3 0 , ] ) +

geom_ point ( mapping = aes ( x = datos _ t e s t _3m.Time ,

y = a c t u a l _3m) ) +

geom_ point ( mapping = aes ( x = datos _ t e s t _3m.Time ,

y = predic ted _3m) ,

colour= " red " )+

geom_ point ( mapping = aes ( x = datos _ t e s t _3m.Time ,

y = predicc iones _3m_g ) , colour=" blue " )+

geom_ point ( mapping = aes ( x = datos _ t e s t _3m.Time ,

y = predic ted _3m1) , colour= " yellow " )+

geom_ point ( mapping = aes ( x = datos _ t e s t _3m.Time ,

y = predicc iones _3m_g1 ) , colour=" green " )
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ggplot ( data = comparison_5m[ 1 : 3 0 , ] ) +

geom_ point ( mapping = aes ( x = datos _ t e s t _5m.Time ,

y = a c t u a l _5m) ) +

geom_ point ( mapping = aes ( x = datos _ t e s t _5m.Time ,

y = predic ted _5m) ,

colour= " red " )+

geom_ point ( mapping = aes ( x = datos _ t e s t _5m.Time ,

y = predicc iones _5m_g ) , colour=" blue " )+

geom_ point ( mapping = aes ( x = datos _ t e s t _5m.Time ,

y = predic ted _5m1) , colour= " yellow " )+

geom_ point ( mapping = aes ( x = datos _ t e s t _5m.Time ,

y = predicc iones _5m_g1 ) , colour=" green " )

ggplot ( data = comparison_10m[ 1 : 2 0 , ] ) +

geom_ point ( mapping = aes ( x = datos _ t e s t _10m.Time ,

y = a c t u a l _10m) ) +

geom_ point ( mapping = aes ( x = datos _ t e s t _10m.Time ,

y = predic ted _10m) , colour= " red " )+

geom_ point ( mapping = aes ( x = datos _ t e s t _10m.Time ,

y = predicc iones _10m_g ) , colour=" blue " )+

geom_ point ( mapping = aes ( x = datos _ t e s t _10m.Time ,

y = predic ted _10m1) , colour= " yellow " )+

geom_ point ( mapping = aes ( x = datos _ t e s t _10m.Time ,

y = predicc iones _10m_g1 ) , colour=" green " )

ggplot ( data = comparison_15m[ 1 : 1 0 , ] ) +

geom_ point ( mapping = aes ( x = datos _ t e s t _15m.Time ,

y = a c t u a l _15m) ) +

geom_ point ( mapping = aes ( x = datos _ t e s t _15m.Time ,

y = predic ted _15m) , colour= " red " )+

geom_ point ( mapping = aes ( x = datos _ t e s t _15m.Time ,

y = predicc iones _15m_g ) , colour=" blue " )+

geom_ point ( mapping = aes ( x = datos _ t e s t _15m.Time ,
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y = predic ted _15m1) , colour= " yellow " )+

geom_ point ( mapping = aes ( x = datos _ t e s t _15m.Time ,

y = predicc iones _15m_g1 ) , colour=" green " )

ggplot ( data = comparison_30m[ 1 : 5 , ] ) +

geom_ point ( mapping = aes ( x = datos _ t e s t _30m.Time ,

y = a c t u a l _30m) ) +

geom_ point ( mapping = aes ( x = datos _ t e s t _30m.Time ,

y = predic ted _30m) , colour= " red " )+

geom_ point ( mapping = aes ( x = datos _ t e s t _30m.Time ,

y = predicc iones _30m_g ) , colour=" blue " )+

geom_ point ( mapping = aes ( x = datos _ t e s t _30m.Time ,

y = predic ted _30m1) , colour= " yellow " )+

geom_ point ( mapping = aes ( x = datos _ t e s t _30m.Time ,

y = predicc iones _30m_g1 ) , colour=" green " )

Listing 6.9: Índices.

MAPE15s_ r f <−(1/nrow ( comparison_15 s ) ) * (sum( abs (

r e s t a _d ( comparison_15 s $ a c t u a l _15 s ,

comparison_15 s $ predicc iones _15 s _g ) ) ) ) * 100

MAPE1m_ r f <−(1/nrow ( comparison_1m) ) * (sum( abs (

r e s t a _d ( comparison_1m$ a c t u a l _1m,

comparison_1m$ predicc iones _1m_g ) ) ) ) * 100

MAPE2m_ r f <−(1/nrow ( comparison_2m) ) * (sum( abs (

r e s t a _d ( comparison_2m$ a c t u a l _2m,

comparison_2m$ predicc iones _2m_g ) ) ) ) * 100

MAPE3m_ r f <−(1/nrow ( comparison_3m) ) * (sum( abs (

r e s t a _d ( comparison_3m$ a c t u a l _3m,

comparison_3m$ predicc iones _3m_g ) ) ) ) * 100

MAPE5m_ r f <−(1/nrow ( comparison_5m) ) * (sum( abs (

r e s t a _d ( comparison_5m$ a c t u a l _5m,

comparison_5m$ predicc iones _5m_g ) ) ) ) * 100

MAPE10m_ r f <−(1/nrow ( comparison_10m) ) * (sum( abs (

r e s t a _d ( comparison_10m$ a c t u a l _10m,

comparison_10m$ predicc iones _10m_g ) ) ) ) * 100
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MAPE15m_ r f <−(1/nrow ( comparison_15m) ) * (sum( abs (

r e s t a _d ( comparison_15m$ a c t u a l _15m,

comparison_15m$ predicc iones _15m_g ) ) ) ) * 100

MAPE30m_ r f <−(1/nrow ( comparison_30m) ) * (sum( abs (

r e s t a _d ( comparison_30m$ a c t u a l _30m,

comparison_30m$ predicc iones _30m_g ) ) ) ) * 100

MAPE15s_ann<−(1/nrow ( comparison_15 s ) ) * (sum( abs (

r e s t a _d ( comparison_15 s $ a c t u a l _15 s ,

comparison_15 s $ predic ted _15 s ) ) ) ) * 100

MAPE1m_ann<−(1/nrow ( comparison_1m) ) * (sum( abs (

r e s t a _d ( comparison_1m$ a c t u a l _1m,

comparison_1m$ predic ted _1m) ) ) ) * 100

MAPE2m_ann<−(1/nrow ( comparison_2m) ) * (sum( abs (

r e s t a _d ( comparison_2m$ a c t u a l _2m,

comparison_2m$ predic ted _2m) ) ) ) * 100

MAPE3m_ann<−(1/nrow ( comparison_3m) ) * (sum( abs (

r e s t a _d ( comparison_3m$ a c t u a l _3m,

comparison_3m$ predic ted _3m) ) ) ) * 100

MAPE5m_ann<−(1/nrow ( comparison_5m) ) * (sum( abs (

r e s t a _d ( comparison_5m$ a c t u a l _5m,

comparison_5m$ predic ted _5m) ) ) ) * 100

MAPE10m_ann<−(1/nrow ( comparison_10m) ) * (sum( abs (

r e s t a _d ( comparison_10m$ a c t u a l _10m,

comparison_10m$ predic ted _10m) ) ) ) * 100

MAPE15m_ann<−(1/nrow ( comparison_15m) ) * (sum( abs (

r e s t a _d ( comparison_15m$ a c t u a l _15m,

comparison_15m$ predic ted _15m) ) ) ) * 100

MAPE30m_ann<−(1/nrow ( comparison_30m) ) * (sum( abs (

r e s t a _d ( comparison_30m$ a c t u a l _30m,

comparison_30m$ predic ted _30m) ) ) ) * 100

MAPE15s_ r f 1 <−(1/nrow ( comparison_15 s ) ) * (sum( abs (

r e s t a _d ( comparison_15 s $ a c t u a l _15 s ,

comparison_15 s $ predicc iones _15 s _g1 ) ) ) ) * 100

MAPE1m_ r f 1 <−(1/nrow ( comparison_1m) ) * (sum( abs (
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r e s t a _d ( comparison_1m$ a c t u a l _1m,

comparison_1m$ predicc iones _1m_g1 ) ) ) ) * 100

MAPE2m_ r f 1 <−(1/nrow ( comparison_2m) ) * (sum( abs (

r e s t a _d ( comparison_2m$ a c t u a l _2m,

comparison_2m$ predicc iones _2m_g1 ) ) ) ) * 100

MAPE3m_ r f 1 <−(1/nrow ( comparison_3m) ) * (sum( abs (

r e s t a _d ( comparison_3m$ a c t u a l _3m,

comparison_3m$ predicc iones _3m_g1 ) ) ) ) * 100

MAPE5m_ r f 1 <−(1/nrow ( comparison_5m) ) * (sum( abs (

r e s t a _d ( comparison_5m$ a c t u a l _5m,

comparison_5m$ predicc iones _5m_g1 ) ) ) ) * 100

MAPE10m_ r f 1 <−(1/nrow ( comparison_10m) ) * (sum( abs (

r e s t a _d ( comparison_10m$ a c t u a l _10m,

comparison_10m$ predicc iones _10m_g1 ) ) ) ) * 100

MAPE15m_ r f 1 <−(1/nrow ( comparison_15m) ) * (sum( abs (

r e s t a _d ( comparison_15m$ a c t u a l _15m,

comparison_15m$ predicc iones _15m_g1 ) ) ) ) * 100

MAPE30m_ r f 1 <−(1/nrow ( comparison_30m) ) * (sum( abs (

r e s t a _d ( comparison_30m$ a c t u a l _30m,

comparison_30m$ predicc iones _30m_g1 ) ) ) ) * 100

MAPE15s_ann1<−(1/nrow ( comparison_15 s ) ) * (sum( abs (

r e s t a _d ( comparison_15 s $ a c t u a l _15 s ,

comparison_15 s $ predic ted _15 s1 ) ) ) ) * 100

MAPE1m_ann1<−(1/nrow ( comparison_1m) ) * (sum( abs (

r e s t a _d ( comparison_1m$ a c t u a l _1m,

comparison_1m$ predic ted _1m1 ) ) ) ) * 100

MAPE2m_ann1<−(1/nrow ( comparison_2m) ) * (sum( abs (

r e s t a _d ( comparison_2m$ a c t u a l _2m,

comparison_2m$ predic ted _2m1 ) ) ) ) * 100

MAPE3m_ann1<−(1/nrow ( comparison_3m) ) * (sum( abs (

r e s t a _d ( comparison_3m$ a c t u a l _3m,

comparison_3m$ predic ted _3m1 ) ) ) ) * 100

MAPE5m_ann1<−(1/nrow ( comparison_5m) ) * (sum( abs (

r e s t a _d ( comparison_5m$ a c t u a l _5m,

comparison_5m$ predic ted _5m1 ) ) ) ) * 100
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MAPE10m_ann1<−(1/nrow ( comparison_10m) ) * (sum( abs (

r e s t a _d ( comparison_10m$ a c t u a l _10m,

comparison_10m$ predic ted _10m1 ) ) ) ) * 100

MAPE15m_ann1<−(1/nrow ( comparison_15m) ) * (sum( abs (

r e s t a _d ( comparison_15m$ a c t u a l _15m,

comparison_15m$ predic ted _15m1 ) ) ) ) * 100

MAPE30m_ann1<−(1/nrow ( comparison_30m) ) * (sum( abs (

r e s t a _d ( comparison_30m$ a c t u a l _30m,

comparison_30m$ predic ted _30m1 ) ) ) ) * 100

MBE15s_ r f <−sum( r e s t a ( comparison_15 s $ a c t u a l _15 s ,

comparison_15 s $ predicc iones _15 s _g ) ) /nrow ( comparison_15 s )

MBE1m_ r f <−sum( r e s t a ( comparison_1m$ a c t u a l _1m,

comparison_1m$ predicc iones _1m_g ) ) /nrow ( comparison_1m)

MBE2m_ r f <−sum( r e s t a ( comparison_2m$ a c t u a l _2m,

comparison_2m$ predicc iones _2m_g ) ) /nrow ( comparison_2m)

MBE3m_ r f <−sum( r e s t a ( comparison_3m$ a c t u a l _3m,

comparison_3m$ predicc iones _3m_g ) ) /nrow ( comparison_3m)

MBE5m_ r f <−sum( r e s t a ( comparison_5m$ a c t u a l _5m,

comparison_5m$ predicc iones _5m_g ) ) /nrow ( comparison_5m)

MBE10m_ r f <−sum( r e s t a ( comparison_10m$ a c t u a l _10m,

comparison_10m$ predicc iones _10m_g ) ) /nrow ( comparison_10m)

MBE15m_ r f <−sum( r e s t a ( comparison_15m$ a c t u a l _15m,

comparison_15m$ predicc iones _15m_g ) ) /nrow ( comparison_15m)

MBE30m_ r f <−sum( r e s t a ( comparison_30m$ a c t u a l _30m,

comparison_30m$ predicc iones _30m_g ) ) /nrow ( comparison_30m)

MBE15s_ r f 1 <−sum( r e s t a ( comparison_15 s $ a c t u a l _15 s ,

comparison_15 s $ predicc iones _15 s _g1 ) ) /nrow ( comparison_15 s )

MBE1m_ r f 1 <−sum( r e s t a ( comparison_1m$ a c t u a l _1m,

comparison_1m$ predicc iones _1m_g1 ) ) /nrow ( comparison_1m)

MBE2m_ r f 1 <−sum( r e s t a ( comparison_2m$ a c t u a l _2m,

comparison_2m$ predicc iones _2m_g1 ) ) /nrow ( comparison_2m)

MBE3m_ r f 1 <−sum( r e s t a ( comparison_3m$ a c t u a l _3m,

comparison_3m$ predicc iones _3m_g1 ) ) /nrow ( comparison_3m)
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MBE5m_ r f 1 <−sum( r e s t a ( comparison_5m$ a c t u a l _5m,

comparison_5m$ predicc iones _5m_g1 ) ) /nrow ( comparison_5m)

MBE10m_ r f 1 <−sum( r e s t a ( comparison_10m$ a c t u a l _10m,

comparison_10m$ predicc iones _10m_g1 ) ) /nrow ( comparison_10m)

MBE15m_ r f 1 <−sum( r e s t a ( comparison_15m$ a c t u a l _15m,

comparison_15m$ predicc iones _15m_g1 ) ) /nrow ( comparison_15m)

MBE30m_ r f 1 <−sum( r e s t a ( comparison_30m$ a c t u a l _30m,

comparison_30m$ predicc iones _30m_g1 ) ) /nrow ( comparison_30m)

MBE15s_ann<−sum( r e s t a ( comparison_15 s $ a c t u a l _15 s ,

comparison_15 s $ predic ted _15 s ) ) /nrow ( comparison_15 s )

MBE1m_ann<−sum( r e s t a ( comparison_1m$ a c t u a l _1m,

comparison_1m$ predic ted _1m) ) /nrow ( comparison_1m)

MBE2m_ann<−sum( r e s t a ( comparison_2m$ a c t u a l _2m,

comparison_2m$ predic ted _2m) ) /nrow ( comparison_2m)

MBE3m_ann<−sum( r e s t a ( comparison_3m$ a c t u a l _3m,

comparison_3m$ predic ted _3m) ) /nrow ( comparison_3m)

MBE5m_ann<−sum( r e s t a ( comparison_5m$ a c t u a l _5m,

comparison_5m$ predic ted _5m) ) /nrow ( comparison_5m)

MBE10m_ann<−sum( r e s t a ( comparison_10m$ a c t u a l _10m,

comparison_10m$ predic ted _10m) ) /nrow ( comparison_10m)

MBE15m_ann<−sum( r e s t a ( comparison_15m$ a c t u a l _15m,

comparison_15m$ predic ted _15m) ) /nrow ( comparison_15m)

MBE30m_ann<−sum( r e s t a ( comparison_30m$ a c t u a l _30m,

comparison_30m$ predic ted _30m) ) /nrow ( comparison_30m)

MBE15s_ann1<−sum( r e s t a ( comparison_15 s $ a c t u a l _15 s ,

comparison_15 s $ predic ted _15 s1 ) ) /nrow ( comparison_15 s )

MBE1m_ann1<−sum( r e s t a ( comparison_1m$ a c t u a l _1m,

comparison_1m$ predic ted _1m1) ) /nrow ( comparison_1m)

MBE2m_ann1<−sum( r e s t a ( comparison_2m$ a c t u a l _2m,

comparison_2m$ predic ted _2m1) ) /nrow ( comparison_2m)

MBE3m_ann1<−sum( r e s t a ( comparison_3m$ a c t u a l _3m,

comparison_3m$ predic ted _3m1) ) /nrow ( comparison_3m)

MBE5m_ann1<−sum( r e s t a ( comparison_5m$ a c t u a l _5m,

comparison_5m$ predic ted _5m1) ) /nrow ( comparison_5m)
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MBE10m_ann1<−sum( r e s t a ( comparison_10m$ a c t u a l _10m,

comparison_10m$ predic ted _10m1) ) /nrow ( comparison_10m)

MBE15m_ann1<−sum( r e s t a ( comparison_15m$ a c t u a l _15m,

comparison_15m$ predic ted _15m1) ) /nrow ( comparison_15m)

MBE30m_ann1<−sum( r e s t a ( comparison_30m$ a c t u a l _30m,

comparison_30m$ predic ted _30m1) ) /nrow ( comparison_30m)

Listing 6.10: Retornos.

comparison_15 s $Open<−datos _ t e s t _15 s $O

comparison_15 s $D1<−DES( datos _ t e s t _15 s $O,

comparison_15 s $ predic ted _15 s )

comparison_15 s $D2<−DES( datos _ t e s t _15 s $O,

comparison_15 s $ predic ted _15 s1 )

comparison_15 s $D3<−DES( datos _ t e s t _15 s $O,

comparison_15 s $ predicc iones _15 s _g )

comparison_15 s $D4<−DES( datos _ t e s t _15 s $O,

comparison_15 s $ predicc iones _15 s _g1 )

comparison_15 s $R1<−

i f ( comparison_15 s $D1==" long " )

{ comparison_15 s $ a c t u a l _15s−comparison_15 s $Ope}

e l s e { comparison_15 s $Open−comparison_15 s $ a c t u a l _15 s }

comparison_15 s $R2<−

i f ( comparison_15 s $D2==" long " )

{ comparison_15 s $ a c t u a l _15s−comparison_15 s $Ope}

e l s e { comparison_15 s $Open−comparison_15 s $ a c t u a l _15 s }

comparison_15 s $R3<−

i f ( comparison_15 s $D3==" long " )

{ comparison_15 s $ a c t u a l _15s−comparison_15 s $Ope}

e l s e { comparison_15 s $Open−comparison_15 s $ a c t u a l _15 s }

comparison_15 s $R4<−

i f ( comparison_15 s $D4==" long " )

{ comparison_15 s $ a c t u a l _15s−comparison_15 s $Ope}

e l s e { comparison_15 s $Open−comparison_15 s $ a c t u a l _15 s }

mean( comparison_15 s $R1 )

mean( comparison_15 s $R2 )
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mean( comparison_15 s $R3 )

mean( comparison_15 s $R4 )

Listing 6.11: Modelo RF para predecir el tipo de vela.

DES_ vela<−funct ion ( vector1 , vec tor2 ) {

des<−c ( 1 : length ( vector1 ) )

f o r ( i in 1 : length ( vector1 ) ) {

i f ( vec tor1 [ i ] < vector2 [ i ] ) {

des [ i ] <− "VERDE"

}

e l s e { des [ i ] <− "ROJA" }

}

des

}

suppressWarnings ( suppressMessages ( l i b r a r y (ROCR) ) )

plotROC <− funct ion ( prediccion , rea l , ad ic ionar=FALSE , c o l o r =" red " ) {

pred <− p r e d i c t i o n ( predicc ion , r e a l )

per f <− performance ( pred , " tpr " , " fpr " )

p l o t ( perf , c o l =color , add=adic ionar , main=" Curva ROC" )

segments ( 0 , 0 , 1 , 1 , c o l = ’ black ’ )

gr id ( )

}

datos _2m$ vela<−DES_ vela ( datos _2m$O, datos _2m$C)

datos _2m$ vela<− f a c t o r ( datos _2m$ vela )

modeloRF<−randomForest ( vela~ O+CA+ma3+ma5+desvest+V_ r _ s _ t ,

data = datos _ t r a i n _2m, importance=TRUE)

prediccionRF<− p r e d i c t ( modeloRF , datos _ t e s t _2m, type=" prob " )

ClaseRF<−datos _ t e s t _2m$ vela

ScoreRF<−prediccionRF [ , 2 ]

areaROC <− funct ion ( predicc ion , r e a l ) {

pred <− p r e d i c t i o n ( predicc ion , r e a l )
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auc<−performance ( pred , " auc " )

re turn ( a t t r i b u t e s ( auc ) $ y .v a l u e s [ [ 1 ] ] )

}

areaROC ( ScoreRF , ClaseRF )

DES_ velaVerde<−funct ion ( vector1 ) {

des<−c ( 1 : length ( vector1 ) )

f o r ( i in 1 : length ( vector1 ) ) {

i f (0 . 7 0 < vector1 [ i ] ) {

des [ i ] <− "VERDE"

}

e l s e { des [ i ] <−"No i r " }

}

des

}

DES_ velaRoja<−funct ion ( vector1 ) {

des<−c ( 1 : length ( vector1 ) )

f o r ( i in 1 : length ( vector1 ) ) {

i f (0 . 7 0 < vector1 [ i ] ) {

des [ i ] <− "ROJA"

}

e l s e { des [ i ] <−"No i r " }

}

des

}

prediccionRF1<− a s . d a t a . f r a m e ( prediccionRF )

prediccionRF1 $ Entrar _ROJA<− DES_ velaRoja ( prediccionRF1 $ROJA)

prediccionRF1 $ Entrar _VERDE<− DES_ velaVerde ( prediccionRF1 $VERDE)

prediccionRF1 $ Vela<−datos _ t e s t _2m$ vela

prediccionRF1 $OPEN<−datos _ t e s t _2m$O

prediccionRF1 $CLOSE<−datos _ t e s t _2m$C
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