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RESUMEN

Los centros de rescate y cuidado de vida silvestre dejan abierta |la posibilidad de que sus ani-
males se conviertan en foco de enfermedades e infecciones. Los avances tecnoldgicos de
redes neuronales convolucionales han abierto un nuevo campo para la deteccion y clasifica-
cion de enfermedades que muestran un gran potencial para superar los problemas y errores
de la deteccion manual. Razon por la cual se ha planteado el realizar una investigacion que
sirva de herramienta en la identificacién de agentes parasitarios que afectan en este caso
a reptiles en cautiverio, mediante la utilizacién de algoritmos de segmentacion, aumento de
datos y transfer learning. Este Ultimo se ha realizado mediante la red pre entrenada Mo-
bileNet entrenada con la base de datos obtenida mediante la recoleccién de imagenes de
parasitos por la médica veterinaria Alejandra Nufiez. Los resultados seran comparados con
una red no pre entrenada. Se tiene como resultado que la red pre entrenada tiene mejor
desempefio que la red no pre entrenada. Se obtiene un excelente desempefio en el apren-
dizaje de caracteristicas mediante la grafica t-SNE y en la clasificacidon mediante las curvas

ROC, métrica AUC y matriz de confusion.

PALABRAS CLAVE: Aprendizaje Automatico, Parasitos, Redes Neuronales Convoluciona-

les, Transferencia de aprendizaje, ROC
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ABSTRACT

Wildlife rescue and care centers leave open the possibility that their animals become disea-
ses and infections focus . Technological advances in convolutional neural networks have
opened a new field for detection and classification of diseases that show potential to overco-
me the problems and errors in manual detection. Reason for it has been proposed to carry
out an investigation that serves as a tool in the parasitic agents identification that affect in
this case reptiles in captivity, through the use of segmentation algorithms, data augmentation
and transfer learning. The latter has been carried out using the pre-trained MobileNet net-
work trained with the database obtained by collecting images of parasites by the veterinary
doctor Alejandra Nufiez. The results will be compared with a non pre-trained network. The
result is that the pre-trained network performs better than the non-pre-trained network. Ex-
cellent performance is obtained in learning features using the t-SNE plot and in classification

stage using ROC curves, AUC metrics, and confusion matrix.

KEYWORDS: Machine Learning, Parasites, Convolutional Neural Networks, Transfer Lear-

ning, ROC curve
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1. INTRODUCCION

La investigacion de la parasitologia de reptiles no se ha explorado completamente en la li-
teratura cientifica [1]. Los parasitos son uno de los agentes infecciosos mas comunes y se
propagan facilmente dentro de los centros de cuidado y manejo de vida silvestre [2], que
pueden causar lesiones o inmunosuprimir a los reptiles, aumentando la tasa de mortalidad
o abriendo las puertas a enfermedades secundarias [3]. Se ha demostrado que algunos
tipos de parasitos causan hepatitis en serpientes [4]. Otros afectan el comportamiento y
la fisiologia de las lagartijas, e incluso algunos parasitos pueden causar enteritis crénica
con edema y mucosa intestinal hemorragica [4]. Ademas, los acaros en los reptiles causan
debilidad debido a la pérdida de sangre, neumonia e incluso septicemia [5]. La necesidad
de controlar el parasitismo en las especies cautivas es importante porque pueden ser una
fuente de transmisién de enfermedades zoondticas, es decir, de animal a humano [6]. Los
métodos manuales de clasificacidn de parasitos implican el analisis de imagenes de micros-
copio de heces por expertos humanos. Sin embargo, esta tarea requiere de un esfuerzo y
tiempo importante ya que, en un centro donde se refugian los reptiles, pueden presentar
una carga parasitaria muy alta de diferentes tipos, que afectan a su salud. Las herramientas
de clasificacion automatica para agentes parasitarios pueden ayudar a los investigadores o
cuidadores a operar de manera mucho mas rapida y eficiente. En consecuencia, es posible
realizar diagnosticos mas rapidos y elaborar protocolos de desparasitacion adecuados para
prevenir enfermedades en reptiles en cautiverio.

En este contexto, las redes neuronales convolucionales (RNCs) han demostrado ser una
valiosa herramienta para encontrar y clasificar patrones en imagenes mas facilmente que
los especialistas, que invierten largos tiempos en la identificacién y son propensos a error.
Las RNC se han estudiado durante varios afios, obteniendo buenos resultados en tareas de
clasificacion de imagenes, y mediante el uso de modelos similares, es posible generalizar
algoritmos para resolver diferentes tipos de problemas [7]. Por ejemplo, estas herramien-
tas de aprendizaje automatico se probaron recientemente en muchos campos, incluidos la
medicina y la biologia [8]. Hay varios factores [9] que influyen en la eficacia de las RNC
(Ej., Arquitectura, procesamiento de datos, segmentacion, etc.). Ademas, la complejidad
que implica entrenar una RNC desde cero, en general, no es factible cuando los datos son
insuficientes. Por lo tanto, esto ha llevado al uso de métodos de apoyo como el aumento
de datos y el transferencia de aprendizaje [10]. Este ultimo usa una RNC previamente en-

trenada con un conjunto de datos y una tarea base, y luego las caracteristicas aprendidas
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(pesos de red) se transfieren a una segunda red para ser entrenadas en un nuevo conjunto
de datos y una tarea objetivo [11].

Por lo cual, este trabajo propone un nuevo enfoque para identificar agentes parasitarios a
partir de imagenes microscépicas de heces que afectan a los reptiles en cautiverio, mediante
algoritmos de segmentacion, estrategias de aumento de datos y RNC bajo un esquema de
transferencia de aprendizaje.

En [12] se propone un modelo para la deteccion de mosca blanca adulta (Bemisia tabaci)
y trips (Frankliniella occidentalis) en invernaderos. Un sistema de adquisicion de imagenes
mediante trampas adhesivas permitié la recopilacion de la base de datos. La segmentacion
se realizd utilizando el algoritmo OTSU y otros métodos de procesamiento de imagenes
digitales. Finalmente, la clasificacion se llevé a cabo con la ayuda de una red neuronal feed-
forward. Un trabajo similar es abordado por [13], donde se extrajeron y analizaron varios
rasgos morfologicos relacionados con el tamafo y color de los especimenes para clasificar-
los.

En [14] los autores presentan un método para la deteccidn y clasificacion binaria de célu-
las infectadas por el parasito de la malaria. Proponen una etapa de segmentacién basada
en operadores morfologicos de sombrero de copa [15], y la etapa de clasificacion utiliza
diferentes conjuntos de caracteristicas de textura y forma que alimentan una red neuronal.
Ademas, en [16], se porpone un sistema de monitoreo remoto de trampas de insectos en
tiempo real que emplea loT y un método para clasificar insectos basado en Faster RNC
(R-CNN) y ResNet 50 aplicando la transferencia de aprendizaje. Los resultados muestran
que el sistema podria identificar insectos automaticamente con una precision del 94 %.
Finalmente, en [17] se propone un enfoque para clasificar los organismos protozoarios
y metazoarios. Especificamente, comparan el analisis discriminante, redes neuronales y
arboles de decisidon. Descubrieron que el analisis discriminante y el rendimiento de la red
neuronal eran bastante similares, mientras que la técnica del arbol de decision era menos
eficiente.

Como en trabajos anteriores, utilizaremos técnicas tradicionales de procesamiento digitales
de imagenes como binarizacion y segmentacion [12,14,17]. Luego, usaremos un clasificador
basado en RNC bajo un esquema de transferencia de aprendizaje como en [16].

Cabe mencionar que se ha realizado una versién extendida de este trabajo, la cual fue
entregada a la revista cientifica Plos One. Esta versidn esta bajo revision hasta la fecha de

realizacion de este trabajo.



1.1. Objetivo general

Clasificar automaticamente parasitos de reptiles usando redes neuronales convolucionales.

1.2. Objetivos especificos
o Estudiarlateoria de las redes neuronales convolucionales y el aprendizaje automatico.
o Estudiar los aspectos mas importantes de la parasitologia en reptiles y su clasificacion.

e Segmentar las imagenes para aislar la region de interés donde se encuentra el para-

sito.

» Implementar una red neuronal convolucional como clasificador y extractor de caracte-

risticas de parasitos.

e Determinar el rendimiento del clasificador mediante métricas de aprendizaje automa-

tico

1.3. Alcance

Para este proyecto primero se obtendra la base de datos provista por la Médica Veterinaria
Alejandra Nufiez, la cual en su proyecto de investigacion “Identificacién de parasitos con
diferentes métodos coprolégicos en muestras de reptiles en el vivarium de Quito”, extrajo
las imagenes de los parasitos mediante microscopio y los identificd de acuerdo a su morfo-
logia [18]. La base de datos cuenta con 4116 imagenes distribuidas en 42 tipos diferentes
de parasitos. Para el proposito de este trabajo de titulacion se utilizaran las imagenes de 6
parasitos (Figura 1.1) que poseen la mayor cantidad de imagenes como se muestra en la

Tabla 1.1.

Tabla 1.1: Distribucién de parasitos

Parasitos (etiquetas) Imagenes Totales
Acaro - ophionyssus natricis (ophi) 245
Blastocystis sp (blas) 950
Oxiurdo egg (oxi) 345
Rhytidoides similis (rhyti) 1072
Strongyloides (strong) 648
Taenia (tae) 356
Total 3616




Figura 1.1: Ejemplos de cada parasito. (a) Acaro (Ophionyssus natricis); (b) Blastocystis sp;
(c) Oxiurdo egg; (d) Rhytidoides similis; (e) Strongyloides; (f) Taenia.

La Figura 1.2 muestra un diagrama de blogues de implementacion del sistema de clasifica-
cion automatica de parasitos de reptiles basado en redes neuronales convolucionales. Este

modelo requiere de dos fases: Entrenamiento y prueba.

Base de
datos —>» Segmentacion
(Parasitos)
Y

Aumento de
datos

Transferencia
de aprendizaje
basada en una
red MobileNet

L Clases
(Parasitos)

Entrenamiento

y

Imagens éCual

Prueba

Figura 1.2: Diagrama de bloques de implementacion del sistema de clasificacién automatica
de parasitos de reptiles basado en redes neuronales convolucionales.

En la fase de entrenamiento la base de datos pasara por un proceso segmentacion mediante
procesamiento digital de imagenes donde se eliminara el ruido y se recortara la imagen
para que sea visible unicamente el parasito, luego las imagenes pasaran por un proceso de
aumento de datos para hacer nuestro sistema mas robusto [19], luego esta nueva base de
datos aumentada pasara por una red neuronal convolucional pre-entrenada, en la cual se
utilizara transferencia de aprendizaje para ajustar los pesos de la misma.

Tambiéen, este modelo sera validado gracias a la tecnica de K Fold Cross Validation [20].
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Con esto, calcularemos las métricas como la eficacia de entrenamiento, de validacion y de
prueba. Luego se realizara un grafico ROC , el cual nos permitira calcular el Area bajo la
curva (AUC) y matriz de confusiéon. Como ultimo resultado, se realizara la grafica t-SNE que
permite observar el aprendizaje de caracteristicas.

Por otro lado, se utilizara un modelo de red no pre-entrenada, para poder comparar los
resultados de MobileNet con dicha red y ofrecer un analisis de cuan precisas son las redes

neuronales pre-entrenadas. Este proyecto de titulacion no tiene producto final demostrable.

1.4. Marco teorico

1.4.1. Segmentacién de imagenes
1.4.1.1. CLAHE

EL método de la ecualizacion de histograma adaptativo limitado por contraste CLAHE (Con-
trast Limited Adaptive Histogram Equalization) se formula en funcion de dividir la imagen
en varias regiones que no se superponen de tamarios casi iguales. Para imagenes de 512
x 512, para lograr una buena estimacién estadistica, el nUmero de regiones se selecciona
generalmente para que sea igual a 64 dividiendo por igual la imagen por 8 en cada direccion.
Esta particion da como resultado tres grupos diferentes de regiones. Un grupo, que consta
solo de las regiones de las esquinas que en total son 4. El segundo grupo, que consta de 24
regiones, es la clase de regiones de borde que son las regiones de las aristas de la imagen.
Las demas regiones que no son de borde o esquinas pertenecen a la clase regiones internas
y en este caso constan de 36 regiones. En este enfoque, primero, se calcula el histograma
de cada region. Luego, basandose en un limite deseado para la expansion del contraste,
se obtiene un limite de recorte para histogramas de recorte. A continuacion, cada histogra-
ma se redistribuye sin sobrepasar el limite de recorte. En la técnica CLAHE, los pixeles se
mapean combinando linealmente los resultados de las asignaciones de las cuatro regiones

mas cercanas [21]. Un ejemplo de esto se puede visualizar en la Figura 1.3
1.4.1.2. Escala de grises

Una operacion muy proxima a la binarizacion de laimagen que se debe usar es la conversion
RGB a gris, una imagen coloreada se convierte en una imagen gris [22]. Es necesario realizar

la siguiente operacion 1.1 en todos los pixeles de una imagen para realizar dicha conversién.

GRIS = 0,2989 x R + 0,5870 x G + 0,1140 x B (1.1)
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Figura 1.3: Ejemplo del método CLAHE en una imagen TEM. a) Imagen original. b) Imagen
procesada mediante CLAHE.

1.4.1.3. Binarizacion mediante OTSU

La creacion de umbrales es una herramienta muy utilizada en la segmentacion de imagenes
cuando uno estéa interesado en identificar los diferentes componentes homogéneos de la
imagen. En un caso ideal, el histograma tiene un valle profundo y agudo entre dos picos que
representan los objetos y el fondo, respectivamente, de modo que el umbral se puede elegir
en el fondo de este valle. El método Otsu es un método no paramétrico y no supervisado de
seleccion automatica de umbrales para la segregacion de imagenes. Un umbral éptimo se
selecciona mediante el criterio discriminante, a saber, para maximizar la separabilidad de
las clases resultantes en niveles de gris [23]. Un ejemplo de esto se puede visualizar en la

Figura 1.4.

Figura 1.4: Ejemplo del método OTSU en una imagen de monedas. a) Imagen original. b)
Imagen procesada mediante OTSU.

1.4.1.4. Operaciones Morfolégicas

Las operaciones morfoldgicas son procedimientos simples que se aplican a imagenes que
estan en un formato binario. Es necesario dos elementos, la primera es la imagen ya bina-
rizada, y la segunda es el elemento estructurante o nucleo, esta ultima decide la naturaleza

de la transformacion [24]. Dos operadores morfolégicos basicos son Erosion y Dilatacion.
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e Erosion: esta transformacion realiza el desplazamiento del nucleo a través de la ima-
gen. Dependiendo el tamafio del nucleo, la erosion ira descartando todos los pixeles
cerca de los bordes de los objetos que se encuentren en la imagen binarizada. En
efecto, el volumen de los objetos se reduce. Esta operacién es beneficiosa si se de-
sea eliminar ruido u objetos pequenos. También permite separar los objetos que se

encuentren conectados de la imagen [24].Un ejemplo se muestra en la Figura 1.5

a) b)

N

Figura 1.5: Ejemplo de la erosién en una imagen. a) Imagen original. b) Imagen erosionada

» Dilatacion: esta transformacion realiza la operacion contraria de la erosion. Depen-
diendo el tamafo del nucleo, la dilatacion aumentando el volumen de los objetos. Esta
operacion se la realiza para restablecer el tamafio de laimagen luego de la erosion [24].

Un ejemplo se muestra en la Figura 1.6

Figura 1.6: Ejemplo de la dilatacion en una imagen. a) Imagen original. b) Imagen dilatada

e Gradiente Morfolégico: esta operacion realiza la diferencia entre las tareas de Erosion
y Dilatacion, teniendo como resultado los contornos de los objetos mas significativos

de la imagen [24]. Un ejemplo se muestra en la Figura 1.7

1.4.2. Aprendizaje Automatico

El Aprendizaje Automatico se deriva de la Inteligencia Artificial permitiendo que computado-
ras puedan captar o aprender caracteristicas directamente de experiencias o bases de da-

tos. El aprendizaje automatico puede crear un modelo matematico con el fin de hacer pre-
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Figura 1.7: Ejemplo de una imagen procesada con el gradiente morfolégico. a) Imagen
original. b) Imagen procesada con el gradiente morfologico

dicciones o decisiones sin estar programado explicitamente para realizar la tarea [25].
Segun la naturaleza de los datos de entrenamiento, es posible clasificar el aprendizaje au-

tomatico de la siguiente manera:

¢ Aprendizaje Supervisado: Cuando se habla de algoritmos de aprendizaje supervisa-
do se refiere a programas que reciben un conjunto de datos ya etiquetados llamado
conjunto de entrenamiento e inducen modelos matematicos que pueden ser usados

para clasificar otros datos sin etiquetar [26].

¢ Aprendizaje no supervisado: A diferencia de los algoritmos de aprendizaje no su-
pervisado, los algoritmos de aprendizaje no supervisado reciben conjuntos de entre-
namiento con datos sin etiquetar generando modelos matematicos que realizan de
acuerdo a los criterios encontrados en el entrenamiento. Esto puede generar una cier-
ta dificultad al momento de evaluar el desempeno del algoritmo. Entre los tipos de
aprendizaje no supervisado destacan la reduccion de la dimensionalidad y la agrupa-

cion (clustering) [25].

1.4.2.1. Evaluacion de modelo

¢ Precision: La precision es una de las métricas mas utilizadas para estimar el de-
sempenio de los sistemas de aprendizaje en problemas de clasificacion.Se utiliza para

describir la cercania de una medicion al valor verdadero [27].

e Curva ROC/AUC: La curva ROC se obtiene trazando la sensibilidad o la tasa de ver-
daderos positivos (TPR) en el eje Y contra |la especificidad o la tasa de falsos positivos
(FPR) en el eje X para diferentes valores de decisién de umbral que varian de 0 a 1

(ver Figura 1.8) [28].

¢ Matriz de confusiéon: Una matriz de confusion es un resumen de las predicciones
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Figura 1.8: Ejemplo de una curva ROC/AUC

correctas e incorrectas en forma de recuento sobre un problema de clasificaciéon. En
otras palabras se puede decir que la matriz de confusién muestra el grado de confusion
del clasificador cuando hace predicciones. No indica solamente los errores que esta
cometiendo su clasificador, sino, sobre los tipos de errores que esta cometiendo (ver
Figura 1.9) [29].

c

[e]

‘G | Verdaderos Falsos
o e -

S Positivos Positivos
o

[a 18

L]

©

)

5 Falsos Verdaderos
§ Negativos Negativos

Valores Reales

Figura 1.9: Ejemplo de una matriz de confusion.

e Validacion cruzada de K-fold: La validacion cruzada es un procedimiento de rese-
leccion que se utiliza para evaluar modelos de aprendizaje automatico en una muestra

de datos limitada [30].

Este proceso tiene un parametro llamado k, que se refiere al numero de grupos en los
que se dividira la muestra de datos total. Por ejemplo, k = 5 se convierte en 5 grupos

(ver Figura 1.10).

En general esta técnica realiza k veces la etapa de entrenamiento con un conjunto de

validacion diferente en cada una, generando k numero de modelos.
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Figura 1.10: Representacion de validacion cruzada de K-fold

Este método es utilizado porque porque es facil de entender y generalmente da como

resultado evaluaciones mas realistas de las capacidades del modelo entrenado.

T-SNE: Esta tecnica ha sido una herramienta muy utilizada en el campo del aprendi-
zaje automatico, ya que tiene una gran capacidad para crear mapas bidimensionales
convincentes a partir de datos con cientos o incluso miles de dimensiones. El objeti-
vo es tomar un conjunto de puntos en un espacio de alta dimensién y encontrar una
representacion fiel de esos puntos en un espacio de menor dimension, tipicamente el
plano 2D. El algoritmo no es lineal y se adapta a los datos subyacentes, realizando

diferentes transformaciones en diferentes regiones (ver Figura 1.11) [31].

Label

Dimansion 2

CENmBEuN -

-0 4

60

80 1

Figura 1.11: Representacién de un mapa bidimensional T-SNE.
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1.4.3. Redes neuronales convolucionales

Una red neuronal convolucional (RNC) es uno de los tipos de redes neuronales artificiales
mas utilizados. Conceptualmente, una RNC se parece a un perceptron multicapa (MLP).
Cada neurona del MLP tiene una funcion de activacion que asigna las entradas ponderadas
a la salida. Asimismo, la RNC se considera un MLP con una estructura especial. Esta es-
tructura especial de la RNC le permite descubrir y extraer caracteristicas profundas de los
datos sin procesar, mediante operaciones de convolucion y agrupacion [32]. Las capas mas

utilizadas son:

» Capa convolucional: La capa convolucional realiza una operacion lineal que implica
la multiplicacion de un conjunto de pesos con la entrada. Debido que la técnica fue
disefiada para objetos bidimensionales, la multiplicacion se realiza entre una matriz
bidimensional de datos de entrada y una matriz bidimensional llamada nucleo (ker-

nel) [33].

El nucleo suele ser de dimensiones mas pequefias que la entrada para poder realizar
la operacion lineal la cual es el producto escalar. Esto permite que el mismo nucleo
realice el producto escalar por la matriz de entrada varias veces en diferentes seccio-
nes de la entrada. Especificamente, el nlcleo se aplica sistematicamente a cada parte
superpuesta del tamafo de un filtro de los datos de entrada, de izquierda a derecha y

de arriba a abajo [34]. En la Figura 1.12 se muestra un ejemplo de una convolucion.

0[1[1 L8007

olof1]aa]o]Ot.. ™ o (1]4]3]4/1]
olofolifii]fo 1{0]1 11274{3]3
ofloJo|[Tf+[0]07~«_[0]1 ={1[2[3[4[1
olof1]1{o]o[0f..|1]0]1 1[3]3[1]1
ol1{1]ofo]o]o 3[3[1]1]0
1{1]ofolofo]o

I K I+K

Figura 1.12: Ejemplo de operacion de convolucion con un tamarfio de kernel de 3 x 3

Juntar varias capas convolucionales permite que las capas mas alejadas a la entrada
aprenden caracteristicas de alto orden como objetos especificos o formas mas abs-
tractas. En cambio las capas mas cercanas a la entrada aprendan caracteristicas de

bajo nivel como texturas, bordes, lineas y esquinas [33].
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e Capa de back normalization (BN): Una capa BN actia como un regularizador para
evitar el ajuste excesivo y permite que en la etapa de entrenamiento se pueda utilizar
tasas de aprendizaje mayores, lo que es la causa de una convergencia mas rapida y

una mejor generalizacién [35].

e Capa Leaky ReLU: Leaky ReLU Layer es la funcién de activacion que, a diferencia
de otras funciones de activacion, como sigmoide, RelU Layer tiene una velocidad de
calculo y tasa de convergencia mas rapidas, gracias a su linealidad. También esta capa
se introdujo para evitar el problema del gradiente de desaparicién, ya que esta capa
no causa saturacién para entradas negativas y positivas [36]. En todas las pruebas se

us6 una pendiente de 0.3 para la funcion LeakyRelLU.

¢ Capa max pooling: esta capa permite reducir la dimensionalidad de los mapas de

caracteristicas resumiendo la presencia mas activada de una caracteristica [33].

e Capa Dropout: es un algoritmo que es utilizado en la etapa de entrenamiento que se
basa en abandonar estocasticamente las neuronas para evitar la coadaptacion de los

detectores de caracteristicas o sobreajuste [37].

1.4.3.1. Transferencia de aprendizaje con MobileNet

La transferencia de aprendizaje se refiere a la capacidad de reutilizar un modelo de red neu-
ronal ya entrenado (denominado modelo previamente entrenado) para determinada tarea
como punto de partida para un modelo en una segunda tarea. En el dominio de la visién
por computadora, los modelos previamente entrenados se entrenan en conjuntos de datos
desafiantes con enormes recursos informaticos.

Por ejemplo, MobileNet [38] es una red neuronal que se entreno con la base de datos Image-
Net que tiene alrededor de 14 millones de imagenes. La principal caracteristica de esta RNC
es la capacidad de generar modelos con rendimiento comparable a otras redes neuronales
mas robustas como ResNet [39], VGG16 [40], pero con la ventaja de que consume pocos
recursos computacionales gracias a sus bloques de bloques de convolucion separables en
profundidad (DWSCB). Esto hace que este modelo sea perfecto para usar en dispositivos
de recursos limitados como teléfonos moviles [38], de ahi su nombre.

Un DWSCB comprende un bloque de convolucién en profundidad (DWC) y un bloque de
convolucién puntual (PWC) con su respectiva capa de normalizacion por lotes y funcién de
activacion ReLU (unidad lineal rectificada). En resumen, un DWC aplica un filtro a cada ca-

nal de entrada, como se muestra en la Figura 1.13, donde M es el numero de entradas y
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Dy, es el tamafio del nucleo. Luego, alimenta estas salidas a una capa de normalizacion por
lotes y finalmente a una funcién de activacion de ReLU. Posteriormente, se realizaun 1 x 1
PWC para combinar las salidas (ver Figura 1.14), y nuevamente pasa a través de una capa
de normalizacién por lotes y una funcién de activacién de ReLU. Finalmente, a partir de las
Figuras 1.13, 1.14 y 1.15, es posible observar cémo una operacién de convolucidén estan-
dar se factoriza en una convolucién en profundidad y un 1 x 1 operaciones de convolucion

puntuales.

Posteriormente, las salidas pasan a través de un bloque de convolucion estandar (SC), que
filtra y combina los parametros de entrada en un nuevo conjunto de parametros de salida.
Este blogue nuevamente hace uso de una capa de normalizacién por lotes y una capa con

funcion de activacion RelLU.

D so e
Dk - M-

Figura 1.13: Capa Convolucional Depthwise. Adaptado de [38].

Y

- N —>

Figura 1.14: Capa Convolucional Pointwise. Adaptado de [38].

D

k — N —

Figura 1.15: Proceso de Convolucién Estandar. Adaptado de [38].
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1.4.4. Herramientas de software
1.4.4.1. Jupyter Notebook

Jupyter Notebook es una herramienta que mediante su interfaz grafica permite afadir cédigo
en diferentes lenguajes de programacion, asi también permite incluir imagenes, video, texto
y audio. Esta ejecucion se realiza mediante la comunicacion con un nucleo o kernel de
calculo. Principalmente los desarrolladores incluyeron el kernel de calculo de python, pero
gracias a su caracter abierto se ha podido incluir varios kernels de calculo como Java, R,
C, C++, etc. Esta interfaz, ha logrado que el lenguaje de programacién no sea una limitante

para mostrar el contenido de un proyecto sin la adopcion de un unico lenguaje [41].
1.4.4.2. Python

Python es un lenguaje de programacion de cédigo abierto, lo que hace que este siendo
desarrollado continuamente con nuevas librerias y actualizaciones. Es un lenguaje que no
necesita que sea compilado, sino que va interpretando mientras se ejecuta las lineas de
cédigo. Es uno de los cdédigos mas usados debido a su portabilidad y compatibilidad con
multiples plataformas. Entre sus usos mas caracteristicos estan: Netwoking, Ciencia de Da-

tos, Desarrollo web o movil, aprendizaje automatico, entre otros [42].

1.4.4.3. Herramientas de aprendizaje automatico mediante Python

e TensorFlow: TensorFlow es un sistema de codigo abierto utilizado principalmente pa-
ra el uso de aprendizaje automatico que opera en entornos heterogéneos y a gran
escala. Permite asignar a diferentes maquinas como procesadores y tarjetas graficas
el procesamiento computacional de manera paralela. TensorFlow admite una variedad
de aplicaciones, pero se enfoca particularmente en el entrenamiento y la prediccion
con redes neuronales profundas. Sirve como plataforma para la investigacion y para
implementar sistemas de aprendizaje automatico en muchas areas, como la la visién
artificial, reconocimiento de voz, robdtica y la recuperacion de informacion. Mediante
sus funciones permite optimizar la etapa de entrenamiento y luego aplicar esas fun-

ciones durante la etapa de prueba [43].

e Keras: Keras es una libreria de Python de alto nivel, facil de comprender y compacta.
Es utilizado mayormente para el aprendizaje profundo que se puede ejecutar sobre
TensorFlow. Permite una interaccion directa con los conceptos principales del apren-

dizaje profundo, como la creacion de capas para redes neuronales, mientras se ocupa
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en segundo plano de los detalles esenciales de los tensores, sus formas y sus detalles

matematicos [44].

Scikit-Learn: Scikit-Learn es una libreria de cédigo abierto de Python destinada a
la integracion facil y rapida de métodos de aprendizaje automatico. Posee un amplio
catalogo de métodos para clasificacion, regresion, reduccion de dimensionalidad esti-

macion de matriz de covarianza, preprocesamiento de datos, entre otros [45].

SciPy: SciPy es una biblioteca de rutinas numéricas para el lenguaje de programa-
cion Python que proporciona bloques de construccion fundamentales para modelar y
resolver problemas cientificos. SciPy incluye algoritmos para integracion, problemas
de valores propios, optimizacion, ecuaciones diferenciales y algebraicas, interpolacién
y muchas otras. También proporciona estructuras de datos especializadas, como ma-
trices dispersas y arboles dimensionales k. SciPy se basa en Numpy, que es uno de
los paquetes fundamentales de Python ya que proporciona estructuras de datos de
matriz y rutinas algebraicas rapidas [46]. Asi mismo, SciPy es la base sobre la que se

basan las bibliotecas cientificas de nivel superior, incluidas scikit-learn [47].
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2. METODOLOGIA

Figura 2.1 muestra el diagrama de bloques de nuestro enfoque propuesto. La primera etapa
consiste en recolectar imagenes de heces de reptiles. Un veterinario especialista etiquetod las
imagenes segun el parasito presente en ellas. Estas imagenes deben pasar por un proceso
de segmentacién para reducir el ruido de fondo y poder apreciar el parasito con la mayor
claridad posible. Ademas, deben pasar por un proceso de aumento de datos para hacer
frente a las clases desequilibradas. La arquitectura MobileNet previamente entrenada se
utiliza para entrenar un nuevo modelo en nuestras imagenes en la etapa de transferencia
de aprendizaje. Finalmente, el modelo entrenado predice el tipo de parasito para imagenes

de heces de reptiles nunca antes vistas.

Todo el procedimiento con el detalle de la ejecucion de los programas y base de datos se

encuentra en el Anexo A.
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Figura 2.1: Diagrama de bloques del enfoque propuesto.
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2.1. Conjunto de datos

La recogida de muestras de heces se realizd por el método indirecto, es decir, a partir de las
muestras de heces depositadas en las zonas donde se ubica cada animal. Las muestras se
recolectaron con un depresor de lengua para cada muestra para evitar la contaminacion, y
luego se almacenaron dentro de bolsas Ziploc selladas al vacio. Estas bolsas se etiquetaron
y se colocaron en un recipiente hermético mas fresco. En total, se recolectaron 118 muestras
de heces.

Las muestras de heces se procesaron mediante tres examenes de heces. Las pruebas de
heces son los métodos mas utilizados para diagnosticar infecciones parasitarias. El primero
fue el método directo que investiga muestras de heces frescas en busca de formas para-
sitarias en su mayoria moéviles bajo el microscopio. La segunda es la técnica de flotacién,
que hace que las formas parasitas floten hacia la superficie debido a su menor densidad
que la solucién en la que estan sumergidas. La tercera es por sedimentacion, que utiliza
la gravedad para que cada parasito llegue a sedimentar de forma natural en un medio de
menor densidad.

Dependiendo del método es posible identificar mejor unos parasitos que otros a partir de la
misma muestra, por lo que cada muestra se analizo a través de un microscopio mediante
las tres pruebas descritas anteriormente. Se obtuvieron imagenes digitales de parasitos uti-
lizando un microscopio tactil digital (Better Scientific Led Q190A-LCD, aumento de X10, X40
y X100) para obtener varias imagenes y videos de los parasitos. Finalmente, cada imagen y
video fueron anotados por un veterinario especialista usando las etiquetas que se muestran
en la Tabla 2.1 de acuerdo con el parasito presente en ellos.

Utilizando el procedimiento descrito, se construyé un conjunto de datos de 3616 imagenes y
26 videos que contenian 4849 fotogramas de seis parasitos (ver Figura 2.2 para ver ejemplos
de cada parasito) de acuerdo con la distribucion que se muestra en la Tabla 2.1. Para este
estudio, extrajimos todos los fotogramas de los 26 videos, que se utilizaron solo durante la

etapa de entrenamiento de la red neuronal.

2.2. Método propuesto

2.2.1. Segmentacion

La segmentacion es un procedimiento digital de imagenes que extrae la region de interes

de la imagen original [48]. La etapa de segmentacion fue crucial para lograr un buen ren-
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Figura 2.2: Ejemplos de cada parasito. (a) Acaro (Ophionyssus natricis); (b) Blastocystis sp;
(c) Oxiurdo egg; (d) Rhytidoides similis; (e) Strongyloides; (f) Taenia.

Tabla 2.1: Distribucién de la base de datos de parasitos

Parasitos (etiquetas) Imagenes Totales Videos

Acaro - ophionyssus natricis (ophi) 245 2 (1236 frames)
Blastocystis sp (blas) 950 0
Oxiurdo egg (oxi) 345 6 (888 frames)
Rhytidoides similis (rhyti) 1072 6 (1048 frames)
Strongyloides (strong) 648 11 (764 frames)
Taenia (tae) 356 1 (913 frames)
Total 3616 4849

dimiento en la etapa de entrenamiento de la red, ya que la mayoria de las imagenes en la
base de datos son muy ruidosas (por ejemplo, como se muestra en la Figura 2.3 a) ya que
las imagenes se tomaron de heces de animales. Con este objetivo, las imagenes fueron

procesadas mediante los siguientes pasos como se muestra en la Figura 2.3.

e CLAHE (Ecualizacion de histograma adaptable de contraste limitado) es una técni-
ca de procesamiento de imagenes digitales que mejora el contraste de la imagen sin
aumentar el ruido. Selecciona diferentes secciones de la imagen para redistribuir sus
valores de brillo de pixeles. Como resultado, el contraste de la imagen se mejora mien-
tras se preservan los contornos de los objetos [21], como se muestra en la Figura 2.3
b.

¢ Luego los pixeles con valores de color RVA (rojo, verde, azul) fueron convertidos a

escala de grises (ver Figura 2.3 c)

e Después de convertir la imagen de color RVA (rojo, verde, azul) a escala de grises, se
aplica la binarizacion de la imagen a través del método de Otsu [23], que determina

el umbral de conversion mas apropiado minimizando la variacién intraclase entre dos
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Figura 2.3: Deteccion de parasitos mediante técnicas de procesamiento de imagenes: (a)
imagen original; (b) mejora del contraste de la imagen usando CLAHE; (c) conversion de
imagenes de color a escala de grises; (d) binarizaciéon de imagenes utilizando el método
OTSU; (e) operacion morfologica basada en erosion; (f) operacion morfologica basada en
dilatacion; (g) operacion de gradiente morfologico; (h) seleccion del area mas grande (region
de interés) en la imagen procesada, (i) trazar la region de interés en la imagen original.

clases de pixeles asumidas (generalmente, blanco y negro), como se muestra en la

Figura 2.3 d.

e Las operaciones morfolégicas [24] (Figura 2.3 e y Figura 2.3 f) se realizan erosionando
y luego dilatando los pixeles de la imagen para disminuir el ruido en la imagen a través
de el kernel. Para nuestro analisis se utilizo una matriz de 3x3 dimensiones compuesta

de unos como kernel (B).

Observe que la erosion tiende a eliminar los objetos pequefios debido a los escom-
bros o la basura, de modo que solo quedan los objetos sustantivos, mientras que la

dilatacién hace que los objetos como el parasito sean mas visibles.
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El gradiente morfolégico (Figura 2.3 g) de una imagen I se obtiene calculando la dife-
rencia entre las operaciones de dilatacion () y erosiéon (&) del paso anterior usando

el kernel B, de acuerdo con la ecuacion 2.1.

G=(®B)—(IcBV c R (2.1)

En la imagen resultante G, se enfatizan los contornos de los objetos mas significati-

vos [49].

e Finalmente, las areas de posibles objetos se calculan después de la aplicacion de la
operacion de gradiente morfologico. Es muy probable que las areas mas importantes
contengan el objeto objetivo (parasito). Por lo tanto, estas areas fueron recortadas y
utilizadas para alimentar el clasificador de redes neuronales, como se muestra en la
Figura 2.3 hy Figura 2.3 i.

2.2.2. Aumento de datos

El objetivo de las técnicas de aumento de datos es generar nuevas muestras de image-
nes transformando la original. Por lo general, estas transformaciones son afines, es decir,
transformaciones proyectivas que no mueven los objetos de las imagenes [50]. Por tanto,
conservan las caracteristicas de colinealidad de los objetos en el espacio analizado. En la
actualidad, el aumento de datos es una solucidn practica para entrenar modelos de redes
profundas que exigen una gran cantidad de muestras de imagenes, evitando el sobreajuste

del modelo. Usamos las siguientes estrategias de aumento:

¢ Rango de rotacion: es el rango de grados para rotaciones aleatorias. Usamos un rango

entre -180 y +180 grados.

¢ Rango de cambio de ancho: desplaza aleatoriamente una imagen hacia la izquierda o
hacia la derecha en un porcentaje proporcional del ancho de la imagen. Este valor se

establecié en 0,2, es decir, el 20 % del ancho de la imagen.

¢ Rango de cambio de altura: similar a la transformacion anterior, pero el cambio es

hacia arriba o hacia abajo. Este valor se establecié en 0,2.

¢ Rango de zoom: permite variar el zoom de una imagen de forma aleatoria. Este valor

se establecié en 0,2, es decir, el rango de zoom se encuentra entre 80% y 120 %.
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¢ Volteo horizontal: permite que una imagen se voltee horizontalmente de forma aleato-

ria.

» Volteo vertical: permite voltear verticalmente una imagen aleatoriamente.

A través de este proceso, aumentamos las instancias del conjunto de datos para que ca-
da clase tenga aproximadamente 1500 imagenes, incluidas imagenes originales, imagenes
aumentadas y fotogramas de video para aumentar la oportunidad de un mejor rendimiento
del modelo. Dado que los videos contienen parasitos en movimiento, que son visualmente
similares a las imagenes resultantes de los procedimientos de aumento de datos, evitamos
el uso de estrategias de aumento de datos en muestras de video.

Finalmente, para la clase rhyti, no se utilizaron algoritmos de aumento de datos porque las
instancias de esta clase junto con los fotogramas de video ya alcanzaron mas de 2000
imagenes. Luego de realizar estos procedimientos, se obtuvieron 10099 imagenes con la

distribucién que se muestra en Tabla 2.2.

Tabla 2.2: Numero total de imagenes en la base de datos de parasitos después del aumento
de datos

Clases de | Imagenes Imagenes Fotogramas | Imagenes
Parasitos | Originales | Aumentadas de Video Totales
ophi 245 118 1236 1599
blas 950 550 0 1500
oxi 345 402 888 1635
rhyti 1072 0 1048 2120
strong 648 262 764 1674
tae 356 302 913 1571
Total 3616 1634 4849 10099

2.2 3. Clasificacion de la regién mediante la transferencia de aprendizaje

con MobileNet

Dado que Mobilenet fue disefiado originalmente para clasificar 1000 clases, hemos adapta-
do su arquitectura a nuestro problema de seis clases. Por lo tanto, reemplazamos la ultima
capa de clasificacion después de la capa de agrupacion promedio con una capa densa de
seis salidas (una para cada clase de parasito) con una funcién de activacion softmax. La
arquitectura Mobilnet adaptada a nuestro problema de clasificaciéon se muestra en la Figu-
ra 2.4. A partir de esta figura, debe tenerse en cuenta que incluimos una capa de dropout
con una tasa de abandono de 25 % para mejorar el error de generalizacion y evitar el sobre-

ajuste [51].
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Which parasite is it?
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Figura 2.4: Arquitectura de MobileNet.

2.3. Configuracion experimental

Esta seccion describe la metodologia de experimentacion empleada para evaluar el enfo-
que propuesto, como la particion de datos, el aumento de datos, la configuracion de la red

neuronal, la comparacion con un modelo RNC personalizado y las métricas de evaluacion.

2.3.1. Particion de datos

Usamos el conjunto de datos experimental descrito en Tabla 2.2, que se compone de 10099
instancias que incluyen imagenes originales, imagenes aumentadas y fotogramas de video.
Aplicamos un método estratificado de validacion cruzada de cinco veces [52] (k = 5) en
el conjunto de datos experimentales para asegurar conjuntos disjuntos (entrenamiento y
prueba) y la representacion proporcional de las seis clases de parasitos en cada pliegue.

Observe la Figura 2.5 donde se representa dicha particién de los datos.

Base de Datos

- Validacion
. 0,
Entrenamiento: 85% ABCD + frames 15% ABCD Prueba (E)

_ — Validacién| o (D)
Entrenamiento: 85% ABCE + frames | co, apcE

Validacion
i . 0, P
Entrenamiento: 85% ABDE + frames 15% ABDE rueba (C)
Validacion
15% ACDE
. Validacion

= 0,
Entrenamiento: 85% BCDE + frames 15% BCDE Prueba (A)

Entrenamiento: 85% ACDE + frames

Figura 2.5: Diagrama de validacion cruzada k-fold.
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2.3.2. Configuracién de la red neuronal

Dado que utilizamos la transferencia de aprendizaje con MobileNet que se entrend previa-
mente con diferentes imagenes (es decir, del conjunto de datos de ImageNet), se realizé un
proceso de ajuste de parametros para todas las capas de la red. Otros hiperparametros y

configuraciones se establecieron como:

e Algoritmo de optimizacion: se utilizdo el metodo Adam ya que funciona mejor que el
descenso degradante estocastico comun. Adapta la tasa de aprendizaje mientras se
entrena para diferentes parametros de las estimaciones de primer y segundo momento

de los gradientes [53].

o Tasa de aprendizaje: este hiperparametro permite actualizar las ponderaciones para
cada época durante el entrenamiento de una red neuronal. Usamos una tasa de apren-
dizaje pequefa como sugiere [54] con un valor inicial de 0.001. Este hiperparametro

se redujo en un factor de 0,5 si la red no mejoraba su precision en 2 épocas.

e Funcion de peérdida: dado que este problema de clasificacion es multiclase, se eligio
la entropia cruzada categérica como funcion de pérdida, ya que conduce a un en-
trenamiento mas rapido, asi como a una generalizacién mejorada para las tareas de

clasificacion [55].
2.3.3. Modelo RNC de referencia

Entrenamos una RNC personalizada, construida desde cero para compararla con el esque-
ma de aprendizaje por transferencia con MobileNet. Esta red recibe imagenes de 224x224
como entrada y tiene seis clases de salidas, similar a la red MobileNet. La red personali-
zada tiene blogues convolucionales C' como se muestra en la Figura 2.6. Cada bloque se

compone de las siguientes capas:

e Capa convolucional con filiros F' de tamafio 3 x 3. Establecemos los valores de zan-
cadas en 1x1 y relleno de ceros de modo que la salida tenga las mismas dimensiones

gue la entrada.

o Capa de normalizacion por lotes (BN) que actlia como un regularizador para evitar el
sobreajuste y principalmente permite el entrenamiento con tasas de aprendizaje mas

altas, que es la causa de una convergencia mas rapida y una mejor generalizacion [56].

e La capa Leaky RelLU con una pendiente de 0.3 tiene una velocidad de calculo y una

tasa de convergencia mas rapidas, a diferencia de otras funciones de activacion como
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la sigmoidea, gracias a su linealidad. Ademas, esta capa se introdujo para evitar la
desaparicion del problema del gradiente, ya que esta capa no causa saturacion para

las entradas negativas y positivas [36].

e La capa Max Pooling permite reducir la dimensionalidad de los mapas de caracteristi-

cas al resumir la presencia mas activa de una caracteristica [57].
¢ Dropout Layer con una tasa de 0.25, ayuda a evitar el sobreajuste de [51].

Después de los bloques convolucionales, se agregaron una capa plana y una capa densa
de 512 nodos con activacion de Leaky ReLU. Finalmente, la capa de salida es una capa
densa de seis nodos con activacion softmax para discriminar cada uno de los seis tipos de
parasitos.

Variamos ' de 3 a 6 bloques convolucionales manteniendo constantes los filtros I = 128
para explorar cémo la profundidad afecta el rendimiento de la red. Luego, mantuvimos cons-
tantes C' = 6 bloques convolucionales y variamos F para 32, 64 y 128 filtros para analizar

el impacto del tamafo del filtro en la red.

Which parasite is it?

128 128 128 128 128128 128128128

128 128 126128

128 128 128

D Convolutional Block . Dropout
D Batch Normalization [l Flatten
D Leaky RELU . Fully Connected

D Max Pooling D Softmax

Figura 2.6: RNC personalizada con ! = 6 bloques y ' = 128 filtros.

2.3.4. Métricas de evaluacion

Usamos la métrica Area Under the Curve (AUC) obtenida de la curva ROC (Receiver Ope-
rating Characteristic) en las mismas particiones de validacidon cruzada tanto para la RNC
personalizada como para las arquitecturas de transferencia de aprendizaje.

Ademas, para garantizar una comparacién justa y estadisticamente confiable, repetimos
cuatro veces (con diferentes semillas aleatorias) el esquema de particién de validacion cru-
zada, dando un total de 20 ejecuciones para cada arquitectura de red neuronal. Dado que
nos ocupamos de un problema multiclase, utilizamos el AUC micropromedio para comparar

el esquema de transferencia de aprendizaje con el RNC personalizado. Finalmente, calcu-
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lamos la matriz de confusién a partir de una ejecucién de validacion cruzada de cinco veces

y la precision general de todas las ejecuciones.

3.RESULTADOS, CONCLUSIONES Y RECOMENDACIONES

3.1. Resultados

Antes de presentar los resultados con nuestro esquema de aprendizaje por transferencia,
presentaremos los resultados de la optimizacion de hiperparametros del numero de bloques
convolucionales C y el numero de filtros F' de la RNC personalizada. En Tabla 3.1, mos-
tramos la precision promedio para diferentes valores de C' y I en las 20 ejecuciones con
diferentes particiones de datos. También mostramos el nimero de parametros entrenables

para cada experimento.

Tabla 3.1: Precision y entre paréntesis la desviacion estandar con su numero respectivo de
parametros entrenables y valores p. La precisién es el promedio de las 20 ejecuciones con
diferentes particiones de datos aleatorios. Los valores p se calculan utilizando 128 filtros y
6 bloques de convolucion como pivote

Filtros | Bloques Conv Presicion Parametros | Valor-P
F C (sd) Entrenables
128 3 95.91 (2.379) | 51,683,334 0.06858
128 4 95.88 (2.636) | 13,296,006 0.12889
128 5 94.56 (3.696) | 3,810,054 0.07352
128 6 95.30(3.234) | 1,336,454 -
64 6 93.68 (4.256) 485,702 1.377e-08
32 6 88.69 (5.459) 198,566 0.012

Observe que a medida que aumenta el nimero de filtros, también aumenta la precisidon
promedio. Para seleccionar el mejor modelo de RNC personalizado, seleccionamos el que
tiene la mejor precision promedio. En caso de que haya resultados estadisticamente simi-
lares segun la prueba t con una precision del 95 %, elegimos el que tiene el menor nimero
de parametros entrenables. Segun esta estrategia, el mejor modelo se logra con 128 filtros
y 6 bloques convolucionales. A continuacién, los resultados que comparen MobileNet con
la RNC personalizada se basaran en este mejor modelo.

La Figura 3.1 muestra la incrustacién bidimensional aprendida por MobileNet antes de la
capa softmax, donde cada punto representa las caracteristicas de una imagen de forma
bidimensional y un color por tipo de parasito. Observe que las caracteristicas aprendidas

forman grupos bastante distintivos, lo que demuestra que Mobilenet es capaz de aprender
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Figura 3.1: a) La grafica T-SNE muestra que MobileNet esta aprendiendo una represen-
tacion significativa de las clases de imagenes. Las Figuras b), ¢) y d) muestran parasitos
representativos de tres grupos diferentes de la clase rhyti. Las figuras e) y f) representan
algunos ejemplos de los parasitos tae y blas, respectivamente, de regiones superpuestas
para mostrar su similitud.

una representacion util de las imagenes.

Vale la pena sefialar que existe cierta superposicion entre las clases debido a las similitudes
en la morfologia y el color. Por ejemplo, observe en la grafica de T-SNE como algunas
imagenes de Blas se superponen aimagenes de Tae debido a sus similitudes visuales, como
se muestra en la Figura 3.1 e) y la Figura 3.1 f) para Clases de Tae y Blas respectivamente.
También tenga en cuenta que la incrustacion de T-SNE tiende a formar tres grupos diferentes
para la clase Rhyti. Estos tres grupos de Rhyti pueden explicarse por el movimiento natural
del parasito. Para ejemplificar esto, observe los tres ejemplos representativos de Rhyti de
la Figura 3.1 b), c) y d) tomados de estos tres grupos de Rhyti. Cuando el parasito fue
observado en video, podia estar en una posicion retraida como se muestra en la Figura 3.1
b. A medida que evoluciona el movimiento del parasito, el parasito puede tomar una forma
mas alargada como en la Figura 3.1 c¢). Finalmente, este parasito también puede encontrarse
a menudo en forma curva (Figura 3.1 d), que es su posicién de alimentacion [18]. Aqui, es
importante sefialar que la red neuronal fue capaz de aprender las etapas de movimiento de
este parasito durante el entrenamiento.

Enla Figura 3.2, observe la representacion de T-SNE para la RNC personalizada. Aunque el
grafico T-SNE tiende a agrupar parasitos similares, observe como las clases se superponen

mucho mas en comparacion con el T-SNE de MobileNet. Concretamente, las clases Strong,
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Oxi y Tae se confunden entre si con mayor frecuencia. También hay confusion entre Tae y

Blas en menor grado.
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Figura 3.2: Grafico T-SNE del modelo multiclase de la RNC personalizada

La Figura 3.3 muestra una representacion de la tasa de verdaderos positivos (TPR) frente

a la tasa de falsos positivos (FPR) mediante las curvas ROC de cada clase para MobileNet,

donde se alcanza el AUC mas bajo de 99,919 % para el parasito Oxi. y el AUC mas alto del

100 % para el parasito Rhyti. Asimismo, muestra el micropromedio que suma los aportes de

todas las clases antes de calcular la precisién promedio, obteniendo un valor de 99,972 %.
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Figura 3.3: Grafica ROC para el modelo MobileNet

La Figura 3.4 muestra las curvas ROC similares para la RNC personalizada, obteniendo el
AUC mas bajo de 99,617 % para el parasito Oxi y el AUC mas alto de 99,999 % para el

Rhyti, y un valor micro promedio de 99,844 %.Al comparar los dos graficos, la precision es
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menor en la RNC personalizada que en el aprendizaje por transferencia Ademas, la Figura

3.5 muestra la matriz de confusion obtenida con MobileNet. La Figura 3.6 muestra la matriz

de confusion obtenida con MobileNet normalizada.

Receiver operating characteristic for multi-class data
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Figura 3.4: Grafico ROC para la RNC personalizada
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Figura 3.5: Matriz de confusién no normalizada del modelo multiclase de MobileNet.

Se observa que el clasificador distingue las clases de manera efectiva. Ademas, se observa

un alto grado de confusion entre la clase Oxi y las clases Blas y Strong. También se observa

cierta confusién entre las clases de Tae y Blas. Se espera este resultado ya que ambas

clases se superponen en la incrustacién de T-SNE como se muestra en. Figura 3.1

Con respecto a la RNC personalizada, la Figura 3.7 muestra su matriz de confusién norma-
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Figura 3.6: Matriz de confusiéon normalizada del modelo multiclase de MobileNet.

lizada y la Figura 3.8 su matriz de confusién normalizada. En comparacién con MobileNet,
la RNC personalizada tiene menor precision en todas las clases. Especificamente, la clase
Oxi tiene una alta confusién con las clases Strong y Blas, y moderadamente con la clase
Ophi. Asimismo, Blas se confunde a menudo con Strong y Tae. En general, existe confusion
entre todas las clases excepto la clase Rhyti. Este resultado se espera de lo que se ha visto

anteriormente en la incrustacion de T-SNE (ver Figura 3.2).

Confusion matrix
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Figura 3.7: Matriz de confusién normalizada del modelo multiclase de la RNC personalizada.

Esta tendencia es confirmada por la Figura 3.2 que presenta la incrustacion bidimensional

de T-SNE a partir de las caracteristicas aprendidas por la RNC personalizada. Se puede
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Figura 3.8: Matriz de confusion normalizada del modelo multiclase de la RNC personalizada.

observar de forma general que la red personalizada confunde a los parasitos en mayor
medida que la MobileNet. Por lo tanto, la precisiéon es menor que el esquema de aprendizaje
por transferencia.

Realizamos una prueba t para confirmar si el mévil supera estadisticamente al RNC perso-
nalizado. Se llevaron a cabo tres experimentos con MobileNet y los resultados se muestran
en la Tabla 3.2. Se obtuvieron de precision con el valor de precision maximo de 98,66 % de
la prueba MobileNet2. Por lo tanto, la precision es mayor que el esquema RNC personaliza-
do. Esas pruebas se tomaron para comparar con la prueba 128F6C de RNC personalizado,
siendo 128F6C el pivote para obtener los valores P correspondientes a la tabla. Se observa
que las pruebas de MobileNet son estadisticamente similares a la prueba 128F6C. Tomando
estas consideraciones, se ha decidido tomar la prueba MobileNet2 como punto de referencia
para comparar con el mejor resultado de RNC personalizado.

La Tabla 3.2 muestra la precision tanto del esquema de aprendizaje de transferencia con
Mobilnet como del RNC personalizado optimizado (es decir, 128 filtros y 6 bloques convolu-
cionales). Observe que el valor de precision obtenido por MobileNet (98,66 %) es mejor que
el RNC personalizado optimizado. Realizamos una prueba t para confirmar si esta mejora
es estadisticamente significativa. La prueba t confirma que la red mévil supera estadistica-
mente a la RNC personalizada optimizada (es decir, 128 filtros y 6 bloques convolucionales)
a un nivel de significancia de 0.05, de acuerdo con el valor p que se muestra en la Tabla 3.2.
Las Figuras 3.9 y 3.10 muestran las curvas de aprendizaje para el esquema de aprendiza-

je por transferencia y el RNC personalizado, respectivamente. Con MobiletNet, durante el
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Tabla 3.2: Precision, desviacion estandar y valores p. La precision es el promedio de las
20 ejecuciones con diferentes particiones de datos aleatorios. Los valores p se calculan
utilizando RNC personalizado optimizado como pivote

Red Precision | Desviacion P-value \
Neuronal Estandar
MobileNet 98.66 0.404 0.0001304
RNC personalizado optimizado 95.30 3.234 -
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Figura 3.9: Curva de aprendizaje para MobileNet.

entrenamiento, la red neuronal logra un mejor rendimiento antes de 10 épocas, mientras
que el RNC personalizado optimizado tarda mas de 30 épocas. Esto se debe a que Mobi-
leNet, al ser una red previamente capacitada, no aprende desde cero como lo hace la RNC

personalizada.
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Figura 3.10: Curva de aprendizaje para la RNC personalizada.
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3.2. Conclusiones

¢ El sistema propuesto para la clasificacion de agentes parasitarios fue disefiado para
obtener un desempefio adecuado utilizando un modelo con recursos limitados como
MobileNet.

¢ Los mecanismos de segmentacion de imagenes eran una tarea de vital importancia,
ya que la mayoria de las imagenes, debido a la naturaleza de su adquisicion, tenian

escombros o basura que les introducian un ruido excesivo.

¢ El uso de aumento de datos a través de fotogramas de video para la etapa de entrena-
miento fue crucial para mejorar el rendimiento de la red, debido al tamafio limitado de
la base de datos. Ademas, los algoritmos de aumento de datos abordaron el problema

de clases desequilibradas que se encuentra en este conjunto de datos.

¢ Segun los resultados, la implementacion de un sistema que permita la clasificacion
de parasitos es factible ya que los porcentajes de precisidén estan por encima de lo
aceptable para el modelo MobileNet y el modelo CNN personalizado, y el porcentaje
de confusion entre las clases del modelo es bajo teniendo en cuenta el tamafio limitado

de |la base de datos.

e Eldesarrollo de varias pruebas con la CNN personalizado permite encontrar el modelo
adecuado que pueda competir con MobileNet, buscando un bajo costo computacional
y una gran precision. Se determiné que la prueba de 128 filtros y 6 bloques compu-
tacionales es la CNN personalizada optimizada ya que es la CNN personalizada con

la menor cantidad de parametros entrenables y la mejor precision.

¢ Nuestros resultados muestran que MobileNet supera a una CNN personalizada entre-
nada desde cero, lo que demuestra que los esquemas de aprendizaje por transferencia

son adecuados para aprender caracteristicas relevantes en este dominio.
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3.3. Recomendaciones

e En trabajos futuros es posible implementar un sistema de deteccién y clasificacién
para un grupo mayor de clases, ya que como se menciond en la etapa de recoleccion
de informacion, se identificaron un total de 42 parasitos, que por su limitado nuamero

de imagenes, solo 6 tipos de parasitos se clasificaron.

» Dado que la obtencion de datos etiquetados de reptiles parasitos es una tarea intensiva
y principalmente manual realizada por veterinarios expertos, deberia ser interesante
explorar técnicas de aumento de datos mas avanzadas, como las que utilizan la red

generativa adversarial (GANS) [58].

e Ademas, un estudio futuro podria explorar nuevas formas de segmentacion (p. Ej.,

Segmentacion U-net [59]) que podrian mejorar el rendimiento general del sistema.
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ANEXOS

Dado que los algoritmos de aprendizaje automatico fueron entrenados en la plataforma Jupy-
ter, se adjunta como anexo digital los scripts en extension ".ipynb” para cada etapa del tra-

bajo y ademas la base de datos utilizada.

ANEXO A. Instrucciones para ejecutar el cédigo fuente.
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ANEXO |

Instrucciones para ejecutar el codigo fuente

URL del repositorio de datos

Por favor, descargue este repositorio a su computadora. El repositorio incluye el conjunto de
datos y scripts de python.

Dataset v codigo fuente

., Como empezar?

Este documento describe el uso de scripts y conjuntos de datos para reproducir los
resultados del manuscrito titulado "ldentificacion automatica de parasitos intestinales en
reptiles usando imagenes microscopicas de heces y redes neuronales convolucionales”.

Las imagenes y videos tomados por el microscopio se encuentran en el directorio
./dataSET1500/BASEL (en adelante dataset BASE1). Las mismas imagenes tomadas por
el microscopio y los fotogramas extraidos de los videos usando el editor de video Sony
Vegas Pro 11 se pueden encontrar en el directorio . /dataSET1500/BASEZ (en adelante
dataset BASE2). Este ultimo conjunto de datos es el necesario para ejecutar los scripts.

1. Para la correcta ejecucién de los scripts, siga las instrucciones a continuacién:
Se incluyen los siguientes cuadernos jupyter, que deben estar ubicados en su
directorio de trabajo (es decir, directorio ./):

- SEGMENTATION + DATA AUGMENTATION.ipynb
- Reptile parasites MOBILENET notebook.ipynb
- Reptile parasites CUSTOM CNN notebook.ipynb

2. Asegurese de que el conjunto de datos BASEZ2 se encuentra en el siguiente

directorio:
./dataSET1500/BASE?

3. Asegurese de que dentro de la carpeta BASE2 haya una carpeta llamada Images
con 3616 imagenes de parasitos y otra carpeta llamada Frames con 4849
imagenes de parasitos extraidas de los videos.

4. Se recomienda instalar las siguientes versiones de bibliotecas de python en un
entorno virtual de Anaconda:
- Numpy 1.20.1
- Tensorflow 2.3.0



5.

- Matplotlib 3.3.4

- OpenCV 4.0.1

- Pandas 1.2.4

- Keras 2.4.3

- Scikit-learn 0.24.1
- More-itertools 8.7.0
- Scipy 1.6.2

El primer cuaderno que se ejecuta es SEGMENTACION + AUMENTO DE
DATOS. ipynb. Este cuaderno implementa la etapa de segmentacién y aumento de
datos. Despues de ejecutar este cuaderno, las carpetas BASE3 y BASE4 vy los
archivos baseFrames.csv Yy baseImages.csv se generan en el directorio
./dataSET1500. Los archivos baseFrames.csv Y baseImages.csv contienen
las etiquetas y los nombres de los frames y las imagenes, respectivamente. El
conjunto de datos BASE3 es el resultado de la etapa de segmentacion del conjunto
de datos a partir de las imagenes BASE2. El conjunto de datos BASE4 es el
resultado de |la etapa de aumento de datos a partir de las imagenes BASE3. El ultimo
conjunto de datos es la entrada a las redes neuronales.

Hay dos cuadernos jupyter que implementaron el esquema de transferencia de

aprendizaje con MobileNet y RNC personalizada, respectivamente.:
- Reptile parasites MOBILENET notebook.ipynb
- Reptile parasites CUSTOM CNN notebook.ipynb

Tenga en cuenta que estos cuadernos se pueden ejecutar de forma independiente.
Hay varias variables que se pueden cambiar segun la prueba que desee realizar:

- RSEED: variable que define la semilla aleatoria para la validacion cruzada de
k fold (ambos scripts).

- batch size: variable que define el tamafio del lote (ambos scripts).

- N Epochs: numero de epocas para la etapa de entrenamiento (ambos
scripts).

- nFilters:numero de filtros (solo RNC personalizada).

- nBlocks: numero de blogues convolucionales (solo RNC personalizada).

Nota: Para obtener los mejores resultados que se muestran en el documento, se recomienda definir
estas variables de la siguiente manera: RSEED = 7, batch_size = 32, N_Epochs = 50, nFilters = 128,
nBlocks = 6.

Después de ejecutar los scripts mencionados anteriormente, las variables y modelos
se almacenan en el directorio . /dataSET1500/Test/

Las matrices de confusion y las curvas ROC se muestran al final de cada script.



