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Capitulo 1
Introduccion

Las entidades bancarias y financieras que emiten créditos a sus clientes, estan en la
busqueda permanente de minimizar los riesgos al emitir dicho crédito, un indicador de
este riesgo se refleja en la tasa de morosidad para el sistema bancario que en Ecuador
aumento6 de 3,00 % en el mes de septiembre de 2019 a 4,07 % en septiembre de 2020[7]
de esta manera surgen los modelos Credit Scoring como respuesta a esa busqueda,
generalmente son modelos que clasifican a un individuo en buen pagador o mal pagador
ademas de muchas otras variantes como para saber si un individuo activa o no una
tarjeta de crédito, pero el presente trabajo se centrard en el primer caso en donde se

predice si un cliente va a ser buen pagador o no.

Para generar un modelo Credit Scoring es necesario tener informacion sobre los clientes,
informacién antigua que describa el comportamiento del mismo y con base en esa
informacién poder predecir el comportamiento a futuro, por esto es importante entender
que la asignacién final que se haga a un cliente depende de las diferentes variables que
se seleccionan para el modelamiento asi como los valores que tenga el individuo en esas

variables de la base de datos de la entidad financiera.

En efecto, la seleccion de variables para elaborar un modelo Credit Scoring es una
etapa fundamental y primaria , ya que la continuaciéon o cuerpo del modelo para ser
aceptable dependera de esta seleccion, es evidente que si se seleccionan variables sin
ningun criterio para el modelo de asignacion de crédito es muy probable que el modelo
sea ineficaz e ineficiente, por esto tener una buena técnica de seleccién de variables es
tan importante, que en la actualidad existen infinidad de métodos: entre ellos métodos
tradicionales como forward y backward y en en este trabajo se pondran a prueba los

algoritmos genéticos como métodos para esta etapa.



El nombre hace referencia a la teoria de la evolucién de Darwin y como las especies
se adaptan a los cambios en la naturaleza y de esta manera siempre sobrevivan las

especies mas fuertes.

Implementar algoritmos genéticos como una nueva técnica de seleccién de variables,
crea interés por su metodologia e inspiracién en la Teoria de la Evolucién de Dar-
win(1859). La esencia de esta teoria se centra en los mecanismos que tiene la natura-
leza para seleccionar los individuos mas aptos de una poblacién, es decir, los que mas
probabilidad tienen de sobrevivir. Se sabe hoy en dia que, para que un individuo pueda
sobrevivir debe adaptarse a los cambios que suceden en su entorno, cambios fisicos,
cambios climaticos, etc., esta adaptacion del individuo se ve reflejada en sus genes, para
luego estas caracteristicas (cromosomas) de adaptacién deseadas sean transmitidas a

sus descendientes cuando este se reproduce[1].

Lo que se buscara es realizar una comparacion de resultados entre las técnicas clasicas
de seleccion de variables versus los algoritmos genéticos, en la generacién de modelos de
Credit Scoring, para de esta manera medir que tan buenos son los algoritmos genéticos

en la seleccién de variables.

1.1. Planteamiento del problema

Con el fin de controlar la tasa de morosidad en la colocacién de créditos, las institucio-
nes financieras emplean modelos estadisticos que identifican y clasifican a los clientes
en buenos o malos pagadores[13], modelos que son constantemente mejorados por las
instituciones bancarias mediante la inclusién de nuevas tecnologias, innovadoras meto-
dologias, mayor cantidad de datos, entre otros factores que aportan significativamente

a su mejora[14].

1.1.1. Formulacién del problema

Al momento de entrenar un modelo de clasificacién (Credit Scoring), la seleccién de
variables explicativas es un paso primordial para que el modelo presente una buena
prediccion al evaluarlo[5] y por esta misma razon es que la seleccion de variables se

convierte en una etapa clave y sensible, ya que los modelos dependen de una selec-



cién adecuada de variables para varias instituciones financieras que buscan otorgar un
crédito, por esto el presente trabajo busca aplicar una nueva metodologia para este

problema y asi mostrar una solucién eficiente y basada en métricas.

1.1.2. Descripcion del problema

Las entidades bancarias en la actualidad almacenan gran cantidad de datos ya que
comprenden los beneficios y utilidades que proporciona el tratamiento de la informa-
cién, por ejemplo: la identificacién de perfiles de crédito, deteccién de fraudes, alerta
de fuga de clientes, crecimiento o no del desembolso en créditos, etc. La utilizacién de
esta gran cantidad de datos surge con el boom del Big Data, la Ciencia de Datos, Ma-
chine Learning, entre otros campos que en la actualidad revolucionan la forma de ver,
entender y predecir estos datos[9]. Es debido a esto que el nimero de combinaciones
de variables que pueden considerarse al momento de ajustar un modelo es demasiado
grande y por tanto encontrar la mejor combinacion de variables para la construccion
de un modelo Credit Scoring exige de mucho tiempo, altos costos computacionales y
operativos, ademds de que seria ineficiente probar cada combinacién posible de varia-
bles.

En la actualidad existen varios métodos de seleccion de variables para la creacion de
modelos Credit Scoring[5], siendo los méas usados por paquetes estadisticos los deno-
minados: seleccion hacia adelante (forward stepwise), seleccién hacia atrds (backward
stepwise), y seleccién stepwise que es una combinacién de los dos anteriores, también
es importante mencionar los métodos de minimos cuadrados penalizados dentro de es-
tos los métodos "Lasso”[5], la idea clave para entender estos tltimos es la penalizacion
ya que evita el sobreajuste del modelo debido al gran niimero de variables y como es
un método de minimos cuadrados no sélo selecciona variables sino que también estima
parametros del modelo. Ademaés de la existencia de muchos otros métodos derivados
que se clasifican segtin el criterio de introduccién o eliminacién de la variable en el mo-
delo [3], adicionalmente para generar un modelo de clasificacién se realiza un analisis
exploratorio donde usualmente se seleccionan las variables con mayor poder predictivo

con relaciéon a la variable dependiente.

Haciendo analogia a la Teoria de Darwin, una combinaciéon de variables candidata al
modelo representaria un individuo el cual estd conformado por cromosomas, que en el

caso de la combinacion de variables seria una configuraciéon binaria que indica si una



variable va o no en el modelo, se seleccionan los individuos mas fuertes (los individuos
que generan un mejor modelo segin el criterio de fortaleza), luego se llevan a cabo
procesos de reproduccién (cruce de individuos) y mutacion (alteracién de uno o mas
cromosomas con una probabilidad, por lo general baja), para de esta manera obtener
nuevos individuos que en su mayoria son mas fuertes (generan mejores modelos) que

la generacion anterior.

1.2. Objetivos

1.2.1. Objetivo general

Comparar la implementacién de algoritmos genéticos en la seleccién de variables expli-
cativas de una base de datos financiera, para la construccién de modelos de colocacién

de crédito (Credit Scoring), frente a métodos tradicionales de seleccion.

1.2.2. Objetivos Especificos

e Construir dos modelos Credit Scoring (Regresién Logistica y Random Forest)

mediante las metodologias tradicionales de seleccion de variables.

e Elaborar tablas performance que permitan cuantificar diferencias de los modelos
obtenidos con algoritmos genéticos versus los modelos obtenidos con metodologias
tradicionales, para de esta manera medir su mejoria y la calidad de los modelos

resultantes.

e Comprobar si se presenta mejoria o no, tanto en eficiencia como en eficacia de la
aplicacion de algoritmos genéticos en modelos de colocacién de crédito y de esta

manera dar a conocer esta metodologia de seleccién de variables.



Capitulo 2

Justificacion

2.1. Justificacion tedrica

Los algoritmos genéticos son métodos robustos de btsqueda, que permiten tratar pro-
blemas de optimizacién donde el objetivo es encontrar un conjunto de parametros que

minimizan o maximizan una funcién de adaptacion [15].

Estos algoritmos operan sobre una poblacién inicial de individuos: P(t) = {xy, 24, ..z, }
donde t representa la iteracién o generaciéon de la poblacién y cada individuo x; re-
presenta una solucién a la busqueda de la mejor combinaciéon de variables para un
modelo Credit Scoring[12], el desempetio de cada individuo se evaltia en la funcién de
adaptacion (fitness) f(x;), lo que permite ordenar de mejor a peor los individuos de la

poblacién[11].

La poblacion inicial evoluciona sucesivamente hacia mejores poblaciones del espacio de
bisqueda mediante procesos probabilisticos [1]: selecciéon de los individuos més adap-
tados, cruce entre individuos y mutacién; hasta alcanzar una solucién 6ptima (mejor

modelo) o un criterio de paradal[l1].

2.2. Justificacién practica

Cuando las entidades bancarias generan un modelo de clasificacién para otorgar cré-
ditos a sus clientes, buscan reducir al méaximo el tiempo de busqueda de la mejor

combinacion de variables para el modelo, en este aspecto resultaria totalmente absur-



do tomar decisiones indebidas, como contratar un analista y probar una a una todas

las combinaciones, haciendo un desperdicio de esfuerzo, tiempo y dinero.

Por otro lado, uno de los pilares importantes de los cuales parte un algoritmo de un
modelo Credit Scoring es el aprovechar la gran variedad de datos que hoy en dia alma-

cenan las entidades bancarias y que no han sido explotadas en su totalidad.

Teniendo en cuenta lo mencionado anteriormente, las instituciones financieras al ma-
nejar grandes volumenes de datos, buscaran seleccionar variables que no solo sean
significativas para el modelo sino que también sean variables que tengan relacién y
relevancia con el accionar del negocio, asi como variables que sirvan para evaluar a
proximos clientes y se logre hacer una prediccién que se acerque a la realidad en el
otorgamiento o no, de un crédito para al final del dia minimizar el riesgo de pérdida al

otorgar dicho crédito.

2.3. Justificacion metodolégica

Existe la necesidad de acortar tiempos en la generacién, calibracion y aplicaciéon de
modelos de Credit Scoring, por esta razén es necesaria la introduccién y aplicacién de
métodos heuristicos como son los algoritmos genéticos [1], métodos que generalmen-
te buscan reducir el tiempo de busqueda de la solucién 6ptima o en el peor de los
casos encontrar una solucion tan buena como la éptima y con menores tiempos que
métodos deterministas, generalmente se ha visto que los algoritmos genéticos son muy

buenos y de bajos costos computacionales cuando de grandes bases de datos se trata[l].



Capitulo 3
Marco teodrico

Este capitulo menciona todos los conceptos y definiciones de técnicas y medidas que
fueron utilizadas en la metodologia del proyecto, asi como para la seleccién, cons-
truccion, calibraciéon, y evaluacion de los modelos presentados, para esto se menciona
primero las medidas de separacién y de asociacién de las variables tanto cuantitativas
como cualitativas, para luego conceptualizar las técnicas estadisticas mas usadas en los
modelos de Credit Scoring como son: la Regresién Logistica y Random Forest, luego
se pasard a mencionar las técnicas cldsicas de seleccién de variables, para finalizar con
el tema de motivacién de este proyecto que son los algoritmos genéticos en la seleccién

de variables.

3.1. Medidas de separacién

3.1.1. Prueba de Kolmogé6rov-Smirnov (KS)

La prueba de Kolmogérov-Smirnov es una prueba no paramétrica, por lo que no es
necesario realizar suposiciones a priori sobre la distribucién de los datos, la cual mide
la bondad de ajuste de dos distribuciones de probabilidad entre si. Para realizar esta
prueba de bondad de ajuste es necesario calcular el estadistico KS correspondiente,
para esto primeramente se debe calcular la funcién de distribucién acumulada empirica
(FDAE).



Definicién 3.1. Funcién de distribucién acumulada empirica (FDAE).
Sea xq, Ty, %5, ..., T, una muestra de tamano n de una variable aleatoria X, se define

la funcién de distribucién acumulada empirica de r como:

1S (1 six, <zx

FDAFE (z) = — E ’ , (3.1.1)
n <= |0 caso contrario

A continuacién, se va a enunciar la hipdtesis que contrasta la prueba KS, para ello se

debe considerar dos muestras del mismo tamano: @, oy, Ty, .., T,,, Y 21, 29, 23, - Zp,s

cada una perteneciente a una variable aleatoria X y Z con funciones de distribucién

Fz y Fz respectivamente, entonces la prueba K.S contrasta:

{HO: Fy(x) = Fy(x), Yo (3.1.2)

Hy: Fx(x)# Fy(o).

Finalmente, el estadistico para contrastar la hipétesis nula H|, se define a continuacion:

KS =mix |FDAEx(z) — FDAE ()| (3.1.3)

Es preciso notar que el estadistico KS toma valores entre 0 y 1 incluidos, ya que las
funciones de distribuciones acumuladas empiricas de X y Z igualmente toman valores
entre 0 y 1 incluidos, ademas si el estadistico KS toma valores cercanos a 1 indicaria
que las distribuciones de X y Z son diferentes y por el contrario si el estadistico KS to-
ma valores cercanos a 0 indicaria que las distribuciones de X y Z son iguales. Mediante
el estadistico K S se rechazara la hipétesis nula a un nivel de confianza (1 — «a) * 100 %

si el valor KS calculado es mayor que el valor critico K.9,,, este valor K'S,, se encuen-

(%)
tra tabulado para los diferentes valores de o y tamano de muestra n. La prueba KS
generalmente es muy usada cuando se requiere comprobar o contrastar si una muestra

observada sigue una distribucién determinada o tedrica.

Para el caso de los modelos Credit Scoring se requiere que, al escoger las variables
para el modelo, el estadistico K.S sea el mayor posible es decir que se presente una
mayor divergencia entre los casos de pago del crédito y no pago, para esto lo que se

hace es dividir la variable a estudiar en X, y X,, . donde X, son los valores de la

np’
variable X correspondientes a pago del crédito y X, , los valores de la variable X
correspondientes a no pago del crédito, y el objetivo es comparar las distribuciones de

X,, ¥y X,,, generando un valor de K.S asociado a la variable X, esto se aplica para todas



las variables que se tenga para el modelo, de esta manera se selecciona las variables

con el mayor poder predictivo que corresponden a las variables con el KS' mas alto.

3.2. Medidas de asociacion

Las medidas de asociacion son utilizadas para cuantificar el poder predictivo de las
variables categoéricas y su cdlculo generalmente se basa en la diferencia de porcentajes
entre pago e impago dentro de las categorias de la variable y comparadas con los

porcentajes entre pago e impago de la poblacién.

3.2.1. Valor de informacién (VI)

El valor de informacién es considerado como una medida del valor predictivo de una

variable categorica, sobretodo es muy 1til cuando se trata de una clasificacién binaria

(pago, no pago).

Conceptualmente el valor de informacion (VI) mide el nivel de asociacién entre la pro-
babilidad de que la variable entre en la categoria i, condicionado a que el individuo es
buen pagador (pago) y la probabilidad que la variable tome la categoria i, condicionado

a que el individuo es mal pagador (impago, no pago).

De esta manera se define el valor de informacién como sigue.

Definicién 3.2.1. Valor de informacién (VI).

Sea X una variable categdrica con m categorias y Z una variable binaria: pago/impago,

se define:
np;
= i Pi NP
= Z; <NP P) i m (3.2.4)
a P
Donde:

e p,, np,: representan las frecuencias observadas en la categoria i de individuos

pagos e impagos respectivamente.

e P N P: representan el numero total de individuos pago y no pago respectivamen-

te.



Es importante destacar que cuanto mayor sea el valor VI, también sera mayor la dife-
rencia entre las probabilidades condicionales y por tanto serd mayor el poder predictivo
de la variable analizada, es por esto que para un modelo de Credit Scoring se usan las

variables con mayor valor de informacién (VI).

3.3. Pruebas de Multicolinealidad

La multicolinealidad describe la dependencia lineal entre las variables explicativas, es
un problema que hace dificil cuantificar con precisién el efecto que cada variable expli-

cativa ejerce sobre la variable dependiente.

En la regresion logistica la multicolinealidad de las variables explicativas conlleva a
tener consecuencias graves en las estimaciones de nuestros parametros de regresion y
por tanto en predicciones que se quiera realizar. La presencia de multicolinealidad se
la puede medir, cuando existe una multicolinealidad perfecta significa que una de las
variables explicativas se la puede escribir perfectamente como la combinacion lineal de
otras variables del modelo e imperfecta cuando es una aproximacién, lo que buscamos
es reducir al minimo posible la multicolinealidad de las variables explicativas. Si existe
multicolinealidad perfecta muy dificil en la realidad simplemente el problema de regre-
sién estd mal condicionado ya que la matriz (X'X) seria singular, no tendria inversa y
por tanto no se podrian estimar los coeficientes de la regresiéon. Luego una alta multi-
colinealidad provoca alta varianza en los coeficientes de regresién esto implica que si
tenemos pequeiias variaciones en los datos(variables explicativas) provocarian grandes

variaciones en los resultados. [18]

En cuanto a la técnica Random Forest por ser un método no paramétrico y también
de clasificacién, la multicolinealidad no afecta en gran medida al resultado, principal-
mente lo que puede provocar son arboles correlacionados pero esto se reduce con la

aleatoriedad de eleccion de las variables para generar los arboles de decision.[19]

Correlaciones

Para evitar una multicolinealidad alta la correlacién entre las variables explicativas de
los modelos es menor a 0,65 en valor absoluto, como se podra ver en secciones poste-

riores.
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Factor de Inflacién de Varianza VIF

El VIF es un indicador de multicolinealidad especifica de cada variable predictora del
modelo VIF; = 1%1%]2_ para j =1,2,3,...,p; donde RJQ» es el coeficiente de determinacién
de la regresion de X respecto a las demas variables predictoras. Como regla general si
VIF; >= 10 existe multicolinealidad alta.[18]. El VIF calculado para cada modelo de

regresion no supera el criterio establecido y se lo puede revisar en anexo 3.

3.4. Técnicas estadisticas en Credit Scoring

Para la construccién de un modelo Credit Scoring existen muchas técnicas ya sean
modelos sencillos como modelos de regresion lineal o modelos de regresion multiple o
ya sea modelos més complejos en los que se necesita de méas procesamiento de datos
y por tanto de tecnologia mucho méas avanzada para este proceso, como por ejemplo
redes neuronales, maquinas de vectores de soporte (SVM), y en algunos casos modelos
de Random Forest, en esta seccién se estudiaran dos técnicas en particular las cuales

son: Regresion Logistica y Random Forest.

3.4.1. Regresion Logistica

La técnica de Regresion Logistica fue empleada por Wiginton (1.980), en la cual se bus-
ca una relacién con respecto a las variables independientes, sean numéricas o categori-
cas, con la que se pueda clasificar a los individuos en pago o impago, esta clasificacién
se puede hacer con el valor resultante que arroja la relaciéon antes mencionada, este
valor es una probabilidad relacionada a que el sujeto pertenezca a una de las categorias

pago o impago.

Sea Y una variable dicotémica definida de la siguiente manera:

1 rmpago
Y = pag (3.4.5)
0 pago
Esta variable depende funcionalmente de ciertas variables X,, X5, ..., X} y se tiene

una muestra de tamano n de estas variables.

Notando como p; = Pr(y, = 1) la probabilidad de que el individuo i sea impago (mal
pagador) y 1 —p, = Pr(y, = 0) la probabilidad de que el individuo i sea pago (buen
pagador), se requiere encontrar una funcién que arroje p; con ayuda de las variables

independientes X5, X3, ..., X}, para ello se emplea la funcién logistica:
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1
Pi = 1+ e (BitBazintBomizt. A+Brwk)’

i=1,2,3,...,n (3.4.6)

Si se define:
t; = B1+ BoZyo + PBoTyz + oo + By (3.4.7)

Se puede ver que t; es el valor de una regresion lineal multiple.

La funcién p; tiene la siguiente grafica respecto de ¢;:

091 .

/

071 /
06} /
05 /
04 /

0.3 f

02r /

o /

-10 -8 -6 -4 -2 1] 2 4 6 8 10

Figura 3.1: Grafica de la funcion logit
Elaboracién propia

Se puede notar en la grafica que 0 < p; < 1, en efecto ya que p, es una probabilidad,
ademés no toma los valores extremos es decir 0 o 1, esto quiere decir que no van a

existir individuos cuya probabilidad de ser buen pagador sea 1 o 0 exactamente.

Por otro lado si se despeja t; de la ecuacion 3.4.6, definido en la ecuacion 3.4.7 se tiene:

D
l—p;

t. =1In

2

(3.4.8)

A la razon f 7p se la denomina razén de probabilidades u odds.
(2
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3.4.2. Random Forest

Modelos Bagging

Para hablar de los modelos Random Forest es importante describir a los modelos “Bag-
ging” que como objetivo tienen la reducciéon de la varianza sobre diferentes muestras
aleatorias del conjunto de entrenamiento se obtienen modelos predictivos simples dife-
rentes. Por 1ltimo, se ensamblan todos ellos en un tnico modelo, que es el promedio

de los anteriores (en caso de regresion) o el mas votado (en caso de clasificacién)[16].

Los modelos Bagging son recomendables especialmente en modelos con alta varianza
(en caso contrario estos no mejoran significativamente). Ademas, reduce el sobreapren-
dizaje ya que cada modelo simple es independiente del anterior, con muestras aleatorias
diferentes[22].

La técnica de Bagging sigue estos pasos[22]:

1. Divide el conjunto de entrenamiento en distintos subconjunto de datos, obtenien-
do como resultado diferentes muestras aleatorias con las siguientes caracteristicas:
e Muestra uniforme (misma cantidad de individuos en cada conjunto)

e Muestras con reemplazo (los individuos pueden repetirse en el mismo con-

junto de datos).

e El tamano de la muestra es igual al tamano del conjunto de entrenamiento,

pero no contiene a todos los individuos ya que algunos se repiten.
e Si se usan muestras sin reemplazo, suele elegirse el 50 % de los datos como

tamano de muestra.

2. Luego se crea un modelo predictivo con cada conjunto, obteniendo modelos dife-

rentes.
3. Luego se construye o ensambla un tnico modelo predictivo, que es el promedio

de todos los modelos.

Random Forest

La técnica de Random Forest fue propuesta por Leo Breiman[25] a finales del siglo 20

y es una técnica “de ensamble”; lo que hace referencia a la utilizacién de un grupo de
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modelos predictivos, para realizar una combinacion entre estos y de esta manera alcan-
zar una mejor precision y estabilidad del modelo, especificamente los modelos Random
Forest utilizan arboles de decisién como el grupo de modelos predictivos y asi estos

proveen una mejora significativa a los modelos de arboles de decision.

Un arbol de decision como todos los modelos sufre de problemas de sesgo y varianza, el
sesgo es la diferencia que hay entre los valores predecidos y los valores reales mientras
que la varianza es cuan diferente son las predicciones partiendo de un mismo punto o

variables de entrada.

Los modelos Random Forest surgen como una solucién a estos dos problemas (sesgo,
varianza), generalmente un arbol de decisién presenta alto sesgo y baja varianza, es asi
como la complejidad de los modelos Random Forest generan una reduccion en el error

de predicciéon debido a un sesgo méas bajo en el modelo.

Por otro lado, el abuso de la complejidad del modelo puede generar un sobre ajuste
de este lo que significa que el modelo predice muy bien la base de entrenamiento, pero
cuando se busca predecir la base de prueba o nuevos individuos el modelo no predice

de buena manera, esto se puede observar en la figura 3.2.

modelo optimo

error total Yaliira

Error en la base de prueba

5e5g0

=
Complejidad del modelo

Figura 3.2: Gréfica del modelo 6ptimo[16]
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Los modelos Random Forest como modelos “Bagging”, usan modelos predictivos en
paralelo, y el principal objetivo de hacer esto es aprovechar la independencia que hay
entre estos modelos simples, en este caso aprovechar la independencia de los arboles
de decisiéon, de esta manera reducir el error o sesgo resulta facil ya que cuando se tiene
arboles de regresién se promedia las salidas de los arboles realizados en paralelo y para
arboles de clasificacién se usa la votacion, es como si se diera como respuesta lo que

eligiese la mayoria de arboles.

DECISION TREE |

DECISION TREE III|

DATASET

BAGGING

Figura 3.3: Random forest como modelo Bagging|16]

3.4.2.1. Hiperparametros

A continuacién los valores de los hiperpardmetros que se exploran en los modelos de
Random Forest, estos valores potenciales se consideran en el algoritmo de aprendizaje
automatico AutoML[26]. con estos valores se busca reducir al méximo la varianza del

modelo para tener un mejor poder de prediccion.

HIPERPARAMETRO VALORES
ntrees #predictores x {8,9,10}
miry #predictores x {0,2;0,4;0,6;0,8}

Tabla 3.1: Definicion de parametros para el Random Forest.
Elaboracién propia

Donde:

e ntrees: Numero de arboles establecidos para el modelo.

e mtry: Numero de predictores seleccionados para cada nivel.
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3.5. Técnicas clasicas de seleccion de variables

3.5.1. Meétodos Forward

O “Métodos de seleccion hacia adelante” en estos métodos se parte de un modelo sin
ninguna variable explicativa y mediante un criterio de comparacion, en pasos sucesivos
se van ingresando una a una las variables hasta satisfacer una cierta regla de parada,
donde se puede decir que el modelo es el 6ptimo y no necesita de mas variables.

Generalmente las variables a introducir en el modelo son variables altamente correla-

cionadas con la variable dependiente.

3.5.2. Meétodos Backward

O “Métodos de seleccion hacia atras” por el contrario con los métodos forward, en
estos métodos se parte con un modelo donde todas las variables explicativas estan en
el mismo, y en cada paso se va eliminando una a una las variables menos significativas
o que cumplan una condicién de eliminacién, hasta que no se pueda eliminar mas

variables del modelo, es decir hasta satisfacer la regla de parada.

3.5.3. Meétodos Stepwise

Este es un método que combina las dos técnicas anteriores lo que hace es que parte
inicialmente como un método forward es decir un modelo vacio sin variables explicativas
y sigue comportdandose como un forward, la diferencia estd en que, en cada paso no
solo agrega variables al modelo, sino que también puede eliminar una variable segin el

criterio que se esté usando.

3.5.4. Criterios para los métodos forward, backward y stepwi-

se

Para la introduccion o eliminaciéon de variables de un modelo haciendo uso de las

técnicas mencionadas antes generalmente se usan dos conjuntos de criterios:

3.5.4.1. Criterios individuales

Los criterios individuales tienen que ver con valores Unicos para cada variable, aqui

se puede hacer uso de las correlaciones, KS, VI, nivel de significancia (generalmente
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usado para modelos de regresion lineal), etc.

Por ejemplo, si se toma como criterio el nivel de significancia para el método forward
en cada paso se afladird la variable méas significativa para el modelo, por el contrario,
para el método Backward se eliminara la variable menos significativa para el modelo,

de la misma manera para los demaés criterios.

3.5.4.2. Criterios de ajuste global

En vez de concentrarse en un valor especifico de la variable se ve una medida de ajuste
del modelo con esa variable, medidas como: GINI, ROC, R?, Criterio de Informacién
Akaike (AIC), Criterio de Informacién de Bayes (BIC), etc.

En este caso si se escoge como ejemplo el criterio AIC, para el método forward antes
de ingresar la variable se compara el AIC sin la variable y el AIC con la variable y lo
que se busca es el menor AIC de esta forma se procedera a introducir o no la variable
en el modelo.

Estadistico ROC:

O también conocido como AUROC (Area Under Receiver Operating Characteristic)
numéricamente es el area bajo la curva ROC, esta curva se obtiene al graficar la sen-

sibilidad vs (1- especificidad), donde:

e Sensibilidad: Es la probabilidad de que a un individuo mal pagador el modelo

lo clasifique como mal pagador.

e Especificidad: Es la probabilidad de que a un individuo buen pagador el modelo

lo clasifique como buen pagador.

Este estadistico mide la separacion a lo largo de toda la distribucion, si el valor es de
0,5 el modelo no segmenta, si el valor es 1 el modelo segmenta perfectamente, para

modelos de riesgo el valor tipico se encuentra entre 0,65 y 0,80.

Estadistico GINI:

El estadistico GINI al igual que el estadistico ROC mide que tan bien el modelo clasifica

a los individuos buenos o malos pagadores.

Este coeficiente GINI se define como el doble del area entre la curva ROC y la recta

y = x, es decir:
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GINI = 2AUROC — 1 (3.5.9)

Oscila entre 0 y 1 y cuanto méas se acerque a 1 indica una mejor discriminacion del

modelo.

La desventaja que se tiene al utilizar los métodos Forward, Backward, Stepwise es que
al utilizarlos en bases de datos donde existen muchas variables, se vuelven ineficientes
ya que en cada paso se elimina o se introduce una variable, es decir se realiza un paso
por cada variable y peor aun en los modelos Stepwise donde en cada paso se puede
eliminar y agregar una variable, como subpasos dentro del paso, esto provoca un costo

computacional alto.

3.5.5. Métodos Lasso

Es un método particular de los métodos de minimos cuadrados penalizados, lo que se
busca con estos métodos es aplicar una penalizacién que evita el sobre ajuste causado

por el excesivo nimero de variables en el modelo.

Particularmente los métodos Lasso (least alsolute shrinkage and selection operator)
introducidos por Tibshirani(1.996) [5] imponen una penalizacién sobre los coeficientes
de regresion, ademas como es una técnica de minimos cuadrados no solo selecciona
las variables que van en el modelo sino que también estiman los coeficientes de regre-

sion, entonces el método Lasso se reduce a resolver el siguiente problema de minimos

cuadrados:
min Yy (y; —x}3)* (3.5.10)
p=
sujeto a:
P
oIl <t (3.5.11)
j=1

O de forma equivalente minimizando la expresion:

(2

n p
D wi—=B?+21) 15 (3.5.12)
=1 =1

Donde t y A son los pardmetros de penalizacion.
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Lasso es consistente para la seleccién de variables, siempre que p no sea demasiado
grande y el pardmetro de penalizacién A crezca més rapido que y/nlog(p), n: tamano
de la poblacién y p: nimero de variables predictoras.[5]

Notar que para valores grandes de \ y valores pequefios de t, los coeficientes de regresién
B; van hacia 0, lo que quiere decir que no se seleccionarfa la variable que acompana a
ese /3]-, por eso los Métodos Lasso son una técnica de seleccion ademads de estimacion.
En cuanto a la eleccion del parametro A de penalizacién existen varios métodos que se

dedican a eso.

3.6. Algoritmos genéticos (AG) en la seleccién de

variables

Los algoritmos genéticos son técnicas de busqueda de optimizacién, en los cuales se
simula procesos biolégicos de evolucion natural, la esencia de estos algoritmos esta en
que recibe como entrada una poblacién o primera generacion de posibles candidatos
a soluciones del problema a optimizar, realiza con esta poblacién operaciones de “re-
produccién” y “mutacién” para devolver una generacién de mejores soluciones que se

acercan mas a la solucién 6ptima del problema.

En esta seccién se detallard como funciona un algoritmo genético, su estructura, su
procedimiento metodoldgico ya que para encontrar la solucién al problema de seleccién
de variables se siguen un conjunto de pasos sistematizados, primero se hara referencia
al paso tal cual, para un algoritmo genético simple, después se mencionara como este

paso se lleva a cabo para la seleccion de variables.

3.6.1. Codificaciéon de la poblacién inicial

La codificacién de la poblacién inicial es muy importante para aplicar un algoritmo ge-
nético ya que de esta manera se pueden realizar las fases de reproduccién y mutacion,
el resultado de la codificacién se conoce como “cromosoma”, existen muchas formas
de codificar un individuo, generalmente variando el nimero de caracteres con los que
se quiere representar a los individuos. En este aspecto es muy usada y conocida la

codificaciéon binaria en la cual se hace uso de dos caracteres: 0 y 1.

Para hacer uso de la codificacion binaria en este caso de estudio referente a la seleccién
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de variables para un modelo 6ptimo de Credit Scoring, lo que se hace es asignar 1 a la
variable que entra al modelo y 0 a la variable que no, ademés un individuo equivale a
una combinacién de variables que entran o no al modelo, andlogamente las poblaciones
o generaciones vienen a ser un conjunto de combinaciones de variables que entran o no

al modelo, se hace uso de un ejemplo muy descriptivo:
Suponiendo que se tiene 10 variables independientes: V;,V,, V5, ..., V], ¥ la poblacion
inicial de 6 individuos:

V1 W2 W3 V4 W5 Ve VT VE VI VIO

1 {of1]1]of1]ofofof1]1]
2 [1]of1]ofa]afsfof1]1]
3 [1fof1]1]a]1]ofofo]o0]
4 [o]ofofofafafa]a]a[1]
5 [1ofs]oa[a]s]of1]o0]
6 |o|1]of1]ofof1]o]a]1]

Figura 3.4: Poblacién inicial
Elaboracién propia

Esta poblacién conformada por 6 individuos ya esta codificada, entonces si se analiza
el primer individuo o cromosoma se tiene que la primera variable V; tiene la asignacion
0 lo que indica que no entra en el modelo, la variable V,, tiene por codificaciéon 1 lo que
indica que, si entra en el modelo, y asi para las demads asignaciones del cromosoma, y

para los demas individuos.

3.6.2. Calculo del Fitnees

Una vez realizado la codificacion de la poblacion inicial se procede a calcular el “Fit-
ness” o fortaleza del individuo que no es méas que un valor medible y comparable, que
cuantifica la calidad del individuo como solucién del problema de optimizacién, analo-
gamente hace referencia a cuan apto estd un genotipo a la sobrevivencia en la siguiente

generacion.

Para problemas de optimizacién los cuales son minimizar o maximizar una funcién

objetivo, el Fitness viene a ser esta funciéon objetivo y si se evalta los individuos se
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podré comparar cual de ellos es el mejor candidato a éptimo para el problema.

Especificamente para este caso de estudio el Fitness viene a ser un valor que mida que
tan bueno es el modelo con la combinacién de variables tomada, para de esta manera
comparar los modelos que se generan con las diferentes combinaciones de variables,
entonces para el Fitness se toman valores de ajuste del modelo como: R?, Accuracy,

Criterio de Informacién de Akaike (AIC), KS, etc.

Suponiendo en el ejemplo anterior el Fitness que se va a tomar es el coeficiente de
determinacién R?, entonces simplemente se obtiene el R? de cada modelo generado

por cada uno de los individuos obteniendo:

VI V2 V3 V4 V5 V6 V7 V8 V9 V10 RA2
1 |{oe|la{1]lo]l1flo]o|lo|a][1]]| om
o | Tk [ (] o] & [ @] o] & 4] | o
s|{21]lo{a]lalalalo|lo]o|lo]| | os7
a | leLelw]olaalalalsla]| ue
s laijelalelilalaleli]le] | oss
s||lol1]lol1lo]o{alo|l1]1]]| oo

Figura 3.5: Fitness de la poblacién
Elaboraciéon propia

Entonces mediante el Fitness se puede realizar comparaciones de fortaleza entre in-
dividuos, en la figura 3.5 se evidencia que el individuo 6 es el méas apto o candidato
a 6ptimo, en otras palabras, se diria que la sexta combinacién de variables es la que
genera el mejor modelo Credit Scoring, por el contrario la primera combinacion genera

el peor modelo dentro de la poblacién.

3.6.3. Creacién de la nueva poblacién

Los algoritmos genéticos buscan siempre nuevas generaciones que se acerquen mas a la
solucién del problema de optimizacion, la creaciéon de una nueva poblacién se realiza a

partir de la poblacién predecesora y para ello se realizan los siguientes pasos:
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3.6.3.1. Seleccién de los individuos

Una subpoblacién es seleccionada a partir de la poblacién inicial o predecesora para
reproducir una nueva generacion, esta subpoblacion seleccionada es la base para au-
mentar la fortaleza en las siguientes generaciones, por lo cual en esta seleccién se deben
priorizar los individuos que tengan un fitness alto, entonces lo que se hace es asignar
una probabilidad de seleccién a cada uno de los individuos. Esta probabilidad debe

estar correlacionada obviamente con el fitness del individuo.

Para el ejemplo que se estudia, esta seleccién es conocida como el método de la ruleta,
y consiste en asignar un peso entre 0 y 1, o porcentaje respecto a la suma total del

fitness, de esta manera:

VI V2 V3 VA4 V5 V6 V7 VB V9 VIO ) Prob. en la ruleta

1|{ol1la]lol2]lo]loflo|2][1]] o5 0,116
AN IEIE BB 0,169
3:| (2 [ [alalslalelo]lele]| | o 0,198
g|lalolalo]l s]lalalalslal | e 0,153
s{l1]ofl1]ofl1]a]a1]o]1]0o] | oss6 0,150
6||olalofl1]loflolaflo|1|la]]| o0 0,214

SUMA 4,39 1

Figura 3.6: Probabilidad de seleccién para proceso de cruce
Elaboracién propia

FEn la tabla anterior se puede ver como el individuo 6 es el individuo mas probable en
salir en un giro de la ruleta en contraste el individuo 1 es el menos probable en salir en
la ruleta, estos simulan al individuo més y menos fuerte en una poblacién y en efecto

los individuos maés fuertes tienen més probabilidad de sobrevivir a la seleccién natural.

Ahora si se realiza una simulacién del giro de esta ruleta con las diferentes probabi-
lidades de que salga cada uno de los individuos en 6 giros se obtienen los siguientes

resultados:
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M.- de giro resultadolindividuo)
ler 5

2do
3er
4to
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6to
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Figura 3.7: Simulacién de seleccion de los individuos
Elaboraciéon propia

3.6.3.2. Cruce de individuos “Crossover”

Esta fase también es conocida como recombinacién, una vez seleccionados los indivi-
duos se realizan operaciones de cruce entre ellos (lo que simularfa la reproduccién en
las especies), las operaciones de cruce buscan aprovechar las caracteristicas que hacen
fuertes a los individuos para mostrarlas en las siguientes generaciones, para realizar es-
tas operaciones es necesario que los individuos se encuentren previamente codificados,
es principalmente para esta etapa y la de mutacién para la cual se hace la codificacién

de los individuos.

xisten muchas técnicas de cruce de individuos, la mas comun es la de generar una
Exist has t d de individuos, 1 la d

particién en los cromosomas de los individuos e intercambiar esa particién, en el ejemplo
que se esta llevando a cabo, suponiendo que se quiere cruzar los individuos 5 y 6,

entonces se tiene:

PADRES HUIOS
s|[2]olafofaTaTafo afo]|[2]o]s a0 o 0 1]0]
6| [of1fofaTol o aTo]s]s]|[o]2]of0aTaa o s 1]

Figura 3.8: Técnica de cruce por particion
Elaboracién propia

Para un algoritmo genético simple los puntos donde se realiza la particién para el cruce
se toman aleatoriamente, ademas de que también existe una probabilidad P, que es la
probabilidad de que exista el cruce entre la pareja, en este caso P, es 1, existen algo-

ritmos genéticos donde los puntos para realizar la particiéon son fijados, por ejemplo,
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puede que se requiera solo recombinar un cromosoma ya que se tiene un buen individuo

cercano al 6ptimo entonces no se necesita cambiarlo tanto.

Es aconsejable por experiencia que la probabilidad de cruce P, esté entre 0,40 y 0,85
[15].

3.6.3.3. Mutacion

El proceso de mutaciéon se realiza en un individuo, no depende de los cromosomas
predecesores, para ello se establece una probabilidad de mutacion del cromosoma ge-
neralmente baja, y consiste en alterar uno o varios caracteres de los genes del hijo, es

decir cambiar de 1 a 0 o viceversa los genes del individuo.

MUTACION

[of1fofJofafafafJofa]a]

[of2]ofJofafofafofa]a]

Figura 3.9: Mutacién de un individuo de la poblaciéon
Elaboracién propia

La probabilidad de realizar el proceso de mutacién es recomendable establecerla
entre 0,03 y 0,1 [15].

3.6.3.4. Reemplazo de la poblaciéon antigua

Una vez creados los nuevos individuos hijos provenientes de la técnica de cruce y
después de la técnica de mutacién, se procede a calcular su fitness o fortaleza para de
esta manera observar si se tienen mejores individuos candidatos a 6ptimo, es importante
notar que la nueva generacién no necesariamente es mejor que la predecesora, por ello
los individuos con mayor fortaleza de la anterior generaciéon no son desechados sino
que también pueden formar parte de la préxima generacién, la idea aqui es siempre
mantener un nimero constante de individuos en cada generacion e ir desechando los

individuos con menor fitness.
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3.6.3.5. Criterio de parada

Es importante definir un criterio de parada para el algoritmo ya que se puede estar
generando individuos infinitamente inclusive individuos repetidos, lo cual solo retrasa y
aleja la busqueda del individuo 6ptimo, este criterio se encarga de detener el algoritmo
y la creaciéon de nuevas generaciones para elegir al individuo mas apto como solucién

del problema, en base a esto algunos de los criterios mas comtinmente usados son:

e Establecer un niimero determinado de generaciones a realizarse.
e Establecer un tiempo de busqueda determinado del individuo més apto.

e Establecer un limite del niimero consecutivo de generaciones en donde los indi-

viduos no han mejorado los fitness de sus predecesores.

e Se establece una tolerancia que es la diferencia entre el mejor individuo y los
demads, si durante n generaciones no se puede acercar o superar la tolerancia, el

algoritmo para y deja de crear mas generaciones.

25



Capitulo 4
Marco Metodolégico

En este capitulo se realizard una aplicacion practica de los algoritmos genéticos (AG)
para la seleccién de variables, ademas de su respectiva comparaciéon con las técnicas
clasicas de seleccion de variables para dos modelos de Credit Scoring: un modelo Logit,
y un modelo Random Forest, ademés de que se describiran las técnicas, métodos y

pasos llevados a cabo para la generacién de estos modelos.

Todo esto se realizaré gracias al lenguaje estadistico R y la base de datos utilizada hace
referencia a datos reales correspondientes a una institucion bancaria ecuatoriana que
por privacidad no se mencionaran nombres ni etiquetas, en anexos se puede encontrar

un diccionario de las variables utilizadas.

4.1. Credit Scoring para colocacion de créditos

Un de modelo Credit Scoring es una metodologia estadistica y analitica utilizada en
el sistema financiero que permite tener una vision y decision al otorgar un crédito de

manera objetiva, minimizando el riesgo asociado con la colocacion del mismo.

Un modelo de Credit Scoring se basa en historiales de pago de los clientes, toma com-

portamientos pasados para pronosticar comportamientos futuros de los créditos.

Como lo explica Schreiner (2.002), un modelo de Credit Scoring utiliza la misma légica
que el analista de crédito, pues se basa en experiencias y seguimientos de créditos
otorgados en el pasado y mediante una asociacién con caracteristicas de los nuevos

solicitantes puede asignar o no el crédito. La diferencia principal radica en que la
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decisién del analista de crédito es subjetiva, dependerd en gran medida de lo que el
analista considere “bueno” o “malo”, ademas de muchas otras consideraciones como la
capacidad de manejar muchas variables e informacién que un analista de crédito no

puede hacer.

4.2. Generacion de la informacién

La base de datos utilizada representa datos de una institucién financiera cuya confor-

macién se extrajo de la siguiente manera.

Se consolidé la informacién de 5 puntos de observacion en el transcurso de un afo,

desde ago-2017 hasta jul-2018, seleccionando los puntos de observacién siguientes:

[ago-17 | sep-17| oct-17 | nov-17] dic-17 | ene-18] feb-18 | mar-18] abr-18 [may-1s] jun-18 ] jul-18 |

U § 1 Il 4

Pto. Obs. Pto. Obs. Pto. Obs. Pto. Obs. Pto. Obs.

Figura 4.1: Puntos de observacién para la conformacion de la base de modelamiento.
Elaboracién propia

Como se puede observar se toma la informacién de: ago-17, dic-17, feb-18, may-18,
jul-18, para la conformacion de la base de modelamiento, donde para cada uno de estos

puntos de observacién se tiene una ventana histérica y una ventana de desempeno:

VENTANA HISTORICA

INFORMACION DE BURO VENTANA DESEMPERO
A ]
. . . .
| | | |
[ m3s | mas | | | m2 | v | mo [ ma | m2 | . ] mma| ma2]
Pto. Obs.

Figura 4.2: Generacion de la informacion.
Elaboracién propia

En la figura 4.2 se puede ver que para la conformacién de la ventana histérica se toman
los meses anteriores al punto de observacién y en Ecuador por disposicién de la SBS

no puede ser superior a los 36 meses (3 anos), en esta ventana se generan las variables
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asociadas al historial crediticio del individuo entre estas se encuentran: deudas totales,

deudas vencidas en tarjetas, nimero de operaciones de créditos, monto en créditos, etc.

Por otro lado, los meses posteriores al punto de observacion constituyen la ventana
de desempeno, que generalmente la conforman los 12 meses después del punto de ob-
servacién y para este caso la conforman los 12 meses. La finalidad de la ventana de
desempeno es la de definir a los individuos en buenos o malos pagadores es decir me-

diante la ventana de desempefio se obtiene la variable dependiente.

La consolidacion de los puntos de observacion y generaciéon de variables en la ventana
historica y de desempetio establecen una base de datos de exactamente 534.001 registros

para este tema de estudio.

4.2.1. Tratamiento de valores atipicos

Uno de los paso més importantes como parte del procesamiento de datos es detec-
tar y tratar valores atipicos, para detectar valores atipicos se ha realizado graficas de
dispersiéon de las variables explicativas, donde se han identificado principalmente los

percentiles.

Y la técnica utilizada ha sido la de acotar a un percentil por encima del percentil 95
donde se notaba un cambio considerable de los valores, con esto se busca tratar de

mantener la naturalidad de los datos [23].

4.3. Definicién de la variable dependiente

4.3.1. Andlisis de Roll-Rate

El anilisis de Roll-Rate permite identificar la tasa de deterioro crediticio. Se realiza
comparando, de un mes al siguiente si existe un deterioro en los dias de vencimiento

que tiene un cliente y asi para todos los meses que conforman la ventana de desempeno.

Dentro de la ventana de desempenio se obtienen 11 tablas comparando los meses an-
teriormente mencionados: m1 vs m2, m2 vs m3, m3 vs m4, m4 vs m5, m5 vs m6, m6
vs m7, m7 vs m8, m8 vs m9, m9 vs m10, m10 vs m11, m11 vs m12, que se los puede

apreciar a detalle en la secciéon de anexos.

A continuacién se muestra la tabla general que es el promedio de todas las tablas roll
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rate, durante la ventana de desempefno que indica la probabilidad de deterioro o no

(avanza , no avanza) del estado actual de vencido.

VARIABLE
RANGO VENCIDO NO AVANZA | AVANZA
Sin vencido 93,20 %
De 1 a 30 dias 87,28 % 12,72%
De 31 a 60 dias 60,91 % 39,09 %
De 61 a 90 dias 46,04 %
De 91 a 120 dias 32,73%
De 121 a 150 dias 26,71 %
Mis de 150 dias 4,68 %

Tabla 4.1: Tabla Roll-Rate.
Elaboracién propia

Entonces lo que indica la tabla 4.1 es, por ejemplo: si un cliente se encuentra en el
rango vencido De 61 a 90 dias al punto de observacion la probabilidad de que su rango
vencido avance o en otras palabras que no pague la deuda en el siguiente mes es 0,5396,

asi para todas las categorias de rango vencido.

Es interesante notar los extremos de esta tabla y que indican, en el rango: SIN VEN-
CIDO el porcentaje de avanza es del 6.8 % quiere decir que de 100 personas que estén
en el rango sin vencido, 6 personas deteriorardn su rango. Por otro lado, en el rango:
VENCIDO MAS DE 150 DIAS la tasa de avanza es 95,32 % entonces se dice que de
100 personas, 95 van a deteriorar su rango el mes siguiente y es logico pensar que una
persona que lleva més de 150 dias de mora va a continuar debiendo y aumentando
sus dias de mora hasta que se tome acciones como: demanda judicial, expropiacién de

garantias, etc.

La manera de seccionar cada zona de la tabla 4.1 depende del riesgo que se quiera

asumir en la institucion financiera:

e zona mal pagador; la zona roja con un avanza mayor o igual al 50 %.

e zona de indeterminados; la zona amarilla con una tasa de avance entre el 10 % y
50 %.

e zona como buen pagador; la zona verde con un avanza menor o igual al 10 %.
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Este analisis permite definir la tolerancia del deterioro que se quiere para un sujeto

clasificado como buen o mal pagador y de esta manera definir la variable dependiente.

La variable dependiente Y indica si un cliente de la institucién bancaria se considera

buen pagador o mal pagador (pago o impago).

v {1 mal pagador,impago (4.3.1)

0 buen pagador, pago

4.3.2. Variable Dependiente

La definicién de la variable dependiente para este caso préactico se realiza por cada uno
de los individuos de la base de datos es por esto por lo que se consolida a nivel cliente
la deuda como: saldo total, saldo por vencer, saldo no devenga intereses, saldo vencido,

etc.

En funcién de las tasas obtenidas en la tabla 4.1 se definen las siguientes categorias:

e NO BANCARIZADO: Son los clientes que no tienen historial crediticio de los
altimos 12 meses anteriores al punto de observacién, es decir si se suma la deuda
total en bancos, cooperativas, casas comerciales y otros durante los tltimos 12

meses antes del punto de observacién y se obtiene una deuda de 0.

e SIN DESEMPENO: Son los clientes cuya ventana de desempefio es menor a 6

meses.

e MALO OBSERVADO: Son los clientes que presentan saldo en demanda judicial

o cartera castigada al punto de observacion.

e MALO: Son los clientes que alcanzaron un rango de vencimiento mayor a 60 dias,
ver tabla 4.1.

e BUENO: Son los clientes que presentan 0 dias de vencido al punto de observacién.

e INDETERMINADO: Son todos los clientes que no ingresan en las categorias

anteriores.

A continuacién la distribucién de la variable dependiente:
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VarDep Conteo %
BUENO 275.402 | 51,57%
MALO 65.251 12,22 %
INDETERMINADO 62.994 11,80 %
MALO OBSERVADO | 53.210 9,96 %
SIN DESEMPENO 69.612 13,04 %
NO BANCARIZADO 7.532 1,41%
TOTAL 534.001 | 100,00 %

Tabla 4.2: Distribucién de la VarDep.
Elaboracién propia

4.4. Segmentacion Clean/Dirty

Esta segmentacion Clean/Dirty de la base de datos es muy usada para generar modelos
de Credit Scoring se realiza ya que por experiencia se conoce que si una persona tiene
retrasos en sus pagos en los dltimos meses anteriores al punto de observacién va a
continuar con ese habito en el futuro o personas que por motivos de fuerza mayor
retrasan sus pagos y lo que se espera es que continiien con esos retrasos al menos por

un ano.

Esta segmentacion surge por la necesidad de buscar dos subgrupos homogéneos y busca
diferenciar sujetos que han presentado retrasos en sus pagos (Dirty) en el dltimo ano
antes del punto de observacién de los que no (Clean) y asi generar un modelo para cada
subgrupo, que en la practica resulta mucho mas eficiente que generar un solo modelo

para toda la poblacion.

Para realizar la segmentacién se excluyen los registros que se etiquetaron con la ca-
tegoria “NO BANCARIZADO” ya que como se define esta variable estos registros no
tienen un historial crediticio antes del punto de observacién y por tanto no se puede

realizar la segmentacion para estos.

A continuacién las definiciones rigurosas para segmentar la poblacion:

Al realizar esta segmentacion se espera que los grupos sean representativos ya que su-
poniendo que uno de los subgrupos representa el 5 % de la poblacién no seria adecuado
realizar un modelo para un porcentaje bajo de la poblacién lo ideal seria un 50 % /50 %
pero en la realidad es muy dificil obtener este porcentaje, entonces lo que se espera es

una particién 80 %/20 % o mejor.
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SEGMENTACION

DESCRIPCION

CLEAN

Si el promedio del maximo dias de vencido en operaciones
vigentes en todo el SCE es menor o igual a 30 dias en los
ultimos 12 meses.

DIRTY

Si el promedio del maximo dias de vencido en operaciones
vigentes en todo el SCE es mayor a 30 dias en los tltimos
12 meses.

Tabla 4.3: Definicién de la segmentacion.

Elaboracién propia

SEGMENTACION | CONTEO %
CLEAN 397.274 75,46 %
DIRTY 129.195 24,54 %
TOTAL 526.469 100,00 %

Tabla 4.4: Distribucién de la segmentacion.

Elaboraciéon propia

En este caso practico se ha obtenido una particién de 75,46 %/24, 54 % que esta dentro

de lo que se busca.

A continuacién la distribucién de la segmentacion en cada una de las categorias de la

variable dependiente.

SEGMENTACION |— - Var];ep 5 | TOTAL

CLEAN 263.693 | 30.474 | 55.332 5 47.770 | 397.274

DIRTY 11.709 | 34.777 | 7.662 | 53.205 | 21.842 | 129.195

TOTAL 275.402 | 65.251 | 62.994 | 53.210 | 69.612 | 526.469
Tabla 4.5: Distribucion de la segmentacion vs VarDep.

En la tabla 4.5 se definen
0: Bueno
1: Malo
2: Indeterminado
3: Malo observado

4: Sin desemperio

Elaboracién propia
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Es importante tomar en cuenta la distribuciéon de la segmentacién en las categorias
Bueno y Malo de la variable dependiente ya que con estas se construyen el modelo de
asignacion de crédito y se presumiria que el segmento “Clean” va a tener una menor

tasa de malos que el segmento “Dirty” por cémo se definen los segmentos.

SEGMENTO | Bueno %Fila | %Columna | Malo %Fila | %Columna | Total
CLEAN 263.693 | 89,64 % 95.75 % 30.474 | 10,36 % 46,70 % 294.167
DIRTY 11700 | 25,10% 125% 34777 | TA81% | 53.30% 46.486
TOTAL 275.402 | 80,85 % 100,00 % 65.251 | 19,15 % 100,00 % 340.653

Tabla 4.6: Distribucién de la segmentacién vs Bueno/Malo.
Elaboracién propia

En efecto se puede apreciar en la tabla 4.6 que en el segmento “Clean” la tasa de malo
es de 10,36 % y en el segmento “Dirty” es de 74,81 %, para el segmento “Clean” la tasa
de malo tiende a ser baja y para entrenar un modelo en este segmento se requiere que
la tasa suba al menos al 20 %[2] para lograr una muestra homogénea por lo que para

la base de modelamiento de este segmento se ha aplicado remuestreo.

4.5. Muestra de modelamiento y validacion

Considerando que la poblacién de modelamiento presenta una cantidad suficientemente
grande de registros se ha decidido generar dos muestras a partir de esta poblacién
de igual tamartio, las cuales se generaran tras aplicar muestreo aleatorio simple sin

reemplazo.

La primera muestra se denominara de modelamiento y serd empleada para entrenar
el modelo de Credit Scoring, mientras que la segunda muestra serd denominada de
validacién y servira para evaluar el desempeno del modelo en una muestra distinta a

la de entrenamiento.

Lo anterior, nos permitiré evaluar posibles sobreajustes de los modelos.Para la base de
modelamiento se toma en cuenta inicamente las categorias Bueno y Malo de la variable
dependiente, asi se entrenaran los modelos y para la base de validacién si se tomaran

en cuenta las demas categorias.

A continuacién las muestras de modelamiento y validacién para este caso préctico:
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Segmento Dirty:

\2 ;ggp Modelamiento %
0 5.872 25,39 %
1 17.256 74,61 %
TOTAL 23.128 100,00 %

Tabla 4.7: Distribucién de la segmentacién vs Bueno/Malo.

Elaboracién propia

\ziggp Validacién
0 5857
T 7521
5 3,836
3 26.542
1 10.978
TOTAL 64.714

Tabla 4.8: Bases de modelamiento y validacién segmento Dirty.

Segmento Clean:

Elaboraciéon propia

\Z 1;?;) Modelamiento %
0 131.850 89.58 %
1 15.330 10,42 %
TOTAL 147.180 100,00 %

Tabla 4.9: Distribucion de la segmentacion vs Bueno/Malo.

Elaboracién propia

34




\Zlg‘e‘; Validacién
0 131,813
1 15.144
5 57560
3 5
1 53.063
TOTAL 198.521

Tabla 4.10: Bases de modelamiento y validacion segmento Clean.
Elaboracién propia

4.6. Balanceo de categorias

En la tabla 4.7 se puede apreciar que la tasa de malos de la base de modelamiento para

el segmento Dirty es de 74,61 % tasa significativa para realizar los modelos.

En cambio en la tabla 4.9 se puede notar que para el segmento Clean la tasa de malos
de la base de modelamiento es del 10,42 % tasa muy baja para entrenar un modelo, lo
que indica un desbalanceo de la variable dependiente, para obtener una mejor tasa de
malos se puede aplicar diferentes técnicas de remuestreo o balanceo de bases de datos
como son: Random Over Sampling (ROS), Random Under Sampling (RUS), Synthetic
Minority Over Sampling Thechnique (SMOTE), entre otras[17].

SEGMENTACION CLEAN
140,000 131.850
120.000
100.000
80.000
60.000
40.000
20.000 15.330
0 ]
BUENO MALO

Figura 4.3: Desbalance segmentacién clean.
Elaboracién propia

Para el presente trabajo se utiliz6 las técnicas ROS y RUS.
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4.6.1. Random Over Sampling (ROS)

En todo conjunto de datos desbalanceado se va a tener una clase que tiene el menor
numero de registros (minoritario) y una clase que tiene el mayor niimero de registros
(mayoritario), este método replica aleatoriamente registros de la clase minoritaria para

lograr un balanceo con la clase mayoritaria.

ROS
140 000 131.850

120,000
100.000
80.000
60.000
40.000
20.000
0

BUENO

Figura 4.4: Técnica ROS
Elaboracién propia

4.6.2. Random Under Sampling (RUS)

Este método al contrario que el anterior elimina aleatoriamente registros de la clase

mayoritaria para lograr un balanceo con la clase minoritaria.
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RUS
140.000 131.850

120.000
100,000
80.000
60.000
40.000
20.000
0

15.330

BUENO MALO

Figura 4.5: Técnica RUS.
Elaboracién propia

También se puede hacer una combinaciéon de ambas técnicas:

ROS Y RUS
140 000 131.850

120,000
100.000
80.000
60.000
40.000
20.000
0

i)

15.330

BUENO MALO

Figura 4.6: Combinaciéon ROS y RUS.
Elaboracién propia

Mediante los métodos descritos se realiza un remuestreo para que la tasa de malos
suba al menos al 20 % (el codigo utilizado en lenguaje R se lo puede revisar en anexos)

obteniendo lo siguiente:
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\Z 1:5;) Modelamiento %

0 141.369 80,0 %

1 35.247 20,0 %
TOTAL 176.616 100,00 %

Tabla 4.11: Remuestreo base modelamiento segmento Clean.
Elaboracién propia

Los modelos serdan entrenados con las bases de modelamiento antes planteadas y se
realizaran dos modelos uno por cada segmento de la base, luego se procedera a evaluar

cada modelo en las respectivas bases de validacion.

4.7. Calibracion de hiperparametros para los Ran-

dom Forest

Para optimizar los hiperparametros que generan el random forest inicialmente se fij6 el
mtry en 3, para luego establecer el nimero de drboles que minimicen el error o a partir
de cuantos darboles la disminucién del error no sea significativa, y luego establecer de

la misma forma el mtry, como se muestra en las gréficas.

Random Forest sin AG
Segmento Dirty:

Se tomo ntree = 100

Error

I I I I I I
0 100 200 300 400 500

Arboles

Figura 4.7: Grafica error vs #arboles.
Elaboracién propia
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Para después tomar mtry=2

0.164

Errar

0.160

—
M -
o —
s -

miry

Figura 4.8: Grafica error vs mtry.
Elaboracién propia

Segmento Clean:

Se tom6 ntree = 100

en —

Error
008 010 012
I

I I I I I
0 100 200 300 400

Arboles

Figura 4.9: Grafica error vs #arboles.
Elaboracién propia
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Para después tomar mtry=4

Errar
0.10 0.15

0.05

Random Forest

Segmento Dirty:

Se tom6 ntree = 100

Error

0185 0470 0.185

miry

Figura 4.10: Grafica error vs mtry.
Elaboracién propia

con AG

I I I I I I
0 100 200 300 400 500

Arboles

Figura 4.11: Grafica error vs #arboles.
Elaboracién propia
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Para después tomar mtry=2

Errar
0160 0165 0170

miry

Figura 4.12: Grafica error vs mtry.
Elaboracién propia

Segmento Clean:

Se tom6 ntree = 100

()]
O
=1
§ w |
o
|
C:! e
e I T T T T
0 100 200 300 400 500
Arboles

Figura 4.13: Grafica error vs #arboles.
Elaboracién propia
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Para después tomar mtry=3

Errar

miry

Figura 4.14: Grafica error vs mtry.
Elaboracién propia

4.8. Credit Scoring sin AG/con AG

En esta seccion se presentaran todos los resultados de los modelos entrenados con la
muestra de entrenamiento descrita en la seccién previa, se presentan matrices de co-
rrelaciones de los modelos asi como tablas de significancia de los coeficientes de los

modelos de Regresion Logistica.

Los modelos fueron entrenados teniendo en cuenta algunos aspectos generales:

e Previo al entrenamiento de los modelos se ha calculado el coeficiente K.S para
todas las variables de las dos segmentaciones para de esta manera tener una mejor

decisién al seleccionar las variables.

e Asi mismo se ha calculado el coeficiente VI para las variables categéricas de la

muestra de entrenamiento.

e Se ha establecido un rango para el nimero de variables de los modelos, entre 8 a

16 variables explicativas.
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4.8.1. Credit Scoring sin AG
4.8.1.1. Regresion Logistica

Los coeficientes estimados para las variables de los modelos de Regresion Logistica son

significantes a un nivel de confianza del 95 %.

Segmento Dirty:

Variable Estimate | Std. Error | Z Value | Sign.
Intercepto 2,17 0,11 18,24 0,0000
In_ NMES_ULT_VENC_SBS_SC_12M -0,66 0,02 -32,31 | 0,0000
In_ PROM_VEN_SBS_6M 0,19 0,01 17,78 0,0000
NENT_VEN_SCE_3M 0,57 0,05 10,81 0,0000
In_ NTC_VENC_TC_3M 1,00 0,34 2,96 0,0031
prbb__genero_ ecivil -3,07 0,41 -7,44 0,0000
r_ NOPE_XVEN_OP_3s6M -0,44 0,04 -9,78 0,0000
r_NOPE_VENC_31AMAS_ OP_ 3s6M 0,39 0,06 6,33 0,0000
r_ DEUDA_TOTAL_SICOM_OP_ 12s24M 0,51 0,09 565 | 0,0000

Tabla 4.12: Resumen del modelo - logit - dirty.
Elaboraciéon propia

Los resultados de este modelo evidencian 3 variables que premian (con signo negativo)
es decir disminuyen la probabilidad de mal pagador y 5 variables que castigan (con signo
positivo) es decir que aumentan la probabilidad de mal pagador, adicionalmente todas
las variables son significativas, el modelo contiene variables en diferentes periodos (3, 6

, 12, 24 meses) las mds recientes de 3 meses son las que mds aportan en la clasificacién

del modelo.

Correlaciones 1 2 3 4 5 6 7 8
In. NMES ULT VENC SBS SC 12M 1,00

In_ PROM_VEN_SBS_6M -0,52 | 1,00

NENT_ VEN_SCE 3M -0,49 | 0,45 | 1,00

In NTC VENC TC 3M -0,16 | 0,28 | 0,46 | 1,00

prbb__genero__ecivil 0,12 | -0,10 | -0,04 | -0,05 | 1,00

r_ NOPE_XVEN_OP_ 3s6M 0,24 |-0,25|-0,12 | -0,05 | 0,08 | 1,00

r_ NOPE_VENC_31AMAS OP_ 3s6M -0,17 | 0,01 | 0,47 | -0,08 | 0,02 | -0,05 | 1,00

r_ DEUDA_TOTAL_SICOM__OP_12s24M | 0,49 | -0,18 | 0,11 | -0,03 | 0,10 | 0,16 | 0,15 | 1,00

Tabla 4.13: Matriz de correlaciones - logit - dirty.
Elaboracién propia
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Segmento Clean:

Variable Estimate | Std. Error | Z Value | Sign.
Intercepto 5,82 0,24 23,82 0,0000
NENT_ VEN_SCE_36M 0,79 0,01 66,36 0,0000
r NTC APERT SCE 12a36M 0,38 0,02 22,50 0,0000
NTC_XVEN_TC_3M 0,18 0,01 38,79 0,0000
r_ DEUDA_TOTAL_SCE_ 6al2M 0,44 0,03 12,67 0,0000
prbb__genero__ecivil -5,81 0,19 -29,93 0,0000
r_ NOPE_APERT_ SBS_OP_ 12s24M 0,46 0,01 30,81 0,0000
In._ NMES_ULT_REFIN_TC_12M -0,47 0,03 -14,11 | 0,0000
In. NMES_ULT_REFIN_ODP_ 12M -0,29 0,02 -12,01 | 0,0000
r_ PROM__VENSBSsPROM_DEUDASBS_ TC36M -1,48 0,22 -6,78 0,0000

Tabla 4.14: Resumen del modelo - logit - clean.
Elaboracién propia

Los resultados de este modelo evidencian 4 variables que premian (con signo negativo)
es decir disminuyen la probabilidad de mal pagador y 5 variables que castigan (con
signo positivo) es decir que aumentan la probabilidad de mal pagador, adicionalmente
todas las variables son significativas, la variable que mas aporta en la clasificacién del

modelo es la de prbb__genero__ ecivil.

Correlaciones 1 2 3 4 5 6 7 8 9
NENT_VEN_SCE_36M 1,00

r_ NTC_APERT_SCE_ 12a36M 0,00 | 1,00

NTC_XVEN_TC_3M 0,10 | 0,35 | 1,00

r_ DEUDA_TOTAL_SCE_ 6al2M -0,04 | 0,14 | -0,13 | 1,00

prbb__genero_ ecivil 0,01 | -0,09 | -0,02 | -0,10 | 1,00

r NOPE APERT SBS OP 12s24M -0,01 | -0,07 | -0,17 | 0,31 | -0,01 | 1,00

In_ NMES ULT REFIN TC 12M -0,03 | -0,06 | -0,06 | -0,01 | 0,00 | 0,00 | 1,00
In_NMES_ULT_REFIN_OP_12M 20,01 | 0,03 | 0,02 | 0,0L | 0,00 |-0,06] 0,05 | 1,00
rPROMVENSBSsPROM__DEUDASBS_TC36M | 0,20 | -0,01 | -0,02 | 0,00 | -0,01 | 0,00 | -0,01 | -0,01 | 1,00

Tabla 4.15: Matriz de correlaciones - logit - clean.
Elaboracién propia

4.8.2. Random Forest

Se han entrenado los modelos tomando en cuenta las variables con mayor KS, a con-

tinuacion las variables seleccionadas con las correlaciones entre las mismas:
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Segmento Dirty:

Correlaciones 1 2 3 4 5 6 7 8 9 10 11
In NMES ULT VENC SBS SC 12M | 1,00
In PROM_VEN SBS_6M 0,52 1,00
NENT_VEN_SCE_3M 20,49 0,45 | 1.00
In_MVAIVEN_SBS_TC_G6M 0,35 0,57 | 0,32 | 1,00
r MVALEN_SBSsDEUDA_TOTAL 0,13] 0,21 | 0,05 | 041 | 1,00
rPROM_VENSBSsPROM_DEUDATOTAL [ -0,19 | 0,36 | 0.12 | 0,33 | 0,42 | 1,00
rPROM_VENSBS_TCsPROMDEUDA 0,20 | 0,31 [ 0,09 | 0,57 | 0,37 | 0,41 | 1,00
r NOPE_XVEN_OP_3s6M 0,24 [-0,25 | -0,12 | -0.15 | -0,07 | 0,20 | 0,41 | 1,00
NOPE_XVEN_OP_3M 0,22 [-0,23 | -0,08 | -0,17 | -0,10 | -0,17 [ 0,33 | 0,38 | 1,00
NTC_VENC_31AMAS_TC_24M 20,25 | 0,47 | 0,26 | 0,58 | 0,31 | 0,52 | 0,52 | 0,18 | 0,10 | 1,00
prbb_genero_ecivil 0,12 [-0,10 | -0,04 | 0,11 | -0,08 | -0,04 [ 0,09 | 0,08 | 0,13 | -0,07 | 1,00

Tabla 4.16: Matriz de correlaciones - rf - dirty.

Elaboracién propia

Segmento Clean:
Correlaciones 1 2 3 4 5 6 7 8 9 10 11
r_DEUDA_TOTAL_SBS_TC_3s6M | 1,00
NENT_VEN_SCE_36M\ 0,07 | 1,00
NTC_APERT_SCE_24M 0,54 | -0,01 | 1,00
NOPE_XVEN_OP_3M 20,26 | 0,03 | -0,14 | 1,00
lu_DEUDA_TOTAL_SCE_3M 0,04 | 0,05 | 0,03 | 0,41 | 1,00
r_DEUDA_TOTAL_SCE_3a6M 0,10 | -0,03 | 0,00 | 0,00 | 0,02 | 1,00
In_PROM_VEN_SCE_24M 0,01 | 0,63 |-0,04 | 0,02 | 0,03 [-0,01 | 1,00
r_DEUDA_TOTAL_SCE_6a12M ~0,01 | -0,04 | -0,01 | 0,00 | -0,03 | 0,62 | -0,03 | 1,00
In_MVALVEN_SBS_TC_36M 0,17 | 0,59 | 0,04 | -0,07 | 0,07 | -0,04 | 0,33 | -0,07 | 1,00
r NOPE_APERT SBS OP 12524M | -0,21 | -0,01 | -0,09 | 0,33 | 0,12 | 0,17 | -0,01 | 0,31 | -0,06 | 1,00
prbb_genero_ccivil 0,07 0,01 | -0,08 | 0,00 | 0,13 | -0,07 | 0.01 | -0,10 | 0,00 | -0,01 | 1,00

Tabla 4.17: Matriz de correlaciones - rf - clean.
Elaboracién propia

4.9. Credit Scoring con AG

Para estos modelos se ha tomado las 60 variables con mayor KS y que no estén corre-

lacionadas (correlacion menor a 0,65 en valor absoluto), de esta manera el algoritmo

genético devuelve la combinacion de variables que considere mejor.
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4.9.1. Regresion Logistica

Segmento Dirty:

Variable Estimate | Std. Error | Z Value | Sign.
Intercepto 0,81 0,08 10,65 0,0000
In_ NMES_ULT_VENC_SBS_SC_12M -0,61 0,02 -29,74 | 0,0000
NENT _VEN_SCE_3M 0,41 0,05 8,12 0,0000
In_ MVALVEN_SBS_TC_6M 0,17 0,01 19,28 0,0000
rPROM__VENSBS_TCsPROMDEUDA_TOTALSBS_OP12M 0,18 0,06 3,14 0,0017
NOPE XVEN OP 3M -0,03 0,01 -2,21 0,0270
NOPE_VENC_31AMAS_OP_3M 0,33 0,03 10,01 0,0000
r_DEUDA_TOTAL_SICOM_OP_12s24M 0,47 0,09 5,05 0,0000
NENT_ VEN_SCE_12M 0,25 0,05 5,24 0,0000
In_ MVALVEN_SBS_OP_3M 0,20 0,01 14,32 0,0000
r_ NOPE__APERT_SCE_ 12a24M -0,34 0,05 -6,65 0,0000

Tabla 4.18: Resumen del modelo - logit - dirty - con AG.
Elaboracién propia

Los resultados de este modelo evidencian 3 variables que premian (con signo negativo)
es decir disminuyen la probabilidad de mal pagador y 7 variables que castigan (con
signo positivo) es decir que aumentan la probabilidad de mal pagador adicionalmente

todas las variables son significativas.

Correlaciones 1 2 3 4 5 6 7 8 9 10
In_ NMES_ULT_VENC_SBS_SC_12M 1,00

NENT_VEN_SCE_3M -0,49 | 1,00

In_. MVALVEN_SBS_TC_6M -0,35 | 0,32 | 1,00

rPROM_VENSBS TCsPROMDEUDA TOTALSBS | -0,20 | 0,09 | 0,57 | 1,00

NOPE_XVEN_OP_3M 0.22 | -0,08 | -0,17 | -0,33 | 1,00
NOPE_VENC_31AMAS_OP_3M -0,23 | 0,47 | -0,28 | -0,28 | -0,06 | 1,00
r_DEUDA_TOTAL_SICOM_OP_12s24M 0,49 | 0,11 |-0,11 | -0,11 | 0,23 | 0,08 | 1,00
NENT_VEN_SCE_12M -0,22 | 0,60 | 0,29 | 0,10 | 0.03 | 0,28 | 0,11 | 1,00

In. MVALVEN_ SBS OP_3M -0,30 | 0,29 | -0,20 | -0,26 | -0.04 | 0,38 | -0,10 | 0,14 | 1,00

r_ NOPE__APERT_SCE_ 12a24M 0,19 | -0,08 | -0,11 | -0,25 | 0.40 | -0,07 | 0,18 |-0,03 | -0,03 | 1,00

Tabla 4.19: Matriz de correlaciones - logit - dirty - con AG.
Elaboracién propia
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Segmento Clean:

Variable Estimate | Std. Error | Z Value | Sign.
Intercepto -3,31 0,05 -68,51 | 0,0000
NENT_VEN_SCE_ 36M 0,69 0,01 47,83 0,0000
PROM_DEUDA_TOTAL_SBS_TC_3M 0,001 0,00 23,54 0,0000
NTC_APERT_SCE_24M 0,20 0,01 23,57 0,0000
NTC_XVEN_TC_3M 0,05 0,01 6,11 0,0000
LN_DEUDA_TOTAL_SCE_3M 0,06 0,00 12,53 0,0000
NOPE_APERT_ SCE_24M 0,05 0,00 26,38 0,0000
MVALVEN_SBS TC_36M 0,001 0,00 8,40 0,0000
NENT_VEN_SCE_ 24M 0,27 0,03 9,45 0,0000
r_ NOPE_APERT_SBS_OP_ 12s24M 0,23 0,02 14,53 0,0000
r_ DEUDA_TOTAL_SCE_ 12a24M 1,14 0,03 35,62 0,0000

Tabla 4.20: Resumen del modelo - logit - clean - con AG.
Elaboracién propia

Los resultados de este modelo evidencian 1 intercepto con signo negativo que hace
disminuir la probabilidad de mal pagador y 10 variables que castigan (con signo posi-
tivo) es decir que aumentan la probabilidad de mal pagador adicionalmente todas las

variables son significativas.

Correlaciones 1 2 3 4 5 6 7 8 9 10
NENT_VEN_SCE_36M 1,00

PROM_DEUDA_TOTAL_SBS_TC_3M | 0,10 | 1,00

NTC_APERT_SCE_24M -0,01 | 0,21 | 1,00

NTC _XVEN_TC 3M 0,10 | 0,61 | 0,59 | 1,00

LN DEUDA TOTAL SCE 3M 0,05 | 0,31 | 0,03 | 0,18 | 1,00

NOPE_APERT_SCE_24M 0,04 |-0,03|-0,10 | -0,16 | 0,25 | 1,00
MVALVEN_SBS_TC_36M 0,31 | 0,27 | 0,01 | 0,16 | 0,09 |-0,01 | 1,00
NENT_VEN_SCE_24M 0,57 | 0,19 | 0,05 | 0,23 | 0,06 |-0,05| 0,45 | 1,00

r_ NOPE_APERT_ SBS_OP_ 12s24M -0,01 | -0,06 | -0,09 | -0,17 | 0,12 | 0,27 | -0,02 | -0,07 | 1,00

r_ DEUDA_TOTAL_SCE_ 12a24M -0,12 | -0,11 | 0,03 | -0,18 | -0,02 | 0,05 | -0,07 | -0,11 | 0,30 | 1,00

Tabla 4.21: Matriz de correlaciones - logit - clean - con AG.
Elaboracién propia
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4.9.2. Random Forest

A continuacién las variables seleccionadas con sus correlaciones:

Segmento Dirty:

Correlaciones 1 2 3 4 5 6 7 8 9 10 11
NMES_ULT_VENC_SBS_SC_12M 1,00

PROM_VEN_SBS_24\ 20,04 | 1,00

MAVALEN_SBS_TC_GM 0,13 [ 0,03 | 1,00

PROM_VEN_SBS_TC_G6M 0,08 | 0,08 | 0,51 | 1,00

NTC_VENC_TC_3M 0,25 | 0,00 | 0,46 | 0,36 | 1,00
r_MVALVEN_SBSsDEUDA_TOTAL_SBS_TC | 0,16 | -0,01 | 0,17 | 0,11 | 0,32 | 1,00
rPROM_VENSBS_TCsPROMDEUDA_TOTAL | -0,18 | -0,01 | 0,21 | 0,21 | 0,45 | 0,33 | 1,00
NOPE_XVEN_OP_3\ 0,17 | -0,05 | -0,07 | 0,08 | 0,16 | -0,10 | 0,31 | 1,00
NOPE_NDI_OP_3M 0,21 [-0,02 | 0,10 | -0,06 | -0,19 | -0,15 | 0,24 | 0,13 | 1,00
TMVALVEN_SBSTCsMVALVEN_SBSOP_12M | -0,29 | -0,03 | 0,37 | 0,22 | 0,64 | 0,51 | 0,62 | -0,20 | 0,35 | 1,00
DEUDA_TOTAL_SICOM_OP_I12\] 0,36 | -0,02 | -0,03 | 0,03 | 0,04 | 0,05 | 0,05 | 0,17 | 0,07 | -0,07 | 1,00

Tabla 4.22: Matriz de correlaciones - rf - dirty - con AG.
Elaboracién propia

Segmento Clean:

Correlaciones 1 2 3 4 5 7 8 9 10 11 12 13 | 14 | 15
NENT_VEN_SCE_36M 1,00

PROM_DEUDA_ TOTAL SBS TC 3M | 0,10 | 1,00

NTC_XVEN_TC_3M 0.10 | 0,61 | 1,00

NOPE_XVEN_OP_ 3\ 0,03 | -0,05 | -0,20 | 1,00

DEUDA_TOTAL_SCE_3M 0,01 | 0,16 | 0,08 | 0,14 | 1,00

LN_DEUDA_TOTAL_SCE_3M 0,05 | 0,31 | 0,18 | 0,41 | 0,23 | 1,00

r_ DEUDA_TOTAL_SCE_3a6M -0,03 | -0,05 | -0,09 | 0,00 |-0,01 |-0,02 | 1,00

r_DEUDA_TOTAL_SCE_6al2M 20,04 [ -0,08 [ -0,13 | 0,00 | -0,01 | -0.03 | 0,62 | 1.00

r_NOPE_APERT_SBSsSCE_OP_24M | -0,03 | -0,02 | -0,15 | 0,32 | 0,05 | 0,15 | 0,05 | 0.09 | 1,00

NMES_ULT_REFIN_TC_12M -0,02 | -0,03 | -0,05 | 0,02 | 0,00 |-0.01 | -0,02 | -0,01 | -0,00 | 1,00

NTC_APERT_SCE_6M 0,00 | 0,10 | 0,37 | -0,09 | 0,00 |-0.03 | 0,12 | 0.12 | -0,06 | -0,06 | 1,00

NMES_ULT_ REFIN_OP_12M -0,01 | 0,01 | 0,02 |-0,01| 0,00 |-0.01| 0,00 | 0,01 |-0,05| 0,33 | 0,02 | 1,00

r_ DEUDA_TOTAL_SCE_ 12a24\ -0,12 | -0,11 | -0,18 | 0,04 | -0,01 | -0,02 | 0,28 | 0,58 | 0,16 | 0,01 | 0,08 | 0,01 | 1,00

r_ DEUDA_TOTAL_SBS_OP_ 3s12)\l -0,02 | -0,07 | -0,18 | 0,29 | 0,03 | 0,15 | 0,40 | 0.40 | 0,39 | -0,01 | -0,06 | -0,03 | 0,25 | 1.00
r_NOPE_APERT_SCE_ 12a24M -0,03 | -0,11 | -0,23 | 0,32 | 0,02 | 0,15 | 0,24 | 0.41 | 0,39 | -0,01 | -0,05 | -0,03 | 0,39 | 0.47 | 1,00

Tabla 4.23: Matriz

de correlaciones - rf - clean - con AG.
Elaboracién propia
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4.10. Alineacién de Scores

En este capitulo se aplica la técnica de Alineacién de Scores para los segmentos Clean
y Dirty para asi obtener un solo modelo para la poblaciéon a partir de los resultados

obtenidos en los scores de las muestras.

4.10.1. Importancia de la Alineacién de Scores

La importancia de alinear los scores de los segmentos Clean y Dirty radica en obtener
un solo modelo unificado que pueda evaluarse en el cliente ya que los modelos por
separados tienes diferentes valores extremos en los rangos de los 10 intervalos y también

de esta manera proporcionar la misma evaluacién e interpretacion del riesgo.

4.10.2. Procedimiento para Alineacién de Scores
1. Seleccionar un puntaje base, para este caso el puntaje del segmento Clean.

2. Ajustar una regresion exponencial entre el puntaje medio del rango y la proba-

bilidad de incumplimiento (PD).

. Mediante la transformacién anterior obtenemos los scores de la segmentacion

Dirty.

w

4. Obtenemos los nuevos rangos de score alineados, los rangos del segmento Clean

se mantienen invariantes ya que se tomaron como puntaje base.

Como resultados obtenemos las tablas performance mencionadas en el capitulo 6.
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Capitulo 5
Comparacién de resultados

En este capitulo se busca comparar y dejar en evidencia si existe o no mejoria al
aplicar algoritmos genéticos en la seleccién de variables para modelos de credit scoring

mediante medidas de calidad de ajuste de los modelos entrenados.

Como se pudo ver en el capitulo anterior se ha entrenado en total 8 modelos credit
scoring, 4 modelos sin Algoritmos Genéticos (sin AG) es decir seleccionando las varia-
bles explicativas mediante métodos tradicionales mencionados en el anterior capitulo
y 4 con Algoritmos Genéticos (con AG), usando dos técnicas estadisticas: Regresion
Logistica y Random Forest para dos segmentaciones de la base total: segmentacion

Dirty y segmentacién Clean.

5.1. Tablas Performance

Las tablas performance de los modelos realizados son herramientas que permiten vi-
sualizar detalladamente la calidad de discriminacion del modelo generalmente dividida
por deciles de la muestra, donde cada decil tiene rangos de probabilidad estimada de

impago ademas del ntimero de sujetos pago e impago.

Las tablas tal cual se pueden ver en el capitulo 6, se tomara la primera de ellas como

ejemplo para describirlas.
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KS | ROC | GINI
61,4 | 86,5 73,1
Score Total Malo Malo Rate
Min | Max Int |Int% | Cum% | Int | Int% | Cum % Int Cum
657 999 2.313 | 10% 10% 646 4% 4% 27.93% | 27,9%
570 657 2.313 | 10% 20% 946 5% 9% 40,90 % | 34,4%
386 570 2.312 | 10% 30% 1.084 6% 16% | 46.89% | 38,6 %
182 385 2.313 | 10% 40% 1.535 9% 24 % 66.36 % | 45,5%
118 182 2.313 | 10% 50 % 1.940 | 11% 36 % 83.87% | 53.2%
85 118 2.313 | 10% 60 % 2112 | 12% 48 % 91,31% | 59,5%
60 85 2.313 | 10% 70 % 2.189 | 13% 61 % 94,64 % | 64,6 %
40 60 2.312 | 10% 80 % 2.243 | 13% 74 % 97.02% | 68,6 %
23 40 2.313 | 10% 90 % 2.266 | 13% 87% 97.97% | 71,.9%
1 23 2.313 | 10% 100 % 2.205 | 13% 100% | 99.22% | 74,6 %
Total 23.128 17.256

Tabla 5.1: Tabla performance modelo logit - segmentacién dirty - base de modela-
miento.
Elaboracién propia

La tabla 5.1 es la tabla performance describe la calidad de discriminacion del modelo
logit (Regresion Logistica) para la segmentacién dirty sin algoritmos genéticos en la
seleccion de variables.

Encabezando a la tabla podemos encontrar tres medidas de calidad de discriminacién
del modelo: KS, ROC, GINI, las cuales serviran para poder comparar los modelos sin
AG con AG, en este modelo los 3 coeficientes son altos, el méximo es 100 pero en la

practica es irreal obtener este valor.

En las columnas tenemos:

Score (Min): El puntaje minimo de score del rango.

e Score (Max): El puntaje maximo de score del rango.

Total (Int): El nimero total de sujetos en el rango.

Total (Int %): El porcentaje que representa el niimero total de sujetos en el rango

respecto al total de la poblacion.

Total (Cum %):El porcentaje de sujetos acumulados hasta ese rango.

Malo (Int): El ntumero de sujetos malos en el rango.
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Malo (Int %): El porcentaje que representa el ntimero de sujetos malos en el rango

respecto al total de malos de la poblacién.

Malo (Cum %): El porcentaje de sujetos malos acumulado hasta ese rango.

Malo Rate (Int): El porcentaje de malos en el rango respecto al total de la

poblacién del rango.

Malo Rate (Cum): El porcentaje de malos acumulado hasta ese rango.

La columna Malo Rate (Cum) ayuda a la institucién a definir el riesgo maximo que

quiera asumir y de esta manera definir un punto de corte.

A continuacién se presenta un cuadro resumen comparativo con las medidas de calidad
de discriminacion de todos los modelos realizados en donde se presentan las medidas
KS, ROC, GINI y se busca comparar principalmente el uso de algoritmos genéticos

frente a su omision.

SIN AG CON AG
MODELO KS [ROC [ GINI | KS [ ROC | GINT
CLpAx | MOD [ 200 662 | 323 (256 | 675 | 319

VAL | 24,1 66,0 | 32,0 | 26,3 | 67,6 | 35.3
MOD | 61,4 | 86,5 | 73,1 | 62,4 | 86,9 | 73,7

Regresion Logistica

PIRTY AT 1701 [ 011 [ %2.2 | 634 | 882 | 765

MOD | 32,2 | 72,1 | 44,2 | 34,7 | 73,6 | 47,2

Random Forest CLEAN AT 1206 701 [ 402 (324 715 | 13.0
DIRTY | MOD [65.1] 89,0 | 780 [ 654 | 89 | 77.9

VAL | 64,5 | 89,6 | 79,2 | 62,6 | 89,2 | 78,5

Tabla 5.2: Tabla comparativa modelos sin AG vs modelos con AG.
Elaboracién propia
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9.2.

Tablas Performance con Alineacion de Scores

A continuacién se muestra un cuadro comparativo de los modelos resultantes al aplicar

la técnica Alineacién de Scores:

SIN AG CON AG
KS | ROC | GINI | KS | ROC | GINI
MOD | 382 | 75,2 | 50,3 | 39,5 | 76,0 | 52,0
VAL | 64,2 | 87,0 | 75,7 | 64,9 | 88,4 | 76,9
MOD | 434 | 79,9 | 59,8 | 45,3 | 81,0 | 62,0
VAL | 62,4 83,0 | 76,0 | 63,7 | 89,0 | 78,1

MODELO

Regresion Logistica

Random Forest

Tabla 5.3: Tabla comparativa modelos sin AG vs modelos con AG.
Elaboracién propia

5.3.

Resultados

En general se obtuvo mejores modelos con algoritmos genéticos del total de 8
evaluaciones con las medidas KS, GINI, ROC, 5 mejoraron en todas las medidas

y 1 modelo mejord en la medida KS al utilizar AG, véase Tabla 5.2.

En cuanto a las 2 evaluaciones que no mejoraron con algoritmos genéticos se
tratan de modelos de la segmentacién dirty, donde los modelos tradicionales que

se obtuvieron fueron buenos en cuanto a las medidas de calidad.

Para la segmentacién clean al aplicar algoritmos genéticos hubo una mejora en
todos los modelos como se puede evidenciar en la Tabla 5.2, los modelos tradi-
cionales en esta segmentacion no fueron tan buenos como los de la segmentacion

dirty.

Los modelos Random Forest tienen una mejor calidad de discriminacién que los

modelos de Regresion Logistica como se puede ver en la Tabla 5.2.

Cuando se aplica la técnica de Alineacién de Scores para fusionar las tablas
performance de los modelos de los segmentos dirty y clean en uno solo se obtuvo
mejores medidas KS, GINI, ROC.
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Capitulo 6

Tablas Performance

6.1. Modelos sin AG

6.1.1. Regresion Logistica

Segmento Dirty:
BASE DE MODELAMIENTO

KS | ROC | GINI
614 865 | 3.1
Score Total Malo Malo Rate
Min | Max Int |Int% | Cum% | Int | Int% | Cum% Int Cum
657 999 2.313 | 10% 10% 646 4% 4% 27.93% | 27.9%
970 657 2.313 | 10% 20% 946 5% 9% 40,90 % | 34,4%
386 570 2.312 | 10% 30% 1.084 6% 16 % 46.89% | 38,6 %
182 385 2.313 | 10% 40% 1.535 9% 24% | 66,36 % | 45,5 %
118 182 2.313 | 10% 50 % 1.940 | 11% 36% | 83.87% | 53,2%
85 118 2.313 | 10% 60 % 2.112 | 12% 48 % 91.31% | 59,5%
60 85 2.313 | 10% 70% 2.189 | 13% 61 % 94.64% | 64,6 %
40 60 2.312 | 10% 80% 2.243 | 13% 74 % 97.02% | 68,6 %
23 40 2.313 | 10% 90 % 2.266 | 13% 87T % 97.97% | 71,.9%
1 23 2.313 | 10% | 100% 2295 | 13% | 100% | 99.22% | 74,6 %
Total 23.128 17.256

Tabla 6.1: Tabla performance modelo logit - segmentacion dirty - base de modela-
miento.
Elaboracién propia
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La tabla 6.1 pone en manifiesto que de el 10% de la poblacién con el score més alto
se podria alcanzar un 27,93 % de malos pagadores, por el contrario en el 10% de la

poblacién con el score més bajo se podria alcanzar un 99,22 % de malos pagadores.

BASE DE VALIDACION

KS | ROC | GINI
701 91,1 | 822
Score Total Malo Malo Rate
Min | Max Int |Int% | Cum% | Int | Int% | Cum% Int Cum
628 999 6.471 | 10% 10% 1.434 3% 3% 22,16 % | 22,2%
549 628 6.472 | 10% 20% 2.107 4% 7% 32.56% | 27.4%
226 549 6.471 | 10% 30% 2.724 6% 13 % 42,10% | 32,3%
103 | 226 | 6472 | 10% | 40% 459 | 10% | 23% | 71,01% | 42,0%
62 103 6.471 | 10% 50 % 5.660 | 12% 34 % 87.47% | 51,1%
41 62 6.471 | 10% 60 % 6.077 | 13% 47% 93.91% | 58,2%
30 41 6.472 | 10% 70 % 6.222 | 13% 60 % 96,14 % | 63,6 %
17 30 6.471 | 10% | 80% 6.256 | 13% | 73% | 96,68% | 67.8%
8 17 6.472 | 10% | 90% 6.373 | 13% | 87% | 9847% | 11.2%
1 8 6.471 | 10% | 100% 6.442 | 13% | 100% | 99.55% | 74,0%
Total 64.714 47.891

Tabla 6.2: Tabla performance modelo logit - segmentacion dirty - base de validacion.
Elaboracién propia

La tabla 6.2 pone en manifiesto que de el 10% de la poblacién con el score més alto
se podria alcanzar un 22,16 % de malos pagadores, por el contrario en el 10% de la

poblacién con el score més bajo se podria alcanzar un 99,55 % de malos pagadores.
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Segmento Clean:

BASE DE MODELAMIENTO

KS | ROC | GINI
249 | 66,2 32,3
Score Total Malo Malo Rate
Min | Max Int mt% | Cum% | Int | Int% | Cum% | Int Cum
894 | 999 17.662 | 10% 10% 1.757 | 5% 5% 99% | 99%
878 | 894 17.661 | 10% | 20% 1.892 | 5% 10% | 10,7% | 10,3%
862 | 878 17662 | 10% | 30% 2.154 | 6% 16% [122% | 11,0%
847 | 862 17.661 | 10% | 40% 2548 | 7% 24% 1 14,4% | 11,8%
829 | 847 17662 | 10% | 50% 2.843 | 8% 32% 1161% | 12,7%
807 | 829 17662 | 10% | 60% 2937 | 8% 40% [16,6% | 13,3%
780 | 807 17.661 | 10% | 70% 3838 | 11% | 51% |21,7% | 145%
743 | 780 17.662 | 10% | 80% 4479 | 13% | 64% |253% | 15,9%
675 | 743 17.661 | 10% | 90% 5259 | 15% 9% 297% | 17,4%
1 675 17.662 | 10% | 100% | 7.540 | 21% | 100% | 42,6 % | 20,0%
Total 176.616 35.247

Tabla 6.3: Tabla performance modelo logit - segmentacién clean - base de modela-
miento.
Elaboracién propia

La tabla 6.3 pone en manifiesto que de el 10% de la poblacién con el score més alto
se podria alcanzar un 9,9% de malos pagadores mds de 10 puntos porcentuales de
diferencia con el segmento dirty, por el contrario en el 10 % de la poblacién con el score

més bajo se podria alcanzar un 42,6 % de malos pagadores.
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BASE DE VALIDACION

KS | ROC | GINI
2411 660 | 32,0

Score Total Malo Malo Rate
Min | Max Int Int% | Cum% | Int | Int% | Cum% Int Cum
896 999 19.852 | 10% 10% 1.013 6 % 6 % 5,10% | 5,1%
880 896 19.852 | 10% 20 % 935 6 % 12% 4.711% | 49%
864 880 19.852 | 10% 30% 1.041 6% 18% 5.24% | 5,0%
849 864 19.852 | 10% 40 % 1.235 7% 25 % 6.22% | 5,3%
831 849 19.852 | 10% 50 % 1.336 8% 33% 6.73% | 5,6 %
810 831 19.853 | 10% 60 % 1.546 9% 42% 7.79% | 6,0%
783 810 19.852 | 10% 70 % 1.727 | 10% 53% 870% |6,4%
746 783 19.852 | 10% 80 % 2.077 | 12% 65 % 10,46 % | 6,9 %
677 746 19.852 | 10% 90 % 2.377 | 14% 79% 11,97% | 7,4 %

1 677 19.852 | 10% | 100% | 3.497 | 21% | 100% | 17,62% | 8,5%
Total 198.521 16.784

Tabla 6.4: Tabla performance modelo logit - segmentacion clean - base de validacion.
Elaboracién propia

La tabla 6.4 pone en manifiesto que de el 10% de la poblacién con el score mds alto

se podria alcanzar un 5,1 % de malos pagadores més de 17 puntos porcentuales de

diferencia con el segmento dirty, por el contrario en el 10% de la poblacién con el

score mas bajo se podria alcanzar un 17,62 % de malos pagadores mas de 80 % puntos

porcentuales de diferencia con el segmento dirty, las empresas otorgadoras de crédito

buscarian centrarse en esta segmentacion clean ya que genera mucho menos pérdida

que la segmentacion dirty.
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6.1.2. Random Forest

Segmento Dirty:
BASE DE MODELAMIENTO

KS | ROC | GINI
65,1 | 89,0 78,0
Score Total Malo Malo Rate
Min | Max Int |[Int% | Cum% | Int Int% | Cum % Int Cum
693 | 999 2.313 | 10% 10% 551 3.1% 31% |238% |23,8%
586 | 693 2313 | 10% | 20% 761 4.4% 76% |329% | 283%
407 | 586 2312 | 10% | 30% 1.123 | 6,6% | 141% | 485% | 35,1%
216 | 406 2313 | 10% | 40% 1.613 | 9.3% | 23,4% | 69,7% | 43,7%
123 216 2.313 | 10% 50 % 1.977 | 114% | 349% | 854% | 52,1%
60 123 2313 | 10% | 60% 2138 [12,3% | 47,3% | 92,4% | 58,8%
30 60 2313 | 10% | 70% 2241 [ 12,9% | 602% | 96,8% | 64,2%
19 30 2312 | 10% | 80% 2.263 [ 13,1% | 73,4% | 97,8% | 68,4%
19 2313 | 10% | 90% 2287 [132% | 86,6% | 98,8% | 7T1.8%
1 9 2313 | 10% | 100% | 2.302 | 13,3% | 100,0% | 99,5% | 74,6 %
Total 23.128 17.256

Tabla 6.5: Tabla performance modelo rf - segmentacién dirty - base de modelamiento.
Elaboracién propia

La tabla 6.5 pone en manifiesto que de el 10% de la poblacién con el score més alto
se podria alcanzar un 23,8 % de malos pagadores, por el contrario en el 10% de la
poblacién con el score mds bajo se podria alcanzar un 99,5% de malos pagadores,

ademés el KS es casi 4 puntos mas alto que el modelo de regresion logistica.
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BASE DE VALIDACION

KS | ROC | GINI
645 | 89.6 | 79.2
Score Total Malo Malo Rate
Min | Max Int |Int% | Cum% | Int Int% | Cum % Int Cum
683 999 6.471 | 10% 10% 1.116 | 2,57% 25% [172% | 17.2%
573 683 6.472 | 10% 20% 1.800 | 4,14% 6,7% | 278% | 22.,5%
299 573 6.471 | 10% 30% 2.693 | 6,19% 129% | 41.6% | 28.8%
208 299 6.472 | 10% 40 % 3.524 | 810% | 21,0% | 54,4% | 35.2%
156 208 6.471 | 10% 50 % 4.556 | 10,48% | 31.4% | 70,4% | 42,3%
99 156 6.471 | 10% 60 % 5122 | 11,78 % | 432% | 79,1% | 484 %
32 99 6.472 | 10% 70 % 5.804 | 13,35% | 56,6% | 89,6% | 54,3%
19 32 6.471 | 10% 80 % 6.189 | 14,23% | 70.8% | 95,6% | 59.5%
10 19 6.472 | 10% 90 % 6.292 | 14,47% | 853% | 97,2% | 63.6 %
1 10 6.471 | 10% | 100% 6.393 | 14,70 % | 100,0% | 98,7% | 67.2%
Total 64.714 43.489

Tabla 6.6: Tabla performance modelo rf - segmentacién dirty - base de validacion.
Elaboracién propia

La tabla 6.6 pone en manifiesto que de el 10% de la poblacién con el score méas alto

se podria alcanzar un 17,2% de malos pagadores, por el contrario en el 10% de la

poblacién con el score mds bajo se podria alcanzar un 98,7 % de malos pagadores.
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Segmento Clean:

BASE DE MODELAMIENTO

KS | ROC | GINI
32,2 | 72,1 442
Score Total Malo Malo Rate
Min | Max Int mt% | Cum% | Int | Int% | Cum % Int Cum
919 | 999 17.662 | 10% 10 % 579 2% 2% 3.28% | 3,3%
886 | 919 17.661 | 10% | 20% 1.311 | 4% 5% 742% | 54%
868 | 886 17.662 | 10% | 30% 1.681 | 5% 10% 9,52% | 6,7%
850 | 868 17.661 | 10% | 40% 2.338 | 7% 17% 11324% | 8,4%
822 | 850 17.662 | 10% 50 % 2.822 | 8% 25% 11598% | 9,.9%
790 | 822 17662 | 10% | 60% 3.337 | 9% 34% 118,89% | 11,4%
758 | 790 17.661 | 10% 70% 3986 | 11% | 46% |22,57% | 13,0%
718 | 758 17.662 | 10% | 80% 4.708 | 13% | 59% |26,66% | 14,7%
663 | 718 17.661 | 10% | 90% 5940 | 17% | 76% | 33,63% | 16,8%
1 663 17662 | 10% | 100% | 8545 | 24% | 100% | 48,38 % | 20,0%
Total 176.616 35.247

Tabla 6.7: Tabla performance modelo rf - segmentacién clean - base de modelamiento.
Elaboracién propia

La tabla 6.7 pone en manifiesto que de el 10% de la poblacién con el score més alto
se podria alcanzar un 3,28 % de malos pagadores, por el contrario en el 10% de la
poblacién con el score méds bajo se podria alcanzar un 48,38 % de malos pagadores, y

un KS con de 7 puntos mas que la regresion logistica.
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BASE DE VALIDACION

KS | ROC | GINI
206 701 | 402
Score Total Malo Malo Rate
Min | Max Int Int% | Cum% | Int | Int% | Cum% Int Cum
918 999 19.852 | 10% 10% 461 3% 3% 2.32% | 2,3%
886 918 19.852 | 10% 20 % 708 4% 7% 357% 129%
868 886 19.852 | 10% 30% 1.024 6% 13 % 5,16% | 3,7%
851 868 19.852 | 10% 40 % 1.097 6 % 19% 553% | 41%
824 851 19.852 | 10% 50 % 1.369 8% 27 % 6.90% | 4,7%
793 824 19.853 | 10% 60 % 1.629 | 10% 37 % 821% | 5,3%
761 793 19.852 | 10% 70 % 1.961 | 12% 49% 9.88% 159%
723 761 19.852 | 10% 80 % 2.281 | 13% 62 % 11,49% | 6,6 %
666 723 19.852 | 10% 90 % 2.628 | 15% 8% 13,24% | 7,4 %
1 666 19.852 | 10% | 100% | 3.802 | 22% | 100% | 19,15% | 8,5%
Total 198.521 16.960

Tabla 6.8: Tabla performance modelo rf - segmentacién clean - base de validacion.
Elaboracién propia

La tabla 6.8 pone en manifiesto que de el 10% de la poblacién con el score mds alto
se podria alcanzar un 2,32% de malos pagadores, por el contrario en el 10% de la
poblacién con el score méas bajo se podria alcanzar un 19,15 % de malos pagadores,
ademés de un 8 % de malos pagadores en toda la poblacién, y un KS con 5 puntos mas

que la regresion logistica.
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6.2. Modelos con AG

6.2.1. Regresion Logistica

Segmento Dirty: BASE DE MODELAMIENTO

KS | ROC | GINI
62.4 | %69 | 3.7
Score Total Malo Malo Rate
Min | Max Int |Int% | Cum% | Int |[Int% | Cum% | Int Cum
669 999 2.313 | 10% 10% 652 4% 4% 28.1% | 282%
570 669 2.313 | 10% 20 % 870 5% 9% 37.6% | 32,9%
377 570 2.312 | 10% 30% 1.111 6% 15% | 48.1% | 38,0%
185 377 2.313 | 10% 40% 1.537 9% 24 % 66,5% | 45,1%
119 185 2.313 | 10% 50 % 1.969 | 11% 36 % 85.1% | 53,1%
79 119 2.313 | 10% 60 % 2.106 | 12% 48 % 91,1% | 59,4 %
58 79 2.313 | 10% 70% 2.210 | 13% 61% | 95,6% | 64,6%
40 58 2.312 | 10% 80 % 2.258 | 13% 4% | 97.7% | 68,7%
21 40 2.313 | 10% 90 % 2.258 | 13% 7% | 97.6% | 71,9%
1 21 2.313 | 10% | 100% 2285 | 13% | 100% | 98.8% | 74,6 %
Total 23.128 17.256

Tabla 6.9: Tabla performance modelo logit - dirty - base de modelamiento - con AG.
Elaboracién propia

La tabla 6.9 pone en manifiesto que de el 10% de la poblacién con el score més alto
se podria alcanzar un 28,10 % de malos pagadores, por el contrario en el 10% de la
poblacién con el score méds bajo se podria alcanzar un 98,80 % de malos pagadores, y

un KS con 1 punto més que la regresion logistica sin AG.
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BASE DE VALIDACION

KS | ROC | GINI
634 882 | 765
Score Total Malo Malo Rate
Min | Max Int |Int% | Cum% | Int |Int% | Cum% | Int Cum
673 999 6.471 | 10% 10% 1.349 3% 3% 20.8% | 20,8 %
574 673 6.472 | 10% 20 % 1.831 4% 7% 28.2% | 24,6 %
228 574 6.471 | 10% 30% 2.585 6 % 13 % 39.9% | 29,7%
162 228 6.472 | 10% 40 % 3.974 9% 22 % 61.4% | 37,6 %
116 162 6.471 | 10% 50 % 5.028 | 11% 33% | 7T,7T% | 45,6 %
&9 116 6.471 | 10% 60 % 5.112 | 12% 45% 1 79,0% | 51,2%
59 89 6.472 | 10% 70% 5.717 | 13% 58 % 88.3% | 56,5 %
36 5Y¢) 6.471 | 10% 80 % 6.020 | 14 % 2% 93.0% | 61,1%
17 36 6.472 | 10% 90 % 6.200 | 14 % 86 % 95.8% | 64,9%
1 17 6.471 | 10% | 100% | 6.341 | 14% | 100% | 98.0% | 68,2 %
Total 64.714 44.157

Tabla 6.10: Tabla performance modelo logit - segmentacion dirty - base de validacién
Elaboracién propia

La tabla 6.10 pone en manifiesto que de el 10 % de la poblacién con el score més alto
se podria alcanzar un 20,8 % de malos pagadores, por el contrario en el 10% de la

poblacién con el score méas bajo se podria alcanzar un 98 % de malos pagadores.
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Segmento Clean:

BASE DE MODELAMIENTO

KS | ROC | GINI
25,6 | 67,5 34,9

Score Total Malo Malo Rate
Min | Max Int mt% | Cum% | Int | Int% | Cum % Int Cum
897 | 999 17.662 | 10% 10 % 1.476 | 4% 4% 8,36% | 84%
880 | 657 17.661 | 10% | 20% 1.698 | 5% 9% 9,61% | 9,0%
863 | 880 17.662 | 10% | 30% 2.142 | 6% 15% | 12,13% | 10,0%
846 | 863 17.661 | 10% | 40% 2.498 | 7% 22% | 1414% | 11,1 %
828 | 846 17.662 | 10% 50 % 2.760 | 8% 30% 115,63% | 12,0%
811 | 828 17662 | 10% | 60% 3.339 | 9% 39% 11890% | 13,1%
790 | 811 17.661 | 10% 70% 3802 | 11% | 50% |21,53% | 14,3%
749 | 790 17.662 | 10% | 80% 4329 | 12% | 63% |24,51% | 15,6 %
669 | 749 17.661 | 10% | 90% 5254 | 15% | TT% |2975% | 172%

1 669 17662 | 10% | 100% | 7.949 | 23% | 100% | 45,01 % | 20,0%
Total 176.616 35.247

Tabla 6.11: Tabla performance modelo logit - segmentacién clean - base de modela-
miento - con AG.
Elaboracién propia

La tabla 6.11 pone en manifiesto que de el 10 % de la poblacién con el score més alto

se podria alcanzar un 8,36 % de malos pagadores, por el contrario en el 10% de la

poblacién con el score mds bajo se podria alcanzar un 45,01 % de malos pagadores, y

un KS con casi 1 punto mayor que el modelo sin AG.
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BASE DE VALIDACION

KS | ROC | GINI
%3] 67.6 | 353
Score Total Malo Malo Rate
Min | Max Int Int% | Cum% | Int | Int% | Cum% Int Cum
901 999 19.852 | 10% 10% 784 5% 5% 3.95% | 3,9%
883 901 19.852 | 10% 20 % 882 5% 10% 4,44% | 42%
866 883 19.852 | 10% 30% 986 6 % 16 % 497% | 45%
849 866 19.852 | 10% 40 % 1.074 6% 22 % 541% | 4,7%
831 849 19.852 | 10% 50 % 1.374 8% 30% 6,92% | 51%
813 831 19.852 | 10% 60 % 1.594 9% 40% 8.03% | 5,6%
791 813 19.852 | 10% 70 % 1.826 | 11% 51 % 920% |6,1%
750 791 19.852 | 10% 80 % 2.001 | 12% 63 % 10,53 % | 6,7%
665 750 19.852 | 10% 90 % 2.534 | 15% 8% 12,76 % | 7,4 %
1 665 19.852 | 10% | 100% | 3.687 | 22% | 100% | 18,57% | 8,5%
Total 198.521 16.832

Tabla 6.12: Tabla performance modelo logit - segmentacion clean - base de validacién
- con AG. - Elaboracion propia.

La tabla 6.12 pone en manifiesto que de el 10 % de la poblacién con el score més alto
se podria alcanzar un 3,95% de malos pagadores, por el contrario en el 10% de la
poblacién con el score mds bajo se podria alcanzar un 18,57 % de malos pagadores, y

un KS con 2 puntos mayor que el modelo sin AG.
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6.2.2. Random Forest

Segmento Dirty:
BASE DE MODELAMIENTO

KS | ROC | GINI
65,4 | 88,9 77,9
Score Total Malo Malo Rate
Min | Max Int |Int% | Cum% | Int | Int% | Cum% Int Cum
689 999 2.313 | 10% 10% 541 3% 3% 23.39% | 23.4%
594 | 689 | 2.313 | 10% | 20% 785 5% 8% 33.94% | 28,7%
398 | 594 | 2312 | 10% | 30% 1.088 | 6% 14% | 47.06% | 34,8%
217 398 2.313 | 10% 40% 1.625 9% 23 % 70.26 % | 43.,7%
121 217 2.313 | 10% 50 % 2.005 | 12% 35% 86.68 % | 52,3 %
62 121 2.313 | 10% 60 % 2.132 | 12% 47% 92.17% | 58,9%
35 62 2313 | 10% | 70% 2240 | 13% | 60% | 96,84% | 64,3%
21 35 2312 | 10% | 80% 2264 | 13% | 73% |97.92% | 68,5%
11 21 2313 | 10% | 90% 2275 | 13% | 8% | 98.36% | 71,8%
1 11 2.313 | 10% | 100% 2.301 | 13% | 100% | 99.48% | 74,6 %
Total 23.128 17.256

Tabla 6.13: Tabla performance modelo rf - segmentacion dirty - base de modelamiento
- con AG.- Elaboracién propia.

La tabla 6.13 pone en manifiesto que de el 10 % de la poblacién con el score més alto
se podria alcanzar un 23,39 % de malos pagadores, por el contrario en el 10% de la
poblacién con el score méds bajo se podria alcanzar un 99,48 % de malos pagadores, y

un KS 0,5 puntos mayor que el modelo sin AG.
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BASE DE VALIDACION

KS | ROC | GINI
62.6 | 892 | 785
Score Total Malo Malo Rate
Min | Max Int |Int% | Cum% | Int |Int% | Cum% Int Cum
704 999 6.471 | 10% 10% 1.151 3% 3% 17,79% | 17,8 %
610 704 6.472 | 10% 20% 1.558 4% 6 % 24.07% | 20,9%
305 610 6.471 | 10% 30% 2.539 6 % 13 % 39.24% | 27.0%
275 305 6.472 | 10% 40 % 3.464 8% 21 % 53.52% | 33,7%
226 275 6.471 | 10% 50 % 3.771 9% 30% | 58.28% | 38,6 %
110 226 6.471 | 10% 60 % 4.711 | 11% 41 % 72.80% | 44,3%
36 110 6.472 | 10% 70% 5.787 | 14% 55% 89.42% | 50,7%
23 36 6.471 | 10% 80% 6.185 | 15% 70% 95.58% | 56,3%
9 23 6.472 | 10% 90 % 6.262 | 15% 85% 96,76 % | 60,8 %
1 9 6.471 | 10% | 100% | 6.404 | 15% | 100% | 98.96 % | 64,6 %
Total 64.714 41.832

Tabla 6.14: Tabla performance modelo rf - segmentacion dirty - base de validacion -
con AG.
Elaboracién propia

La tabla 6.14 pone en manifiesto que de el 10 % de la poblacién con el score mds alto
se podria alcanzar un 17,79 % de malos pagadores, por el contrario en el 10% de la

poblacién con el score mas bajo se podria alcanzar un 98,96 % de malos pagadores.
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Segmento Clean:

BASE DE MODELAMIENTO

KS | ROC | GINI
34,7 | 73,6 47,2

Score Total Malo Malo Rate
Min | Max Int mt% | Cum% | Int | Int% | Cum % Int Cum
914 | 999 17.662 | 10% 10 % 562 2% 2% 3,18% | 3.2%
891 | 914 17.661 | 10% | 20% 1.098 | 3% 5% 6,22% | 4,7%
867 | 891 17.662 | 10% | 30% 1.612 | 5% 9% 913% | 6,2%
844 | 867 17.661 | 10% | 40% 2.208 | 6% 16% | 1250% | 7,8%
817 | 844 17.662 | 10% 50 % 2.700 | 8% 23% 11529% | 9,3%
792 | 817 17662 | 10% | 60% 3.176 | 9% 32% 117,98% | 10,7%
760 | 792 17.661 | 10% 70% 3969 | 11% | 43% [2247% | 124%
719 | 760 17.662 | 10% | 80% 4.767 | 14% | 57% ]26,99% | 14,2%
662 | 719 17.661 | 10% | 90% 6.076 | 17% | 4% |34,40% | 16,5%

1 662 17.662 | 10% | 100% | 9.079 | 26% | 100% | 51,40% | 20,0%
Total 176.616 35.247

Tabla 6.15: Tabla performance modelo rf - segmentacién clean - base de modelamiento
- con AG.

Elaboracién propia

La tabla 6.15 pone en manifiesto que de el 10 % de la poblacién con el score més alto

se podria alcanzar un 3,18 % de malos pagadores, por el contrario en el 10% de la

poblacién con el score mds bajo se podria alcanzar un 51,40 % de malos pagadores, y

un KS 2 puntos mayor que el modelo sin AG.
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BASE DE VALIDACION

KS | ROC | GINI
2.4 715 | 43,0
Score Total Malo Malo Rate
Min | Max Int Int% | Cum% | Int | Int% | Cum% Int Cum
914 999 19.852 | 10% 10% 427 3% 3% 2,15% 1 2,2%
892 914 19.852 | 10% 20 % 711 4% 7% 3.58% 129%
869 892 19.852 | 10% 30% 876 5% 12% 4.41% | 3,.4%
847 869 19.852 | 10% 40 % 1.059 6 % 18% 533% | 39%
820 847 19.852 | 10% 50 % 1.222 7% 26 % 6.16% | 4,3%
795 820 19.853 | 10% 60 % 1.557 9% 35% 7.84% | 49%
764 795 19.852 | 10% 70 % 1.916 | 11% 46 % 965% |5,6%
723 764 19.852 | 10% 80 % 2.375 | 14% 60 % 11,96 % | 6,4%
667 723 19.852 | 10% 90 % 2.841 | 17% 77T % 14,31% | 7,3%
1 667 19.852 | 10% | 100% | 3.849 | 23% | 100% | 19,39% | 8,5%
Total 198.521 16.833

Tabla 6.16: Tabla performance modelo rf - segmentacion clean - base de validacién -
con AG.
Elaboracién propia

La tabla 6.16 pone en manifiesto que de el 10 % de la poblacién con el score mds alto
se podria alcanzar un 2,15% de malos pagadores, por el contrario en el 10% de la
poblacién con el score mds bajo se podria alcanzar un 19,39 % de malos pagadores, y

un KS 2 puntos mayor que el modelo sin AG.
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6.3. Alineacion de Scores sin AG

6.3.1. Regresion Logistica:

BASE DE MODELAMIENTO

KS | ROC | GINI
38,2 | 75,2 50,3
Score Total Malo Malo Rate
Min | Max Int Imt% | Cum% | Int | Int% | Cum% | Int Cum
892 999 19.974 | 10% 10% 2.049 4% 4% 10,3% | 10,3 %
874 892 19.975 | 10% 20 % 2.054 4% 8% 10,3% | 10,3 %
856 | 874 19.974 | 10% | 30% 2.838 | 5% 13% [ 142% | 11,6 %
837 | 856 19.975 | 10% | 40% 2811 | 5% 19% | 143% | 122%
816 837 19.974 | 10% 50 % 3.395 6% 25% 17% 1 13,2%
787 816 19.974 | 10% 60 % 4.033 8% 33% 202% | 14,3%
747 787 19.975 | 10% 70 % 4.795 9% 42% 24% | 15,7%
675 | 747 19.974 | 10% | 80% 5964 | 11% | 33% |299% | 17.5%
497 | 675 19.975 | 10% | 90% 7820 | 15% | 68% |39,1% | 19.9%
1 497 19.974 | 10% | 100% | 16.744 | 32% | 100% | 83.8% | 26,3 %
Total 199.744 52.503

Tabla 6.17: modelo logit sin AG - base de modelamiento. - Elaboraciéon propia.

La tabla 6.17 alinea los scores de los segmentos dirty y clean para obtener una sola
tabla performance en la que se evidencia que de el 10% de la poblacién con el score
mads alto se podria alcanzar un 10,3 % de malos pagadores, por el contrario en el 10 %

de la poblacién con el score més bajo se podria alcanzar un 83,8 % de malos pagadores.

70



BASE DE VALIDACION

KS | ROC | GINI
64,2 | 87,9 75,7
Score Total Malo Malo Rate
Min | Max Int mt% | Cum% | Int |Int% | Cum% | Int Cum
329 | 999 26.324 | 10% 10% 457 1% 1% 1.7% | 1,7%
254 | 329 26.323 | 10% | 20% 1.529 | 3% 4% 58% | 3,8%
218 | 254 | 26.323 | 10% | 30% | 1.429 | 3% 7% 5.4% | 4.3%
187 | 218 | 26.324 | 10% | 40% 1.636 | 3% 10% 62% | 4.8%
160 | 187 | 26.324 | 10% | 50% 1.882 | 4% 13% 1% | 53%
132 | 160 26.323 | 10% | 60% 2.096 | 4% 18% 8% 57%
102 | 132 26.323 | 10% | 70% 2.787 | 5% 23% 110,6% | 6,4%
59 102 26.324 | 10% | 80% 3.446 | 7% 30% | 131% | 7.2%
23 59 26.324 | 10% | 90% | 11.458 | 22% | 52% | 43,5% | 11,3%
1 23 26.323 | 10% | 100% | 24.767 | 48% | 100% | 94,1% | 19.6 %
Total 263.235 51.487

Tabla 6.18: modelo logit sin AG - base de validacion. - Elaboracién propia

La tabla 6.18 alinea los scores de los segmentos dirty y clean para obtener una sola
tabla performance en la que se evidencia que de el 10 % de la poblacién con el score
més alto se podria alcanzar un 1,7% de malos pagadores, por el contrario en el 10 %

de la poblacién con el score méas bajo se podria alcanzar un 94,1 % de malos pagadores.
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6.3.2.

Random Forest:

BASE DE MODELAMIENTO

KS | ROC | GINI
1341 799 | 598

Score Total Malo Malo Rate
Min | Max Int mt% | Cum% | Int |[Int% | Cum% | Int Cum
916 999 19.974 | 10% 10% 607 1% 1% 3% 3%
882 916 19.975 | 10% 20 % 1.422 3% 4% 71% 5,1%
863 882 19.974 | 10% 30% 1.963 4% 8% 9.8% | 6,7%
838 863 19.975 | 10% 40 % 3.103 6 % 14 % 15,5% | 8,9%
802 838 19.974 | 10% 50 % 3.445 7% 20 % 172% | 10,6 %
766 802 19.974 | 10% 60 % 4.278 8% 2% | 21,4% | 124%
728 766 19.975 | 10% 70 % 5.135 | 10% 3% | 25,7% | 14,3%
677 728 19.974 | 10% 80 % 6.370 | 12% 50 % 31.9% | 16,5%
534 677 19.975 | 10% 90 % 8777 | 17% 67 % 439% |1 195%

1 534 19.974 | 10% | 100% | 17.403 | 33% | 100% | 87,1% | 26,3%
Total 199.744 52.503

Tabla 6.19: Tabla performance modelo rf sin AG - base de modelamiento.
Elaboracién propia

La tabla 6.19 alinea los scores de los segmentos dirty y clean para obtener una sola

tabla performance en la que se evidencia que de el 10 % de la poblacién con el score

més alto se podria alcanzar un 3% de malos pagadores, por el contrario en el 10 % de

la poblacién con el score mas bajo se podria alcanzar un 87,1 % de malos pagadores.
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BASE DE VALIDACION

KS | ROC | GINI
624 880 | 76,0
Score Total Malo Malo Rate
Min | Max Int mt% | Cum% | Int |Int% | Cum% | Int Cum
863 999 26.324 | 10% 10% 751 1% 1% 29% | 2,9%
823 863 26.323 | 10% 20 % 1.279 2% 4% 49% | 3.9%
799 823 26.323 | 10% 30% 1.553 3% 6 % 59% | 4,5%
776 799 26.324 | 10% 40 % 1.700 3% 9% 6.5% 5%
748 776 26.324 | 10% 50 % 2.320 4% 13 % 88% | 5,8%
714 748 26.323 | 10% 60 % 2.949 5% 19% 112% | 6,7%
674 | 714 | 26323 | 10% | 70% | 3738 | 7% | 25% | 142% | 73%
554 674 26.324 | 10% 80 % 5.069 9% 34 % 193% | 9.2%
23 554 26.324 | 10% 90 % 12.243 | 22% 56 % 46,5% | 13,3%
1 23 26.323 | 10% | 100% | 24.882 | 44% | 100% | 94,5% | 21,5%
Total 263.235 56.484

Tabla 6.20: Tabla performance modelo rf sin AG - base de validacién.
Elaboracién propia

La tabla 6.20 alinea los scores de los segmentos dirty y clean para obtener una sola
tabla performance en la que se evidencia que de el 10 % de la poblacién con el score
més alto se podria alcanzar un 2,9 % de malos pagadores, por el contrario en el 10%

de la poblacién con el score méas bajo se podria alcanzar un 94,5 % de malos pagadores.
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6.4. Alineacion de Scores con AG

6.4.1. Regresion Logistica:

BASE DE MODELAMIENTO

KS | ROC | GINI
39,5 | 76,0 52,0
Score Total Malo Malo Rate
Min | Max Int Imt% | Cum% | Int | Int% | Cum% | Int Cum
896 999 19974 10% 10% 1.745 3% 3% 87% | 8,7%
876 896 19975 10% 20 % 2.036 4% 7% 102% | 95%
857 | 876 19974 | 10% | 30% 2491 | 5% 12% | 12,5% | 10,5%
837 | 857 19975 | 10% | 40% 2.938 | 6% 18% | 14,7% | 11,5%
817 837 19974 10% 50 % 3.408 6% 24 % 171% | 12,6 %
795 817 19974 10% 60 % 4.233 8% 32% 212% | 14,1%
753 795 19975 10% 70 % 4.623 9% 41 % 23.1% | 154 %
660 | 753 19974 | 10% | 80% 6.090 | 12% | 52% |30,5% | 17.2%
47 660 19975 | 10% | 90% 8637 | 16% | 69% |43,2% | 20,1%
1 47 19974 | 10% | 100% | 1.6302 | 31% | 100% | 81,6% | 26,3%
Total 199.744 52.503

Tabla 6.21: Tabla performance modelo logit con AG - base de modelamiento.
Elaboracién propia

La tabla 6.21 alinea los scores de los segmentos dirty y clean para obtener una sola
tabla performance en la que se evidencia que de el 10 % de la poblacién con el score
més alto se podria alcanzar un 8,7 % de malos pagadores, por el contrario en el 10 %
de la poblacién con el score méas bajo se podria alcanzar un 81,6 % de malos pagadores,

y un KS con un punto més que el modelo sin AG.
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BASE DE VALIDACION

KS | ROC | GINI
640 884 | 76.0
Score Total Malo Malo Rate
Min | Max Int mt% | Cum% | Int |Int% | Cum% | Int Cum
896 999 26.324 | 10% 10% 1.077 2% 2% 41% | 41%
873 896 26.323 | 10% 20 % 1.216 2% 4% 46% | 44%
850 873 26.323 | 10% 30% 1.417 2% 6 % 54% | 4,7%
826 850 26.324 | 10% 40 % 1.838 3% 9% 7% 5.3%
800 826 26.324 | 10% 50 % 2.307 | 4% 13 % 8,8 % 6 %
751 800 26.323 | 10% 60 % 2617 | 4% 17% 99% | 6,6%
606 751 26.323 | 10% 70 % 3.497 6% 23 % 13,3% | 7,6%
67 606 26.324 | 10% 80 % 5.730 | 10% 33% 21.8% | 9,4%
23 67 26.324 | 10% 90 % 16.703 | 28 % 61% 63.5% | 15,4 %
1 23 26.323 | 10% | 100% | 23.606 | 39% | 100% | 89,7% | 22.8%
Total 263.235 60.008

Tabla 6.22: Tabla performance modelo logit con AG - base de validacion.
Elaboracién propia

La tabla 6.22 alinea los scores de los segmentos dirty y clean para obtener una sola
tabla performance en la que se evidencia que de el 10 % de la poblacién con el score
més alto se podria alcanzar un 4,1 % de malos pagadores, por el contrario en el 10%
de la poblacién con el score méas bajo se podria alcanzar un 89,7 % de malos pagadores,

y un KS con 0,7 puntos mas que el modelo sin AG.
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6.4.2. Random Forest:

BASE DE MODELAMIENTO

KS | ROC | GINI
1531 810 | 62,0
Score Total Malo Malo Rate
Min | Max Int mt% | Cum% | Int |[Int% | Cum% | Int Cum
912 999 19.974 | 10% 10% 535 1% 1% 27% | 2,7%
886 912 19.975 | 10% 20 % 1.274 2% 3% 6,4% | 4.5%
860 886 19.974 | 10% 30% 1.891 4% 7% 95% | 62%
831 860 19.975 | 10% 40 % 2.796 5% 12% 14 % 8,1%
802 831 19.974 | 10% 50 % 3.262 6 % 19% 16,3% | 98%
769 802 19.974 | 10% 60 % 4.273 8% 21% | 21,4% | 11,7%
728 769 19.975 | 10% 70 % 5173 | 10% 3T% 125,9% | 13,7%
678 728 19.974 | 10% 80 % 6.528 | 12% 49% 32,7% | 16,1 %
995 678 19.975 | 10% 90 % 9.265 | 18% 67 % 46,4% | 19.5%
1 555 19.974 | 10% | 100% | 17.506 | 33% | 100% | 87,6% | 26,3%
Total 199.744 52.503

Tabla 6.23: Tabla performance modelo rf con AG - base de modelamiento.
Elaboracién propia

La tabla 6.23 alinea los scores de los segmentos dirty y clean para obtener una sola
tabla performance en la que se evidencia que de el 10 % de la poblacién con el score
més alto se podria alcanzar un 2,7 % de malos pagadores, por el contrario en el 10 %
de la poblacién con el score mas bajo se podria alcanzar un 87,6 % de malos pagadores,

y un KS con 2 puntos méas que el modelo sin AG.
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BASE DE VALIDACION

KS | ROC | GINI
6371 80.0 | 781
Score Total Malo Malo Rate
Min | Max Int mt% | Cum% | Int |Int% | Cum% | Int Cum
908 999 26.324 | 10% 10% 636 1% 1% 24% | 24%
878 908 26.323 | 10% 20 % 1.037 2% 3% 39% | 32%
848 878 26.323 | 10% 30% 1.372 2% 5% 52% | 3,9%
813 848 26.324 | 10% 40 % 1.688 3% 8% 6.4% | 4,5%
778 813 26.324 | 10% 50 % 2.266 4% 12% 86% | 5,3%
726 778 26.323 | 10% 60 % 3.033 5% 18% 11,0% | 6,4%
645 726 26.323 | 10% 70 % 3.844 7% 24 % 14,6% | 7.5%
476 645 26.324 | 10% 80 % 5.272 9% 34 % 20 % 9,1%
23 476 26.324 | 10% 90 % 13.285 | 23 % 57% 50,5% | 13,7%
1 23 26.323 | 10% | 100% | 24.719 | 43% | 100% | 93,9% | 21.7%
Total 263.235 57.152

Tabla 6.24: Tabla performance modelo rf con AG - base de validacion.
Elaboracién propia

La tabla 6.24 alinea los scores de los segmentos dirty y clean para obtener una sola

tabla performance en la que se evidencia que de el 10 % de la poblacién con el score

més alto se podria alcanzar un 2,4 % de malos pagadores, por el contrario en el 10%

de la poblacién con el score méas bajo se podria alcanzar un 93,9 % de malos pagadores,

y un KS con 1 punto maés que el modelo sin AG.
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Capitulo 7

Conclusiones y Recomendaciones

7.1.

1.

o

Conclusiones

Los modelos de Credit Scoring en los que se aplicé Algoritmos Genéticos en la
seleccion de variables explicativas para generarlos presentaron mejores medidas
de calidad de discriminacién que los modelos en los que no se aplicaron Algoritmos

Genéticos, esto se evidencia en la tabla 5.3.

. La implementacién de algoritmos genéticos ademas de llegar a un buen modelo

Credit Scoring reduce mucho el tiempo de btsqueda de una combinacién de
variables para un modelo, y esto se debe sobre todo a que el algoritmo esta
automatizado en lenguaje R, lo que evita un manejo manual al seleccionar las

variables para el modelo.

. Se constatd que los algoritmos genéticos son métodos heuristicos que se funda-

mentan en procedimientos aleatorios que buscan encontrar una soluciéon 6ptima
o al menos cercana a ella, en este estudio mejorando los dos modelos (Regresion

Logistica y Random Forest).

En cuanto a los modelos entrenados para las segmentaciones dirty y clean, como
se puede ver en la tabla comparativa 5.2 los modelos con algoritmos genéticos
presentaron una mejor calidad de discriminacién que los modelos sin algoritmos
genéticos a excepcién de 3 modelos (pintados de amarillo) donde se presenta una

menor calidad de discriminacion.
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5. Entrenar un modelo para la segmentacién clean es méas complicado que para la
segmentacion dirty, y una de las causas es que para la segmentacion clean el por-
centaje de representatividad de malos es bajo, lo que obstaculiza en encontrar un

buen modelo y se requiere realizar técnicas de remuestreo para esta segmentacion.

6. Los modelos Random Forest generalmente tienen un mayor poder predictivo que

los modelos de Regresién Logistica, como se puede ver en la tabla 5.2.

7. Las tablas performance de los modelos son herramientas de gran ayuda para

medir la calidad de discriminacién de un modelo de credit scoring.

7.2. Recomendaciones

1. Se recomienda tener una extensa informacién de los clientes, tanto variables cuan-
titativas como cualitativas y tomar correctamente los valores correspondientes,

de esta manera se obtendra un modelo con un mayor poder predictivo.

2. Usar el software libre R, ya que es muy 1til para la construcciéon de modelos
Credit Scoring de una manera mas automatizada a diferencia de otros softwares,
ademas de que estd en constante actualizacién con la inclusién de diferentes

paquetes creados por sus usuarios.

3. Para entrenar el modelo Credit Scoring es recomendable generar variables de
ratios que comparen el desempeno del cliente durante la ventana de comporta-
miento estas variables ayudan a tener una mejor calidad predictiva en el modelo,
por ejemplo el ratio saldo mora 3 ultimos meses vs los Ultimos 6 meses; si este
ratio es alto indicaria un endeudamiento del cliente en los ultimos 3 meses con
relacién a los ultimos 6 meses, diferencia de tener solo la variable de saldo mora

en los ultimos 3 meses que no explicaria la evoluciéon de la mora del cliente.

4. Si se realiza una segmentacién como la realizada en el presente trabajo se reco-
mienda realizar un proceso de remuestreo para la segmentacién clean para que

de esta manera suba el porcentaje de malos en la muestra.

5. Se recomienda realizar la Alineacién de Scores para la obtencién de un solo mo-
delo que pueda discriminar a la poblacién y no tener que clasificar a un individuo

en clean o dirty para luego aplicar el modelo.
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Anexos

Anexo 1:

Tablas Roll Rate:

VARIABLE

RANGO VENCIDO ' 55 39ANZA [ AVANZA
Sin vencido 92,58 % 7,42 %

De 1 a 30 dias 75,41 % 24,59 %
De 31 a 60 dias 53,90 % 46,10 %
De 61 a 90 dias 42,64 % 57,36 %
De 91 a 120 dias 32,23 % 67,77 %
De 121 a 150 dias 25,45 % 74,55 %
Mis de 150 dias 17,51 % 82,49 %

Tabla 7.1: Tabla Roll-Rate m1 vs m2.
Elaboracién propia

VARIABLE

RANGO VENCIDO =05 3vANZA [ AVANZA
Sin vencido 92,82 % 7,18%

De 1 a 30 dias 75,80 % 24,20 %
De 31 a 60 dias 55,88 % 44,12 %
De 61 a 90 dias 42,00 % 58,00 %
De 91 a 120 dias 32,95 % 67,05 %
De 121 a 150 dias 27,77 % 72,23 %
Mis de 150 dias 16,57 % 83,43 %

Tabla 7.2: Tabla Roll-Rate m2 vs m3.

Elaboracién propia
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RANGO VENCIDO

VARIABLE

NO AVANZA | AVANZA
Sin vencido 93,27 % 6,73 %
De 1 a 30 dias 75,89 % 24,11 %
De 31 a 60 dias 56,43 % 43,57 %
De 61 a 90 dias 44,52 % 55,48 %
De 91 a 120 dias 32,47 % 67,53 %
De 121 a 150 dias 28,41 % 71,59 %
Mais de 150 dias 16,18 % 83,82 %

Tabla 7.3: Tabla Roll-Rate m3 vs m4.
Elaboracién propia

VARIABLE

RANGO VENCIDO =35 35ANZA [ AVANZA
Sin vencido 93,36 % 6,64 %

De 1 a 30 dias 76,09 % 23,91 %
De 31 a 60 dias 56,72 % 43,28 %
De 61 a 90 dias 44,17 % 55,83 %
De 91 a 120 dias 33,.72% 66,28 %
De 121 a 150 dias 27,82% 72,18%
Mas de 150 dias 15,69 % 84,31 %

Tabla 7.4: Tabla Roll-Rate m4 vs mb5.
Elaboracién propia

VARIABLE

RANGO VENCIDO =35 35ARZA [ AVANZA
Sin vencido 93,73 % 6,27 %

De 1 a 30 dias 77,58 % 22,42 %
De 31 a 60 dias 59,37 % 40,63 %
De 61 a 90 dias 44,47 % 55,53 %
De 91 a 120 dias 32,98 % 67,02 %
De 121 a 150 dias 29,91 % 70,09 %
Miés de 150 dias 15,11% 84,89 %

Tabla 7.5: Tabla Roll-Rate m5 vs m6.
Elaboracion propia
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RANGO VENCIDO

VARIABLE

NO AVANZA | AVANZA
Sin vencido 94,13 % 5,87 %
De 1 a 30 dias 76,65 % 23,35%
De 31 a 60 dias 59,11 % 40,89 %
De 61 a 90 dias 47,11 % 52,89 %
De 91 a 120 dias 34,01 % 65,99 %
De 121 a 150 dias 29,18 % 70,82 %
Miés de 150 dias 14,60 % 85,40 %

Tabla 7.6: Tabla Roll-Rate m6 vs m7.
Elaboracién propia

VARIABLE

RANGO VERCIDO 55 35ANZA [ AVANZA
Sin vencido 94,40 % 5,60 %

De 1 a 30 dias 76,89 % 23,11 %
De 31 a 60 dias 58,91 % 41,09 %
De 61 a 90 dias 46,95 % 53,05 %
De 91 a 120 dias 34,53 % 65,47 %
De 121 a 150 dias 27,67 % 72,33%
Mis de 150 dias 13,29 % 86,71 %

Tabla 7.7: Tabla Roll-Rate m7 vs m8.
Elaboracién propia

VARIABLE

RANGO VENCIDO =35 35ARZA [ AVANZA
Sin vencido 94,70 % 5,30%

De 1 a 30 dias 76,97 % 23,03 %
De 31 a 60 dias 60, 38 % 39,62 %
De 61 a 90 dias 47,26 % 52,74 %
De 91 a 120 dias 35,31 % 64,69 %
De 121 a 150 dias 28,94 % 71,06 %
Mas de 150 dias 11,35 % 88,65 %

Tabla 7.8: Tabla Roll-Rate m8 vs m9.
Elaboracion propia
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RANGO VENCIDO

VARIABLE

NO AVANZA | AVANZA
Sin vencido 95,05 % 4,95 %
De 1 a 30 dias 77,28% 22,72%
De 31 a 60 dias 60, 23 % 39,77 %
De 61 a 90 dias 48,51 % 51,49 %
De 91 a 120 dias 35,53 % 64,47 %
De 121 a 150 dias 28.79% 71,21 %
Mas de 150 dias 9,80 % 90,20 %

Tabla 7.9: Tabla Roll-Rate m9 vs m10.
Elaboracién propia

VARIABLE

RANGO VENCIDO =35 35ANZA [ AVANZA
Sin vencido 95,42 % 4,58 %

De 1 a 30 dias 75,75 % 24,25 %
De 31 a 60 dias 60, 50 % 39,50 %
De 61 a 90 dias 48,81 % 51,19%
De 91 a 120 dias 35,97 % 64,03 %
De 121 a 150 dias 31,74 % 68,26 %
Mais de 150 dias 7,99 % 92,01 %

Tabla 7.10: Tabla Roll-Rate m10 vs m11.
Elaboracién propia

VARIABLE

RANGO VENCIDO 55 353AK7ZA [ AVANZA
Sin vencido 94,43 % 5,57%

De 1 a 30 dias 86,04 % 13,96 %
De 31 a 60 dias 61,88 % 38,12%
De 61 a 90 dias 48,53 % 51,47 %
De 91 a 120 dias 35,25% 64,75 %
De 121 a 150 dias 33,63 % 66,37 %
Mais de 150 dias 4,27 % 95,73 %

Tabla 7.11: Tabla Roll-Rate m11 vs m12.

Elaboracion propia
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Anexo 2:

Cédigo de remuestreo en R:

library (ROSE)

remuestreo <— function (data){
# Porcentaje de malos en el rebalanceo: p=20%
# Incremento de la data: N=115%
set.seed (12345)
res <— ovun.sample(VarDepF ~ ., data=data, N=1.2xnrow(data),
p=0.2, seed=1, method="both”)$data

return(res)

rmod <— remuestreo (mod)

Anexo 3:

Codigo de implementacion de algoritmos genéticos en R:

HHH Algoritmos Geneticos R

crear_poblacion <— function (n_poblacion, n_variables , n_max = NULL, n_min

= NULL, verbose = TRUE){
# ARGUMENTOS
#

# n_poblacion: ”integer”

# nA°mero total de individuos de la poblaciA3n.

# n_variables: ”integer”
# longitud de los individuos.
# n_max: “integer”

#  nA°mero mAjximo de TRUEs que puede contener un individuo.
# n_min: "integer”

#  nA°mero mAnimo de TRUEs que puede contener un individuo.
# verbose: ”"logical”

# mostrar informaciA3n del proceso por pantalla .
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# RETORNO
#*

# Matriz de tamaA+o n_poblacion x n_variables que representa una

poblaciAsn .

# Comprobaciones.

if (isTRUE(n_max > n_variables)) {
stop (”n_max no puede ser mayor que n variables.”)

}

# Si no se especifica n_max, el nA°mero mAjximo de predictores (TRUEs
) que puede

# contener un individuo es igual al nA°mero total de variables
disponibles.

if (is.null(n max)) {
n max <— n_variables

}

# Si no se especifica n_min, el nA°mero mAnimo de predictores (TRUEs
) que puede

# contener un individuo es 1.

it (is.null(n_min)) {
n _min <— 1

}

# Matriz donde almacenar los individuos generados.

poblacion <— matrix (data = NA, nrow = n_poblacion, ncol = n_variables
)

# Bucle para crear cada individuo.

for (i in 1l:n poblacion) {
# Se selecciona (con igual probabilidad) el nA°mero de valores

TRUE que puede

# tener el individuo, dentro del rango acotado por n_min y n_max.

n_true <— sample(x = n_min:n_max, size = 1)

# Se crea un vector con todo FALSE que representa el individuo.

individuo <— rep (FALSE, times = n_variables)

# Se sustituyen n_true posiciones aleatorias por valores TRUE.

individuo [sample(x = 1l:n variables, size = n_true)] <— TRUE

# Se aA+ade el nuevo individuo a la poblaciA®n.
poblacion[i, ] <— individuo

}
if (verbose) {

print (?PoblaciA3n inicial creada”)

87




print (” ")

print (paste (”NA°mero de individuos =", n_poblacion))

print (paste(”NA°mero de predictores mAnimo por individuo =", n_
min) )

print (paste(”"NA°mero de predictores mAjximo por individuo =", n_
max) )

cat ( )7\n77)
print (poblacion)
Cat(??\n”)

}

return (poblacion)

calcular_fitness_individuo_glm <— function(x, y, cv, metrica = NULL,

nivel_referencia = NULL, seed = 123, verbose = TRUE, ...){
# ARGUMENTOS

#

# x: "matrix” o "data.frame”

# matriz de predictores.

#

# y: 7vector”

# variable respuesta.

#

# cv: "integer”

#  nA°mero de particiones de validaciA3n cruzada .

#

# seed: "integer”

# semilla para garantizar reproducibilidad en el proceso de CV.
#

# metrica: (717, "kappa”, “accuracy”)

# mAOtrica utilizada para calcular el fitness. Por defecto es el —

MSE para

# regresiA®n y Accuracy para clasificaciA3n. En el caso de
clasificaciA3n

# binaria , se acepta tambiA©n f1 y kappa.

#

# mnivel_referencia: "character”

# valor de la variable respuesta considerado como referencia.
Necesario

#  cuando la mA®©trica es fl o kappa.

#

# verbose: ”logical”

# mostrar informaciA3n del proceso por pantalla .
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# RETORNO
#*

# fitness ("numeric”) del individuo obtenido por validaciA®n cruzada

empleando

# regresiA3n logA stica como modelo.

library (MLmetrics)
library (caret)

# Comprobaciones
it (lis.character(y) & !is.factor(y)) {
stop (
paste (
"El modelo glm solo puede emplearse para problemas de

clasificaciA3n ,”

R

”la variable respuesta debe ser character o factor.”

it (is.character(y)) {
y <— as.factor(y)

it (length(levels(y)) != 2) {
stop (
paste (
”El modelo glm solo puede emplearse para problemas de

clasificaciA®n binaria ,”

k]

7la variable respuesta debe tener dos niveles.”

it (!metrica %in% c(”accuracy”, 7f1”7, "kappa”)) {
stop (
"Las A“nicas mA®@tricas permitidas con el modelo glm son

accuracy , fl1 y kappa”

# ReparticiA®n de las observaciones para la validaciA®n cruzada (CV).
set .seed (seed)

indices_cv <— caret ::createFolds(y =y, k = cv, list = FALSE)
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# Vector para almacenar el fitness de cada iteraciA3n CV.

fitness cv <— rep(NA, times = cv)

for (i in l:cv) {

datos_modelo <— as.data.frame(cbind (x[indices_cv != i, , drop =
FALSE] ,
y = ylindices_cv = 1i]))
modelo <— glm(
formula =y ~ .,
family = ”"binomial”,
data = datos_modelo

predicciones <— predict (
modelo
newdata = as.data.frame(
x[indices_cv = i, , drop = FALSE]
)
type = "response”
)
predicciones <— unname(predicciones)
predicciones <— ifelse (predicciones < 0.5, levels(y)[1], levels(y
)[2])

predicciones <— factor(x = predicciones, levels = levels(y))

if (is.null(metrica) || metrica = "accuracy”) {
# Si y es factor (clasificaciA®n), el fitness por defecto es
el accuracy.
metrica <— "accuracy”
accuracy <— MLmetrics:: Accuracy (
y_pred = predicciones ,
y_true = y[indices_cv = 1i]
)
fitness_cv[i] <— accuracy
} else if (metrica = "kappa”) {
if (is.null(nivel referencia)) {
stop (”Para la mAOtrica kappa es necesario indicar el
nivel de referencia.”)
} else {
mat_confusion <— caret :: confusionMatrix (
table (predicciones ,
y[indices_cv = i]),

positive = nivel_referencia
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)
kappa <— mat_confusion$overall [”Kappa”]
fitness_cv[i] <— kappa
}
} else if (metrica = 7{17) {
if (is.null(nivel _referencia)) {
stop ("Para la mAOtrica f1 es necesario indicar el mnivel
de referencia.”)
} else if (sum(predicciones = nivel referencia) < 1) {
print (paste(
"NingA°n valor predicho ha sido el nivel de
referencia ,”,
"por lo tanto, el valor de precisiA3n no puede ser
calculado”,

"y tampoco la mAOtrica F1.”

))
} else {

f1 <— MLmetrics::F1_Score(

y_true = y[indices_cv — i],
y_pred = predicciones ,
positive = nivel_referencia

)

fitness_cv[i] <— f1

if (verbose) {
if (is.na(fitness cv[i])) {
print (paste(”En la particion”, i, "de CV, fitness del
individuo no”,
"ha podido ser calculado.”
))
print (”Valores reales:”)
print (y[indices_cv = i])
print (”Valores predichos:”)

print (predicciones)

if (any(is.na(fitness_cv))) {
warning (paste (
"En una o mAjs particiones de CV, el fitness del individuo no

”
b
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"ha podido ser calculado.”

))

if (is.na(mean(fitness_cv, na.rm = TRUE))) {

stop (7El fitness del individuo no ha podido ser calculado.”)

it (verbose) {
print (paste (

"El fitness calculado por CV =", cv, “empleando la mA®trica”,
metrica, "es de:”, mean(fitness_cv, na.rm = TRUE)

))

Cat(??\nﬁ)

}

return (mean( fitness_cv, na.rm = TRUE))
}
calcular_fitness_individuo_rf <— function(x, y, c¢v, metrica = NULL, nivel

_referencia = NULL, n_tree = 50, seed = 123, verbose = TRUL,

# ARGUMENTOS

#

# x: "matrix” o ”data.frame”

# matriz de predictores.

#

# y: 7vector”

# variable respuesta.

#

# cv: "integer”

# nA°mero de particiones de validaciA3n cruzada .

#

# seed: ”integer”

# semilla para garantizar reproducibilidad en el proceso de CV.

#

# metrica: ("—mse”, 7"f1”7, ”kappa”, Yaccuracy”)

# mA®©trica utilizada para calcular el fitness. Por defecto es el —
MSE para

#  regresiA3n y Accuracy para clasificaciA3n. Iin ¢l caso de
clasificaciA3n

# binaria , se acepta tambiA©n f1 y kappa.

# nivel_referencia: "character”
# valor de la variable respuesta considerado como referencia .

Necesario
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1 cuando la mA©trica es f1 o kappa.
#

# ntree: "integer”

# nA°mero de Ajrboles del modelo randomforest .

#

# verbose: ”logical”

7# mostrar informaciA3n del proceso por pantalla.
# RETORNO

#

# fitness ("numeric”) del individuo obtenido por validaciA®n cruzada
empleando

# random forest como modelo.

library (MLmetrics)
library (caret)

if (!is.null(metrica) && metrica != "—mse” && is.numeric(y)) {
warning (
paste (
"La mA®©trica”, metrica, ”"no es valida para problemas de

”»

regremA n. .,

”Se emplea el —mse en su lugar.”

# ReparticiA®n de las observaciones para la validaciA®n cruzada (CV).
set .seed (seed)

indices_cv <— caret ::createFolds(y =y, k = cv, list = FALSE)

# Vector para almacenar el fitness de cada iteraciA3n CV.

fitness_cv <— rep(NA, times = cv)

for (i in l:cv) {
set .seed (seed)

modelo <— randomForest :: randomForest (

x = x[indices_cv != i, , drop = FALSE],
y = ylindices_cv = i],
ntree = n_tree

)

predicciones <— predict (modelo, newdata = x[indices_cv = i, |,
drop = FALSE])
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if (is.numeric(y)) {

# Si y es numAQrico (regresiA®n), el fitness es igual al —MSE

metrica <— "—mse”
residuos <— predicciones — y[indices_cv = i
fitness_cv[i] <— —(mean(residuos™2))
} else {
il (is.null(metrica) || metrica = "accuracy”) {

# Si y es factor (clasificaciA®n), el fitness por defecto
es el accuracy.
metrica <— “accuracy”
accuracy <— MLmetrics:: Accuracy (
y_pred = predicciones ,
y_true = y[indices_cv = 1i]
)
fitness_cv[i] <— accuracy
} else if (metrica = "kappa”) {
if (is.null(nivel_referencia)) {
stop (”Para la mA©@trica kappa es necesario indicar el
nivel de referencia.”)
} else {
mat_confusion <— caret :: confusionMatrix (
table (predicciones ,
ylindices_cv = i]),
positive = nivel _referencia
)
kappa <— mat_confusion$overall [?Kappa”]
fitness_cv[i] <— kappa
}
} else if (metrica = 7f17) {
if (is.null(nivel_referencia)) {
stop ("Para la mAOtrica f1 es necesario indicar el
nivel de referencia.”)
} else if (sum(predicciones = nivel referencia) < 1) {
print (paste (
"NingA°n valor predicho ha sido el nivel de
referencia ,”,
"por lo tanto, el valor de precisiA3n no puede
ser calculado”,

9

'y tampoco la mA®@trica F1.”

))
} else {

f1 <— MLmetrics::F1_Score(

y_true = y[indices_cv — i],
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y_pred = predicciones ,
positive = nivel_referencia

)

fitness_cv[i] <— f1

if (verbose) {
if (is.na(fitness cv[i])) {
print (paste(”En la particion”, i, 7de CV, fitness del
individuo no”,
"ha podido ser calculado.”
))
print (”Valores reales:”)
print (y[indices_cv = 1i])
print (”"Valores predichos:”)

print (predicciones)

it (any(is.na(fitness_cv))) {
warning (paste (
"IEn una o mAjs particiones de CV, el fitness del individuo no

7
I

"ha podido ser calculado.”

)

if (is.na(mean(fitness_cv, na.rm = TRUE))) {

stop(7El fitness del individuo no ha podido ser calculado.”)

it (verbose) {
print (paste (
"El fitness calculado por CV =", cv, “emplecando la mA®trica”,

metrica, "es de:”, mean(fitness_cv, na.rm = TRUL)

))

cat (”\n")
}

return (mean(fitness_cv, na.rm = TRUE))

}

calcular_fitness_poblacion <— function(poblacion, x, y, cv, seed = 123,
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glm”, metrica = NULL, nivel_referencia = NULL,
verbose = TRUE){

poblacion: "matrix”

matriz bolecana que representa la poblaciA®n de individuos.

x: "matrix” o "data.frame”

matriz de predictores.

y: "vector”

variable respuesta .

cv: 7integer”

nA°mero de particiones de validaciA®n cruzada.

seed: "integer”

semilla para garantizar reproducibilidad en el proceso de CV.

modelo: (7Im”, 7glm”, "r{”).

tipo de modelo empleado para calcular el fitness.

metrica: ("—mse”, 7f1”7, ”kappa”, “accuracy”).

FHoFH W o F H FH FH O HE W HHHHEFE

mAOtrica utilizada para calcular el fitness. Por defecto es el —
MSE para

# regresiA®n y Accuracy para clasificaciA3n. En el caso de
clasificaciA3n

# binaria , se acepta tambiA©On f1 y kappa.

#

# mnivel_referencia: "character”

# valor de la variable respuesta considerado como referencia .
Necesario

7# cuando la mAO©trica es fl1 o kappa.

#

# verbose: "logical”

7# mostrar informaciA3n del proceso por pantalla .

# RETORNO

#

# Vector ("numeric”) con el fitness de todos los individuos de la
poblaciAsn |
# obtenido por validaciA®n cruzada. El orden de los valores se

Corresponde con
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# el orden de las filas de la matriz poblaciA3n.

# Vector donde almacenar el fitness de cada individuo.

fitness_poblacion <— rep(NA, times = nrow(poblacion))

# Tipo de modelo utilizado para calcular el fitness.
if (modelo = "lm”){
calcular_fitness_individuo <— calcular_fitness_individuo_lm
telse if(modelo = 7rf”){
calcular fitness individuo <— calcular fitness individuo rf
telse if(modelo = 7glm”){
calcular_fitness_individuo <— calcular_fitness_individuo_glm
telse{
stop (paste (
"El modelo empleado para calcular el fitness debe ser”,
"lm (linear model)”,
7elm (logistic regresion)”,
7o rf (randomforest).”

))

if (is.null(metrica)){
if (is.numeric(y)){
metrica <— "—mse”

telsed

metrica <— 7accuracy”

for (i in l:nrow(poblacion)) {

individuo <— poblacion[i, ]

if (verbose) {
print (paste(”Individuo”, i, ”7:”7, paste(individuo, collapse =

7))

fitness_individuo <— calcular_fitness_individuo (
x = x|, individuo, drop = FALSE],
y =Y,
cv = c¢v,
metrica = metrica ,
nivel_referencia = nivel_referencia ,

seed = seed,
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}

verbose = verbose

)

fitness poblacion[i] <— fitness individuo

if (verbose){

print (*Fitness de la poblaciA3n calculado™)

print(” ”)
print (paste(”Modelo empleado para el cAjlculo del fitness:”,
modelo))

print (paste ("MA®Otrica empleado para el cAjlculo del fitness:”,
metrica))
Cat(”\n”)

return(fitness_ poblacion)

calcular_fitness_poblacion_paral <— function(poblacion, x, y, cv, seed =

123, modelo = 7"1rf”, metrica = NULL, nivel referencia = NULL,
verbose = TRUE) {

# ARGUMENTOS

#

# poblacion: "matrix”

7# matriz boleana que representa la poblaciA3n de individuos.

#

# x: "matrix” o "data.frame”

1 matriz de predictores.

#

# y: "vector”

# variable respuesta.

#

# cv: 7integer”

# nA°mero de particiones de validaciA3n cruzada.

#

# seed: "integer”

7# semilla para garantizar reproducibilidad en el proceso de CV.

#

# modelo: (7lm”, 7glm”, 7rf”).

# tipo de modelo empleado para calcular el fitness.

#

# metrica: ("—mse”, 7f1”, ”kappa”, “accuracy”).

# mAOtrica utilizada para calcular el fitness. Por defecto es el —
MSE para

# regresiA3n y Accuracy para clasificaciA3n. En el caso de
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clasificaciA3n

#  binaria, se acepta tambiA©On fl1 y kappa.

# nivel referencia: "character”
# valor de la variable respuesta considerado como referencia .

Necesario
# cuando la mA@trica es fl o kappa.

#
# verbose: ”logical”

# mostrar informaciA®n del proceso por pantalla.

4 RETORNO
#*

# Vector ("numeric”) con el fitness de todos los individuos de la

poblaciA®n |
# obtenido por validaciA®n cruzada. El orden de los valores se
corresponde con

# el orden de las filas de la matriz poblaciA3n.
# Paquetes necesarios para paralelizar.
library (foreach)

library (doParallel)

# Tipo de modelo utilizado para calcular el fitness.

it (modelo = "lm”) {
calcular_fitness_individuo <— calcular_fitness_individuo_lm
} else if (modelo == "rf”) {

calcular_fitness individuo <— calcular_fitness_ individuo_rf
} else if (modelo = 7glm”) {
calcular_fitness_individuo <— calcular_fitness_individuo_glm
} else {
stop (paste (
?El modelo empleado para calcular el f[itness debe ser”,
Im (linear model)”,
7glm (logistic regresion)”,
70 rf (randomforest).”

))

if (is.null (metrica)) {

if (is.numeric(y)) {

metrica <— "—mse”
telse {
metrica <— "accuracy”
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}

# Se emplean todos los cores del ordenador menos 1.
registerDoParallel (parallel :: detectCores() — 1)
# Se emplea la funciA3n foreach para paralelizar.
fitness_poblacion <— foreach::foreach(i = l:nrow(poblacion)) %dopar%
{
individuo <— poblacion[i, ]
if (verbose) {
print (paste (”Individuo”, i,

"))

” .

, paste(individuo, collapse =

}

fitness_individuo <— calcular_fitness_individuo(x = x[, individuo
, drop = FALSE],
y =Y,
cv = cv,

seed = seed,

metrica = metrica ,
nivel _referencia = nivel_referencia ,
verbose = verbose

)
fitness individuo
¥
it (verbose) {
print ("Fitness de la poblaciA3n calculado™)

print (7 ”)

”»
R

print (paste (”Modelo empleado para el cAjlculo del fitness:
modelo))
print (paste (”"MAOtrica empleado para el cAjlculo del fitness:”,
metrica))
cat (7\n”)
}
# Se vuelve a un A°nico core.
options(cores = 1)
return(unlist (fitness_poblacion))
}
cruzar_individuos <— function (parental 1, parental 2, metodo_cruce =
uniforme”, verbose = TRUE) {

# Esta [unciA®n devuelve un individuo resultado de cruzar dos

”

individuos
# parentales con el mA©todo de cruzamiento uniforme.

#
# ARGUMENTOS




# parental_1:
# vector que representa a un individuo.
# parental 2:

# vector que representa a un individuo.

# metodo_cruce: (uniforme”, ”punto_simple”)
# estrategia de cruzamiento.

# RETORNO

#

# Un vector que representa a un nuevo individuo.

# Para crear el nuevo individuo, se emplea el mAO©todo de cruzamiento
uniforme ,

# con la misma probabilidad de que el valor proceda de cada parental.

if (length(parental 1) != length(parental 2)) {
stop (paste0(
"La longitud de los dos vectores que representan a los 7,
7individuos debe ser la misma.”
))
}

if (!(metodo_cruce %in% c(”uniforme”, ”punto_simple”))) {

stop ("El mA©todo de cruzamiento debe ser: uniforme o punto simple

)

# Se crea el vector que representa el nuevo individuo

descendencia <— rep(NA, times = length (parental 1))

if (metodo_cruce = "uniforme”) {

# Se seleccionan aleatoriamente las posiciones que se heredan del
parental_1.

herencia_parent_1 <— sample (
x = ¢(TRUE, FALSE),
size = length (parental_1),
replace = TRUE

)

# L1 resto de posiciones se heredan del parental 2.

herencia_parent_2 <— !herencia_parent_1

descendencia[herencia_parent_1] <— parental 1[herencia_parent_1]

descendencia[herencia_parent_2] <— parental_2[herencia_parent_2]

} else {

punto_cruce <— sample(
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X 2:length (parental_1),
size =1

)

descendencia <— c(
parental_1[1:(punto_cruce—1)],

parental 2[punto_cruce: length(parental 1)]

if (verbose){
print (”"Cruce realizado”)
print (” ”)
print (paste ("MA©todo: ”, metodo_cruce))
cat (7\n”)
print (”Parental 17)

print (parental 1)
print (”Parental 27)
print (parental_ 2)
cat (7\n”)
print (”Descendencia”)
print (descendencia)
cat(”\n")

¥

return (descendencia)

}

seleccionar_individuo <— function(vector_fitness , metrica, metodo_

seleccion = ”tournament”, verbose = TRUE) {
# ARGUMENTOS
# vector_fitness: "numeric”

# un vector con el fitness de cada individuo.
#

# metrica: ("—mse”, 71”7, 7kappa”, Yaccuracy”)
7# mA©@trica empleada para calcular el fitness.

#

# metodo_seleccion: ("ruleta”, 7rank”, o 7tournament”).

#  mAO@todo para cstablecer la probabilidad de sclecciA3n .

# RETORNO
#*

# El Andice ("integer”) que ocupa el individuo seleccionado .

# SelecciA®n del individuo
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if (metodo_seleccion == 7ruleta”) {
if (metrica = "—mse”) {
probabilidad_seleccion <— (1/vector_fitness) / sum(1l/vector__
fitness)
} else if (metrica %in% c(7accuracy”, 7f17, "kappa”)) {
probabilidad_seleccion <— (vector_fitness) / sum(vector_

fitness)

ind_seleccionado <— sample(

x = l:length(vector_fitness),
size = 1,
prob = probabilidad_seleccion
)
} else if (metodo_seleccion = "rank”) {
if (metrica = 7—mse”) {

vector_fitness <— (—1/vector_fitness)

}
probabilidad_seleccion <— 1 / rank(—lxvector_fitness)
probabilidad_seleccion <— probabilidad_seleccion / sum(

probabilidad_seleccion)

ind_seleccionado <— sample(

x = l:length(vector_fitness),
size = 1,
prob = probabilidad_seleccion
)
} else if (metodo_seleccion = ”"tournament”) {

# Se seleccionan aleatoriamente dos parejas de individuos.

ind_candidatos_a <— sample(x = 1:length(vector_fitness), size = 2
)

ind_candidatos_b <— sample(x = l:length(vector_fitness), size = 2

)

# De cada pareja se selecciona el de mayor fitness.
ind_ganador_a <— ifelse (
vector_fitness [ind_candidatos_a[1]] > vector_fitness [ind__
candidatos_a[2]],
ind_candidatos_a[1],
ind_candidatos_a[2]
)
ind_ganador_b <— ifelse(
vector_fitness [ind_candidatos_b[1]] > vector_fitness [ind_
candidatos_b|[2]],
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ind_candidatos_b[1],
ind_candidatos_b[2]

# Se comparan los dos ganadores de cada pareja.

ind_seleccionado <— ifelse (
vector_fitness [ind_ganador_a] > vector_fitness [ind_ganador_b

I,

ind_ganador_a,
ind_ganador_b

)

} oelse {

stop (7El argumento metodo_seleccion debe ser: ruleta, rank o

tournament”)

if (verbose) {
print (?Individuo seleccionado”)

” ” )

(
print (paste(”MAOtrica de selecciA®n empleada:
(

print

”»

, metrica))

”»

print (paste ("MAOtodo de selecciA®*n empleado:

)

print (paste(”Indice seleccionado:”, ind_seleccionado))
Cat(??\n”)

, metodo_seleccion)

}

return (ind_seleccionado)
}
mutar_individuo <— function (individuo, prob_mut = 0.01) {
# BEste mAOtodo somete al individuo a un proceso de mutaciA3n en el
que, cada
# una de sus posiciones , puede verse modificada con una probabilidad
“prob_mut "
#
# ARGUMENTOS
#
# individuo:

7# vector que representa a un individuo.

# prob_mut:

1 robabilidad que tiene cada posiciA3n del vector de mutar.
p q p

# RETORNO
#

# Un vector que representa al individuo tras someterse a las

mutaciones.
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# SelecciA3®n de posiciones a mutar.
posiciones mutadas <— runif(n = length (individuo), min = 0, max = 1)

< prob_mut

# Se modifica el valor de aquellas posiciones que hayan sido
seleccionadas para

# mutar. Si el valor de prob_mut es muy bajo, las mutaciones serAjn
muy poco

# frecuentes y el individuo devuelto serAj casi siempre igual al
original.

individuo [ posiciones_mutadas] <— !(individuo [posiciones_mutadas])

return (individuo)

seleccionar_predictores <— function(x, y, n_poblacion = 20, n_

generaciones = 10, n_max predictores = 10, n_min_predictores = 6,

modelo = 7glm”, cv = 3, metrica = NULL
, nivel_referencia = NULL, elitismo
= 0.1, prob_mut = 0.01,

metodo_seleccion = "tournament”,
metodo_cruce = "uniforme”, parada__
temprana = FALSE,

rondas_parada = NULL, tolerancia_
parada = NULL, paralelizado = FALSE
, verbose = TRUE) {

# ARGUMENTOS

#

# x: "matrix” o "data.frame” matriz de predictores.

# y: "vector” variable respuesta.

# n_poblacion: ”integer” nAmero total de individuos de la poblaciA3n
# n_variables: ”integer” longitud de los individuos.

# n_max predictores: “integer” nA°mero mAjximo de predictores que

puede contener un individuo.

# n_min_predictores: ”integer” nA®mero mAnimo de predictores que
puede contener un individuo.

# modelo: (7lm”, 7glm”, ”"rf”). tipo de modelo empleado para calcular
el fitness.

# cv: 7integer” nA°mero de particiones de validaciA®n cruzada.

# seed: "integer” semilla para garantizar reproducibilidad en el
proceso de CV.

# metrica: ("—mse”, "f17, "kappa”, “accuracy”) mAOtrica utilizada

para calcular el fitness. Por defecto es el —MSE para
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# regresiA3n y Accuracy para clasificaciA3n. En el caso de
clasificaciA3n binaria, se acepta tambiAOn f1 y kappa.

# nivel referencia: "character” valor de la variable respuesta
considerado como referencia. Necesario

#  cuando la mA®trica es fl1 o kappa.

# elitismo: "numeric” porcentaje de mejores individuos de la

poblaciA3n actual que pasan directamente a la siguiente

# poblaciA®n. De esta forma, se asegura que, la siguiente generaciA3n

no sea nunca peor.

# prob _mut: "numeric” probabilidad que tiene cada posiciA3n del
individuo de mutar.

# metodo_seleccion: ("ruleta”, “rank”, "tournament”) mA©todo de

selecciA3n de los individuos para los cruces.

# metodo_cruce: (uniforme”, ”punto_simple”) estrategia de cruzamiento

# parada_temprana: “"logical” si durante las A°ltimas ‘rondas_parada’

generaciones la diferencia absoluta entre mejores

# individuos no es superior al valor de “tolerancia_parada , se
detiene el algoritmo y no se crean nuevas generaciones.

# rondas_parada: 7int” nA°mero de generaciones consecutivas sin
mejora mAnima para que se active la parada temprana.

# tolerancia parada: “numeric” valor mAnimo que debe tener la

diferencia de generaciones consecutivas

# para considerar que hay cambio.

# ntree: 7integer” nA°mero de Ajrboles del modelo randomforest .

# paralelizado: 7logical” si se paraleliza o no el algoritmo de
busqueda .

# verbose: 7logical” mostrar informaciA®n del proceso por pantalla.

# RETORNO

#

# Objeto "lista” con los resultados del algoritmo genAOtico:

# fitness: fitness del mejor individuo de cada generaciA3n.

# mejor_individuo: informaciA®n del mejor individuo de cada
generaciAsn .

# porcentaje_mejora: mejora respecto a la generaciA3n anterior.

# df _resultados: dataframe con los resultados del proceso en cada

generaciAsn .
# mejor_individuo_global: mejor individuo encontrado en todo el
proceso.
library (foreach)
library (doParallel)
library (randomForest)
library (caret)
(

library (MLmetrics)
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# COMPROBACIONES INICTALES
if (1is.numeric(y) & modelo = "1lm”){
stop (”El modelo Im solo puede aplicarse a problemas de regresiA®n
, (variable respuesta numA®©rica).”)
}
if (is.numeric(y) & modelo = 7glm”){
stop (7El modelo glm solo puede emplearse para problemas de
clasificaciA3n binaria.”)
}
if ((length(levels(y)) != 2) & modelo = 7glm”){
stop (”El modelo glm solo puede emplearse para problemas de
clasificaciA3n binaria.”)
}
# El nA°mero mAijximo de predictores no puede superar el nA°mero de
columnas de x.
if (n_max predictores > ncol(x)){
stop ("Bl nA°mero mAjximo de predictores no puede superar al
nA°mero de variables disponibles en x.7)
}
# Si se activa la parada temprana, hay que especificar los argumentos
rondas_parada y tolerancia_parada.
if (isSTRUE(parada_temprana) & (is.null(rondas parada) | is.null(
tolerancia_parada))){
stop ("Para activar la parada temprana es mnecesario indicar un
valor de rondas_parada y de tolerancia_parada.”)
}
# ALMACENAMIENTO DE RESULTADOS
#

# Por cada generaciA?n se almacena el mejor individuo, su fitness , y

el porcentaje de mejora respecto a la A°ltima generaciAn.

resultados_fitness <— vector (mode = "1list”, length = n_generaciones
resultados_individuo <— vector(mode = "list”, length = n_generaciones
porcentaje_mejora <— vector(mode = ”1list”, length = n_generaciones

)
# CREACIAN DE LA POBLACIAN INICIAL

poblacion <— crear_poblacion(n_poblacion = n_poblacion, n_variables =
ncol(x), n_max = n_max_predictores ,
n_min = n_min_predictores , verbose = verbose)
# ITERACIA N DE POBLACIONES
for(i in 1:n_generaciones){
if (verbose){
print (” ”)
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print (paste (”GeneraciA3n: 7, i))

print (” ”)

}

# CALCULAR FITNESS DE LOS INDIVIDUOS DE LA POBLACIA N

#
if (! paralelizado){

fitness_ind_poblacion <— calcular_fitness_poblacion(poblacion

= poblacion, x = x, y =y, modelo = modelo,
cv = cv, metrica = metrica, nivel referencia = nivel _
referencia , verbose = verbose)

}

if (paralelizado){
fitness_ind_poblacion <— calcular_fitness_poblacion_paral(

poblacion = poblacion, x = x, y =y, modelo = modelo,
cv = cv, metrica = metrica, nivel_referencia = nivel__
referencia , verbose = verbose)

}

# SE AIMACENA EL MEJOR INDIVIDUO DE LA POBLACIA N ACTUAL

[/

fitness_mejor_individuo <— max(fitness_ind_poblacion)

mejor_individuo <— poblacion [which .max(fitness_ind_
poblacion), |

resultados_fitness [[i]] <— fitness mejor individuo

resultados_individuo [[i]] <— colnames(x)[mejor_individuo]

# SE CALCULA LA MEJORA RESPECTO A LA GENERACIA N ANTERIOR

#

# El porcentaje de mejora solo puede calcularse a partir de la

segunda generaciA3n.
if(i > 1){
porcentaje_mejora [[i]] <— 1 — (resultados_fitness [[i]]/
resultados_fitness [[i — 1]])
}
# NUEVA POBLACIA N
#

nueva_poblacion <— matrix(data = NA, nrow = nrow(poblacion), ncol

= ncol(poblacion))
# ELITISMO

7

# El elitismo indica el porcentaje de mejores individuos de la

poblaciA3n actual que pasan directamente a la siguiente
# poblaciA3n. De esta forma, se asegura que, la siguiente
generaciA3n , no sea nunca inferior.
if (elitismo > 0){
n_elitismo <— ceiling (nrow(poblacion)xelitismo)
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posicion_n_mejores <— order(fitness_ind_poblacion, decreasing
= TRUE)
posicion_n_mejores <— posicion_n_mejores|[l:n_elitismo]
nueva_poblacion[1:n_elitismo, ] <— poblacion[posicion_n__
mejores , |
telse{
n_elitismo <— 0
}
# CREACIA N DE NUEVOS INDIVIDUOS POR CRUCES
#

for(j in (m_elitismo + 1):nrow(nueva_poblacion)){

# Seleccionar parentales

metrica <— ifelse (test = is.numeric(y), ”—mse”, "accuracy”)

indice_parental_1 <— seleccionar_individuo (vector_fitness =
fitness_ind_poblacion, metrica = metrica ,
metodo_seleccion = metodo_seleccion , verbose = verbose)

indice_parental_2 <— seleccionar_individuo (vector_fitness =
fitness_ind_poblacion, metrica = metrica ,
metodo_seleccion = metodo_seleccion , verbose = verbose)

parental_1 <— poblacion[indice_parental_1, ]

parental_2 <— poblacion[indice_parental_2, ]

# Cruzar parentales para obtener la descendencia

descendencia <— cruzar_individuos(parental 1 = parental 1,
parental_2 = parental_2, metodo_cruce = metodo_cruce,
verbose = verbose)

# Mutar la descendencia

descendencia <— mutar_individuo (individuo = descendencia ,
prob_mut = prob_mut)

# Almacenar el nuevo descendiente en la nueva poblaciA3n:
puede ocurrir que el individuo resultante del cruce y

# posterior mutaciA®n no contenga ningA°n predictor (todas
sus posiciones son FALSE). Si esto ocurre, y para ecvitar

# que se produzca un error al ajustar el modelo, se introduce
aleatoriamente un valor TRUE.

if (all (descendencia = FALSE)){

descendencia [sample(x = 1:length(descendencia), size = 1)
] <~ TRUE
}
nueva_poblacion[j, ] <— descendencia

}

poblacion <— nueva_poblacion
# CRITERIO DE PARADA

#

# Si durante las A°ltimas n generaciones ¢l mejor individuo no ha
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mejorado por una cantidad superior a
# tolerancia_parada, se detiene el algoritmo y no se crean nuevas
generaciones .
if (parada_temprana && (i > rondas_parada)){
ultimos_n <— tail(unlist (porcentaje_mejora), n = rondas_
parada)
if (all(ultimos_n < tolerancia_parada)){
print (paste(”Algoritmo detenido en la generacion”, i, 7
por falta de mejora mAnima de”, tolerancia_parada,
"durante”, rondas_parada, "generaciones consecutivas.
7))
break ()

}
#

}

# IDENTIFICACIA N DEL MEJOR INDIVIDUO DE TODO EL PROCESO

mejor_individuo_global <— resultados_individuo [[ which.max(unlist (
resultados_fitness))]]

# RESULTADOS

# La funciA®n devuelve una lista con 4 elementos:

# fitness: una lista con el fitness del mejor individuo de cada
generaciAsn .

# mejor_individuo: una lista con la combinaciA3n de predictores del
mejor individuo de cada generaciA3n.

# porcentaje_mejora: una lista con el porcentaje de mejora entre el
mejor individuo de cada generaciA®n.

# df resultados: un dataframe con todos los resultados anteriores.

# mejor_individuo_global: la combinaciA3n de predictores del mejor

individuo encontrado en todo el proceso.

# Para crear cl dataframe se convierten las listas a vectores del
mismo tamaA+o.

fitness <— unlist (resultados_ fitness)

predictores <— resultados_individuo [!sapply(resultados_individuo, is.
null)]

predictores <— sapply (X = predictores, FUN = function(x){paste(x,
collapse =7, 7)})

mejora <— c¢(NA, unlist(porcentaje_mejora))

df _resultados <— data.frame(generacion = seq along(fitness), fitness
= fitness, predictores = predictores, mejora = mejora)

return(list (fitness = resultados_fitness , mejor_individuo =
resultados_individuo, porcentaje_mejora = porcentaje_mejora,
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df_resultados = df_resultados, mejor_individuo_global = mejor

_individuo_global))

Anexo 4:

VIF de los modelos de regresion:

Variable VIF
In. NMES_ULT VEC_SBS SC_12M 2,58
In PROM_VEN SBS 6M 1,37
NENT VEN SCE 3M 2,57
In NTC VENC TC 3M 1,09
prbb__genero_ ecivil 1,01
r NOPE_ XVEN_ OP_ 3s6M 1,03
r NOPE_VENC_31AMAS_OP_ 3s6M 1,95
r DEUDA TOTAL_ SICOM_OP_ 12s24M | 2,29

Tabla 7.12: VIF - logit - dirty.
Elaboracién propia

Variable VIF
NENT_ VEN_ SCE_36M 1,06
r_ NTC_APERT_SCE_ 12a36M 1,18
NTC_XVEN_TC_3M 1,20
r DEUDA_ TOTAL_SCE_6al2M 1,19
prbb__genero__ecivil 1,02
r_ NOPE_APERT_ SBS OP_ 12s24M 1,14
In._ NMES_ULT_REFIN_TC_12M 1,01
In_ NMES__ULT_REFIN_OP_ 12M 1,01
r PROM_VEN_SBSsPROM_DEUDA_ TOTAL_ SBS TC 36M | 1,05

Tabla 7.13: VIF - logit - clean.
Elaboracién propia
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Variable VIF
In. NMES ULT VENC SBS SC 12M 1,34
NENT VEN SCE 3M 1,74
In. MVALVEN SBS TC_ 6M 1,13
r_ PROM_VEN_SBS TCsPROM_DEUDA_TOTAL_SBS OP_12M | 1,36
NOPE XVEN OP 3M 1,19
NOPE VENC 31AMAS OP 3M 1,27
r DEUDA TOTAL SICOM_OP_ 12s24M 1,66
NENT VEN SCE 12M 1,83
In. MVALVEN SBS OP_ 3M 1,28
r_ NOPE_APERT SCE_12a24M 1,96

Tabla 7.14: VIF - logit - dirty - con AG.
Elaboracion propia

Variable VIF
NENT VEN SCE 36M 8,16
PROM_DEUDA TOTAL SBS TC 3M | 2,02
NTC APERT SCE 24M 1,78
NTC XVEN TC 3M 3,06
LN _DEUDA_ TOTAL_ SCE_ 3M 1,28
NOPE_APERT_SCE_24M 1,19
MVALVEN SBS TC 36M 1,45
NENT VEN SCE 24M 5,84
r NOPE APERT SBS OP 12s24M 1,21
r DEUDA_ TOTAL SCE_ 12s24M 1,23

Tabla 7.15: VIF - logit - clean - con AG.
Elaboracién propia
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Anexo 5:

Descripcién de las variables independientes:

Variable

Descripcién

In_ NMES_ULT_VENC_SBS_|
SC_12M

Logaritmo natural del nimero de meses ultimos
vencidos en los sistemas SBS y SC en los 12 me-
ses anteriores al punto de observacion.

In PROM_VEN_ SBS 6M

Logaritmo natural del promedio de saldos venci-
dos en el SBS en los 6 meses anteriores al punto
de observacion.

NENT VEN SCE 3M

Numero de entidades en el SCE en las que tiene
saldo vencido en los 3 meses anteriores al punto
de observacion.

In NTC_VENC_TC_3M

Logaritmo natural del ntimero de tarjetas de cré-
dito con saldo vencido en los 3 meses anteriores
al punto de observacion.

prbb__genero_ ecivil

Probabilidad de que un cliente sea bueno sabien-
do su género y estado civil.

r_NOPE_XVEN_OP__3s6M

Ratio del nimero de operaciones por vencer de
los dltimos 3 meses respecto a los ultimos 6 me-
ses.

r NOPE VENC 31AMAS
OP_ 3s6M

Ratio del nimero de operaciones vencidas 31 dias
a mas de los tultimos 3 meses respecto a los ulti-
mos 6 meses.

r DEUDA TOTAL_SICOM _
OP__12s24M

Ratio de la deuda total en el sistema comercial
en operaciones de los Ultimos 12 meses respecto
a los ultimos 24 meses.

NENT VEN SCE 36M

Numero de entidades en el SCE en las que tiene
saldo vencido en los 36 meses anteriores al punto
de observacion.

r_ NTC_APERT_SCE_ 12s36M

Ratio del nimero de tarjetas de crédito apertu-
radas en el SCE en los tltimos 12 meses respecto
a los ultimos 36 meses.

NTC_XVEN_TC_3M

Numero de tarjetas de crédito con saldo x vencer
en los ultimos 3 meses.

r_ DEUDA_TOTAL_SCE__

6al2M

Ratio de la deuda total en el SCE en los tltimos
6 meses respecto a los ultimos 12 meses.

Tabla 7.16: Elaboracién propia
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Variable

Descripcion

r_NOPE_APERT_SBS_OP__
12s24M

Ratio del nimero de operaciones aperturadas en
el SBS en los ultimos 12 meses respecto a los
ultimos 24 meses.

In_ NMES_ULT_REFIN_TC__
12M

Logaritmo natural del nimero de meses ultimos
refinanciados en el sistema TC en los 12 meses
anteriores al punto de observacién.

In_ NMES_ULT_REFIN_OP_
12M

Logaritmo natural del nimero de meses ultimos
refinanciados de operaciones en los 12 meses an-
teriores al punto de observacion.

r PROM_VEN_ SBSsPROM
DEU-
DA_TOTAL_SBS_ TC_36M

Razén del promedio de saldos vencidos sobre el
promedio de deuda total en el SBS y TC de los
ultimos 36 meses.

In MVALVEN SBS TC 6M

Logaritmo natural del maximo valor vencido en
el SBS de tarjetas de crédito en los ultimos 6
meses anteriores al punto de observacion.

r_ MVALVEN_SBSsDEUDA__
TOTAL SBS TC 12M

Razoén del maximo valor vencido en el SBS sobre
la deuda total en el SBS de tarjetas de crédito
en los ultimos 12 meses anteriores al punto de
observacion.

r PROM_VEN_SBSsPROM
DEUDA_TOTAL_SBS__
TC_12M

Razoén del promedio de saldos vencidos sobre el
promedio de deuda total en el SBS y TC de los
ultimos 12 meses.

r PROM_VEN_SBS TCs
PROM_DEUDA_ TOTAL _
SBS_OP__12M

Razoén del promedio de saldos vencidos en el SBS
en tarjetas de crédito sobre el promedio de deuda
total en el SBS de operaciones de los ultimos 12
meses.

NOPE_XVEN_OP_3M

Nuamero de operaciones por vencer de los ultimos
3 meses anteriores al punto de observacion.

NTC_VENC_31AMAS_TC__
24M

Nuamero de tarjetas de crédito con saldo vencido
31 a mas dias en los tltimos 24 meses anteriores
al punto de observacion.

r_ DEUDA_TOTAL_SBS__
TC_3s6M

Ratio de la deuda total en el SBS en los tultimos
3 meses respecto a los ltimos 6 meses.

NTC APERT SCE 24M

Nuamero de tarjetas de crédito aperturadas en
el SCE los ltimos 24 meses antes del punto de
observacion.

In_DEUDA_TOTAL_SCE_ 3N

Logaritmo natural de la deuda total en el SCE
los tltimos 3 meses antes del punto de observa-
cion.

r DEUDA TOTAL SCE__
3s6M

Ratio de la deuda total en el SCE de los ultimos
3 meses respecto a los tltimos 6 meses.

In_ PROM__VENC_SCE_24M

Logaritmo natural del promedio de saldos ven-
cidos en el SCE los ultimos 24 meses antes del
punto de observacion.

Tabla 7.17: Elaboracién propia
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Variable

Descripciéon

In. MVALVEN_SBS_TC_36M

Logaritmo natural del maximo valor vencido en
el SBS de tarjetas de crédito los tltimos 36 meses
antes del punto de observacion.

NOPE_VENC_31AMAS_OP_|
3M

Numero de operaciones vencidas 31 a mas dias
los ultimos 3 meses antes del punto de observa-
cién.

NENT VEN_SCE 12M

Numero de entidades en el SCE en las que tiene
saldo vencido en los 12 ultimos meses anteriores
al punto de observacion.

In MVALVEN SBS OP 3M

Logaritmo natural del maximo valor vencido en
el SBS de operaciones los tltimos 3 meses antes
del punto de observacién.

r_ NOPE_APERT_SCE__
12s24M

Ratio del niimero de operaciones aperturadas en
el SCE en los ultimos 12 meses respecto a los
ultimos 24 meses.

PROM_DEUDA_ TOTAL
SBS _TC_3M

Promedio de las deudas totales en el SBS en tar-
jetas de crédito en los ultimos 3 meses anteriores
al punto de observacion.

NOPE_APERT_SCE_24M

Numero de operaciones aperturadas en el SCE
los tltimos 24 meses antes del punto de observa-
cién.

MVALVEN_SBS_TC_36M

Méximo valor vencido en el SBS en tarjetas de
crédito los tltimos 36 meses.

NENT VEN_SCE 24M

Numero de entidades en el SCE en las que tiene
saldo vencido en los 24 meses anteriores al punto
de observacion.

r DEUDA TOTAL SCE__
12s24M

Ratio de la deuda total en el SCE en los tultimos
12 meses respecto a los ultimos 24 meses.

NMES_ULT_VENC_SBS__
SC_12M

Nutmero de meses ultimos vencidos en los siste-
mas SBS y SC en los 12 meses anteriores al punto
de observacion.

PROM__VEN_SBS_24M

Promedio de saldos vencidos en el SBS los 1lti-
mos 24 meses anteriores al punto de observacion.

MVALVEN SBS TC 6M

Maximo valor vencido en el SBS en tarjetas de
crédito los tltimos 6 meses.

PROM_VEN_SBS TC_6M

Promedio de saldos vencidos en el SBS en tarje-
tas de crédito los ultimos 6 meses.

NTC_VENC_TC_3M

Numero de tarjetas de crédito con saldo vencido
en los dltimos 3 meses.

r PROM_VEN_SBS TCs
PROM DEUDA TOTAL
SBS__OP_24M

Razén del promedio de saldos vencidos en el SBS
en tarjetas de crédito sobre el promedio de deuda
total en el SBS de operaciones de los tltimos 24
meses.

Tabla 7.18: Elaboracién propia
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Variable

Descripcién

r_ MVALVEN_SBS_TCs
MVALVEN_SBS_OP_12M

Razén del maximo valor vencido en el SBS de
tarjetas de crédito sobre el maximo valor vencido
en el SBS de operaciones en los ultimos 12 meses
anteriores al punto de observacién.

DEUDA_TOTAL_SICOM__
OP_12M

Deuda total en el sistema comercial de operacio-
nes los ultimos 12 meses anteriores al punto de
observacion.

DEUDA_TOTAL_SCE_3M

Deuda total en el SCE los tltimos 3 meses ante-
riores al punto de observacion.

r_ NOPE__APERT_SBSsSCE__
OP_ 24M

Razoén del ntimero de operaciones aperturadas en
el SBS sobre el SCE de operaciones en los ultimos
24 meses.

NMES_ULT_ REFIN_TC _
12M

Numero de meses ultimos refinanciados de tarje-
tas de crédito en los tltimos 12 meses anteriores
al punto de observacion.

NTC_APERT_SCE_6M

Numero de tarjetas aperturadas en el SCE en los
ultimos 6 meses anteriores al punto de observa-
cién.

NMES_ULT_REFIN_OP__
12M

Numero de meses tltimos refinanciados de ope-
raciones en los ultimos 12 meses anteriores al
punto de observacion.

r_ DEUDA_TOTAL_SCE__
12s24M

Ratio de la deuda total en el SCE en los ultimos
12 meses respecto a los ultimos 24 meses ante-
riores al punto de observacion.

r DEUDA_TOTAL_SBS_OP|

3s12M

| Ratio de la deuda total en el SBS de operaciones
en los ultimos 3 meses respecto a los 1iltimos 12
meses anteriores al punto de observacion.

r NOPE APERT SCE
12a24M

Ratio del nlimero de operaciones aperturadas en
el SCE de los ultimos 12 meses respecto a los
ultimos 24 meses anteriores al punto de observa-

cién.

Tabla 7.19: Elaboracién propia
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Anexo 6:

CALCULO DEL KS Y VI:
SEGMENTO CLEAN:

Variable KS
PORC_USO_CUPO 0,2302
r_ DEUDA_TOTAL_SBS TC_3s6M 0,1504
NENT_ VEN_SCE_36M 0,1497
PROM_DEUDA TOTAL SBS TC_ 3M 0,1489
NTC_APERT SCE_24M 0,1217
r_ NTC_APERT_SCE_ 12a36M 0,1173
NTC_XVEN_TC_ 3M 0,1148
NOPE_XVEN_OP_3M 0,1105
IDENTIFICACION 0,1065
DEUDA_TOTAL_SCE_3M 0,1036
LN_DEUDA_TOTAL_SCE_3M 0,1036
NOPE_APERT SCE_ 24M 0,1028
r_ DEUDA_TOTAL_SCE_3a6M 0,0989
PROM_VEN_SCE_ 24M 0,0935
r DEUDA TOTAL SCE_ 6al2M 0,0935
MVALVEN_ SBS TC_36M 0,0934
NENT_VEN_SCE_24M 0,0934
r_ MVALVEN_SBS TCsMVALVEN_SBS_OP_36M | 0,093
PorcCuentaAhorrosCorriente 0,0914
PROM_VEN_SCE_36M 0,0907
r NOPE_APERT SBS OP_ 12s24M 0,0906
PromVehiculosUsoHogar 0,09
PromVehiculosxVivienda 0,09
PromLocalesCom 0,09
NOPE_VENC_OP_36M 0,0898
r NOPE_APERT SBSsSCE_OP_24M 0,0897
PromVehiculosUsoComercial 0,0897
NMES_ ULT REFIN_TC_12M 0,0884
NTC_APERT_SCE_6M 0,0881
PorcCuentaCoop 0,0881
NMES ULT REFIN_ OP_12M 0,0881
ANTIGUEDAD TC_SBS 0,088
ANTIGUEDAD_OP_SBS 0,0871
PorcPersComprasCred 0,0869
r_ PROM_XVEN_SBS_OP_ 12s36M 0,0864

Tabla 7.20: Elaboracién propia
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Variable KS
PromNumTerrenos 0,0861
PorcVivPropiaProv 0,0859
PorcTelefonoProv 0,0856
NTC_NDI_TC_36M 0,0837
PROM_VEN_SBS TC 36M 0,0825
PROM_NDI_SBS_TC_36M 0,0824
r_ PROM_VEN_SBSsPROM_DEUDA_TOTAL_SBS TC_36M 0,0823
r PROM_VEN_ SBS TCsPROM_DEUDA TOTAL SBS OP_36M | 0,0823
PorcHogaresTerrenos 0,0822
PROM_MAX_ DVEN_SBS TC_36M 0,082
r_ PROM_DEUDA_TOTAL_SBS_OP_ 3s12M 0,0801
r_ DEUDA_TOTAL_SCE_ 12a24M 0,0784
r DEUDA TOTAL_ SBS_OP_ 3s12M 0,0774
PorcPrestamo 0,0769
r_ NOPE_APERT_SCE_ 12a24M 0,076
PorcHipotecas 0,0757
r_ NOPE_APERT_SCE_ 6al2M 0,0748
PromEdadJefeHogar 0,0746
r_ NOPE_APERT_SBS_OP_ 6s12M 0,0725
PorcCuentaMutualista 0,0717
PromPagol.uz 0,0715
PorcCuentaFinanciera 0,0706
PorcCuentaCaja 0,0705
EDAD 0,0693
PorcCuentaPropia 0,0684
r_ NOPE_XVEN_OP_ 6s24M 0,067
r NOPE_VENCsNOPE_APERT_ SBS 36M 0,0665

Tabla 7.21: Elaboracién propia

Variable VI
CodParroquia 0,0769
PROVINCIA 0,0556

PROFESION 0,0415
ESTADO_CIVIL | 0,0242
PARROQUIA 0,0219
GENERO 0,0126
CANTON 0,0107

Tabla 7.22: Elaboracién propia
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SEGMENTO DIRTY:

Variable KS
NMES ULT_ VENC_SBS SC 12M 0,6043
PROM_VEN_SBS_6M 0,4741
NENT VEN SCE 3M 0,4386
PROM_VEN SBS 24M 0,38
MVALVEN SBS TC 6M 0,3224
PROM_VEN_ SBS TC_ 6M 0,3221
r_ MVALVEN_SBSsDEUDA_TOTAL_ SBS TC_ 6M 0,3142
PROM_ MAX DVEN N TC 3M 0,3111
NTC VENC TC_ 3M 0,3057
r PROM_VEN_SBS TCsPROM_DEUDA_ TOTAL_SBS_OP_3M | 0,3035
NMES ULT_ VENC_ SBS TC 12M 0,3017
r PROM_VEN_SBS TCsPROM_DEUDA_ TOTAL_SBS_OP_6M | 0,3001
r MVALVEN SBS TCsMVALVEN SBS OP 3M 0,2999
r PROM_VEN SBS TC 6s24M 0,291
r MVALVEN SBS TCsMVALVEN SBS OP 6M 0,2829
PROM NDI SBS TC 12M 0,282
PROM_VEN_SBS TC 36M 0,282
r_ MVALVEN_SBSsDEUDA_TOTAL_SBS TC_ 12M 0,2781
r MVALVEN SBSsDEUDA TOTAL SBS TC 24M 0,2677
r NTC VENC 31AMAS TC 6s24M 0,2657
r PROM_ VEN SBSsPROM DEUDA TOTAL SBS TC 12M 0,2638
r PROM_VEN_ SBS TCsPROM_DEUDA TOTAL_ SBS_ OP_12M | 0,2486
r PROM_VEN_SBS TCsPROM_DEUDA_ TOTAL_ SBS_OP_24M | 0,2454
NTC NDI TC 12M 0,2365
r NOPE XVEN_ OP_ 3s6M 0,2343
NOPE XVEN OP 3M 0,2336
NTC VENC_ 31AMAS TC 24M 0,2307
NTC_VENC_1A30_TC_6M 0,2283
PORC_USO_CUPO 0,2222
NOPE NDI OP 3M 0,211

Tabla 7.23: Elaboracién propia
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Variable KS
r_ NOPE_XVEN_OP_6s24M 0,2103
NOPE VENC 31AMAS OP 3M 0,2093
r NOPE VENC 31AMAS OP_ 3s6M 0,2093
r MVALVEN SBS TCsMVALVEN SBS OP 12M 0,206
r DEUDA TOTAL_ SICOM_OP_ 12s24M 0,2048
DEUDA_TOTAL_SICOM_OP_12M 0,2047
r_ PROM_VEN_SICOM_OP_ 12s24M 0,2047
r DEUDA TOTAL_ SICOMsSCE_ 12M 0,2047
PROM_VEN SICOM_OP_12M 0,2046
r MVALVEN SICOMsDEUDA TOTAL SICOM 12M 0,2045
r_ MVALVEN_ SICOMsDEUDA_ TOTAL_SBS 12M 0,2045
r_ PROM_VEN_SICOMsPROM_DEUDA_TOTAL_ SBS 12M | 0,2045
NENT VEN SCE 12M 0,2039
r MVALVEN SBS TCsMVALVEN SBS OP 24M 0,2022
MVALVEN SBS OP_ 3M 0,2007
r MVALVEN_ SBS OP_3s12M 0,2007
r_ NTC_VENC_ 1A30 TC_ 24s36M 0,2003
PROM_ VEN SBS OP 3M 0,2002
r DEUDA TOTAL_ SBSsSCE 12M 0,2001

Tabla 7.24: Elaboracién propia

Variable VI
CodParroquia 0,0962
GENERO 0,0469

INSTRUCCION | 0,0362
PARROQUIA 0,0339
PROVINCIA 0,0321
CANTON 0,0114
ESTADO_CIVIL | 0,0105
PROFESION 0,0100

Tabla 7.25: Elaboracién propia
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