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Resumen

La inclusión financiera ha tomado relevancia a nivel mundial debido a que ha

demostrado ser una herramienta que permite a los individuos mejorar su calidad de

vida en el sentido de que pueden satisfacer sus necesidades y hacer frente a situa-

ciones adversas mediante el acceso y uso de productos y servicios financieros de

calidad. Sin embargo, su medición ha resultado compleja debido a su concepto mul-

tidimensional. Por ello, la presente investigación utiliza la base de datos ENEMDU

de diciembre del 2018 y la metodología de Redes Neuronales Variational Auto-

encoder para desarrollar un índice de inclusión financiera que captura las cuatro

dimensiones que la definen: acceso, uso, calidad y bienestar. Posteriormente, me-

diante un modelo logit se evalúa las características socio-demográficas, de situación

económica y financiera que determinan el nivel de inclusión de los individuos en

Ecuador. Principalmente, se busca analizar la relación existe con la pobreza por in-

gresos. Los resultados del índice mostraron que el nivel de inclusión financiera en

Ecuador es alto únicamente para una pequeña parte de los individuos de la muestra.

Posteriormente, al categorizar el indicador entre incluido y no incluido financiera-

mente, se encontró que los principales factores que disminuyen la probabilidad de

encontrarse incluido financieramente son los bajos niveles de educación y encon-

trarse en situación de pobreza.

Palabras Clave: Inclusión Financiera, Pobreza, Variational Autoencoder, índi-

ce multidimensional, logit.
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Abstract

Financial inclusion has gained global relevance due to its effectiveness in en-

hancing the quality of life for individuals, enabling them to fulfill their needs and

cope with unexpected situations through access to quality financial products and

services. However, its measurement has been challenging due to its multidimensio-

nal nature. Thus, this study employs the ENEMDU database from December 2018

and the Variational Autoencoder Neural Networks methodology to construct a fi-

nancial inclusion index that encompasses the four dimensions of access, use, qua-

lity, and well-being. Subsequently, a logit model is utilized to examine the socio-

demographic, economic, and financial characteristics that determine individuals’

level of inclusion in Ecuador and analyze the relationship with income poverty.

The index’s results demonstrate that the level of financial inclusion in Ecuador is

high for only a small portion of the sample. Upon categorizing the indicator bet-

ween financially included and not included, the analysis revealed that low levels

of education and poverty are the main factors that decrease the likelihood of being

financially included.

Palabras Clave: Financial Inclusion, Poverty, Variational Autoencoder, Multi-

dimensional Index, logit.
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Capítulo I

Introducción

1.1. Antecedentes

El Banco Mundial (2018) menciona que la inclusión financiera permite a las personas y

empresas tener acceso a servicios y productos financieros, los cuales sirven como mecanismos

para satisfacer necesidades tales como realizar transacciones, efectuar pagos, ahorrar, acceder a

créditos y obtener seguros.

Por otro lado, la Alianza para la Inclusión Financiera (2010) menciona que la inclusión

financiera está compuesta por cuatro pilares fundamentales: acceso, uso, calidad y bienestar.

En este sentido, de acuerdo con Cano et al. (2014), el acceso a los servicios financieros es una

condición necesaria pero no suficiente para lograr la inclusión financiera, ya que además es

fundamental garantizar el uso efectivo de los mismos. En tal sentido, el fomentar la inclusión

financiera también implica brindar servicios de calidad, de modo que se facilite el acceso y uso

de servicios financieros, generando así bienestar hacia el beneficiario (Cull et al., 2014). Por lo

tanto, al tratarse de un concepto multidimensional, la medición de la inclusión financiera resulta

compleja.

Sotomayor et al. (2018) y Narváez et al. (2020) explican, mediante modelos probit, que
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la inclusión financiera en Perú y Colombia se enfoca en el acceso a crédito en una entidad

formal. Así mismo, Rodriguez-Raga y Rodriguez (2016); Zins y Weill (2016) y Fungáčová y

Weill (2015) evalúan si un hogar se encuentra incluido financieramente de acuerdo al acceso

que posean a al menos un producto financiero formal.

En este contexto, la inclusión financiera debe evaluar las características multidimensionales

que identifican al acceso, uso, bienestar, calidad y la posible autoexclusión (Rao et al., 2017).

Cámara y Tuesta (2014) plantearon una metodología para la creación de un indicador multidi-

mensional con base en las dimensiones de acceso, uso y barreras reflejadas en ochenta y dos

países.

Con estos antecedentes, esta investigación busca desarrollar un índice de inclusión finan-

ciera multidimensional compuesto de los cuatro elementos mencionados por la teoría. Para el

efecto, se utiliza la información obtenida en el módulo financiero por la encuesta ENEMDU en

diciembre del año 2018, utilizando la metodología de redes neuronales Variational Autoencoder

(VAE) (Kingma y Welling, 2013).

El indicador de inclusión financiera propuesto identificará el nivel de inclusión del segmen-

to poblacional de interés en el sistema financiero formal, considerando las cuatro dimensiones:

acceso, uso, calidad y bienestar. Además, se caracterizará a las personas que están incluidas o

no financieramente de acuerdo con parámetros sociodemográficos, financieros y considerando

su nivel de pobreza por ingresos. Los hallazgos obtenidos buscan aportar al diseño de políticas,

programas y estrategias para el desarrollo económico mediante el enfoque de la inclusión finan-

ciera.
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1.2. Objetivo General

Construir un índice de inclusión financiera, como indicador para evaluar su relación con la

pobreza por ingresos en el Ecuador, durante el año 2018.

1.3. Objetivos Específicos

Construir un índice de inclusión financiera con base en 4 dimensiones: acceso, uso, cali-

dad y bienestar; estimado mediante la metodología de redes neuronales Variational Auto-

encoder (VAE).

Analizar la relación existente entre inclusión financiera y pobreza en el Ecuador durante

el año 2018.

Identificar cómo influye la pobreza en la inclusión financiera a través del análisis de carac-

terísticas sociodemográficas, económicas y financieras de los jefes de hogar en Ecuador

año 2018, utilizando un modelo logit binomial.
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Capítulo II

Marco Teórico

2.1. Definición de Inclusión Financiera

La inclusión financiera ha alcanzado una relevancia significativa en los últimos años por el

incremento del acceso y uso de productos financieros a nivel mundial, sin embargo, no existe

un consenso sobre su definición. Chakrabarty (2011) define a la inclusión financiera como el

proceso de garantizar que todos los sectores de la sociedad, incluidos los grupos vulnerables,

como los grupos de bajos ingresos, tengan acceso a productos y servicios financieros a costos

asequibles y transparentes por parte de las instituciones financieras. Por otro lado, Sarma (2008)

agrega que la inclusión financiera, además de definirse como un proceso que garantiza el acceso

al sistema financiero y su disponibilidad, también debe incluir el uso efectivo del mismo, cuya

finalidad es la construcción de un sistema financiero inclusivo. Asimismo, Arellano et al. (2014)

la definen como el proceso donde se maximiza el acceso y uso de los servicios financieros for-

males y se minimizan las barreras involuntarias percibidas por los individuos que no participan

en el sistema financiero formal, para lo cual los servicios financieros deberían ser de calidad y

los individuos deberían obtener bienestar a través de éstos.

Organismos internacionales, como el CGAP (2011) y el Banco Mundial (2022), señalan
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que la inclusión financiera significa que todos los adultos en edad de trabajar puedan acceder

a productos y servicios financieros útiles que atiendan sus necesidades, tales como ahorro, cré-

dito, pagos, transacciones y seguros; los cuales deben ser provistos de manera responsable y

sostenible, de tal manera que las personas utilicen el sistema financiero formal y no opciones

informales.

De acuerdo al programa propuesto por el Banco Central del Ecuador titulado “Estrategia

Nacional de Inclusión Financiera 2020-2024", la inclusión financiera se refiere a los individuos

y empresas que pueden acceder a utilizar productos y servicios financieros de calidad, y lo pue-

dan hacer de una manera informada. Además, estos productos y servicios deben ser ofrecidos

por las entidades financieras formales de forma transparente, responsable, sostenible y deben

responder a las necesidades de la población.

Uno de los organismos comprometidos con la medición de la inclusión financiera es la

Alianza para la Inclusión Financiera (AFI), la cual en su documento denominado “La medi-

ción de la inclusión financiera para entes reguladores: Diseño e implementación de encuestas”

menciona que la inclusión financiera en sí misma es un concepto multidimensional que abarca

cuatro elementos:

I. Acceso: Se refiere a las capacidades existentes que permiten utilizar los productos y ser-

vicios financieros ofrecidos por las instituciones formales, como precios asequibles o la

proximidad física a los puntos de atención financieros.

II. Calidad: Indica la relevancia del producto o servicio financiero dentro de las necesida-

des del estilo de vida de los consumidores. Esta dimensión abarca la experiencia de los

consumidores manifestada a través de actitudes y opiniones hacia aquellos productos que

en la actualidad se encuentran disponibles.

III. Uso: Esta dimensión abarca la adopción de servicios bancarios, pone mayor énfasis en la
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regularidad, frecuencia y duración de su utilización a lo largo del tiempo de los productos

y servicios financieros.

IV. Bienestar: Es el impacto que un dispositivo o servicio financiero ha tenido en la vida

de los consumidores, entre otros: cambios en el consumo, las actividades empresariales,

educación financiera y el bienestar general.

La inclusión financiera es entendida bajo diferentes conceptos; sin embargo, para el presente

estudio se adopta la definición de la Alianza para la Inclusión Financiera.

2.2. Pobreza por Ingresos

La pobreza, al igual que muchos otros conceptos que han surgido en las ciencias sociales,

carece de una definición única y universal. Es así que, abarca una multiplicidad de elementos

de diversa índole de la vida de las personas y, por tanto, es casi imposible resumirla en una sola

definición. Aunque existen distintos enfoques por los cuales se puede entender a la pobreza,

en términos generales, ha sido comprendida como la situación en la cual las personas carecen

de recursos necesarios para alcanzar un nivel de bienestar compatible con la dignidad humana

(CEPAL, 2018).

Para comprender la pobreza, en este estudio se utiliza el enfoque de pobreza por ingresos, el

cual considera que una persona está en situación de pobreza cuando no cuenta con los ingresos

suficientes para satisfacer sus necesidades básicas. Este enfoque mide la pobreza comparando

el ingreso per cápita del individuo con una línea de pobreza establecida, si su nivel de ingreso

es inferior a dicha línea se considera que se encuentra en situación de pobreza (Banco Mundial

, 2017).

Según la CEPAL (2018), existen dos formas para determinar la línea de pobreza. La pri-

mera, consiste en establecer una línea de pobreza con base al costo de una canasta básica de
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alimentos, al que se le agrega un monto destinado a cubrir otro tipo de necesidades no alimen-

tarias. Mientras que, la segunda forma consiste en tomar un valor derivado de un punto de la

función de distribución de ingresos, como es el 60% de la mediana del ingreso de los hogares

del país.

En el caso de Ecuador, el Instituto Nacional de Estadísticas y Censos obtiene la línea de

pobreza utilizando el primer método antes mencionado, además agrega la línea de pobreza

extrema, la cual considera únicamente el componente alimentario de la canasta básica. A partir

del 2017 esta línea se calcula actualizando la línea oficial de pobreza por consumo mediante el

Índice de Precios al Consumidor (IPC)1.

La Figura 2.1 expone la evolución nominal de las líneas de pobreza y pobreza extrema, la

cual muestra que en diciembre de 2018 la línea de pobreza se estableció en USD 84,79 men-

suales per cápita, mientras que la línea de pobreza extrema se ubicó en USD 47,78 mensuales

per cápita. Por lo tanto, aquellos individuos con un ingreso total per cápita inferior a este valor

fueron considerados como pobres por ingresos.

Figura 2.1: Línea de Pobreza y Pobreza Extrema por Ingresos Ecuador

Fuente: Encuesta Nacional de Empleo, Desempleo y Subempleo (ENEMDU) - INEC
Nota : Los datos se encuentran expresados en dólares mensuales corrientes.

1La línea de pobreza por consumo se obtuvo a partir de la Encuesta de Condiciones de Vida 5ª ronda.
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2.3. Barreras a la Inclusión Financiera

La falta de inclusión financiera se presenta por una serie de factores tanto del lado de la

oferta como de la demanda, afectando así a varios segmentos de la población, principalmente

a los estratos más pobres, ya que al restringirles la movilidad del capital se los incapacita de

ser partícipes del proceso económico (Devlin, 2005). A continuación, se explica las barreras de

oferta y de demanda que están relacionadas con la inclusión financiera.

2.3.1. Barreras de Oferta

E. Pérez y Titelman (2018) señalan que, en general, el análisis de la inclusión financiera,

tanto teórico como empírico, se ha centrado casi exclusivamente en el lado de la oferta. Los

autores argumentan que la falta de inclusión financiera se debe a barreras de entrada al sistema

financiero, refiriéndose específicamente a barreras de precios, ya que las instituciones finan-

cieras ofrecen financiamiento a precios (tasas de interés) demasiado altos y en condiciones que

son demasiado restrictivas. De acuerdo con la Alianza para la Inclusión Financiera (2010), estos

costos elevados generan la exclusión de aquella población vulnerable de escasos recursos, los

cuales tienen ingresos irregulares o no cuentan con un empleo estable.

Por otra parte, Roa (2013) menciona que también son los costos elevados de transacción los

que reducen la oferta de servicios financieros, sobre todo a poblaciones de zonas rurales, debido

a que no les resulta rentable abrir un punto de prestación de servicios financieros en estas zonas.

Álvarez-Gamboa et al. (2021) describen a esta barrera como restricción de accesibilidad física

por parte del sistema financiero, misma que incluye los costos relacionados con las actividades

de transacción entre las instituciones financieras y el demandante referente a la estructura física.

Con respecto a esto, Duncombe y Boateng (2009) han señalado que el desarrollo tecnológico

facilitaría el acceso al reducir la necesidad de viajar largas distancias.

8



Según Álvarez-Gamboa et al. (2021) otra barrera a la inclusión financiera es la elegibilidad,

la cual implica la escasa información entre ofertante y demandante de los productos y servicios

financieros. En particular, se trata de los costos que surgen de la asimetría de información que

produce el sistema financiero. Al respecto, según E. Pérez y Titelman (2018), la asimetría de

información es la falla de mercado que afecta a la inclusión financiera, produciendo dos con-

secuencias importantes dentro del mercado crediticio. La primera es la selección adversa: los

individuos que más desean solicitar créditos son aquellos que precisamente son los menos atrac-

tivos desde el punto de vista del prestamista al ser los más riesgosos. Mientras que la segunda es

el riesgo moral: el riesgo de que el deudor tome una acción que le cause daño al prestamista, por

ejemplo, que utilice los fondos prestados para consumo y que posteriormente no pueda hacer

frente a las obligaciones de la deuda adquirida.

2.3.2. Barreras de Demanda

Con respecto al lado de la demanda, autores como Beck y De la Torre (2007), Beck y

Demirgüç-Kunt (2008) resaltan que cuando la decisión de no utilizar los productos y servicios

financieros está dada por preferencias intertemporales y oportunidades de inversión por parte de

los individuos, no representa un problema. Sin embargo, dados ciertos factores, los individuos

a pesar de tener acceso podrían no hacer uso de estos productos y servicios financieros. Co-

mo ejemplo de estos factores tenemos: desconocimiento o falta de educación financiera, falta

de ingresos o empleo, desconfianza en las instituciones financieras, miedo al endeudamiento o

autoexclusión como resultado psicológico de una discriminación sistemática en el pasado. En

cualquiera de los casos, el acontecimiento de estos factores representaría un problema de inclu-

sión financiera.

De acuerdo con Álvarez-Gamboa et al. (2021), el desconocimiento o la falta de educación

financiera provoca el uso ineficiente, así como también la exclusión misma de los productos
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y servicios financieros. A su vez, Dassatti y Marino (2017) precisan que los agentes económi-

cos que tienen una menor educación financiera, son aquellos que se encuentran en situación de

pobreza. Por otra parte, Raccanello y Guzmán (2014) y Roa y Carvallo (2018) mencionan la

importancia de que los individuos tengan conocimiento sobre los distintos productos y servicios

que ofrecen las entidades financieras formales. La razón se debe a que de esta forma la inclu-

sión financiera les generará un mayor bienestar y podrán tomar decisiones financieras óptimas,

además de lograr administrar conscientemente su capital en actividades que les resulten benefi-

ciosas.

Según E. Pérez y Titelman (2018) la falta de educación financiera también podría influir en

la desconfianza o percepción que los agentes tienen sobre el sistema financiero. Por su parte,

Roa (2010) menciona que esta desconfianza en las entidades financieras se ha generado debido

a las crisis económicas que se han desarrollado a lo largo de la historia, así como también a la

asimetría de información y especulaciones. Razones las cuales han provocado que los usuarios

no se encuentren motivados a adherirse a los servicios y productos financieros. En este sentido,

Roa (2010) menciona que las instituciones financieras deben funcionar como intermediarios

de calidad para así dinamizar los recursos, llegar a los sectores más necesitados y reducir las

brechas de pobreza y desigualdad.

Al considerar otras barreras de demanda, son los costos de información y transacciones

los motivos que limitan el acceso a la población que se encuentra en situación de pobreza.

Asimismo, la falta de garantías y no tener historial crediticio restringe el acceso a crédito a este

segmento de la población, por lo cual se intensifica la desigualdad de ingresos al impedir el flujo

de capital a los individuos pobres con altas expectativas de inversión. Por lo tanto, la flexibilidad

de las restricciones crediticias beneficiaría acertadamente a los pobres (Álvarez-Gamboa et al.,

2021).

En términos generales, Beck y De la Torre (2007) sugieren que el precio y el ingreso son los
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principales factores que influyen en la demanda de los servicios financieros, tales como pagos

y ahorros. Esto debido al hecho de que, el desarrollo económico y el incremento asociado en

el ingreso per cápita, aumenta la necesidad de servicios más sofisticados. Asimismo, autores

como Allen et al. (2016) han encontrado que la principal barrera por el lado de la demanda es

la insuficiencia de ingresos.

Por otra parte, Claessens (2006) y Roa y Carvallo (2018) mencionan que la demanda no está

incentivada únicamente por factores económicos, sino que también se puede dar por factores

socioculturales como por ejemplo la religión, lo que llevaría a que los individuos se excluyan

voluntariamente del sistema financiero.

2.4. Inclusión Financiera y Pobreza

En la sección anterior se presentaron las barreras existentes a la inclusión financiera, donde

se pudo notar que el nivel de ingresos de los individuos es un factor principal que influye en

la inclusión financiera. Esto debido a que las personas que se encuentran en los quintiles más

bajos de ingresos tienen mayores dificultades para acceder al sistema financiero formal. A tal

efecto, esta sección profundiza el tema y realiza una recopilación de literatura sobre la relación

existente entre la inclusión financiera y la pobreza por ingresos.

La literatura existente referente a la relación entre pobreza e inclusión financiera es am-

plia, varios estudios analizan el enfoque de cómo la inclusión financiera incide en la pobreza.

Así, por ejemplo, Beck et al. (2009) y Sehrawat y Giri (2016) han mostrado que la inclusión

financiera es una herramienta que genera un impacto positivo en la economía, ya que reduce la

pobreza indirectamente al lograr aumentar el crecimiento económico. Sin embargo, de acuerdo

con autores como Greenwood y Jovanovic (1990) y Narváez et al. (2020), este es un efecto

que se genera a largo plazo, mientras que a corto plazo el desarrollo financiero no es óptimo

debido a que acentúa la desigualdad, ya que son precisamente las personas pobres, quienes son
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excluidas del sistema financiero formal.

Martínez (2008) señala que las instituciones financieras se centran en trabajar con grupos

objetivos con los cuales se pueda recuperar los fondos y no con aquellos que se encuentran en

situación de pobreza, por lo tanto, el ser parte de esta población disminuiría la posibilidad de

ser incluido financieramente. En este sentido, García (2016) menciona que existe una tendencia

a que los pobres no puedan acceder plenamente a los servicios de las entidades financieras y, en

consecuencia, el desarrollo del sistema financiero no les resulta beneficioso.

La evidencia empírica ha demostrado que el nivel de ingresos o a su vez, la pobreza es un

factor que influye en el hecho de que un individuo se encuentre incluido o no financieramente.

Así, por ejemplo, Demirguc-Kunt et al. (2013) utilizando la base de datos Global Findex 2011,

encontraron que en los países en desarrollo los individuos pertenecientes a los quintiles de

menor ingreso, tienen menor probabilidad de tener acceso a los productos y servicios brindados

por entidades financieras formales con respecto a los individuos que se encuentran en el quintil

más alto de ingresos. Este resultado fue coincidente con los obtenidos por autores como, Cámara

et al. (2013), en Perú; Hoyo et al. (2013), en México y Tuesta et al. (2015), para el caso de

Argentina.

En este sentido, Narváez et al. (2020) se centraron en probar la incidencia de la pobreza

monetaria en la inclusión financiera de los hogares colombianos. Para este objetivo hicieron

uso de un modelo probit, en donde el indicador de inclusión financiera tomaba el valor de 1 si

el jefe de hogar había tenido acceso a crédito en una entidad financiera formal. Sus resultados

sugirieron que existe una relación inversa entre pobreza monetaria e inclusión financiera. Por su

parte, Rodriguez-Raga y Rodriguez (2016) encontraron que en Colombia, aquellos individuos

con mayor nivel de ingreso tienen mayor probabilidad de acceder a productos de ahorro, crédito

y seguros.

De acuerdo con Narváez et al. (2020), la evidencia existente muestra que el principal desafío
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al que se enfrenta la inclusión financiera es lograr llegar a los segmentos más pobres de la

población, puesto que es precisamente por su condición de pobreza que han sido excluidos

del sistema financiero. Según Maron (2014) esto se debe a la configuración económica de los

estratos sociales, en donde las personas con ingresos estables y que poseen patrimonio, son

consideradas aptas para ser partícipes de los servicios financieros, perpetuando así la restricción

de los servicios financieros a los grupos más pobres.

2.5. Evidencia Empírica

En esta sección se presenta la evidencia empírica relacionada con las características socio-

demográficas que determinan la inclusión financiera y las distintas formas en que los autores la

miden.

Varios autores han analizado los determinantes de inclusión financiera, midiéndola como la

tenencia o uso de productos y servicios en instituciones financieras formales, tales como: cuen-

tas, ahorros y créditos. Así, por ejemplo, Zins y Weill (2016) en África y Fungáčová y Weill

(2015) en China, utilizando los datos de la encuesta Global Findex 2011 y 2012, respectiva-

mente, estimaron tres modelos probit donde las variables dependientes eran cada uno de los

indicadores (uso de cuentas, ahorros y crédito). En ambos casos encontraron que la edad tiene

una relación no lineal con los tres indicadores. Según Fungáčová y Weill (2015) esto puede ser

explicado en términos de un “efecto generacional” que pudo derivar del lado de la demanda,

debido a que las personas mayores suelen ser más reticentes a emplear los servicios financieros

formales, mientras que, por el lado de la oferta, explican que las instituciones financieras po-

drían poner menor esfuerzo en atraer clientes de mayor edad. Por otra parte, Zins y Weill (2016)

encontraron que el ser mujer disminuye significativamente la probabilidad de tener una cuenta

o ahorrar en una institución financiera, sin embargo, no encontraron resultados significativos en

la tenencia de crédito. Finalmente, concluyeron que particularmente las variables de educación
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e ingresos favorecen al acceso de cuentas, ahorros y créditos. En contraposición, Fungáčová

y Weill (2015)) encontraron que el nivel de educación no tiene ningún efecto sobre el ahorro

formal y explicaron que este resultado podría ser debido a que en China existe una población

relativamente alta que cuenta con ahorros. Por otra parte, la variable de ingreso solo resultó ser

significativa en el modelo de tenencia de cuenta, los individuos que pertenecen a los quintiles

más bajos tienen menor probabilidad de acceder a este producto con respecto al quintil más alto

de ingreso, pero que en el caso de ahorro el ingreso no resultó ser significativo. Mientras tanto,

en lo que respecta al acceso al crédito, solo el cuarto quintil de ingresos resultó ser negativo y

estadísticamente significativo, es decir, solo el 20% de las personas justo debajo del 20% más

rico tiene un uso significativamente menor del crédito formal con respecto a los más ricos.

Demirgüç-Kunt et al. (2013) se centraron en analizar las diferencias de género en el uso de

cuentas, ahorros y créditos en instituciones financieras formales utilizando datos a nivel indivi-

dual de 98 países en desarrollo en 2011. Para el caso de cuentas, estimaron un modelo probit

de respuesta binaria, mientras que, para el caso de ahorro y crédito, estimaron modelos logit

multinomial. En el segundo caso, la variable dependiente fue clasificada en: ’ninguno’,’ahorro

o crédito formal’ y ’ahorro o crédito informal’. Los resultados indicaron la existencia de una

brecha de género en los países en desarrollo. Incluso después de controlar características indi-

viduales como ingresos, educación, situación laboral, residencia en zona rural y la edad, el ser

mujer sigue estando significativamente relacionado con el uso de los servicios financieros.

Cámara et al. (2013), utilizando la Encuesta Nacional de Hogares 2011 en Perú y un mo-

delo probit con la variable dependiente que considera el uso de productos financieros formales,

identificaron que los grupos que han sido tradicionalmente más vulnerables son aquellos que se

encuentran excluidos del sistema financiero formal: las mujeres, los jóvenes y las personas que

viven en zonas rurales.

Hoyo et al. (2013) exploran los factores que determinan la inclusión financiera en México
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utilizando los datos de la Encuesta Nacional de Inclusión Financiera 2012. Para este propósito,

primero se construyeron indicadores de inclusión financiera utilizando el método de análisis de

correspondencias múltiples. Se tomaron en cuenta la tenencia de productos de crédito y ahorro,

tanto de forma conjunta (Indicador Agregado) como individualmente (Indicador de Ahorro e

Indicador de Crédito). Es así que, los autores encontraron que la educación es un factor clave

para explicar la inclusión financiera, además, el ser jefe de hogar, estar casado o en unión libre

se relacionaron positivamente con los tres indicadores. A la vez, el ser mujer, no resultó ser

significativo en el modelo con el indicador agregado, pero sí en los indicadores individuales.

Así también, se encontró que para productos de crédito la relación es positiva, mientras que

para productos de ahorro la relación es negativa, lo que implica que tienen más exclusión desde

el punto de vista de productos financieros como cuentas, depósitos o inversiones.

Tuesta et al. (2015) realizaron un análisis de la inclusión financiera para el caso de Argentina

utilizando datos del Global Findex 2012, donde adoptaron tres dimensiones: acceso, calidad y

uso de los servicios y productos financieros. Señalaron que el acceso a los servicios formales se

basa en los canales tradicionales: sucursales y ATM’s; en cuanto a calidad, encontraron que la

edad y los ingresos son los factores que incidieron en la percepción de las diferentes barreras de

exclusión involuntaria. Finalmente, para la dimensión de uso estimaron cinco modelos probit

en donde cada uno tenía como variable dependiente a la tenencia de los siguientes productos o

servicios financieros: cuenta en una institución financiera formal, tenencia de tarjeta de débito,

tarjeta de crédito, pagos electrónicos y crédito formal. Los resultados mostraron que la edad,

el nivel de educación y los ingresos son factores que determinan la tenencia de los productos o

servicios antes mencionados.

Trivelli (1997) señala que el ahorro formal es una variable relevante para la inclusión finan-

ciera, puesto que, un mayor nivel de ahorro da apertura a que las familias tenga acceso a otros

productos financieros. Por otra parte, Cano et al. (2014); Devlin (2005); Rhine y Greene (2006)

15



incluyeron el tamaño del hogar como una característica que determina la inclusión financiera y

encontraron que, en general, mientras más grande es el tamaño del hogar, menor es el nivel de

inclusión financiera.

En general, la literatura ha mostrado que entre los principales determinantes que favorecen

al acceso de los productos financieros son tener un mayor nivel de ingresos (Cano et al., 2014;

Pabón et al., 2006; Trivelli, 1997) y un mayor nivel de educación (Al-Hussainy et al., 2008;

Cano et al., 2014; Johnson y Nino-Zarazua, 2011; Kumar, 2005; Pabón et al., 2006). Asimis-

mo, encontrarse en pleno empleo ha sido una característica que de acuerdo con Kumar (2005)

favorece principalmente al acceso a créditos. Algunos autores como Al-Hussainy et al. (2008);

Cano et al. (2014); Devlin (2005) concluyeron que el estado civil casado también favorece al

acceso de los productos financieros.

2.6. Medición Multidimensional de la Inclusión Financiera

A lo largo de los años, varios estudios han desarrollado diferentes metodologías con el

objetivo de crear una medida integral que abarque la naturaleza multidimensional de la inclusión

financiera. En esta sección, se explorará la literatura existente en torno a la medición de la

inclusión financiera.

Sarma (2008) propone un índice multidimensional basado en la metodología usada para

desarrollar el índice de desarrollo humano (IDH) y usando tres dimensiones de inclusión fi-

nanciera. El indicador fue creado en dos fases utilizando la definición de distancia euclidiana

normalizada. La primera fase consistió en crear subindicadores para cada dimensión, mientras

que en la segunda fase fueron agregados en una única medida. Park y Mercado (2015), si-

guiendo un enfoque similar, desarrollaron un indicador multidimensional esta vez usando cinco

dimensiones. Sin embargo, este enfoque asignó pesos arbitrarios a cada dimensión, lo que po-

dría sesgar la medición correcta del indicador multidimensional (Levine, 2005).
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Amidžic et al. (2014) proponen una metodología más robusta mediante la técnica de análisis

factorial y usando cinco dimensiones, las cuales fueron agregadas usando pesos estadísticos si-

guiendo una media geométrica ponderada. Por otro lado, Cámara y Tuesta (2014) proponen una

metodología basada en el análisis de componentes principales en dos etapas y usando variables

de acceso, uso y barreras. La primera fase consistió en crear subindicadores de cada dimensión,

los cuales son agregados en la segunda fase en un único indicador multidimensional. En este

enfoque se asignan pesos a cada dimensión de inclusión financiera, mismos que son estimados

mediante las ecuaciones de la metodología. Por lo tanto, se excluye la subjetividad de darle un

peso a cada dimensión de inclusión financiera.

En general, la revisión de la literatura discutida previamente muestra que han existido esfuer-

zos para el desarrollo de una medida multidimensional de inclusión financiera. Los indicadores

de estos estudios se basan principalmente en dos enfoques: paramétrico y no paramétricos. Co-

mo ejemplo del primer enfoque se tienen los estudios de Sarma (2008) y Park y Mercado (2015)

dado que asignan la importancia de cada indicador eligiendo sus pesos de forma exógena. Mien-

tras tanto, los estudios de Amidžic et al. (2014) y Cámara y Tuesta (2014) son ejemplos del

segundo enfoque, ya que asignan la importancia de los indicadores de forma endógena a partir

de la estructura de los datos. En tal sentido, métodos estadísticos como el análisis de compo-

nentes principales son usualmente preferidos dado que permiten obtener un resultado haciendo

la menor cantidad posible de supuestos (Freund y Rubin, 1980).
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Capítulo III

Datos y Metodología

Este capítulo describe la fuente de datos utilizada en la construcción del indicador de in-

clusión financiera, así como las metodologías empleadas en el estudio. Además, se presenta un

análisis descriptivo de los datos utilizados en este estudio.

3.1. Datos

En la presente investigación se utilizaron los datos provenientes de la Encuesta Nacional

de Empleo, Desempleo y Subempleo (ENEMDU) correspondiente a diciembre del año 2018.

La información empleada para la construcción del índice multidimensional fue obtenida del

módulo financiero, el cual contiene información sobre el uso y acceso de productos financie-

ros. Así mismo, la información financiera de la encuesta fue combinada con los datos socio-

demográficos de los jefes de hogar (INEC, 2018a). De este modo, la base de datos utilizada en

este estudio contiene 6926 individuos.

La Encuesta Nacional Empleo, Desempleo y Subempleo (ENEMDU) la realiza el Instituto

Nacional de Estadística y Censos y sirve como un instrumento para determinar información

estadística sobre la situación del empleo, actividades económicas y fuentes de ingresos de los
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individuos del país. La encuesta se basa en un muestreo probabilístico con el objetivo de recolec-

tar información de personas de más de cinco años de edad que residen los hogares ecuatorianos.

En este sentido, la población objetivo son todas las personas de viviendas particulares de todas

las provincias del Ecuador, exceptuando a Galápagos debido al nivel de representatividad INEC

(2018b). Los individuos que se encuentran excluidos son la población establecida en viviendas

colectivas, viviendas flotantes y sectores con población indigente.

El tratamiento de datos consistió en realizar un análisis exhaustivo de las variables obteni-

das de la encuesta con el fin de hallar posibles inconsistencias e información faltante. El análisis

evidenció que existe un 0.49% de datos perdidos con respecto a la pregunta sobre transacciones

habituales realizadas en algún punto de atención financiero 2 y un 0.03% correspondiente a la

pregunta sobre acceso a crédito 3. De igual forma, las variables pobreza e ingreso per cápita

tuvieron un 0.85% y 0.04% de datos perdidos, respectivamente. Con relación a la variable de

edad, se eliminaron los individuos menores a 18 años y mayores a 85 años, los cuales correspon-

den al 1.90% de la muestra. Así mismo, con respecto a la variable de provincia, se eliminó el

0.51% de registros correspondientes a zonas no delimitadas. Por lo tanto, de la muestra original

de 7201 registros se eliminaron 275, con lo cual la base usada en este estudio tuvo información

sobre 6926 individuos. Por otra parte, varias variables fueron recategorizadas para su modeli-

zación y agrupadas en las cuatro categorías de acceso, uso, calidad y bienestar. La descripción

detallada del proceso de depuración se encuentra en el anexo A.

Las variables usadas en la creación del indicador multidimensional fueron previamente cla-

sificadas según la definición de inclusión financiera de Alianza para la Inclusión Financiera

(2010) y sobre la cual se derivan los conceptos de acceso, uso, calidad y bienestar. De este

modo, utilizando las preguntas de la sección financiera de la encuesta ENEMDU 2018 se crea-

2Corresponde a la pregunta fi04 de la encuesta ENEMDU DIC. 2018: ¿Qué transacciones realiza habitualmente
en un punto de atención financiero?

3Corresponde a la pregunta fi14 de la encuesta ENEMDU DIC. 2018: Durante el último trimestre, ¿Usted
solicitó un crédito?
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ron cuatro categorías correspondientes a cada dimensión de inclusión financiera (Anexo C). La

clasificación permitió que mediante la metodología propuesta se realice la inferencia de subin-

dicadores sobre inclusión financiera. La tabla 3.1 muestra el conjunto total de variables y su

correspondiente clasificación y descripción.

Tabla 3.1: Lista de Variables Usadas en la Creación del Indicador Multidimensional

Variable Descripción Tipo

Solicitó crédito Si el individuo solicitó un crédito o no durante el úl-

timo trimestre.

Acceso

No necesita productos El individuo considera que no necesita un producto

financiero.

Acceso

No confía instituciones El individuo no gusta de productos financieros por-

que no confía en las entidades financieras.

Acceso

Cantidad pagos financieros Cantidad de negocios cercanos al domicilio del in-

dividuo que aceptan formas de pago distintas al

efectivo.

Acceso

No posee dinero Si no posee productos porque no posee dinero para

ahorrar financieramente.

Acceso

Dificultad apertura El individuo considera que es difícil abrir una cuenta

(trámites/documentos muy complejos).

Acceso

Cercanía punto atención Cuán lejos está el punto de atención financiero más

cercano para el individuo: Cerca, Lejos o Muy lejos.

Acceso

Continúa en la próxima página
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Tabla 3.1: Lista de Variables Usadas en la Creación del Indicador Multidimensio-
nal(Continuación)

Solicitud aprobada Si la persona solicito un crédito, este fue aprobado o

no.

Acceso

Posee producto Si posee o no alguna cuenta de ahorro, corriente, de-

pósito a plazo o tarjeta de débito/crédito.

Acceso

Límites retiro Individuo se siente insatisfecho porque sus productos

tienen límites de retiro.

Bienestar

Costo mantener cuenta Individuo se siente insatisfecho por los costos que im-

plica mantener productos financieros.

Bienestar

Sucursal lejana Individuo se siente insatisfecho porque la entidad fi-

nanciera está lejos.

Bienestar

Posibilidad ahorrar Individuo se siente satisfecho porque tiene posibili-

dades de ahorro con sus productos financieros.

Bienestar

Acceso otros productos Individuo se siente satisfecho porque puede acceder

a otros productos financieros.

Bienestar

Pagos seguros Individuo se siente satisfecho por poder hacer pagos

seguros.

Bienestar

Disponibilidad dinero. Individuo se siente satisfecho por disponer de dinero

de forma rápida.

Bienestar

Disponibilidad cajeros Entidad tiene cajeros a disponibilidad del individuo. Calidad

Continúa en la próxima página
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Tabla 3.1: Lista de Variables Usadas en la Creación del Indicador Multidimensio-
nal(Continuación)

Califica punto atención Cómo califica la persona a los productos financieros

que usa.

Calidad

Disponibilidad correspon-

sal no bancario

Entidad tiene corresponsal no bancario a disponibili-

dad del individuo.

Calidad

Disponibilidad sucursal

agencia

Entidad tiene sucursal de agencia a disponibilidad del

individuo.

Calidad

Disponibilidad sucursal

cooperativa

Entidad tiene sucursal de cooperativa a disponibili-

dad del individuo.

Calidad

Frecuencia retiro El comportamiento que la persona tiene para retirar

dinero en una entidad o punto financiero.

Uso

Cantidad de servicios Número de servicios financieros que la persona usa. Uso

Recibe pago financiero Si sus ingresos los recibe principalmente por medios

financieros.

Uso

Frecuencia uso Frecuencia con la que usa sus productos financieros

en el mes.

Uso

Solicitud crédito formal Si la persona solicitó o no un crédito a una entidad

financiera.

Uso

Utiliza punto atención Si utiliza o no algún punto de atención financiero para

realizar alguna transacción.

Uso

Continúa en la próxima página
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Tabla 3.1: Lista de Variables Usadas en la Creación del Indicador Multidimensio-
nal(Continuación)

Fuente: ENEMDU Diciembre 2018

Elaboración: Los autores

Por otro lado, para analizar los factores que influyen en los niveles de inclusión financiera se

seleccionaron variables sociodemográficas, económicas y financieras con relación a la literatura.

La tabla 3.2 muestra las variables seleccionadas, descripción y valores que pueden tomar.

Tabla 3.2: Lista de Variables Modelos Logit

Variable Descripción

Área Ubicación geográfica: Rural o Urbana.

Sexo Hombre o Mujer.

Edad Categoría de edad:

A:edad< 26 (jóvenes)

B: 26≤ edad ≤ 59 (mediana edad)

C : edad > 59 (adulto mayor)

Ingreso per cápita Categoría de ingreso per cápita (USD):

A: Ingpc < 85 (Pobreza)

B: 85 ≤ Ingpc < 163

C : 163 ≤ Ingpc < 283

D : Ingpc > 283

Condición de actividad Pleno empleo, Subempleo, Desempleo y PEI.

Estado civil Separado o Divorciado, Viudo, Unión libre, Soltero y Casado.

Continúa en la próxima página
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Tabla 3.2: Lista de Variables Modelos Logit(Continuación)

Nivel de instrucción Ninguno, Primaria, Secundaria y Superior.

Miembros del hogar Cantidad de miembros en el hogar del jefe de hogar.

Etnia Etnia con la cual se identifica el individuo según su cultura y

costumbres.

Servicios básicos La vivienda posee servicios básicos o no.

Vivienda propia Si la vivienda es propia o no.

Seguro privado Si el jefe de hogar cuenta con seguro privado o no.

Situación crediticia Situación con respecto al último crédito que solicitó en una en-

tidad financiera formal: Aprobado, Rechazado, No solicitó por-

que no puede pagar, No solicitó porque no necesita, Solicitó cré-

dito informal.

Situación de ahorro Situación con respecto al modo de ahorro de la persona: Ahorro

formal, Ahorro informal y No ahorra.

Califica atención Cómo califica la atención en los puntos de atención financieros:

Bueno, Regular, Malo y No usa.

Situación bienestar Está satisfecho con los servicios de su cuenta de ahorro, cuenta

corriente, depósitos a plazo o tarjeta de crédito o débito: Satis-

fecho, No satisfecho y No posee.

Fuente: ENEMDU Diciembre 2018

Elaboración: Los autores
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3.2. Estadística Descriptiva

La muestra de información seleccionada para el análisis considera a los jefes de hogar que

respondieron las preguntas del módulo financiero de la ENEMDU correspondiente a diciembre

2018. En este sentido, la cantidad de individuos que conforman la base de datos utilizada es

6926. Las preguntas involucradas en el módulo financiero están relacionadas con el acceso y

uso de productos financieros, las cuales son analizadas a continuación con respecto a variables

socio-demográficas.

La pregunta 1 del módulo financiero informa sobre el acceso que los individuos tienen

hacia al menos un punto de atención financiera. La tabla 3.3 muestra cómo se distribuyen las

respuestas de la pregunta en relación con el área de vivienda de la persona. En el área urbana, el

77.80% de individuos utiliza al menos un punto de atención financiera, mientras que el 22.20%

no lo hace. Así mismo, en el área rural el 67.91% de personas afirman utilizar al menos un

producto financiero, mientras que el 32.09% no lo hace.

Tabla 3.3: Acceso de Productos Financieros por Área

Respuesta Porcentaje
Sí No Sí No

Urbana 3451 985 77,80% 22,20%

Rural 1691 799 67,91% 32,09%
Información obtenida de la pregunta:¿Utiliza usted algún punto de atención fi-
nanciero para realizar alguna transacción?

Fuente: ENEMDU Diciembre 2018
Elaboración: Los autores

Por otro lado, la figura 3.1 muestra cómo se relacionan las respuestas de la pregunta 1

con respecto al nivel de ingreso per cápita de las personas. Se observa que cada rango posee

porcentajes de respuestas positivas mayores con respecto al rango anterior. De esta forma, el
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porcentaje de individuos que afirma utilizar al menos un punto de atención financiero para cada

rango de ingreso per cápita es de 54.5%, 68.3%, 76.1% y 87.8% respectivamente, en orden

ascendente. Estos valores también implican que al aumentar el rango de ingresos existen cada

vez menores porcentajes de individuos que no usan ningún punto de atención financiera.

Figura 3.1: Acceso de Productos Financieros por Rango de Ingreso Per Cápita
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Información obtenida de la pregunta: ¿Utiliza usted algún punto de atención fi-
nanciero para realizar alguna transacción?

Fuente: ENEMDU Diciembre 2018
Elaboración: Los autores

De la misma forma, el gráfico 3.2 analiza la primera pregunta del cuestionario con respecto

al nivel de instrucción. Se observa que existe un comportamiento similar al nivel de ingresos, es

así como cada nivel de estudio posee un porcentaje de personas que usan al menos un punto de

atención financiera mayor con el nivel anterior. En este sentido, el porcentaje de personas que

no utilizan ningún punto de atención financiero es 41.7%, 33%, 19.4% y 8.5% respectivamente
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para los niveles de estudio ninguno, primaria, secundaria y superior respectivamente.

Figura 3.2: Acceso de Productos Financieros por Nivel de Educación
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Información obtenida de la pregunta: ¿Utiliza usted algún punto de atención fi-
nanciero para realizar alguna transacción?

Fuente: ENEMDU Diciembre 2018
Elaboración: Los autores

Para realizar un análisis de acceso por cercanía al punto de atención financiero, se ha tomado

la pregunta 2 del módulo de preguntas financieras y se ha dividido para el área de residencia

del individuo. En primer lugar, en la figura 3.3 se verifica que el 22% de los individuos que

viven en el área urbana indicaron no utilizar ningún punto de atención financiera. Mientras que

en el área rural, el porcentaje aumenta en 10 puntos porcentuales, siendo un 32% de individuos

los que mencionan no utilizar ningún punto de atención financiero. Asimismo, se observa que

en el área rural, el mayor porcentaje indica encontrarse lejos y muy lejos al punto de atención

financiera, siendo el 33% y 19% respectivamente. Mientras que solo el 15% indicó encontrarse
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cerca. Por otra parte, en el caso de los individuos que residen en el área urbana, se observa que

el 52% indicaron encontrarse cerca al punto de atención financiera, mientras que el 22% señaló

encontrarse lejos y en un mínimo porcentaje del 4% señalaron estar muy lejos.

Figura 3.3: Lejanía del Punto de Atención Financiero
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Información obtenida de la pregunta: ¿El punto de atención financiero que usted
habitualmente utiliza para realizar transacciones se encuentra: Cerca, Lejos o
Muy Lejos?

Fuente: ENEMDU Diciembre 2018
Elaboración: Los autores

Para realizar un análisis del uso de productos o servicios financieros, en la figura 3.4 se

puede observar que la mayoría de las transacciones que se realizan en Ecuador consisten en

retiros de dinero, lo que representa el 60% de los individuos. En segundo lugar, se encuentran

los depósitos, ahorros o inversiones, que son realizados por el 37% de los individuos, mientras

que el 31% realiza pagos de servicios.
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Figura 3.4: Frecuencia de Uso en Puntos de Atención Financieros

40%

63%

69%

89%

92%

94%6%

8%

11%

31%

37%

60%

Depositos Ahorros Inversiones

Pago Creditos

Pago Servicios

Retiro Dinero

Rolicitud Tarjetas

Solicitud Prestamos

0.00 0.25 0.50 0.75
Porcentaje

R
es

pu
es

ta

respuesta

No
Si

Información obtenida de la pregunta: ¿Qué transacciones realiza habitualmente
en un punto de atención financiero?

Fuente: ENEMDU Diciembre 2018
Elaboración: Los autores

En cuanto a la calidad de atención que reciben los usuarios en los puntos de servicios finan-

cieros, en la figura 3.5 se puede observar que el 12.1% de los usuarios la califica como ’muy

buena’. En un porcentaje mayor, el 64.7% la califica como ’buena’, seguido por el ’regular’ con

un 19.4%. Finalmente, un porcentaje menor de usuarios, el 2.5% y el 1.3%, la calificaron como

’mala’ y ’muy mala’, respectivamente.
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Figura 3.5: Calificación de Puntos de Atención Financieros
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Información obtenida de la pregunta: ¿Cómo califica la atención en los puntos
de atención financieros?

Fuente: ENEMDU Diciembre 2018
Elaboración: Los autores

Nota: Se considera sólo a los individuos que sí utilizan los puntos de atención financieros

Por otro lado, la encuesta muestra información sobre individuos que no poseen ningún pro-

ducto financiero. En este sentido, para dichas personas, la tabla 3.4 muestra el número de ellas

que desearían contar con algún producto financiero. La cantidad de personas que respondieron

de forma afirmativa fue 1042, mientras que la cantidad de personas que respondieron en forma

opuesta fue de 1474. Esto representa el 41.42% y 58.58% respectivamente.
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Tabla 3.4: Deseo de Productos Financieros

Respuesta
Sí No

Individuos 1042 1474

Porcentaje 41,42% 58,58%
Información obtenida de la pregunta: ¿Le gustaría tener un producto financiero
(cuenta ahorro/corriente, depósitos plazo, tarjeta crédito/débito)?

Fuente: ENEMDU Diciembre 2018
Elaboración: Los autores

Así mismo, las razones por las cuales las personas no desearan tener ningún producto finan-

ciero se muestran en la figura 3.6. La razón que cuenta con un mayor número de respuestas fue

‘No tiene dinero para ahorrar’, seguida de ‘No lo necesita’, ‘Es difícil abrir una cuenta’ y ‘No

confía en las entidades financieras’ respectivamente. Mientras tanto, que la de menor número

de respuestas fue ‘La entidad financiera queda muy lejos’.
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Figura 3.6: Desinterés Productos Financieros
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Información obtenida de la pregunta: ¿Por qué no le gusta tener un producto
financiero?

Fuente: ENEMDU Diciembre 2018
Elaboración: Los autores

Por otro lado, con respecto a las personas que solicitaron un crédito durante el último trimes-

tre, la tabla 3.5 muestra el número de respuestas para cada nivel de ingresos per cápita. Existen

256 personas en el rango de ingreso mayor a $283 que solicitaron un crédito, seguido de 160

personas en el rango de $164 a $283, 131 personas en el rango de $86 a $163 y por último de 51

personas en el rango ingreso menor a $85. Se observa que el número de solicitantes es mayor en

cada rango de ingreso. El porcentaje de aprobación es de 86.27% para las personas que tienen

un ingreso menor a $85. El rango de ingreso de $386 a $163 tiene un porcentaje de aprobación,

mientras que el de $164 a $283 uno del 90%. Por último, las personas del último rango tienen

un porcentaje de aprobación de 90.63%.
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Tabla 3.5: Aprobación de Crédito por Rango de Ingreso Per Cápita

Rango
Ing. Per Cápita

Respuesta Porcentaje
Sí No Sí No

[0,85] 44 7 86,27% 13,73%

[86,163] 107 24 81,68% 18,32%

[164,283] 144 16 90,00% 10,00%

[>283] 232 24 90,63% 9,38%
Información obtenida de la pregunta: ¿Del último crédito que solicitó en una entidad financiera
lo aprobaron?

Fuente: ENEMDU Diciembre 2018
Elaboración: Los autores

En cuanto al ahorro, en el gráfico 3.7 se puede visualizar que en el caso de Ecuador, el 69%

de individuos no ahorra o guarda dinero, mientras que, solo el 31% sí lo hace.

Figura 3.7: Ahorro de Dinero
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Información obtenida de la pregunta: ¿Usted ahorra o guarda dinero?
Fuente: ENEMDU Diciembre 2018

Elaboración: Los autores
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Al realizar un análisis por área, en la tabla 3.6 se puede observar que de aquellos individuos

que residen en el área urbana, el 64.63% señala no ahorrar o guardar dinero, mientras que, del

grupo de individuos que reside en el área rural, el porcentaje es mayor siendo del 76.79%.

Tabla 3.6: Ahorro de Dinero por Área

Respuesta Porcentaje
Sí No Sí No

Urbana 1569 2867 35,37% 64.63%

Rural 578 1912 23.21% 76.79%
Información obtenida de la pregunta: ¿Usted ahorra o guarda dinero?

Fuente: ENEMDU Diciembre 2018
Elaboración: Los autores

Por otra parte, en la tabla 3.7 se pueden visualizar los resultados de ahorro por sexo, donde se

verifica que existe una diferencia mínima entre hombres y mujeres. El 31.77% de los hombres

ahorran o guardan dinero, mientras que en el caso de las mujeres, el porcentaje es del 29.02%.

Tabla 3.7: Ahorro de Dinero por Sexo

Respuesta Porcentaje
Sí No Sí No

Hombre 1587 3409 31,77% 68.23%

Mujer 560 1370 29.02% 70.98%
Información obtenida de la pregunta: ¿Usted ahorra o guarda dinero?

Fuente: ENEMDU Diciembre 2018
Elaboración: Los autores
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3.3. Metodología

Amidžic et al. (2014) y Cámara y Tuesta (2014) utilizaron distintas metodologías para la

creación de un indicador de inclusión financiera multidimensional, tales como el análisis fac-

torial y el análisis de componentes principales. Por otro lado, en el presente este estudio se

propone la metodología de Variational Autoencoders (VAE) para la construcción del indicador

multidimensional y para la posterior evaluación de características sociodemográficas se usó un

modelo logit.

Como se menciona anteriormente, la selección de variables financieras de la encuesta ENEM-

DU de diciembre 2018 incluyó la categorización de cada una de estas según su relación con cada

una de las cuatro dimensiones teóricas de inclusión financiera: acceso, uso, calidad y bienestar

(tabla 3.1). Seguidamente, se agruparon a las variables en cuatro grupos para posteriormente ser

utilizadas en la primera fase de la modelización VAE y crear los subindicadores correspondien-

tes. Luego, cada uno de los subindicadores es agregado en la segunda fase mediante un nuevo

modelo VAE para la creación del índice multidimensional.

Una vez construido el índice de inclusión financiera multidimensional se realiza un análisis

para determinar su relación con las variables sociodemográficas y económicas seleccionadas

(tabla 3.2). Para esto se crea la variable dependiente dicotómica con base en el indicador y se

utiliza la metodología del modelo logit binario.

3.3.1. Modelos de Variable Latente

Muchos campos científicos suelen tratar con problemas de orígenes similares, uno de estos

es la cuestión de representar datos de alta dimensionalidad en un espacio de menor tamaño. Es-

tas representaciones pueden facilitar la visualización de patrones complejos y el descubrimiento

de nuevas relaciones entre datos (Sorzano et al., 2014).
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En las técnicas de reducción de dimensionalidad existen dos objetivos o componentes. El

primero es la selección de características, el cual consiste en encontrar un subconjunto de varia-

bles perteneciente a otro conjunto más grande y que permita el modelamiento de un fenómeno

usando un número menor de variables. El segundo es la extracción de características, el cual

busca representar un conjunto de variables en otro de menor tamaño y que conserven las pro-

piedades del primero (Maimon y Rokach, 2005). Para este segundo enfoque, algunos de los

métodos más utilizados son el análisis de componentes principales (ACP) o el análisis discri-

minante lineal (ADL).

En este sentido, el problema de representar datos en una dimensión de menor tamaño es si-

milar al de hallar un conjunto de variables no observadas que se relacionan directamente con el

conjunto de variables observadas. Dichos factores no observados se denominan variables laten-

tes y los modelos que las incorporan se denominan modelos de variables latentes (Cunningham

y Yu, 2014). El uso de este tipo de modelamiento es útil para capturar relaciones complejas

dentro de un sistema en el que son difíciles de medir directamente.

Los modelos de variables latentes son modelos probabilísticos que intentan explicar un cier-

to conjunto de datos (x), generalmente de alta dimensión, en términos de otras variables no

observadas (z). Las variables no observadas o latentes son generadas mediante un proceso sub-

yacente oculto. Este tipo de modelamiento es de gran utilidad en varias áreas y en especial en

las ciencias sociales, en donde los problemas analizados a menudo contienen aspectos que no

se pueden observar directamente. El origen de esta clase de modelos se da en el campo de la

psicología con el trabajo de Spearman (1904) y su aplicación mediante análisis factorial. En la

actualidad han cobrado una gran importancia por su capacidad para realizar inferencia sobre

conceptos no observados, y mediante el desarrollo del aprendizaje automático4, la posibilidad

4El aprendizaje automático o machine learning es un término para referirse a un conjunto de algoritmos que
aprenden de forma automatizada y son utilizados para resolver problemas o la toma decisiones (Moreno et al.,
1994).
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de modelar estructuras complejas se ha robustecido (Lawrence, 2007).

En general, el modelamiento establece supuestos sobre la procedencia de las variables la-

tentes y su relación con el conjunto de datos. De este modo, las variables latentes se modelan

para seguir una distribución de probabilidad. En este sentido, en situaciones donde las variables

no observadas (z) son continuas, por lo general, se hace el supuesto de que se distribuyen nor-

malmente. Así mismo, los parámetros del modelo indican la forma en que las variables latentes

interactúan entre sí y también el modo en que las variables latentes se relacionan con las varia-

bles observadas (Lubke, 2018). La aplicación de este tipo de algoritmos permite la posibilidad

de comprimir datos mientras se hacen supuestos mínimos o muy generales sobre su verdadera

distribución (Van Der Maaten, 2009). Debido a que estos algoritmos infieren representaciones

latentes directamente de los datos de entrada, son generalmente denominados como algoritmos

de aprendizaje no supervisados.

En la inferencia de modelos latentes se suele tratar con formulaciones matemáticas intrata-

bles, es decir, que no se pueden resolver de forma directa (Berg y Kelly, 2006). Por ejemplo, al

tratar de inferir la probabilidad P(x|z), siendo z un conjunto de variables latentes, la ecuación

P(x) =
∫

P(x,z)dz modela este fenómeno y se origina mediante la regla de Bayes. Esta integral

se vuelve cada vez compleja por cada factor latente involucrado y, por lo tanto, imposible de

evaluar (Tran et al., 2016). Es así que, ciertos problemas se vuelven intratables debido a su na-

turaleza y por ende se necesita una reformulación del mismo o uso de una metodología alterna.

En este sentido, diversas técnicas estadísticas permiten la inferencia aproximada de modelos

intratables mediante la reformulación de uno nuevo, transformándolo así en un problema trata-

ble. La formulación metodológica usada en este estudio está relacionada con un problema de

difícil cálculo, por lo tanto, se usan los modelos de redes neuronales como herramienta auxiliar.
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3.3.2. Redes Neuronales Artificiales

Las redes neuronales artificiales son un conjunto de algoritmos que buscan simular el funcio-

namiento del cerebro humano mediante un modelo matemático. Estos modelos están diseñados

para buscar relaciones en conjuntos de datos mediante el uso de algoritmos de aprendizaje pro-

fundo5. Son comúnmente usadas para el reconocimiento de patrones, predicción o clasificación.

Para este estudio, la utilidad en el uso de redes neuronales radica en su ayuda en la parametri-

zación de una función auxiliar para la inferencia de una variable latente (Abiodun et al., 2019).

Una red neuronal artificial está conformada por elementos de procesamiento interconectados

llamados neuronas, las cuales trabajan de manera conjunta para producir un valor de salida. Las

redes neuronales están estructuradas en capas de entrada y salida, las primeras reciben los datos

de entrada (input) mientras que las segundas entregan los datos procesados (output). También,

poseen capas intermedias llamadas capas ocultas, las cuales transforman la entrada para poder

ser procesada por la capa de salida (Scarselli et al., 2008). Cada capa está formada por un

número determinado de neuronas. La figura 3.8 muestra la estructura básica que posee una red

neuronal. La primera capa recibe los datos de entrada, mientras que la segunda los procesa y

posteriormente son recibidos por la capa final, la cual procesa y entrega los datos de salida. En

la práctica, una red neuronal puede poseer varias capas ocultas formadas por un distinto número

de neuronas cada una.
5El aprendizaje profundo o deep learning es un enfoque del aprendizaje automático, el cual posee una estructura

jerarquizada y en donde cada nivel tiene como función entender los datos que procesa de manera cognitiva (LeCun
et al., 2015).
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Figura 3.8: Estructura Básica de una Red Neuronal

Fuente: Buduma et al. (2022)

Elaboración: Los autores

En una red neuronal, los datos recibidos por cada neurona de una capa son procesados

mediante dos funciones, una lineal y otra no lineal, con esto se obtienen resultados que son

entregados a las neuronas de la siguiente capa para ser procesados nuevamente. De esta forma,

la última capa de la red neuronal arroja los valores buscados para el problema a modelar. En tal

sentido, este algoritmo busca modelar a las variables objetivo como una función no lineal de las

variables de entrada y encontrar nuevas características (Goodfellow et al., 2016). Las variables

de entrada contienen la información que reciben las neuronas de la primera capa en una red

neuronal, y por ende la información inicial que es propagada a través de ella. Para el caso de

este estudio, se plantea realizar cuatro modelos en los cuales la información inicial xi de cada

uno de ellos son las variables de cada uno de los cuatro conjuntos de datos correspondientes a

acceso, uso, calidad y bienestar.

En este sentido, el proceso que sigue una neurona es definido por el siguiente algoritmo:
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N = φ

[
∑

i
(xiwi)+b

]
(3.1)

La ecuación 3.1 muestra el resultado N que obtiene cada neurona con base en la información

xi ingresada y su procedimiento se divide en dos partes. Primero, cada neurona procesa los

datos entrada xi multiplicándolos por un conjunto de parámetros wi y luego sumándolos a un

valor constante b. Este procedimiento refleja el modelamiento lineal de los datos de entrada.

Los parámetros wi, llamados también pesos, ajustan el valor de xi mientras que el valor de b

corrige el sesgo. Segundo, el resultado es introducido en una función no lineal predefinida φ

denominada función de activación6 . Este paso permite que una red neuronal pueda modelar

un sistema no lineal complejo mientras se combinan los datos de entrada de manera simple

(Sharma et al., 2017). Es de esta forma que mediante la interconexión de las distintas neuronas

de una red neuronal los valores de entrada son propagados hasta producir valores de salida.

El proceso de la ecuación 3.1 es representado en el gráfico 3.9. Se observa cómo los valores

recibidos por una neurona son procesados, obteniendo así un valor de salida que es enviado a

las neuronas de la siguiente capa. Este cálculo es realizado por cada neurona en la red, determi-

nando así el rango numérico de las posibles salidas que se pueden tomar y controlando el flujo

de información que recorre por la misma (Zaki et al., 2014). En general, el modelamiento de un

problema mediante redes neuronales implica hallar el conjunto de pesos w que la conforman.

6La función de activación tiene como objetivo transformar el resultado de la combinación lineal de los pesos
y los valores de entrada, estableciendo así el límite que tiene el valor de salida y poder proseguir a la siguiente
neurona (Sharma et al., 2017).
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Figura 3.9: Algoritmo Ejecutado por una Neurona

Fuente: Goodfellow et al. (2016)
Elaboración: Los autores

Una red neuronal puede contener un número de parámetros a estimar muy alto dependiendo

de la arquitectura que la defina. En este sentido, cada uno de los parámetros estimados influye

en la salida que produce la red. Sin embargo, una diferencia importante entre un modelo de

red neuronal y un modelo estadístico clásico radica en que los parámetros obtenidos por la red

neuronal no son fácilmente interpretables. Dada la cantidad de pesos a estimar, no es posible

observar de manera práctica como estos parámetros se relacionan con el conjunto de datos

de entrada. Así, una red neuronal artificial es principalmente un modelo predictivo antes que

un modelo explicativo (Ghorbani et al., 2019). En tal sentido, la transformación ejecutada por

las neuronas hace posible que una red neuronal pueda resolver problemas complejos como

clasificar imágenes o textos, generar nuevos datos o facilitar el descubrimiento de patrones

(Zaki et al., 2014).

Entre algunas de las funciones de activación que pueden ser usadas tenemos a las funciones

ReLU, Sigmoide, TanH y Softmax. Dependiendo del problema a resolver la elección de una u

otra tendrá resultados más óptimos. Así mismo, cada capa de una red puede ser configurada para

tomar distintas funciones de activación. En el caso de este estudio las funciones de activación
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utilizadas son ReLU y Sigmoide, las cuales son representadas en la figura 3.10.

Figura 3.10: Funciones de Activación Utilizadas

Fuente: Goodfellow et al. (2016)
Elaboración: Los autores

Existen distintas clasificaciones para una red neuronal artificial, las cuales dependen de su

número de capas, tipos de conexiones o el grado de las conexiones. El tipo de red más usada en

cuanto a su arquitectura y la aplicada en este estudio es la red Neuronal feed forward o red neu-

ronal prealimentada. Este tipo de red neuronal posee conexiones que van en una sola dirección,

es decir, no forman un ciclo. Esta clase de redes son también denominadas perceptrón multicapa

(MLP), ya que pueden tener varias capas ocultas formadas por varias neuronas (Aljalbout et al.,

2018). La forma más simple de esta arquitectura de red neuronal es la presentada en la figura

3.8.

Por otra parte, una red neuronal artificial busca de forma implícita aproximar alguna función

f∗. Así, por ejemplo, si el objetivo es clasificar un grupo de datos x teniendo una categoría de

referencia y, su función de clasificación sería y = f ∗ (x). En consecuencia, una red neuronal

tiene la finalidad de crear una función y = f (x,θ), la cual es entrenada para aprender los pa-

rámetros θ, de modo que se obtenga la mejor aproximación para la función objetivo (Ferrari,

2005). De este modo, el proceso de entrenar una red neuronal consiste en hallar los parámetros

óptimos que conforman la red. En este sentido, la función objetivo que se busca modelar en este

estudio es una función probabilística, la cual se detalla más adelante.
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Una red neuronal artificial busca aprender a calcular la salida correcta para cada punto de

datos mediante un algoritmo de aprendizaje. Esta fase se denomina proceso de entrenamiento

y se realiza usando un conjunto de datos llamados de entrenamiento. Previo a este proceso

se define el tipo de arquitectura que tendrá una red neuronal, la cual no cambia durante el

entrenamiento, sin embargo, son los pesos de cada una de las conexiones las que pueden hacerlo.

Por lo tanto, el aprendizaje de una red neuronal consiste en el ajuste o modificación de los pesos

dada cierta información de entrada (Goodfellow et al., 2016). Normalmente, los pesos óptimos

son hallados mediante la minimización o maximización de alguna función de costo o función

de pérdida. Así, por ejemplo, una función de pérdida popular utilizada durante el entrenamiento

es minimizar el error medio cuadrático, es decir, la diferencia al cuadrado del valor de salida y

su valor esperado. (Scarselli et al., 2008). De igual forma, la elección de una función de pérdida

depende del problema a tratar.

En la fase de actualización de los pesos de una red neuronal, por lo general no está invo-

lucrado todo el conjunto de datos, sino que se suele trabajar por lotes (batchs) de datos. De

esta forma, el conjunto total de datos es dividido en número D de lotes y se promedia el error

generado, de modo que la actualización de pesos se enfoca en minimizar el error promedio.

Este algoritmo permite que una red sea menos afectada por errores particulares en los datos y

por ende mejora la calidad en los resultados (Goodfellow et al., 2016). Además, esto permite

que el algoritmo sea más eficiente en cuanto a su cálculo. Cada lote de datos más pequeño se

denomina mini-lotes (minibatch).

El uso de cada lote en el entrenamiento implica haber completado un ciclo y haber usado

todo el conjunto de datos. En este sentido, cada recorrido por el conjunto de datos de entrena-

miento completo se denomina epoch o época (Nielsen, 2015). Usualmente, para entrenar una

red neuronal de manera óptima se necesitan varios ciclos o épocas. El propósito de este proce-

so es que la red neuronal tenga la capacidad de evaluar datos previos y con esto reajustar los
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parámetros del modelo, de modo que no exista tendencia a ajustar el modelo con únicamente

los últimos registros de datos. Es así que, en cada época, ocurren iteraciones en donde cada lote

pasa por el algoritmo de aprendizaje (Nielsen, 2015).

Por otro lado, en la fase de entrenamiento el algoritmo que permite ajustar los pesos de ma-

nera iterativa se denomina propagación hacia atrás (backpropagation). El algoritmo Backpro-

pagation ajusta los pesos de una red neuronal con base en los valores obtenidos por la función

de perdida obtenida en cada época anterior (Patterson y Gibson, 2017). Es así que, el error es

propagado hacia atrás a través de la red neuronal desde la capa de salida. Con esto, los pesos de

las neuronas de las capas ocultas cambian durante el entrenamiento. Esto hace que también los

valores arrojados por la función de activación cambien y, por lo tanto, que cambie el valor de

salida de una neurona.

El algoritmo backpropagation inicializa un valor aleatorio para los pesos w y lo propaga

hacia adelante, es decir, recorre la red neuronal desde su capa de entrada. Después, dado que

existe un error, se propaga hacia atrás y se corrige el valor de w con base en el lote de datos

iterado. Los valores de los pesos w aumentan o disminuyen dependiendo de su influencia en

la minimización del error. Por consiguiente, se busca obtener el valor de los pesos en el que el

error sea mínimo. Si el error aumenta luego de una iteración, entonces su valor es propagado

hacia atrás y se modifica el peso W .

En la optimización de los pesos se encuentra involucrado un algoritmo de optimización

llamado optimizador, el cual se encarga de obtener pesos mejores en cada iteración (Patterson

y Gibson, 2017). El optimizador calcula el gradiente de la función de coste para cada peso de

la red neuronal. Dado que se busca minimizar el error obtenido, los pesos se ajustan con base

en la dirección negativa del gradiente tal que:

wt+1 = ww −η∇θ f (θ,x(i),y(i)) (3.2)
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El término η de la ecuación 3.2 se denomina tasa de aprendizaje y controla como cambian

los pesos en cada iteración. Así mismo, el par x(i),y(i) corresponde a un registro de datos del

conjunto original o lote. De modo que un lote se forma tomando varios pares de datos. El tamaño

del lote se define previo al entrenamiento y suele depender de la arquitectura de la red y datos

que se dispongan (Goodfellow et al., 2016).

En general, el algoritmo backpropagation sigue un proceso como se detalla en la figura 3.11

tal que se alcance el mínimo valor de error.

Figura 3.11: Proceso del Algoritmo Backpropagation

Fuente: Goodfellow et al. (2016)
Elaboración: Los autores

El optimizador representado mediante la ecuación 3.2 se denomina Stochastic Gradient

Descent (Descenso de Gradiente Estocástico) y es uno de los algoritmos más usados. En este

sentido, existen varios optimizadores los cuales tienen como objetivo hallar el conjunto de pesos
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que minimicen el valor de perdida. Los optimizadores que se usaron en este estudio son: SGD,

Adam, Nadam, RMSprop y Adamax.

3.3.3. Modelos Variational Autoencoders (VAE)

Un modelo variational autoencoder (VAE) es un algoritmo de aprendizaje semi-supervisado

que combina redes neuronales mediante un enfoque probabilístico. Esta técnica pertenece al

campo de los modelos generativos, los cuales son algoritmos de aprendizaje automático que

buscan describir cómo un conjunto de datos es generado mediante un modelo probabilístico

(Foster, 2019). El principal uso de la metodología VAE es el de construir modelos generativos

que permitan la inferencia de datos sintetizados a partir de un gran conjunto de datos y que

sigan sus mismos patrones.

Los modelos VAE son un tipo de red neuronal artificial que nacieron con base en el trabajo

de Kingma y Welling (2013) y que sirvieron para formular una de las arquitecturas de aprendi-

zaje profundo más conocidas para el modelamiento generativo. A menudo las redes VAE son

usadas para la generación de nuevos datos con base en las características de los datos de entrada,

y pueden ser alimentadas con cualquier tipo de dato: imágenes, textos, etc.

El modelo VAE se encuentra conformado por un codificador (encoder) y un decodificador

(decoder). El codificador es una red neuronal que tiene como objetivo transformar los datos de

entrada en una representación de menor dimensión y que posea sus propiedades principales,

la versión reducida de los datos originales se dice es una representación latente de los datos

de entrada. Por su parte, la representación latente obtenida por el codificador se utiliza como

valor de entrada del decodificador, el cual tiene como objetivo transformarlo nuevamente a su

estado original. Es así que, la arquitectura del variational autoencoder se forma por la unión

del codificador y decodificador, los cuales son entrenados simultáneamente. Para este proceso

el algoritmo usa una función de perdida (función objetivo) que busca minimizar el error entre
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la entrada del codificador y la salida del decodificador. Este proceso asegura que se penalicen

datos de salida que sean distintos a los de entrada y por ende que la representación latente sea

la más óptima posible (Klaas, 2019).

La modelización mediante un VAE resulta de principal interés por la utilidad que propor-

ciona al crear una herramienta que permita la inferencia de una representación latente a través

de su codificador (C. Zhang et al., 2018). Así mismo, la utilidad del decodificador radica en su

potencial para la generación de nuevos datos, característica esencial de un modelo generativo.

Ambos componentes son de igual importancia para el entrenamiento y su énfasis de estudio de-

pende del problema a caracterizar (X. Zhang et al., 2019). En este trabajo el enfoque se centra

principalmente en el codificador y sus capacidades para construir una representación latente.

El algoritmo variational autoencoder es construido basándose en la modificación del algo-

ritmo denominado simplemente autoencoder y que tuvo sus primeros inicios en los 80 con la

aplicación de redes neuronales y el trabajo de Ackley et al. (1985). La derivación de un modelo

VAE es inferido como sigue: De acuerdo con Kingma et al. (2019), siendo x un set de datos de

entrada (observados) con distribución de probabilidad P(x) desconocida y z una variable latente

(no observada) con probabilidad P(z) desconocida, la función de probabilidad de los elementos

de x se define como:

P(x) =
∫

P(x,z)dz (3.3)

En donde z es una variable continua, mientras que x puede tomar valores continuos o dis-

cretos. De este modo, si, por ejemplo, z toma valores entre el intervalo [0,1] y x toma valores

reales en ese intervalo, entonces la distribución es continua (Doersch, 2016). Así mismo, si z es

continua, la probabilidad P(x) será una mezcla infinita de distribuciones Gaussianas o también

denominadas distribuciones de probabilidad compuesta (Rasmussen, 1999). De esta forma, la

ecuación 3.3 parte de la probabilidad conjunta entre x y z para determinar la probabilidad de
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ocurrencia del subconjunto x o probabilidad marginal.

De este modo, el modelamiento consiste en usar como valores de entrada x el conjunto de

datos mostrados en la tabla 3.1, y con ello se busca obtener su representación latente corres-

pondiente. En este sentido, siendo x cada uno de los conjuntos de variables que contienen las

características de acceso, uso, calidad y bienestar para cada individuo en la muestra de datos; la

ecuación 3.3 refleja la probabilidad de que un individuo tome determinados valores en x dado

un valor determinado de z. Es así que, la variable oculta z es interpretada como el nivel en dicha

dimensión que posee la persona en el sistema financiero y por ende que influye en su nivel gene-

ral de inclusión financiera. De esta forma, los valores de cada variable oculta z están asociados

a los valores que tome cada variable en el conjunto x.

Luego, la distribución conjunta de la ecuación 3.3 puede ser escrita como:

P(x,z) = P(z)P(x|z) (3.4)

Así mismo, por las propiedades bayesianas básicas se tiene que:

P(z|x) = P(x|z)P(z)
P(x)

=
P(x|z)P(z)∫

P(x,z)dz
(3.5)

En donde P(z|x) es la distribución a posteriori; P(x|z) es la distribución marginal;P(z) es la

distribución a priori y P(x) se dice es la evidencia.

El problema general de hallar la función P(x) responde a una estimación por máxima vero-

similitud, la cual busca hallar un conjunto de parámetros para maximizar la probabilidad según

los datos observados. Por lo tanto, se busca aproximar la distribución real de los datos mediante

un modelo parametrizado Pθ(x) con parámetros θ. De modo que reescribiendo 3.3 usando 3.4 y

3.5 se tiene:
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P(x) =
∫

Pθ(x|z)P(z)dz =
∫

Pθ(x,z)dz (3.6)

Dado que la distribución de la variable latente z es continua, el cálculo de la integral en

3.8 es costoso computacionalmente. De igual forma, dado que P(x) no puede ser calculado (es

intratable), tampoco lo es P(z|x) mediante el teorema de Bayes.

Para solucionar la intratabilidad de la distribución posterior se aproxima la misma mediante

la técnica de inferencia variacional7. Esta técnica busca modelar directamente la distribución

posterior mediante el uso de familias de distribuciones QΦ con parámetros Φ.

El objetivo es ajustar QΦ con datos de muestra para aprender los parámetros θ. Al selec-

cionar QΦ se busca contar con una función fácil de manipular. Por ejemplo, su esperanza y

constante de normalización pueden ser calculadas directamente a partir de los parámetros de

distribución original. Por lo tanto, se puede usar QΦ en lugar de Pθ para hacer cualquier infe-

rencia estadística (Blei et al., 2017).

Este modelo se denomina codificador o modelo de reconocimiento, mientras que los pará-

metros Φ son denominados parámetros variacionales. Es así que buscamos optimizar los pará-

metros variacionales Φ tal que:

QΦ(z|x)≈ Pθ(z|x)

Mediante el nuevo término y usando la ecuación 3.3 se puede aproximar la distribución

P(z|x):

logPθ(x) = log
∫

P(x,z)dz = log
∫

P(x,z)
Q(z)
Q(z)

dz = log(EQφ

P(x,z)
Q(z)

) (3.7)

En la práctica, para inferir los parámetros θ y Φ se usan redes neuronales artificiales, de

7La inferencia variacional es parte de los métodos estadísticos para aproximar integrales intratables y son
usualmente aplicables a cualquier modelo de aprendizaje automático (Blei et al., 2017).
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modo que se realiza una inferencia posterior sobre todos los puntos de datos. Este proceso se

denomina inferencia variacional amortizada y a diferencia de métodos de inferencia variacional

más tradicionales, los parámetros no se calculan por separado. Este proceso optimiza el pro-

ceso iterativo de inferencia y disminuye significativamente el número de parámetros a estimar

(Agrawal y Domke, 2021).

La función de la ecuación3.7 es conocida como función log-verosimilitud y es usada pa-

ra inferir estimadores por el método de máxima verosimilitud. En el campo de la inferencia

variacional no es este modelo logarítmico el que se evalúa por sí mismo, sino más bien una

aproximación del límite inferior de él. En consecuencia, el objetivo de optimización del varia-

tion autoencoder, tal como en otros métodos variacionales, es el límite inferior de evidencia, a

menudo abreviado ELBO o como límite inferior variacional (Blei et al., 2017).

De esta forma, mediante 3.7 obtenemos:

logPθ(x) = EQ [logPθ(x)] (3.8)

logPθ(x) = EQφ

[
log

[
Pθ(x,z)
Pθ(z|x)

]]
(3.9)

logPθ(x) = EQφ

[
log

[
Pθ(x,z)
Qφ(z|x)

Qφ(z|x)
Pθ(z|x)

]]
(3.10)

logPθ(x) = EQφ

[
log

[
Pθ(x,z)
Qφ(z|x)

Qφ(z|x)
Pθ(z|x)

]]
(3.11)

logPθ(x) = EQφ

[
log

[
Pθ(x,z)
Qφ(z|x)

]]
+EQφ

[
log

[
Qφ(z|x)
Pθ(z|x)

]]
(3.12)

50



logPθ(x) = Lθ,φ(x)︸ ︷︷ ︸
ELBO

+DKL(Qφ(z|x) ∥ Pθ(z|x))︸ ︷︷ ︸
Divergencia Kullback−Leibler

(3.13)

El primer término en la ecuación 3.13 es límite inferior de evidencia (ELBO) y se obser-

va como su valor detalla la diferencia entre el logaritmo de probabilidad real y la probabilidad

aproximada. Por lo tanto, es un límite inferior de la probabilidad logarítmica logP(X). De modo

que, el maximizar la probabilidad marginal se alcanza maximizando el límite inferior variacio-

nal (ELBO):

Lθ,φ(x) = EQφ

[
logPθ(x,z)− logQφ(z|x)

]
(3.14)

Así mismo, el segundo término en 3.13 es denominado divergencia Kullback-Leibler (KL) y

es una medida de cómo una distribución de probabilidad difiere de otra distribución de probabi-

lidad. Para este caso, KL mide la distancia desde la distribución aproximada Qφ a la verdadera

distribución Pθ. Este término es positivo y toma el valor de cero únicamente cuando la distribu-

ción Qφ es igual a la distribución posterior real

DKL(Qφ(z|x) ∥ Pθ(z|x))≥ 0 (3.15)

De la ecuación 3.13 y considerando la no negatividad de KL se concluye que Lθ,φ(x) es

menor que la probabilidad logarítmica de x, es decir, es un límite (cota) inferior de la misma y

por ello obtiene el nombre límite inferior de evidencia (ELBO).

Lθ,φ(x) = logθP(x)−DKL(Qφ(z|x) ∥ Pθ(z|x)︸ ︷︷ ︸
(+)

(3.16)
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DKL(Qφ(z|x) ∥ Pθ(z|x)︸ ︷︷ ︸
(+)

= logθP(x)−Lθ,φ(x) (3.17)

Lθ,φ(x)≤ logθP(x) (3.18)

La brecha entre el ELBO Lθ,φ(x) y la probabilidad marginal logθP(x) refleja que tan bueno

es la aproximación de los datos. Mientras Qφ(z|x) se aproxime a la verdadera distribución (pos-

terior) Pθ(z|x) en términos de la divergencia KL, menor es la brecha.

En síntesis, la formulación de estos términos permite la inferencia de las funciones apro-

ximadas y sus parámetros. Como herramienta auxiliar se usan las redes neuronales artificiales

para la parametrización de estas funciones. El algoritmo de redes neuronales permite que se

pueda optimizar de manera conjunta los parámetros φ y θ de la función objetivo, y, por lo tanto,

la inferencia del espacio latente.

De esta manera, mediante 3.13 obtenemos la función objetivo a optimizar con base a cada

lote de datos D , en donde x es un punto de datos individual:

L(φ,θ,D) = ∑L(φ,θ,x) (3.19)

La función objetivo en 3.19 está conformada por la suma de los valores de perdida indivi-

duales para cada registro de datos. De este modo, los parámetros θ se encuentran mediante el

gradiente ∇θ:

∇θL(φ,θ,x) = ∇θEQφ

[
logPθ(x,z)− logQφ(z|x)

]
(3.20)

∇θL(φ,θ,x) = EQφ

[
∇θ(logPθ(x,z)− logQφ(z|x))

]
(3.21)
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∇θL(φ,θ,x)≃ ∇θ

[
logPθ(x,z)− logQφ(z|x)

]
= ∇θ [logPθ(x,z)] (3.22)

Por otro lado, la derivación de los parámetros φ mediante el gradiente se obtiene con ∇φ:

∇φL(φ,θ,x) = ∇φEQφ

[
logPθ(x,z)− logQφ(z|x)

]
(3.23)

Sin embargo, dado que esta estimación se encuentra en función de los parámetros φ desco-

nocidos de Qφ(z|x), se cumple que:

∇φEQφ

[
logPθ(x,z)− logQφ(z|x)

]
̸= EQφ

[
∇φ(logPθ(x,z)− logQφ(z|x))

]
(3.24)

Para solucionar este problema de estimación se introduce un método denominado "truco

de reparametrización", el cual permite la estimación del gradiente mediante el descenso de

gradiente estocástico en una red neuronal (Kingma et al., 2015). El método puede ser estimado

dada la continuidad de la variable latente y la diferenciabilidad del codificador.

La técnica consiste en que la variable latente z, derivada del proceso Qφ(z|x), se exprese

mediante otra variable aleatoria ε, la cual es diferenciable e invertible. Así mismo, esta variable

no depende de x ni del parámetro φ, tal que:

z = g(ε,φ,x) (3.25)

Mediante la reparametrización se puede reemplazar la esperanza en función de Qφ en la

ecuación del ELBO, derivada originalmente en 3.14, con una en función de la probabilidad de

ε.

De este modo, el algoritmo de descenso de gradiente estocástico dará valores iniciales a los
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parámetros θ y φ y además lo hará con el nuevo parámetro ε. De modo que el ELBO se reescribe

tal que:

Lθ,φ(x) = EQφ

[
logPθ(x,z)− logQφ(z|x)

]
(3.26)

Lθ,φ(x) = EP(ε)
[
logPθ(x,z)− logQφ(z|x)

]
(3.27)

De esta forma, se halla la función objetivo aproximada L̂θ,φ(x) en dónde el término ε, deno-

minado ruido, se infiere de su probabilidad P(ε), tal que:

ε ∼ P(ε) (3.28)

L̂θ,φ(x)ε = logPθ(x,z)− logQφ(z|x) (3.29)

Finalmente, mediante la construcción de estos términos y el uso de redes neuronales arti-

ficiales para su parametrización, se construye el modelo que permite inferir la representación

latente deseada. La figura 3.12 muestra la arquitectura general que tienen los modelos varia-

tional autoencoder planteados en este estudio. El input corresponde a cada conjunto de datos

sobre inclusión financiera. Estos datos son procesados por cada elemento de la red. Así mismo,

las conexiones representan la forma en que cada componente actúa. Los datos de entrada son

procesados por el codificador generando la distribución del espacio latente, mismo con el cual

se genera la variable latente correspondiente. Después, la variable latente ingresa en el decodi-

ficador para generar nuevamente los datos de entrada.
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Figura 3.12: Estructura General Redes Neuronales VAE

Fuente: Kingma y Welling (2013)
Elaboración: Los autores

La arquitectura de un modelo VAE tiene como objetivo que los datos de salida sean lo

más similar posible a los datos de entrada. Con esto se busca que el modelo generativo sea

capaz de reconstruir el input a partir de su representación latente. En este sentido; para cada

conjunto de datos sobre acceso, uso, calidad y bienestar; se obtiene su representación latente

correspondiente para posteriormente ser usada como subindicador de dicha dimensión.

El codificador tiene como salida dos vectores que contienen el conjunto de parámetros de

la representación latente para cada punto de datos. Así mismo, se debe especificar el tamaño

j que el espacio latente debe tener, para este estudio, en cada uno de los modelos j toma el

valor de 1. Las variables latentes están restringidas a tener una distribución Gaussiana con su

correspondiente matriz de covarianza. Por consiguiente, el codificador genera un vector que
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contiene las medias, µ, y el logaritmo de las varianzas, log(σ2) correspondiente a la variable

latente de tamaño j. Por lo tanto, la salida del codificador toma la forma:

Qφ(z|x) = N(µφ(x), log(σ2)φ(x))

En donde el parámetro φ es aprendido mediante redes neuronales.

De esta forma, habiendo aprendido los parámetros probabilísticos del espacio latente, se

realiza un muestreo para cada uno de los puntos del conjunto de datos y de este modo obtener

la representación latente z.

Por otra parte, la arquitectura del decodificador tiene como entrada la salida del codificador.

De este modo, el objetivo del decodificador es reconstruir cada uno de los puntos de datos

originales partiendo de su representación latente. Es así que, la distribución decodificadora es

Pθ(x|z).

Con el fin de garantizar que la representación latente z sea una representación fiel de los

datos de entrada y contenga información útil, el modelo VAE se entrena para minimizar una

función de pérdida personalizada formada por dos componentes. Su primer componente es el

error cuadrático medio de cada registro de datos para cada una de las variables que lo conforma.

Cada término xi, j es evaluado con su respectiva reconstrucción x̂i, j dentro de cada lote de tamaño

M, mientras que el número de variables o factores es N.

Así el término de reconstrucción está dado por:

LR(φ,θ,xM,ε) =
1
M

M

∑
i=1

N

∑
j=1

(xi, j − x̂i, j)
2 (3.30)

La reducción de 3.30 implica una buena reconstrucción, sin embargo, no garantiza que la

distribución latente tome una forma Gaussiana. Para asegurar que la distribución de la variable

latente se aproxime a la distribución a priori deseada, se introduce un segundo término en la
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función de perdida, el cual busca minimizar la divergencia Kullback-Leibler (KL). Dado el

supuesto de una distribución Gaussiana a priori, el término de regularización de KL se calcula

como:

LKL(φ,xM) =
1

2M

M

∑
i=1

N

∑
j=1

(1+ log(σ2
i, j)−µ2

i, j −σ
2
i, j) (3.31)

Por consiguiente, la función objetivo a minimizar está dada por suma de los dos términos

en 3.30 y 3.31.

LVAE(φ,xM,θ,ε) = LR +LKL (3.32)

De este modo, cada xi, j corresponde a un registro de datos del conjunto correspondiente a

cada una de las cuatro dimensiones de inclusión financiera.

En conclusión, para la obtención de cada subindicador SIi se extrae el espacio latente de

cada uno de los cuatro modelos VAE. Para este objetivo se hace uso del codificador y cada uno

de los conjuntos de datos sobre inclusión financiera. De tal forma, cada subindicador se obtiene

como:

SIacceso =Codi f icadorVAE(xacceso)

SIbienestar =Codi f icadorVAE(xbienestar)

SIcalidad =Codi f icadorVAE(xcalidad)

SIuso =Codi f icadorVAE(xuso)
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Finalmente, mediante el uso de cada subindicador se agrega la información contenida en

ellos con la ayuda de la metodología VAE para conformar el indicador de inclusión financiera

multidimensional IF . Así mismo, se hace uso del codificador para la extracción del espacio

latente.

IF =Codi f icadorVAE(SI)

En donde:

SI = [SIacceso,SIbienestar,SIcalidad,SIuso]

3.3.4. Validación Modelos VAE

En la determinación de la consistencia de los modelos VAE para cada uno de los subindi-

cadores e indicador general, se evaluó la estructura de las redes neuronales. La arquitectura de

la red neuronal artificial describe la estructura general que posee la red y que será usada para la

modelización. Esto implica especificar cuántas capas contiene la red y cuántas neuronas hay en

cada capa. Así mismo, se debe especificar las funciones de activación y optimizadores utiliza-

dos.

Palmer et al. (2006) mencionan que, en general, una red neuronal artificial con una capa

oculta y un número adecuado de neuronas ocultas tiene la capacidad de modelar bien cualquier

función continua. Asimismo, se menciona que en la práctica las redes neuronales con un máxi-

mo de dos capas ocultas funcionan de forma adecuada para el objetivo deseado.

En la primera capa de entrada de cada red neuronal cada factor o variable está represen-

tado por una neurona. Por lo tanto, para el modelamiento de cada subindicador el número de

neuronas en la capa de entrada será igual al número de variables independientes que se hayan

definido para esa dimensión de inclusión financiera.
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Teóricamente, la presencia de capas ocultas en una red neuronal aumenta la capacidad de la

red para poder generalizar patrones, con lo cual se mejora la precisión de la red neuronal. Sin

embargo, el poseer varias capas ocultas implica un mayor consumo computacional y, por ende,

un mayor tiempo de procesamiento, además de tener una mayor posibilidad de sobreajuste del

modelo (Shen et al., 2008)

En tal sentido, para la elección de la estructura de una red no existe una metodología estricta,

sin embargo, a continuación, se resumen ciertos procesos heurísticos para su elección.

Bailey y Thompson (1990) recomiendan que el número de neuronas ocultas sea de 0,75n,

donde n es el número de neuronas de entrada. Así mismo, Katz et al. (1992) sugieren que el

número de neuronas ocultas debe oscilar entre 0,5n y 3n, siendo n el número de neuronas de

entrada. También, en el estudio realizado por Masters (1993) se propone que el número de

neuronas vendría dado por 0,5
√

nm y 2
√

nm, siendo n el número de neuronas en la capa de

entrada y m el número de neuronas de salida. Por otro lado, la investigación de Yoon y Swales

(1991) sugiere que hay un número óptimo de neuronas ocultas a partir del cual el rendimiento

de la red neuronal empieza a ser el mismo o incluso disminuir. Adicionalmente, Meireles et al.

(2003) realizan un estudio basado en la prueba y error para determinar el número de neuronas.

Su enfoque se basa en aumentar gradualmente el número de neuronas en varios modelamientos

y con ello observar la configuración en la que el error disminuye.

Considerando estas premisas, para este estudio se han evaluado varias configuraciones con

base en la estructura de la red y su elección de parámetros, con el objetivo de elegir la arquitec-

tura que proporcione un mejor rendimiento. Para este fin, se define el método de búsqueda en

rejilla (grid search), el cual consiste en definir un conjunto de posibles configuraciones en el que

realizar la búsqueda (Liashchynskyi y Liashchynskyi, 2019). Para ello, se definen previamente

los valores que puede tomar cada parámetro de la red neuronal y con se crean combinaciones

de configuraciones. Luego se evalúa cada configuración y se determina un valor de la función
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de pérdida final para cada una de ellas. Es así que, la configuración elegida es la que obtenga un

menor valor de pérdida.

El posible número de neuronas se determina basándose en las especificaciones de Bailey y

Thompson (1990); Katz et al. (1992); Masters (1993). Adicionalmente, se definieron configu-

raciones para el número de capas ocultas, el número de épocas, optimizador para la función de

pérdida y tamaño del lote. Es así que, los posibles valores de parámetros definidos para cada

modelo se definen como sigue:

Modelo VAE Acceso

I. Capa intermedia 1: 5,10,13

II. Capa intermedia 2: 5,7,10

III. Capa intermedia 2: 7,10

IV. Épocas: 250,300

V. Optimizador: RMSprop, Adam, SGD,Adamax

VI. Tamaño Lote: 32,64

Modelo VAE Bienestar

I. Capa intermedia 1: 5,7

II. Capa intermedia 2: 5,7

III. Épocas: 250,300

IV. Optimizador: RMSprop, Adam, SGD,Adamax

V. Tamaño Lote: 32,64

Modelo VAE Uso
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I. Capa intermedia 1: 5,12,15

II. Capa intermedia 2: 0,8,12

III. Épocas: 250,300

IV. Optimizador: RMSprop, Adam, SGD,Adamax

V. Tamaño Lote: 32,64

Modelo VAE Calidad

I. Capa intermedia 1: 6,8

II. Capa intermedia 2: 6,8

III. Capa intermedia 3: 0,6,8

IV. Épocas: 250,300

V. Optimizador: RMSprop, Adam, SGD,Adamax

VI. Tamaño Lote: 32,64

Para cada uno de los modelos propuestos, el número de neuronas en la capa de salida y

capa de entrada es el mismo que el número de variables de dicha dimensión evaluada. Para

el caso de la parte codificadora, se cuenta siempre con una capa que contiene dos neuronas,

las cuales funcionan como parámetros de media y desviación estándar correspondientes a la

distribución de los datos de entrada. Esta capa se conecta finalmente con la capa que contiene la

representación reducida del input (espacio latente). Por otra parte, el espacio latente que genera

la parte codificadora funcionará como input para la parte decodificadora; por lo tanto, el número

de neuronas de la capa de entrada para esta parte corresponde al tamaño del espacio latente, en

todos los modelos este número es uno. Considerando esto, las estructuras restantes de cada red

neuronal serán las posibles configuraciones antes mencionadas.

61



Por otro lado, según Kaastra y Boyd (1996) la función de activación sigmoidea es la más

utilizada para datos financieros o de series temporales, ya que posee características valiosas

como la no linealidad y la diferenciabilidad. Así mismo, Trippi y Turban (1992) menciona que

la función sigmoidea es ideal para modelar situaciones basadas en el comportamiento. Por lo

tanto, para los propósitos de esta investigación se seleccionó la función sigmoidea como la

función de activación en cada capa de salida, la cual se define cómo:

φ(z) =
1

1+ e−z

Habiendo seleccionado las configuraciones a evaluar, el siguiente paso es evaluar los valores

obtenidos por la función de pérdida. Como se mencionó previamente, para el caso específico

de las redes variational autoencoder la función de pérdida usada se basa en la divergencia

Kullback-Leibler (Hall, 1987). Esta función permite la comparación entre dos distribuciones

con el objetivo de verificar su similitud y en términos generales nos indica la esperanza de la

diferencia de información entre ambas distribuciones. Es de tal forma que, los valores arrojados

por la función de pérdida indicaran un mejor ajuste mientras más bajos sean, indicando así que

los valores de input y output son altamente similares.

Por otra parte, para determinar qué factores específicos concernientes a cada dimensión

contribuyeron más a la construcción del indicador obtenido por los VAE, se realizó un análisis

mediante el método de valores Shapley. Esta técnica permite determinar el aporte promedio

que tiene cada variable introducida en el modelo hacia la salida del mismo. Los valores de

Shapley son un método que proviene de la teoría de juegos y que se basa en determinar cómo

se distribuyen las ganancias y pérdidas de un juego a cada contribuyente del mismo. Su utilidad

recae en que puede ser aplicado hacia cualquier modelo de aprendizaje automático y ayudar

en la interpretación de los factores introducidos (Hart, 1989). Es así que, esta técnica permitirá

evaluar los factores más importantes para cada subindicador y con ello se eliminarán los que
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posean un bajo o nulo aporte.

3.3.5. Modelos Logit

En la siguiente fase de análisis, se describirá el modelo logit binomial utilizado en este es-

tudio. Este modelo se ha utilizado ampliamente en la literatura para analizar y predecir eventos

binarios. En el contexto de esta tesis, el modelo logit binomial se ha aplicado para analizar la

probabilidad de que un individuo se encuentre incluido financieramente, en función de una serie

de variables explicativas relacionadas con factores sociodemográficos, económicos y financie-

ros. Para este objetivo se emplea el índice de inclusión financiera multidimensional creado en

la primera fase mediante la metodología VAE.

En la creación de la variable dependiente se utilizó la técnica de análisis de grupos o clusters

con el objetivo de crear grupos de individuos similares. Según Carrizosa et al. (2021), una

variable continua debe ser categorizada mediante puntos de corte que permitan crear grupos lo

más similares posible. En este sentido, el indicador multidimensional fue categorizado usando

este análisis para crear dos grupos: incluido o no incluido financieramente, la forma de esta

categorización se detalla en el anexo E.

Los modelos logit son un tipo de modelo estadístico utilizados para predecir la probabili-

dad de que ocurra un evento (Hilbe, 2009). El modelo logit se determina mediante la función

logística y es una herramienta utilizada para modelar situaciones en las que hay dos resultados

posibles. En tal sentido, la variable dependiente es de tipo dicotómico y se representa por la va-

riable Yi, la cual toma los valores de 1 o 0 para cada individuo de la muestra, según corresponda.

Yi =


1 si se encuentra incluido financieramente

0 si no se encuentra incluido financieramente

En dónde Yi es la variable explicativa que toma dos posibles valores con probabilidades πi y
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1−πi.

Según Wooldridge (2015), este modelo puede ser expresado de la siguiente manera:

P(y = 1|x) = G(β0 +β1x1 + ...+βkxk) = G(β0 + xβ) (3.33)

En donde G es una función que toma valores entre 0 y 1 para todos los números reales z,

tal que: 0 < G(z) < 1. Mientras que, x es un vector con variables explicativas y β un vector

de coeficientes. Para el caso específico de un modelo logit, la función que asegura que las

probabilidades se encuentren entre 0 y 1 es la función logística:

G(z) =
exp(z)

1+ exp(z)
(3.34)

La función logística G es creciente y sus valores aumentan más rápidamente en z = 0. Así

mismo, G → 0 cuando z →−∞, y G → 1 cuando z → ∞ (Wooldridge, 2015).

En tal sentido, para cada individuo de la muestra i, z toma los valores:

zi = β0 +β1x1i +β2x2i +β3x3i + ...+βnxni + εi

Con:

xi = Conjunto de variables sociodemográficas, económicas, y financieras

n = El número de variables

β0 = Intercepto de la curva logística

βi = Pendiente de la curva logística

εi = Término de error

Mediante esta especificación se estimarán cuatro modelos usando como variable depen-

diente el nivel de inclusión financiera y usando como variables independientes el conjunto de

variables sociodemográficas y financieras detalladas en la tabla 3.2, tal que:
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x1 : Área

x2 : Sexo

x3 : Grupo de edad

x4 : Ingreso per cápita (categórica)

x5 : Condición de actividad económica

x6 : Estado civil

x7 : Nivel de instrucción

x8 : Miembros del hogar

x9 : Etnia

x10 : Servicios básicos

x11 : Vivienda propia

x12 : Seguro privado

x13 : Situación crediticia

x14 : Situación ahorro

x15 : Califica atención

x16 : Satisfacción con los productos financieros

Los coeficientes β estimados permiten determinar si el efecto que tiene una variable inde-

pendiente sobre de la variable dependiente es positivo o negativo. En tal sentido, para realizar

la interpretación sobre la magnitud que tiene cada variable se deberá calcular los efectos margi-

nales de las mismas (Wooldridge, 2015).

El efecto marginal que posee una variable independiente x se determina tal que:

∂p(x)
∂xi

= g(β0 +βX)βi (3.35)

En dónde:

g(β0 +βX) = g(z) =
dG
dz

(z)
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La función G representa la densidad acumulada de una variable aleatoria continua, por lo

tanto, la función g representa la densidad de probabilidad. En los modelos logit, la función G

es estrictamente creciente, esto implica que la función de densidad de la probabilidad g(z) es

mayor que cero para cualquier valor de z. Como resultado, el efecto parcial de la variable xi

sobre la probabilidad p(x) tiene el mismo signo que el coeficiente βi, ya que depende de x a

través de g(β0 +βX) (Wooldridge, 2015).

Habiendo estimado cada uno de los modelos se procederá a realizar los correspondientes

test de significancia estadística con el objetivo de observar la influencia que posee cada una de

las variables y también establecer cuál de los modelos se ajusta de mejor forma para explicar el

nivel de inclusión financiera.

3.3.6. Validación Modelos Logit

Para la validación de cada modelo logit, se utilizaron diferentes medidas estadísticas para

evaluar su capacidad de ajuste y discriminación, las cuales se encuentran en el Anexo D.

A continuación, se describen las medidas utilizadas y sus fundamentos teóricos.

Correlación Policórica

Para evaluar la presencia de multicolinealidad, se emplea la correlación policórica, una me-

dida de asociación entre dos o más variables categóricas. A diferencia de otras medidas de

asociación que asumen una relación lineal entre las categorías, esta medida considera la posi-

bilidad de que la relación entre las categorías pueda ser no lineal. La correlación policórica se

basa en una transformación de potencia de las categorías, que convierte las variables categóri-

cas en valores numéricos continuos, y luego se utiliza una versión modificada del coeficiente

de correlación de Pearson para calcular la correlación entre estas variables numéricas continuas

(Hinkley, 1977).
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rp =
1

n−1

n

∑
i=1

n

∑
j=1

[(
Ui j

n−1

)m−1
]

(3.36)

Donde:

rp: Coeficiente de correlación policórica.

n: Número de observaciones en la muestra.

m: Número de categorías para cada variable.

Ui j: Número de coincidencias observadas entre las categorías i y j de las dos variables en

estudio.

Estadístico de la Devianza

El estadístico de la devianza D es definido como una función del logaritmo de la función

de verosimilitud del modelo seleccionado y la del modelo saturado (modelo que se ajusta per-

fectamente a los datos) (Iglesias, 2013). Sigue una distribución χ2 con grados de libertad igual

a la diferencia entre la dimensión del espacio paramétrico y la dimensión del espacio bajo la

hipótesis nula. De acuerdo con Collett (2002), la hipótesis nula que contrasta este estadístico

es, que el modelo seleccionado estima perfectamente los datos observados y su expresión es la

siguiente:

D =−2ln

[
L̂c

L̂F

]
(3.37)

Donde:

L̂c : Valor de la función de verosimilitud estimada del modelo seleccionado.

L̂F : Valor de la función de verosimilitud estimada del modelo saturado.
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Estadístico de Hosmer Lemeshow

La prueba de Hosmer-Lemeshow consiste en comparar los valores esperados por el modelo

con los valores realmente observados. Ambas distribuciones, esperada y observada, se contras-

tan mediante una prueba χ2. La hipótesis nula de este test es que no hay diferencias entre los

valores observados y los valores pronosticados (Hosmer Jr et al., 2013).

Curva ROC

La curva ROC (Receiver Operating Characteristic) es una herramienta estadística que se

utiliza para evaluar la capacidad discriminativa de una prueba diagnóstica dicotómica. Es una

representación gráfica de la sensibilidad frente a la especificidad para distintos puntos de corte.

Si se van modificando los puntos de corte y se representa la sensibilidad en el eje de las orde-

nadas frente al complementario de la especificidad en el eje de las abscisas, se obtiene la curva

ROC J. M. Pérez y Martin (2023).

Considerando todos los puntos conjuntamente, se obtiene el área bajo la curva ROC (AUC),

la cual toma valores entre 0 y 1, donde valores cercanos a 1 señalan un alto rendimiento del

modelo (J. M. Pérez y Martin, 2023).
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Capítulo IV

Resultados

En este capítulo se presentan los resultados sobre el modelamiento para la construcción de

los subindicadores de acceso, bienestar, calidad y uso. Posteriormente, se detallan los resultados

en la construcción del indicador multidimensional de inclusión financiera y se realiza un análisis

cruzado con respecto a variables de las características de los individuos. Así mismo, utilizando

el nivel de inclusión financiera como variable dependiente, se estiman modelos logit y se lleva

a cabo un análisis e interpretación con respecto a variables sociodemográficas, económicas y

financieras.

4.1. Resultados de los Modelos Variational Autoencoder

4.1.1. Modelos VAE: Subindicadores

Arquitectura y valores de pérdida

En la presente investigación se estiman cinco modelos mediante la metodología VAE en dos

etapas. Primero, los subindicadores de inclusión financiera (Acceso, Uso, Calidad y Bienestar)

se construyeron mediante los cuatro primeros modelos. Después, el quinto modelo estima el
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indicador multidimensional de inclusión financiera considerando los resultados obtenidos en la

primera fase. En este sentido, se utilizó la técnica de rejilla (grid search) para determinar la

arquitectura óptima de cada modelo con base en los hiperparámetros y variables seleccionadas

(Liashchynskyi y Liashchynskyi, 2019). De esta forma, se obtuvieron los valores arrojados por

la función de pérdida, los cuales sirven como criterio en la selección de modelos.

En relación con el modelo VAE de acceso, la tabla 4.1 muestra los primeros 10 resultados

obtenidos con base al menor valor de pérdida alcanzado para cada configuración establecida.

El máximo de estos valores es 0.14 856 mientras que el mínimo es 0,1345. En tal sentido, la

arquitectura seleccionada para el modelo VAE de acceso es la presentada en la primera fila. El

número de neuronas en la primera capa intermedia es 13, mientras que en la segunda es de 10

neuronas. Así mismo, para entrenar el modelo se usan 300 épocas, un tamaño de lote de 32 y el

optimizador usado es RMSprop.

Tabla 4.1: Configuración VAE Acceso y Resultados de Pérdida

Épocas Neuronas:
Capa intermedia 1

Tamaño
Lote

Neuronas:
Capa intermedia 2

Optimizador Valor
Pérdida

300 13 32 10 RMSprop 0,13449942

300 5 64 3 Adam 0,1366709

300 15 64 5 Adam 0,13704279

300 13 64 5 RMSprop 0,13719502

300 13 64 5 Adam 0,13965219

300 15 32 5 Adam 0,14175239

300 5 32 3 Adam 0,14301005

300 13 32 7 Adam 0,14445145

300 15 64 5 RMSprop 0,14501951

300 15 32 7 Adam 0,14857806

Elaboración: Los autores
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Por otro lado, la tabla 4.2 muestra los 10 mejores resultados de configuración para el modelo

VAE de bienestar. Los valores de pérdida obtenidos estuvieron en el rango de 0,0992 a 0,1122.

De igual forma, la configuración con menor pérdida se presenta en la primera fila y es la ar-

quitectura seleccionada para esta dimensión. El número de neuronas para la primera y segunda

capa intermedia es 5. Mientras que, para entrenar el modelo se usan 250 épocas, un tamaño de

lote de 32 y el optimizador usado es Adam.

Tabla 4.2: Configuración VAE Bienestar y Resultados de Pérdida

Épocas Neuronas:
Capa intermedia 1

Neuronas:
Capa intermedia 2

Tamaño
Lote

Optimizador Valor
Pérdida

250 5 5 32 Adam 0,09915556

300 5 6 64 Adamax 0,10334451

300 5 9 32 Adamax 0,10528056

250 5 8 32 RMSprop 0,10839486

250 6 7 32 Adamax 0,10852379

250 6 4 32 RMSprop 0,10884284

300 6 9 32 RMSprop 0,11019092

300 6 6 32 Adamax 0,11204459

300 5 10 32 Adam 0,11209461

300 6 12 32 Adam 0,11224942

Elaboración: Los autores

Por su parte, los resultados para el modelo VAE de uso arrojaron valores de pérdida de entre

0,1322 a 0,1377. La tabla 4.3 muestra las primeras 10 mejores configuraciones y la elegida es la

mostrada en la primera fila. El número de neuronas para la primera y segunda capa intermedia

es 15. El número de épocas usado es de 250 con un tamaño de lote de 64 y el optimizador usado

es Adam.

71



Tabla 4.3: Configuración VAE Uso y Resultados de Pérdida

Épocas Neuronas:
Capa intermedia 1

Neuronas:
Capa intermedia 2

Tamaño
Lote

Optimizador Valor
Pérdida

300 15 15 64 Adam 0,13218469

300 15 12 64 Adam 0,1328415

300 18 15 64 RMSprop 0,13351255

300 18 12 64 Adam 0,13400174

300 15 15 64 RMSprop 0,1343514

300 18 8 64 RMSprop 0,13466198

300 15 8 64 Adam 0,13547276

300 15 12 64 RMSprop 0,13650246

300 12 12 64 RMSprop 0,13651069

300 18 12 64 RMSprop 0,13769316

Elaboración: Los autores

Finalmente, los resultados para el modelo VAE de calidad tuvieron valores de pérdida en

el rango de 0,1438 a 0,1524. Las 10 primeras mejores configuraciones se presentan en la tabla

4.4. El número de neuronas para la primera y segunda capa intermedia es de 8 y se cuenta con

una capa adicional de 6 neuronas. El número de épocas usado es de 300 con un tamaño de lote

de 64 y el optimizador usado es Adam.
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Tabla 4.4: Configuración VAE Calidad y Resultados de Pérdida

Épocas Neuronas:
Capa

intermedia 1

Neuronas:
Capa

intermedia 2

Tamaño
Lote

Neuronas:
Capa

intermedia 3

Optimizador Valor
Pérdida

300 8 8 64 6 RMSprop 0,14376862

300 8 6 64 8 Adam 0,14609365

300 6 8 32 8 RMSprop 0,14658297

300 6 6 64 8 Adam 0,14680201

300 8 8 32 6 Adam 0,14876367

300 8 6 32 8 RMSprop 0,14971748

300 8 8 64 8 Adam 0,1519195

300 6 6 64 6 RMSprop 0,15199121

300 8 6 32 6 Adam 0,15208621

300 6 8 32 6 Adam 0,15243316

Elaboración: Los autores

A su vez, se evaluó la calidad en el aporte que cada variable usada en los modelos brinda a

la salida de los mismos y por ende a la construcción de los espacios latentes. Para este objetivo

se hace uso de los valores de Shapley introducidos en el capítulo 3, los cuales miden la con-

tribución marginal promedio que tiene cada variable en los valores de salida de cada modelo.

La figura 4.1 muestra para cada modelo VAE el valor Shapley obtenido por las variables que lo

conforman.

En el modelo VAE de acceso la variable con mayor aporte es ’Posee producto’ y ’Solicitud

aprobada’, así mismo las variables con menos aporte son ’No necesita productos’ y ’Solicito

Crédito’. Dado que el aporte de estas últimas variables es mínimo en relación con las otras

variables, se eliminan del modelo. Por otra parte, en el modelo VAE de bienestar las variables

con mayor aporte son ’Disponibilidad dinero’ y ’Pagos seguros’, mientras que las de menor

aporte son ’Limites retiro’ y ’Ahorra tiempo’, las cuales son eliminadas dado su bajo aporte. Así
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mismo, en el modelo VAE de uso las variables de mayor aporte fueron ’Utiliza punto atención’

y ’Solicitud crédito formal’, todas tienen un aporte significativo al modelo de forma que no se

elimina ninguna. Finalmente, en el modelo VAE de calidad las variables de mayor aporte fueron

’Disponibilidad sucursal agencia’ y ’Disponibilidad sucursal cooperativa’, de igual forma todas

las variables brindan un aporte significativo y no es eliminada ninguna.

Figura 4.1: Valor de Shapley: Modelos VAE

Elaboración: Los autores

De esta forma, las variables que conforman cada dimensión de inclusión financiera y que se

utilizaron en el entrenamiento de modelos fueron:

Acceso: No confía instituciones, Cantidad pagos financieros, No posee dinero, Dificultad
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apertura, Cercanía punto atención, Solicitud aprobada, Posee producto.

Bienestar: Costo mantener cuenta, Sucursal lejana, Posibilidad ahorrar, Acceso otros pro-

ductos, Pagos seguros, Disponibilidad dinero.

Uso: Cantidad de servicios, Recibe pago financiero, Frecuencia uso, Solicitud crédito

formal, Utiliza punto atención.

Calidad: Disponibilidad cajeros, Califica punto atención, Disponibilidad corresponsal no

bancario, Disponibilidad sucursal agencia, Disponibilidad sucursal cooperativa.

Consistencia de modelos

Por último, una vez seleccionada la arquitectura óptima de cada red y las variables que las

conforman, se evalúa la consistencia de los modelos en sus salidas. La metodología de redes

neuronales posee un componente probabilístico, por ende, se efectuaron varias ejecuciones o

simulaciones en los modelos con el objetivo de analizar la estabilidad en el valor de pérdida

resultante para los datos de entrenamiento y validación. En este contexto, cada conjunto de datos

es separado en datos de entrenamiento y validación, el primer conjunto es usado para determinar

los pesos óptimos de cada capa oculta y el segundo se usa para validar los resultados obtenidos

por la red neuronal. De esta forma, la tabla 4.5 muestra quince ejecuciones distintas para cada

dimensión de inclusión financiera y sus correspondientes valores obtenidos por la función de

pérdida. Así mismo, cada una de las simulaciones muestra el valor promedio y varianza de los

valores arrojados por la función de pérdida. El promedio de pérdida en cada modelo es muy

cercano entre datos de entrenamiento y validación. También, la varianza en cada uno de ellos

es de aproximadamente cero, mostrando así poca variación en los resultados obtenidos. De esta

forma, se garantiza que cada uno de los modelos es consistente en sus representaciones latentes

obtenidas.
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Tabla 4.5: Simulaciones Modelos VAE: Subindicadores

Simulación
Acceso Bienestar Uso Calidad

Ent. Val. Ent. Val. Ent. Val. Ent. Val.
1 0,12470 0,1388 0,12380 0,1235 0,1172 0,1186 0,1651 0,1608
2 0,12280 0,1199 0,14150 0,1491 0,1173 0,1171 0,1768 0,175
3 0,12670 0,1239 0,12340 0,1201 0,1189 0,1148 0,1544 0,1524
4 0,12000 0,1235 0,14720 0,1459 0,1295 0,1286 0,1565 0,1568
5 0,12500 0,1249 0,13600 0,1345 0,1647 0,1735 0,1531 0,1545
6 0,13290 0,1353 0,12940 0,1323 0,1272 0,1286 0,1542 0,1541
7 0,11240 0,1154 0,10580 0,1074 0,1233 0,1195 0,1557 0,1598
8 0,12120 0,1236 0,13200 0,1327 0,1233 0,1223 0,1571 0,1536
9 0,13800 0,1411 0,13140 0,1304 0,111 0,1148 0,1571 0,1537
10 0,12090 0,1163 0,15860 0,1593 0,1182 0,1142 0,153 0,1481
11 0,11270 0,114 0,12300 0,1243 0,1327 0,1421 0,1534 0,1519
12 0,11480 0,1167 0,11800 0,1179 0,1885 0,1885 0,1505 0,1501
13 0,13390 0,1559 0,16890 0,1698 0,132 0,1246 0,1553 0,2322
14 0,11630 0,1203 0,12800 0,1235 0,1178 0,1197 0,1539 0,1531
15 0,10630 0,1103 0,10120 0,1263 0,1094 0,1231 0,1531 0,1456
Promedio 0,12191 0,12533 0,13121 0,13313 0,12873 0,13000 0,15661 0,16011
Varianza 0,00006 0,00015 0,000320 0,000274 0,00045 0,00049 0,00004 0,00044

Elaboración: Los autores

Finalmente, las figuras 4.2,4.3,4.4,4.5 reflejan de forma gráfica la arquitectura resultante que

se usó para la inferencia de cada espacio latente correspondiente a cada dimensión de inclusión

financiera. Además, el anexo B indica el valor de pérdida para cada época de entrenamiento. De

esta forma, se verifica que en cada iteración final se alcanzan los pesos que permiten minimizar

la función de pérdida, y asimismo se refleja cómo la pérdida obtenida para cada partición de

datos tiende a ser de aproximadamente cero.
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Figura 4.2: Estructura de Red Neuronal Modelo VAE Acceso

Elaboración: Los autores

Figura 4.3: Estructura de Red Neuronal Modelo VAE Bienestar

Elaboración: Los autores
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Figura 4.4: Estructura de Red Meuronal Modelo VAE Uso

Elaboración: Los autores

Figura 4.5: Estructura de Red Neuronal Modelo VAE Calidad

Elaboración: Los autores
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4.1.2. Modelo VAE: Indicador Multidimensional de Inclusión Financiera

Arquitectura y valores de pérdida

Una vez que se ha entrenado cada uno de los cuatro primeros modelos VAE, se procede

a obtener la representación latente de cada dimensión de inclusión financiera. Luego, para la

construcción del indicador multidimensional de inclusión financiera, se usa cada una de las re-

presentaciones como variables de entrada durante el nuevo modelamiento VAE. De esta forma,

el modelo final contiene cuatro valores de entrada y salida. Por su parte, para la evaluación de

la configuración óptima de este modelo se utiliza la técnica de rejilla.

Con los hiperparámetros definidos para evaluar el modelo VAE, la tabla 4.6 muestra los

primeros diez mejores resultados según el valor de pérdida obtenido. El mínimo de estos valores

es 0,5745. Tiene 5 neuronas en su primera y segunda capa intermedia. Mientras que el número

de épocas es de 300, el tamaño de lote es de 32 y el optimizador usado es Adam.

Tabla 4.6: Simulaciones Modelos VAE: Indicador Multidimensional

Épocas Neuronas:
Capa intermedia 1

Neuronas:
Capa intermedia 2

Tamaño
Lote

Optimizador Valor
Pérdida

300 5 5 32 Adam 0,57463518

300 5 15 32 Adam 0,57627499

300 10 10 32 Nadam 0,57649469

300 10 5 32 RMSprop 0,57733449

300 15 15 64 RMSprop 0,57775529

300 5 15 32 Nadam 0,57805888

300 5 10 64 Nadam 0,57813044

300 10 15 32 Nadam 0,58027535

300 10 15 64 RMSprop 0,58070441

300 15 15 32 Adam 0,58173403

Elaboración: Los autores
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Consistencia de modelo

En la evaluación del quinto modelo se realizaron varias ejecuciones y se analizaron los valo-

res de pérdida obtenidos en cada configuración. La tabla 4.7 muestra 15 distintas simulaciones

ejecutadas para los conjuntos de entrenamiento y validación. El promedio del valor de pérdi-

da es 0.53105 y 0.53517 para ambos conjuntos respectivamente. Así mismo, las varianzas de

0.00030 y 0.00037 indican poca variación en cuanto a los resultados del modelo. Por ende, con

ello verificamos la estabilidad en la estructura de la red. En consecuencia, la arquitectura elegi-

da del modelo final asegura que se pueda obtener la representación latente más representativa

con base a los subindicadores ingresados como input.

Tabla 4.7: Simulaciones Modelos VAE: Indicador Multidimensional

Simulación
Índice Inclusión Financiera
Entrenamiento Validación

1 0,53540 0,54600
2 0,52890 0,52760
3 0,52160 0,53320
4 0,56300 0,56530
5 0,53370 0,53210
6 0,54520 0,55160
7 0,53130 0,54420
8 0,55340 0,55790
9 0,51350 0,51220
10 0,53260 0,53700
11 0,55040 0,54750
12 0,53100 0,54950
13 0,51820 0,51690
14 0,50310 0,50180
15 0,50450 0,50470
Promedio 0,53105 0,53517
Varianza 0,00030 0,00037

Elaboración: Los autores

.
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Finalmente, la configuración de la red neuronal VAE final queda detallada de forma gráfica

mediante la figura 4.6. Con ello, luego de haber entrenado el modelo se procede a obtener la re-

presentación latente, la cual es usada como indicador multidimensional de inclusión financiera.

Figura 4.6: Red Neuronal VAE: Inclusión Financiera Multidimensional

Elaboración: Los autores

4.2. Análisis Cruzado del Indicador Multidimensional de In-

clusión Financiera y Variables Sociodemográficas

En la presente sección se realiza una descripción del indicador multidimensional de inclu-

sión financiera. Mediante el modelamiento VAE se obtuvo la variable oculta (z), la cual contiene

para cada individuo de la muestra un valor correspondiente con respecto a la representación la-

tente. Esta variable se escala dentro de un rango determinado con el objetivo de tener datos

interpretables. Para esto se realiza una transformación lineal en donde se obtiene el valor míni-

mo y máximo, con base en la siguiente formula se obtiene el indicador de inclusión financiera

multidimensional (IF):
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IF =
z−min(z)

max(z)−min(z)

De esta forma, el indicador obtenido es un vector numérico cuyos valores recaen entre 0 y

1, significando que mientras más alto es el valor, mayor es el nivel de inclusión financiera.

La figura 4.7 muestra la distribución y densidad que sigue el indicador multidimensional

de inclusión financiera. La forma de la distribución se asimila a una distribución multimodal y

como se mencionó en el capítulo 3 la variable latente z es modelada a partir de la construcción

de una distribución Gaussiana mixta, es decir, una que se forma mediante la combinación de

varias distribuciones normales.

Figura 4.7: Distribución Indicador Multidimensional Inclusión Financiera

Elaboración: Los autores

Con el objetivo de determinar que el indicador es una combinación de varias distribuciones

se realiza el test de profundidad de Hartigan, el cual sirve para determinar si una variable es
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de tipo multimodal (Hartigan y Hartigan, 1985). El resultado del test se muestra en la tabla

4.8 e indica un p-value menor al nivel de confianza del 5%, por lo tanto, existe evidencia para

rechazar la hipótesis nula de unimodalidad. Esto implica que el nivel de inclusión financiera

se encuentra distribuido de forma diferente según las distintas características de los individuos.

Usando el método de Trang et al. (2015) se puede determinar las modas de esta distribución, las

cuales son 0.2239, 0.5552 y 0.7585. La mayor frecuencia de datos se da alrededor del segundo

valor, seguido del primero y por último del tercer valor.

Tabla 4.8: Test de Multimodalidad de Hartigan

Hartigans’ dip test for unimodality / multimodality
Ho: Variable es unimodal
D 0.065452
p-value 2.2e-16
Ha: no unimodal, es decir, al menos bimodal

Elaboración: Los autores

Por otro lado, para analizar la relevancia del indicador multidimensional se examinaron los

niveles de inclusión financiera a nivel provincial y por área. Para ello, se calculó el promedio

del indicador multidimensional y el promedio biponderado de Tukey, el cual es un estimador

robusto para la media al detectar outliers (Mosteller y Tukey, 1977). En la tabla 4.9 se muestra

los promedios para la región Costa. Se observa que para cada provincia el área rural posee los

promedios más bajos, asimismo es la provincia de Esmeraldas en su área rural la que posee un

menor promedio de inclusión financiera en la región costa. De igual forma, las áreas rurales

de Santo Domingo, Manabí, Guayas y El Oro poseen los promedios más bajos y por debajo

de 0,5. Por otro lado, el área urbana de Guayas es la que posee mayor promedio de inclusión

financiera, seguido del área rural y urbana de la provincia de Santa Elena. Estas dos provincias

durante 2018 se encontraron dentro de las diez provincias con menores niveles de pobreza a

nivel nacional (INEC, 2018c).
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Tabla 4.9: Indicador Promedio por Área: Región Costa

Región Provincia Área Número
Individuos

Promedio
Aritmético

Promedio
Biponderado

de Tukey

Costa El Oro Rural 68 0,456558 0,460727

Costa El Oro Urbana 418 0,479918 0,486518

Costa Esmeraldas Rural 106 0,394638 0,311843

Costa Esmeraldas Urbana 111 0,457707 0,46098

Costa Guayas Rural 259 0,457908 0,46026

Costa Guayas Urbana 978 0,546969 0,555431

Costa Los Ríos Rural 169 0,467955 0,47189

Costa Los Ríos Urbana 146 0,515747 0,519632

Costa Manabí Rural 259 0,452273 0,459871

Costa Manabí Urbana 249 0,514105 0,521718

Costa Santa Elena Rural 36 0,531163 0,526018

Costa Santa Elena Urbana 80 0,563796 0,551843

Costa Santo Domingo Rural 52 0,391076 0,383259

Costa Santo Domingo Urbana 94 0,466783 0,468124

Elaboración: Los autores

Por otro lado, la tabla 4.10 muestra los promedios para la región Sierra, en donde son las

áreas rurales de Loja, Carchi, Bolívar, Imbabura y Cotopaxi las que poseen menor promedio en

inclusión financiera. Mientras que las áreas urbanas de Bolívar, Tungurahua, Cotopaxi, Azuay

y Chimborazo tienen los promedios más altos de la región. De estas provincias fue Azuay quien

se ubicó como la segunda provincia con menor pobreza por ingresos en 2018, mientras que fue

Pichincha la primera en esta lista, la cual su promedio de inclusión financiera fue de 0.54 en el

área urbana (INEC, 2018c).
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Tabla 4.10: Indicador Promedio por Área: Región Sierra

Región Provincia Área Número
Individuos

Promedio
Aritmético

Promedio
Biponderado

de Tukey

Sierra Azuay Rural 180 0,519357 0,52433

Sierra Azuay Urbana 415 0,592702 0,609377

Sierra Bolívar Rural 68 0,433431 0,438041

Sierra Bolívar Urbana 34 0,554068 0,566331

Sierra Cañar Rural 80 0,486229 0,486137

Sierra Cañar Urbana 39 0,537596 0,564444

Sierra Carchi Rural 51 0,422959 0,425134

Sierra Carchi Urbana 39 0,516819 0,520109

Sierra Chimborazo Rural 140 0,483389 0,486685

Sierra Chimborazo Urbana 76 0,573171 0,632982

Sierra Cotopaxi Rural 151 0,449422 0,459935

Sierra Cotopaxi Urbana 47 0,574124 0,587279

Sierra Imbabura Rural 76 0,447823 0,45415

Sierra Imbabura Urbana 93 0,530408 0,5647

Sierra Loja Rural 120 0,395381 0,386149

Sierra Loja Urbana 75 0,532049 0,555869

Sierra Pichincha Rural 190 0,478606 0,488271

Sierra Pichincha Urbana 790 0,531766 0,547548

Sierra Tungurahua Rural 176 0,514191 0,526531

Sierra Tungurahua Urbana 505 0,542636 0,573107

Elaboración: Los autores

De igual forma, la tabla 4.11 muestra los promedios de inclusión para la región Oriente.

Son las áreas rurales de las provincias de Sucumbíos, Zamora Chinchipe, Morona Santiago y

Orellana las que poseen los promedios más bajos de esta región. De estas provincias Morona

Santiago y Sucumbíos estuvieron dentro las diez provincias con mayores niveles de pobreza por
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ingresos en 2018 (INEC, 2018c). Así mismo, las áreas urbanas de Pastaza, Morona Santiago,

Zamora Chinchipe y Napo son las que poseen los promedios más altos de inclusión financiera.

Tabla 4.11: Indicador Promedio por Área: Región Oriente

Región Provincia Área Número
Individuos

Promedio
Aritmético

Promedio
Biponderado

de Tukey

Oriente Morona Santiago Rural 60 0,445791 0,451276

Oriente Morona Santiago Urbana 34 0,620157 0,655189

Oriente Napo Rural 38 0,519978 0,553908

Oriente Napo Urbana 36 0,547945 0,595632

Oriente Orellana Rural 47 0,4144 0,373571

Oriente Orellana Urbana 36 0,496296 0,49345

Oriente Pastaza Rural 36 0,510756 0,514714

Oriente Pastaza Urbana 36 0,632292 0,669637

Oriente Sucumbíos Rural 52 0,395703 0,392703

Oriente Sucumbíos Urbana 35 0,49618 0,499812

Oriente Zamora Chinchipe Rural 40 0,458969 0,450515

Oriente Zamora Chinchipe Urbana 35 0,580202 0,613525

Elaboración: Los autores

Por otra parte, el índice de inclusión financiera es analizado con respecto a la edad de las

personas. La tabla 4.12 muestra la frecuencia del número de individuos para cinco rangos de

edad de igual tamaño. El promedio de inclusión financiera muestra un nivel más bajo para las

personas que se ubican en el rango de edad más alto, seguido de las personas del penúltimo

rango de edad. Así mismo, los promedios más altos los tienen el tercer y segundo rango de edad

respectivamente. Estos datos sugieren que los niveles de inclusión financiera tendrían un patrón

de u invertida, en dónde los niveles de inclusión dejan de aumentar en cierto rango de edad. En

este sentido, la gráfica 4.8 en su lado izquierdo muestra la dispersión de puntos entre edad y el
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índice de inclusión financiera, así también los ejes muestran los histogramas que describen estas

variables. El comportamiento de las dos variables no muestra un patrón claro con respecto su

relación, sin embargo, el histograma refleja que existe un gran número de personas con un nivel

de aproximadamente de 0,5 de mediana edad. También, existe un gran número de personas con

niveles de aproximadamente 0.25 que se distribuyen entre todos los rangos de edad.

Tabla 4.12: Indicador Promedio por Rango de Edad

Edad Número
Individuos

Promedio
Aritmético

Promedio
Biponderado

de Tukey

[18 - 31) 679 0,521 0,526

[31 - 44) 1801 0,532 0,544

[44 - 57) 1966 0,522 0,531

[57 - 70) 1585 0,483 0,490

[70 - 85] 895 0,470 0,476

Elaboración: Los autores

Con el objetivo de observar un posible patrón entre edad e inclusión financiera se usa la

técnica de Loess, la cual funciona como un método no paramétrico para representar de forma

gráfica una curva suavizada con respecto a dos variables (Jacoby, 2000). De este modo, la figura

4.8 muestra en el lado derecho la curva suavizada con base en su densidad de datos. Con esto

se observa que existe un patrón con respecto al número de individuos. Es así que, los niveles

de inclusión financiera aumentan hasta que la edad es aproximadamente 40 años, y empieza

a descender desde este punto. De esta forma, se evidencia que existe una gran cantidad de

individuos en el conjunto de datos que muestran este patrón.

Por otra parte, el promedio por la condición de la actividad económica del individuo se

muestra en la figura 4.9 y se observa que las personas con pleno empleo son las más incluidas

financieramente, seguida de las personas que se encuentran en el desempleo y la población
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Figura 4.8: Indicador Multidimensional: Dispersión y Tendencia por Edad

Elaboración: Los autores

económicamente inactiva. Mientras tanto, las personas que se encuentran en el subempleo son

las menos incluidas financieramente. Este comportamiento está muy relacionado con los niveles

de ingreso y por ende las personas con empleo muestran promedios más altos. Así también,

los promedios en las personas que no poseen empleo pueden estar relacionados con factores

no observables como el tipo de desempleo de los individuos. De igual la forma, la figura 4.9

detalla el promedio para la categoría de ocupación del individuo. Se observa que la categoría

Empleado de gobierno posee el promedio más alto, seguido de las personas que son dueñas de

un negocio y empleados privados. Después, se muestran promedios más bajos para las personas

que no reciben un sueldo, que trabajan en la informalidad y que trabajan en el campo.

Por otro lado, la figura 4.10 muestra la distribución del indicador multidimensional con res-

pecto al nivel de educación. El patrón muestra una media de inclusión más alta mientras más
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Figura 4.9: Indicador Multidimensional: Promedio por Categoría de Ocupación

Elaboración: Los autores

alto es el nivel educativo de las personas. Así mismo, se observa que existe mayor cantidad

de individuos en los niveles de educación ’Ninguno’ y ’Primaria’. De igual forma, los niveles

educativos ’Secundaria’ y ’Superior’ muestran valores atípicos con respecto al nivel de inclu-

sión financiera. Esto implica que entre los niveles de educación más altos existen individuos

que tienen niveles mayores o menores con respecto a estas categorías. En todo caso, el nivel de

educación presenta un patrón representativo con respecto al indicador de inclusión financiera

multidimensional.
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Figura 4.10: Indicador Multidimensional: Boxplot por Nivel de Educación

Elaboración: Los autores

Por último, la figura 4.11 muestra la distribución de densidad del indicador multidimensio-

nal por el cuartil de ingreso per cápita, siendo el cuartil 1 el de menores ingresos y el cuartil 4 el

de mayores ingresos. La distribución refleja que los individuos del último cuartil poseen niveles

de inclusión más altos con respecto a las otras categorías. El primer, segundo y tercer cuartil

presentan un patrón bimodal, presentando niveles similares de inclusión financiera alrededor

del valor de 0,55. Sin embargo, es en el valor menor de estas modas en que se diferencian. El

primer cuartil presenta una mayor cantidad de individuos que poseen niveles de inclusión de

aproximadamente 0.22, mientras que el segundo cuartil presenta un número menor de indivi-

duos sobre este valor, seguido del tercer cuartil.
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Figura 4.11: Indicador Multidimensional: Histograma de Densidad por Ingreso Per Capita

Elaboración: Los autores
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4.3. Resultados Logit

4.3.1. Estimación

En esta sección se presenta los resultados de la estimación de los modelos logit, los cuales

se exponen en la tabla 4.13, además se muestra las medidas de evaluación como la sensibilidad,

especificidad, precisión y la puntuación AUC (Área bajo la curva ROC que se encuentra en el

Anexo 4.2.1). Las respectivas pruebas de validación para cada uno de los modelos se presentan

en el Anexo D.

En el modelo 1 se incluye únicamente las variables sociodemográficas de los individuos. En

el modelo 2 se incorpora variables de situación económica como la tenencia de vivienda pro-

pia, seguro privado y servicios básicos, sin embargo, en este modelo no se incluye la variable

"área"debido a que se encuentra correlacionada con “servicios básicos”. Finalmente, el modelo

completo que incluye tanto variables sociodemográficas y financieras es el modelo 3, en el cual

no se incluyó la variable "tenencia de vivienda propia"debido a que no resultó ser significativa

para explicar el nivel de inclusión financiera, de igual forma se omitió la variable “seguro priva-

do” porque al momento de incluir las variables financieras perdió su significancia. Asimismo,

se omite la variable de “acceso a servicios básicos” para de esta forma poder incluir la variable

“área” sin que se genere problemas de multicolinealidad. Este modelo presenta un menor valor

del criterio de información Akaike (AIC) en comparación con el modelo 1 y 2.
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Tabla 4.13: Resultado de las Estimaciones Logit de los Determinantes de la Inclusión Finan-
ciera en Ecuador

Variables Categoría
Nivel de Inclusión Financiera

Modelo 1 Modelo 2 Modelo 3
Área
(Ref: Urbano)

Rural -0.212*** -0.382***
(0.0010) (0.0000)

Sexo
(Ref: Hombre)

Mujer 0.303*** 0.279*** 0.152
(0.0002) (0.0005) (0.1230)

Edad
(Ref: Mediana edad)

Jóvenes 0.033 0.048 0.392**
(0.8080) (0.7270) (0.0340)

Adulto Mayor -0.203*** -0.207*** -0.276***
(0.0050) (0.0050) (0.0020)

Ingrero per cápita
(Ref: D Ingpc > 283)

A (Pobreza): Ingpc < 85 -1.254*** -1.197*** -0.464***
(0.0000) (0.0000) (0.0005)

B: 85 ≤ Ingpc < 163 -0.748*** -0.730*** -0.225**
(0.0000) (0.0000) (0.0250)

C: 163 ≤ Ingpc < 283 -0.440*** -0.440*** -0.08
(0.0000) (0.0000) (0.3760)

Condición de actividad
(Ref: Empleo pleno)

Subempleo -0.455*** -0.434*** -0.231***
(0.0000) (0.0000) (0.0060)

Desempleo -0.484** -0.468** -0.263
(0.0310) (0.0360) (0.3480)

PEI -0.516*** -0.478*** -0.332***
(0.0000) (0.0000) (0.0040)

Estado Civil
(Ref: Casado)

Separado o Divorciado -0.530*** -0.462*** -0.228*
(0.0000) (0.0000) (0.0550)

Viudo -0.405*** -0.365*** -0.183
(0.0010) (0.0030) (0.2040)

Unión libre -0.361*** -0.286*** -0.294***
(0.0000) (0.0001) (0.0010)

Soltero -0.541*** -0.492*** -0.066
(0.0000) (0.0000) (0.6210)

Nivel instrucción
(Ref: Superior)

Ninguno -1.705*** -1.658*** -1.115***
(0.0000) (0.0000) (0.0000)

Primaria -0.904*** -0.892*** -0.465***
(0.0000) (0.0000) (0.0000)

Secundaria -0.523*** -0.510*** -0.315***
(0.0000) (0.0000) (0.0030)

Miembros del hogar 0.081*** 0.080*** 0.039*
(0.0000) (0.0000) (0.0530)
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Etnia
(Ref: Mestizo)

Indígena -0.241** -0.255** -0.252*
(0.0370) (0.0270) (0.0810)

Afroecuatoriano -0.432** -0.368* -0.207
(0.0260) (0.0600) (0.3960)

Blanco -0.173 -0.172 0.052
(0.4320) (0.4380) (0.8580)

Servicios básicos
(Ref: No)

Si 0.485***
(0.0000)

Vivienda propia
(Ref: Si)

No -0.002
(0.9770)

Seguro privado
(Ref: No)

Si 0.568***
(0.0002)

Situación crediticia
(Ref: Crédito aprobado)

No solicitó No puede pagar -4.112***
(0.0000)

Crédito rechazado -1.920***
(0.0003)

No solicitó No necesita -3.733***
(0.0000)

Crédito Informal -1.451***
(0.0030)

Situación ahorro
(Ref: Formal)

Informal -0.879***
(0.0000)

No Ahorra -0.672***
(0.0000)

Califica atención
(Ref: Malo)

Bueno 0.964***
(0.0000)

No usa -4.560***
(0.0000)

Regular 0.394**
(0.0310)

Satisfacción con los
productos financieros
(Ref: Insatisfecho)

No posee -0.578**
(0.0150)

Satisfecho 0.609
(0.3150)

Constante 1.350*** 0.768*** 5.256***
(0.0000) (0.0000) (0.0000)

Sensibilidad 0.6603 0.662 0.7415
Especificidad 0.6847 0.6881 0.8229
Precisión 0.6046 0.6112 0.8089
AUC 0.7358 0.7383 0.8803
N 6,926 6,926 6,926
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Log Likelihood -4,165.48 -4,147.71 -2,836.76
Criterio de información Akaike 8,374.96 8,343.43 5,739.51
Nota: ***Significancia al nivel de 1%.

** Significancia al nivel de 5%.
* Significancia al nivel de 10%.

Elaboración: Los autores

Los resultados sugieren que cuando se considera únicamente las características sociodemo-

gráficas del individuo (modelo 1), todas las variables incluidas menos la edad categoría joven y

el grupo étnico “blancos” son estadísticamente significativas y pueden explicar si el individuo

se encuentra incluido financieramente o no, este modelo tiene una sensibilidad de 66%, espe-

cificidad de 68.47% y una precisión de 60.46%, la puntuación AUC es de 0.7358 el cual está

cercano a 1, señalando así un buen rendimiento del modelo.

En el modelo 2, cuando se incluye las variables referentes a la situación económica, se ob-

serva que las variables sociodemográficas mantienen su nivel de significancia para explicar la

inclusión financiera, principalmente se observa que todas las categorías de ingreso son signifi-

cativas con un nivel de confianza superior al 99.99%, es decir, aun después de incluir variables

que reflejan las condiciones en las que vive en individuo, como servicios básicos y tener seguro

médico privado, la pobreza por ingresos tiene un alto peso para explicar la inclusión financiera.

En cuanto a la información del rendimiento del modelo, se observa que los indicadores no tie-

nen una gran variación en comparación con el modelo 1.

En el modelo 3, al incluir las variables financieras, se observa que las características so-

ciodemográficas del individuo como el sexo, categoría de ingreso C, condición de actividad

desempleo, etnia afroecuatoriana y estado civil viudo y soltero, dejan de ser estadísticamente

significativos para explicar la inclusión financiera. Mientras que el resto de variables sociode-

mográficas siguen estando significativamente relacionadas con la inclusión financiera. El in-

dicador de sensibilidad arroja un valor de 74%, por tanto, este modelo tiene mejor habilidad

para detectar los casos relevantes en comparación con el modelo 1 y 2. Con una especificidad

de 82%, este modelo muestra que su capacidad de discriminar los casos negativos es buena y

mejor al modelo 1 y 2. Asimismo, se observa que la precisión del modelo mejora, siendo de

95



80.89%. Finalmente, la curva ROC muestra un valor de 88.03% señalando así que tiene una

alta capacidad predictiva. Por tanto, con base en estos criterios se verifica que el modelo 3 tiene

un mejor ajuste en comparación con los modelos 1 y 2.

Al realizar un análisis horizontal, el resultado obtenido de la variable género resulta intere-

sante, puesto que el signo no es el esperado en los modelos, de acuerdo con varios autores como

Cámara et al. (2013), Hoyo et al. (2013) y Fungáčová y Weill (2015), el ser mujer está asocia-

do con una menor probabilidad de que los individuos se encuentren incluidos financieramente.

Además, se señala que esta variable es significativa para explicar la inclusión financiera. Sin

embargo, esto no ocurre cuando se considera variables financieras. El cambio tanto de signo,

como de significancia podría ser resultado del hecho de que, en los distintos estudios, se ha to-

mado como indicador de inclusión financiera el poseer o hacer uso de algún producto/servicio

financiero, sin embargo, al no considerar simultáneamente las cuatro dimensiones de inclusión

financiera el resultado de la variable mujer indicaría netamente si existe discriminación hacia un

producto/servicio en específico, así como lo muestran Demirgüç-Kunt y Klapper (2012), cuyos

resultados indicaron que la variable mujer solo era estadísticamente significativa y positiva en

dos de sus tres modelos: tenencia de cuentas y créditos, mientras que en el modelo donde el

indicador de inclusión era el ahorro formal no resultó ser significativa. Así también, Cámara

et al. (2013), indicaron que la variable de género solo resulto ser estadísticamente significativa

cuando analiza la inclusión financiera mediante indicadores individuales, pero en su modelo

con el indicador agregado, no resultó ser significativa.

La variable de ingreso, ha mostrado que incluso después de incluir variables que se refieren

específicamente a la situación financiera del individuo, encontrarse en situación de pobreza y

pobreza extrema influye negativamente y es relevante para explicar la inclusión financiera con-

siderando su significancia estadística de 99.99%. Este resultado es el esperado y se encuentra

acorde a los hallazgos de autores como Anaya-Narváez y Romero-Álvarez (2018) quienes seña-

laron que la pobreza por ingresos disminuye significativamente la probabilidad de que los jefes

de hogar se encuentren incluidos financieramente.
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4.3.2. Efectos Marginales

Los Efectos Marginales permiten realizar la interpretación de los resultados en términos de

la probabilidad de ocurrencia de que los jefes de hogar se encuentren incluidos financieramente.

Por lo tanto, en la tabla 4.14 se presenta los efectos marginales del modelo obtenido, el cual

considera tanto las características sociodemográficas y variables financieras del individuo.

Tabla 4.14: Efectos Marginales de las Estimaciones Logit de los Determinantes de la Inclusión
Financiera en Ecuador

Variables Categoría dF/dx
Área
(Ref: Urbano)

Rural -0.078***
(0.0000)

Sexo (Ref: Hombre)
Mujer 0.032

(0.1274)

Edad
(Ref: Cat B - Mediana edad)

Jóvenes 0.088**
(0.0437)

CatC -0.057**
(0.0014)

Ingrero per cápita
((Ref: D Ingpc > 283)

A (Pobreza): Ingpc < 85 -0.091***
(0.0001)

B: 85 ≤ Ingpc < 163 -0.046**
(0.0217)

C: 163 ≤ Ingpc < 283 -0.017
(0.3720)

Condición de actividad
(Ref: Empleo pleno)

Subempleo -0.048***
(0.0056)

Desempleo -0.052
(0.3186)

PEI -0.066***
(0.0020)

Estado Civil
(Ref: Casado)

Separado o Divorciado -0.046**
(0.0469)

Viudo -0.037
(0.1886)

Unión libre -0.06***
(0.0005)

Soltero -0.014
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(0.6171)

Nivel instrucción
(Ref: Superior)

Ninguno -0.183***
(0.0000)

Primaria -0.098***
(0.0000)

Secundaria -0.064***
(0.0016)

Miembros del hogar 0.008*
(0.053)

Etnia
(Ref: Mestizo)

Indígena -0.05*
(0.0659)

Afroecuatoriano -0.042
(0.3735)

Blanco 0.011
(0.8585)

Situación crediticia
(Ref: Crédito aprobado)

No solicitó No puede pagar -0.726***
(0.0000)

Crédito rechazado -0.244***
(0.0000)

No solicitó No necesita -0.598***
(0.0000)

Crédito Informal -0.212***
(0.0000)

Situación ahorro (Ref: Formal)

Informal -0.155***
(0.0000)

No Ahorra -0.147***
(0.0000)

Califica atención
(Ref: Malo)

Bueno 0.195***
(0.0000)

No usa -0.567***
(0.0000)

Regular 0.087**
(0.0381)

Satisfacción con los productos financieros
(Ref: Insatisfecho)

No posee -0.132**
(0.0223)

Satisfecho 0.141
(0.346)

Nota: ***Significancia al nivel de 1%.
** Significancia al nivel de 5%.
* Significancia al nivel de 10%.

Elaboración: Los autores
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De acuerdo con los resultados obtenidos, se puede verificar que el área de residencia donde

se ubica el hogar es uno de los principales factores que determina el nivel inclusión financiera,

pues los individuos que viven en el área rural tienen 7.83% menor probabilidad de estar inclui-

do financieramente con respecto a los que viven en el área urbana. Este resultado muestra el

problema de accesibilidad física al que hace referencia Álvarez-Gamboa et al. (2021)), donde

los individuos se enfrentan a barreras para acceder al sistema financiero formal por su lugar de

residencia.

Al realizar un análisis por grupo de edad, se observa que si el jefe de hogar pertenece al

grupo de jóvenes tiene mayor probabilidad de estar incluido financieramente en un 8.8% con

respecto a los de mediana edad, mientras que, aquellos que pertenecen al grupo de edad avanza-

da (superior a 59 años), disminuye la probabilidad en 5.7%, resultado que se encuentra acorde

a lo mencionado por Fungáčová y Weill (2015) referente a la existencia de un “efecto genera-

cional”.

Con respecto al nivel de ingresos, los datos han mostrado que los individuos con meno-

res ingresos tienen menor probabilidad de encontrarse incluido financieramente con respecto a

aquellos de mayores ingresos. Específicamente, aquellos individuos cuyo ingreso se encuentra

por debajo de la línea de pobreza, tienen menor probabilidad de encontrarse incluido financie-

ramente en 9.1% con respecto al grupo de mayores ingresos. Este resultado es el esperado, pues

varios autores como Cámara y Tuesta (2014); Hoyo et al. (2013) y Tuesta et al. (2015) conclu-

yeron que a menor nivel de ingresos existe menor probabilidad de tener acceso a productos y

servicios financieros en el caso de países latinoamericanos.

Otra característica del individuo que explicaría el nivel de inclusión financiera es la condi-

ción de actividad, los individuos que se encuentran en el subempleo o pertenecen a la población

económicamente inactiva tienen una menor probabilidad de estar incluido financieramente en

un 4.82% en el primer caso y en un 6.64% en el segundo caso, con respecto a los que tienen em-

pleo pleno, este resultado se encuentra acorde con los de Rodriguez-Raga y Rodriguez (2016))

quienes mostraron que el tener estabilidad laboral favorece al acceso a los productos y servicios

financieros. Asimismo, de acuerdo con Demirgüç-Kunt et al. (2013) los individuos que se en-
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cuentran fuera de la fuerza laboral tienen menor probabilidad de estar incluido financieramente.

En cuando a los resultados por estado civil, se observa que ser viudo o soltero no resulta

ser significativo para explicar el nivel de inclusión financiera del individuo, sin embargo, el

ser divorciado, separado o estar en unión libre, está asociado a una menor probabilidad de

encontrarse incluido financieramente con respecto a los que se encuentran casados en 4.6% y

6% respectivamente, resultado que estaría acorde con autores como Al-Hussainy et al. (2008);

Cano et al. (2014); Devlin (2005).

El nivel de educación del individuo resultó ser una variable relevante para explicar la in-

clusión financiera, la probabilidad de que los individuos que no tienen ningún nivel de estudios

se encuentren incluido financieramente disminuye en 18.3% con respecto a los individuos que

accedieron a la educación superior; para los que tienen estudios primarios, su probabilidad

disminuye en 9.8%; mientras que los que alcanzaron el nivel secundario, la probabilidad dismi-

nuye en 6.38%. El resultado obtenido es el esperado, pues de acuerdo con varios autores como

Cámara y Tuesta (2014); Tuesta et al. (2015); Rodriguez-Raga y Rodriguez (2016); Narváez et

al. (2020) la educación del individuo es una de las variables determinantes más importantes a

la hora de explicar su nivel de inclusión financiera, considerando que de acuerdo con Kumar

(2005), esta variable podría verse relacionada con el nivel de educación financiera en el sentido

de que los individuos con menor nivel de educación no tendrían los conocimientos básicos so-

bre finanzas, ocasionando así el uso ineficiente o autoexclusión misma del sistema financiero.

Por último, de las características sociodemográficas del individuo, la etnia indígena resultó

ser significativa, indicando que la probabilidad de los individuos que pertenecen a este grupo se

encuentre incluido financieramente disminuye en 5 puntos porcentuales con respecto a los que

se identifican como mestizos.

Con respecto a las variables financieras, se observa que son significativas para explicar la

inclusión financiera. La situación crediticia y de ahorro del individuo son estadísticamente sig-

nificativas con un nivel de confianza de 99.99%, mientras que las variables referentes a calidad

y bienestar tienen un nivel superior al 99%, a excepción de la categoría de bienestar donde el

individuo no se encuentra satisfecho con los productos financieros la cual no tiene relevancia
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estadística.

Los individuos que no solicitan crédito porque piensan que no pueden pagarlo, tienen una

menor probabilidad de encontrarse incluido financieramente en un 72.58% con respecto a aque-

llos que solicitaron crédito en una entidad financiera formal y fueron aprobados, este resultado

confirma lo señalado por Beck et al. (2007) y Beck y Demirgüç-Kunt (2008), pues se muestra

que los individuos a pesar de tener acceso a este servicio, no hacen uso del mismo por falta

de ingresos, lo cual representa un problema de inclusión financiera. Así también, concuerda

con lo mencionado por Demirgüç-Kunt et al. (2013) y Allen et al. (2016), quienes señalaron

que la principal barrera a la inclusión financiera por el lado de la demanda es la insuficiencia

de ingresos. Por otra parte, de los individuos que no solicitan crédito porque indican no nece-

sitarlo, la probabilidad de estar incluido financieramente disminuye en 59.79%. En cuanto a

los individuos que sí solicitan crédito y no son aprobados, tienen menor probabilidad de estar

incluido financieramente en un 24.39% con respecto a aquellos que solicitan crédito en una

entidad financiera formal y son aprobados. Mientras que, aquellos que solicitan crédito, pero

lo hacen de manera informal (usureros, amigos, familiares), la probabilidad de estar incluido

financieramente disminuye en 21.23%, resultado que refleja precisamente las características de

la inclusión financiera: tener acceso y hacer uso de los productos y servicios financieros ofreci-

dos por entidades financieras formales.

Por otro lado, la población que ahorra de manera informal presenta una menor probabilidad

de estar incluido financieramente de 15.48% con respecto a la población que usa estos servicios

de manera formal. Además, los individuos que no ahorran tienen una menor probabilidad de

encontrarse incluido financieramente en 14.71%. Así, se observa lo mencionado por Trivelli

(1997), los individuos que ahorran formalmente tienen mayor probabilidad de estar incluidos

financieramente debido a que el ahorrar les permite tener mayor apertura a otros productos

financieros.

La variable asociada a calidad, muestra que los individuos que califican la atención finan-

ciera como buena o regular, tienen mayor probabilidad de estar incluidos financieramente en

19.51% y 8.69% respectivamente con respecto a aquellos que no se encuentran satisfechos.
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Mientras que, aquellos que no califican la atención debido a que no utilizan ningún punto de

atención financiero (agencia bancaria, cooperativa de ahorro y crédito, cajero automático, co-

rresponsal bancario) la probabilidad de estar incluido financieramente se ve disminuida en un

56.68%.

Finalmente, se observa que aquellos individuos que no poseen algún producto financiero

como cuentas de ahorro, corriente, depósitos a plazo o tarjeta de débito o crédito tienen menor

probabilidad de encontrarse incluido financieramente en un 13.23% con respecto a aquellos que

si tienen alguno de estos productos y además se encuentran satisfechos con los servicios que le

brindan estos productos.
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Capítulo V

Conclusiones y Recomendaciones

La presente investigación ha propuesto un método que permite la medición cuantitativa del

grado de inserción que un individuo posee en el sistema financiero, considerando las cuatro

dimensiones teóricas de la inclusión financiera: acceso, uso, calidad y bienestar. Posteriormen-

te, se caracterizó a los individuos de acuerdo a su nivel de inclusión financiera, considerando

aspectos sociodemográficos, económicos y financieros de los individuos.

El indicador multidimensional de inclusión financiera se construyó mediante la metodología

de redes neuronales Variational Autoencoder, la cual permitió identificar el concepto de inclu-

sión financiera mediante la inferencia de una variable latente. En la modelización del indicador

se utilizaron variables relacionadas con las dimensiones de acceso, uso, calidad y bienestar;

mismas que sirvieron para construir subindicadores y que luego formaron el indicador general

de inclusión financiera.

Los valores obtenidos del índice general de inclusión financiera fueron estandarizados, to-

mando valores entre 0 y 1. El comportamiento de este índice muestra que en el Ecuador para el

año 2018 los niveles de inclusión se encuentran mayormente distribuidos en el rango de 0.55 a

0.76, seguido del rango de 0 a 0.54 y finalmente del rango de 0.77 a 1. Estos valores evidencian

que un porcentaje bajo de individuos posee un mayor nivel de inclusión financiera que el resto

de la población.

El índice de inclusión financiera fue categorizado de modo que cada individuo de la mues-
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tra fue clasificado en dos niveles: incluidos o no incluidos financieramente. De esta forma, se

determinó que en la población ecuatoriana para el año 2018, el 46.09% de individuos jefes de

hogar fueron clasificados como incluidos financieramente, mientras que el 53.91% fueron cla-

sificados como no incluidos financieramente.

Posteriormente, se analizó mediante modelos logit las características sociodemográficas,

económicas y financieras de los individuos según su categorización de inclusión financiera,

dando énfasis al nivel de pobreza de acuerdo a su nivel de ingresos per cápita. Los resultados

señalaron que quienes se encuentran excluidos financieramente son principalmente los indivi-

duos en situación de pobreza, así como también aquellos que tienen bajos niveles de educación,

lo cual a su vez estaría asociado a un bajo conocimiento sobre finanzas básicas. Se identificó

que la probabilidad de que un individuo se encuentre incluido financieramente disminuye cuan-

do posee las siguientes características: vive en el área rural, tiene bajos niveles de ingresos, está

en una situación de subempleo, pertenece a la población económicamente inactiva, su estado

civil es distinto a casado, tiene niveles bajos de educación y pertenece al grupo de mayor edad.

Mientras que, los individuos jóvenes tienen mayor probabilidad de estar incluidos financiera-

mente.

De manera similar, se identificó que los individuos jóvenes tienen mayor probabilidad de

estar incluidos financieramente. De igual forma, se mostró que las personas que sienten mayor

bienestar con los servicios financieros y los califican de mejor manera presentan una mayor

probabilidad de incluirse financieramente. Por otra parte, la situación crediticia y de ahorro

también resultó ser relevante para explicar la inclusión financiera. En tal sentido, cuando estas

variables están asociadas al hecho de que el individuo no pueda acceder debido a un bajo nivel

de ingresos, la probabilidad de estar incluido financieramente disminuye significativamente.

Los resultados observados concuerdan con los análisis empíricos de varios autores y confir-

man que las características de los individuos influyen en sus niveles de inclusión financiera. En

este sentido, al considerar que la inclusión se relaciona con la calidad de vida y bienestar social

de un individuo, es de vital importancia su análisis con el objetivo de formular políticas que

faciliten el nivel de inserción al sistema financiero ecuatoriano y por ende aumentar los niveles
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de inclusión financiera.

El número de personas que poseen una cuenta bancaria o ahorran son factores que dan una

idea de la situación de inclusión, pero no brindan información completa y su análisis podría

llevar a conclusiones equivocadas. Por consiguiente, se remarca la importancia de incorporar

métodos más robustos para la medición de la inclusión financiera. De esta forma se facilita la

manera de monitorear el nivel de inclusión financiera a nivel cantonal o provincial, y así poder

obtener recursos informativos que permitan a los entes supervisores financieros y a las enti-

dades financieras privadas actuar considerando las cuatro dimensiones teóricas de la inclusión

financiera.

La presente investigación ha analizado los factores de la inclusión financiera y contribuye

al desarrollo de la literatura existente sobre la relación de inclusión financiera y pobreza por

ingresos. Se recomienda que futuras encuestas incorporen preguntas que permitan recolectar de

manera objetiva información sobre las distintas dimensiones de la inclusión financiera y con ello

facilitar su análisis futuro. De esta forma se superarían las limitaciones existentes con respecto

a la disponibilidad de información actualizada y de calidad sobre inclusión financiera. Con ello

se facilita la formulación de políticas que contribuyan a aumentar el bienestar social y, por lo

tanto, la situación económica y financiera de la población ecuatoriana.

En este sentido, es imprescindible que las instituciones financieras sean capaces de brindar

productos y servicios de calidad que se adapten a todos los sectores de la sociedad. Así también

brindar de educación financiera, para de esta forma reducir las asimetrías de información y

que la población en situación de pobreza tenga conocimiento sobre los beneficios que podrían

obtener del sistema financiero formal.
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Anexos

Anexo A: Datos Perdidos

Tabla A1: Depuración Base de Datos

Variable /
Pregunta de
la encuesta

Referencia Número
Faltantes

Porcentaje

fi04 Qué transacciones realiza habitualmente -
Retiro de dinero / remesas

35 0,49%

fi14 Durante el último trimestre, Usted solicitó un crédito 2 0,03%

pobreza Pobreza 61 0,85%

ingpc Ingreso Per Cápita 3 0,04%

p03 Edad 137 1,90%

Provincia Provincia 37 0,51%

Total 275 3,82%
Elaboración: Los autores
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Anexo B: Validación Modelos VAE

Figura B1: Funciones de Pérdida Modelos VAE

Elaboración: Los autores
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Anexo C: Definición Dimensiones Inclusión Finan-

ciera

Figura C1: Definiciones de Inclusión Financiera

Fuente: Alianza de la inclusión financiera
Elaboración: Alianza de la inclusión financiera
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Anexo D: Validación de Modelos Logit

4.1. Análisis de correlación

Notación:

A: Área

B: Califica atención

C: Condición de actividad

D: Edad

E: Estado Civil

F: Etnia

G: Ingreso per cápita

H: Nivel instrucción

I: Satisfacción prod. Financieros

J: Seguro privado

K: Servicios básicos

L: Sexo

M: Situación ahorro

N: Situación crediticia

O: Vivienda propia
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Tabla D1: Matriz de coeficientes de correlación

A B C D E F G H I J K L M N O
A 1,00 0,07 0,09 0,12 0,00 0,24 0,17 -0,54 0,25 0,05 -0,68 -0,16 -0,17 0,17 -0,35
B 0,07 1,00 0,12 0,04 0,09 0,06 0,06 -0,16 0,46 0,20 -0,14 0,01 -0,17 0,20 0,02
C 0,09 0,12 1,00 0,58 0,06 0,05 0,06 -0,32 0,26 0,32 -0,19 0,37 -0,17 0,23 -0,24
D 0,12 0,04 0,58 1,00 -0,05 0,04 -0,04 -0,34 0,14 -0,06 -0,09 0,11 -0,12 0,08 -0,35
E 0,00 0,09 0,06 -0,05 1,00 0,00 0,01 -0,07 0,16 0,18 -0,21 0,39 -0,04 0,12 0,25
F 0,24 0,06 0,05 0,04 0,00 1,00 -0,01 -0,16 0,19 0,15 -0,22 -0,03 -0,03 0,05 -0,06
G 0,17 0,06 0,06 -0,04 0,01 -0,01 1,00 -0,28 0,18 0,23 -0,10 0,00 -0,12 0,19 0,03
H -0,54 -0,16 -0,32 -0,34 -0,07 -0,16 -0,28 1,00 -0,41 -0,38 0,49 -0,05 0,20 -0,34 0,23
I 0,25 0,46 0,26 0,14 0,16 0,19 0,18 -0,41 1,00 0,46 -0,36 0,05 -0,33 0,42 -0,05
J 0,05 0,20 0,32 -0,06 0,18 0,15 0,23 -0,38 0,46 1,00 -0,23 0,14 -0,16 0,32 0,09
K -0,68 -0,14 -0,19 -0,09 -0,21 -0,22 -0,10 0,49 -0,36 -0,23 1,00 0,12 0,15 -0,30 0,20
L -0,16 0,01 0,37 0,11 0,39 -0,03 0,00 -0,05 0,05 0,14 0,12 1,00 -0,05 0,10 0,03
M -0,17 -0,17 -0,17 -0,12 -0,04 -0,03 -0,12 0,20 -0,33 -0,16 0,15 -0,05 1,00 -0,25 0,05
N 0,17 0,20 0,23 0,08 0,12 0,05 0,19 -0,34 0,42 0,32 -0,30 0,10 -0,25 1,00 -0,03
O -0,35 0,02 -0,24 -0,35 0,25 -0,06 0,03 0,23 -0,05 0,09 0,20 0,03 0,05 -0,03 1,00

Elaboración: Los autores

4.2. Pruebas de Bondad de Ajuste

Tabla D2: Estadístico de la Devianza para cada modelo estimado

Devianza
Ho: El modelo no es significativo
Modelo Estadístico p-value
Modelo 1 8330.962 0.0000
Modelo 2 8295.429 0.0000
Modelo 3 5673.513 0.0000

Elaboración: Los autores
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Tabla D3: Test Hosmer-Lemeshow Goodness of Fit "GOF"para cada modelo estimado

Test Hosmer-Lemeshow Goodness of Fit
Ho: El modelo se ajusta a los datos

Modelo X-squared df p-value
Modelo 1 4.8661 8 0.7718
Modelo 2 5.0877 8 0.7482
Modelo 3 8.6576 8 0.372

Elaboración: Los autores

4.2.1. Curvas ROC

Figura D1: Curva ROC - Modelo 1

Elaboración: Los autores
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Figura D2: Curva ROC - Modelo 2

Elaboración: Los autores

Figura D3: Curva ROC - Modelo 3

Elaboración: Los autores
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Anexo E: Categorización Indicador Multidimensio-
nal de Inclusión Financiera

Figura E1: Categorización por Clusters: Indicador Multidimensional de Inclusión Financiera

Elaboración: Los autores
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